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Prefacio a Segu

da Edicdo

Esta segunda edicic difere da antecs= em dois aspectos: primeiro, a ordem dos
capitulos foi alterada, a partir do Capitulo 11, baseando-nos em sugestdes de colegas
e de nossa prépria observacao de que esta alteracfo é a mais adequada. Em segundo
lugar, fizemos corregdes de erros constamtes no livro, introduzimos um novo apéndice
e comentdrios em algumas segOes. )

Muitas pessoas nos escreveram a respeito de respostas e solucgdes dos problemas
constantes do texto. Respostas a problemas selecionados estdo sendo incluidas na
péagina do livro: hitp://www.ime.usp.br/~ pam/ST html. Futuramente, solugdes
serdo incluidas, com acesso restrito a professores cadastrados.

Queremnios agradecer aos diversos colegas e alunos que apontaram erros e omissces.
bem como sugestdes para a melhoria do texto. Com probabilidade uvm, novos erros
serao constatados e aguardamos a colaboragio dos leitores para que possamos fazer
as devidas corregdes. Os e-mails dos autores sdo aqueles constantes do prefacio da
primeira edigao.

Sao Paulo, dezembro de 2005.

Pedro A. Morettin ¢ Clélia M.C. Toloi




Prefacio

Este livro é uma versdo substancialmente revisada de nosso texto anterior “Pre-
visdo de Séries Temporais” (Atual Editora, 1987, abreviadamente PST). Dado que
muito material novo foi adicionado, resolvemos também mudar o titulo do livro.

Em relacao a PST, os capitulos 11 a 16 sdo novos. Nos demais, houve uma revisao
substancial, com eliminacdo e adig8o de tépicos. Com os avangos computacionais que
ocorreram nos Ultimos anos e a disponibilidade de programas estatisticos genéricos
(como o MINITAB e SPlus) ou especificos (como o SCA, STAMP e EVIEWS), foi
possivel a inclusdo de muitos exemplos e aplicages a séries reais.

Os capitulos 1 e 2 introduzem a notacao, processos estocdsticos e séries tempo-
rais, exemplos de séries e de modelos estocésticos. O Capitulo 3 estuda os modelos
de decomposicao de uma série em suas componentes de tendéncia, sazonal e irregular
e os procedimentos para estimar estas componentes. O Capitulo 4 trata de procedi-
mentos simples de previsdo (os alisamentos ou suavizagdes), e que apresentam bom
desempenho na prética e sdo de ficil aplicagao.

Os capitulos 5 a 11 constituem uma parte importante do livro, devotada aocs mo-
delos ARIMA (auto-regressivos, integrados e de médias méveis), de larga utilizagio
na modelagem de séries estacionérias e ndo-estaciondrias integradas. O Capitulo 12
introduz a classe dos modelos da famflia ARCH (“autoregressive conditional heteros-
kedasticity” ), de fundamental importancia na anélise de séries temporais financeiras,
que apresentam caracteristicas distintas, como caudas longas e agrupamentos de vo-
latilidades.

O Capitulo 13 estuda os chamados modelos de espago de estados, que englobam
varias classes de modelos e que podem ser implementados eficientemente com o uso
do Filtro de Kalman, aliado a métodos de estimacio como o algoritmo EM. Os
capitulos 14 e 15 tratam da andlise de Fourier de séries temporais, uma ferramenta
importante notadamente em dreas fisicas, como oceanografia, meteorologia, hidrolo-
gia, etc. Finalmente, o Capitulo 16 traz uma introdugfo aos processos de memoria
longa, de grande importancia atual em hidrologia, economia, financas e outras areas.

Possiveis roteiros de utiliza¢do do livro sdo dados a parte. Embora o livro cubra
uma parte substancial da drea, vérios t6picos nao foram abordados, como a anslise
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de séries multivariadas e o tratamento bayesiano de vérios dos temas estudados.
Esperamos que nossos colegas bayesianos cubram esta lacuna em futuro ndo muito
distante.

Gostarfamos de agradecer as varias pessoas que fizeram sugestGes e apontaram
erros ou omissdes tanto no texto PST como em versdes prévias deste livro e que
continuamente nos indagavam quando a revisdo iria sair. Comentédrios podem ser
enviados aos enderecos eletrdnicos dos autores, pam@ime.usp.br, clelia@ime.usp.br.
Os dados usados no texto podem ser obtidos na pagina http://www.ime.usp.br/~
pam.

Sao Paulo, maio de 2004.
Pedro A. Morettin e Clélia M.C. Toloi

Roteiros de Utilizacao

A maneira como o livro deve ser utilizado. ou quais sdo os tépicos que devem ser
abordados com as devidas adaptagGes. depende de virios fatores, como o objetivo
do curso, seu nivel (graduagio ou pés-graduacio) e formacio académica dos alunos
atendentes. Iremos supor que o publico-alvo tenha conhecimentos basicos de proba-
bilidade e estatistica, representado minimamente por duas disciplinas introdutérias
de quatro horas semanais.

Apresentamos, a seguir, exemplos de alguns roteiros que podem ser dteis.

Disciplina de Séries Temporais para Economia e Financas. .-

Este é o caso em que os alunos, em geral, t&m uma boa formacdo bésica em
estatistica. Uma seqii€ncia para wrm semesire poderia ser:

Capitulos 1 e 2.

Capitulos 5 a 10, com adaptacdes, eliminando detalhes técnicos e dando énfase
a aplicacbes em economia e financas.

Capitulo 14, com énfase em aplicagtes a dados de séries financeiras (retornos,
taxas de cambio, etc).

Os Capitulos 11 e 13 também sio de interesse e devem ser recomendados como
leitura complementar.

Disciplina de Séries Temporais Para Oceanograﬁa, Me-
teorologia e Areas Afins.

Neste caso, algumas adaptaces serdo necessarias para que o contetido se torne

menos formal, dando maior atencao is aplicacBes na drea de interesse. Uma possivel
seriagao seria:
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Capitzios 1 € 2

Capitulo 3, goe apresenta a decomposi¢io de uma séries em suas componentes
de tendéncia, sazoral e irregular, com forte apelo nas 4reas em questdo.

Capitulo 4, censtituido de procedimentos de previsdo bastante simples e que tém
bom desempenhc zz pratica. H4 vérios programas disponiveis para usar com esses
procedimentos. comeo o Excel e MINITAB.

Capitzios 13 . * gue abordam a andlise de séries temporais no dominio da
rmiénca. que - woo de andlise que tem grande interesse na drea de ciéncias
=EICAS.

Disciplina de Séries Temporais para Engenharia e Medi-
cina (Cardioiogia, Neurologia e Radiologia)

Nessas areas, em geral, o interesse é a anilise no dominio da fregiiéncia. Uma
seriagao recomendada seria:

Capitulos 1 e 2.
Capitulo 5.
Capitulos 15 e 16.
_ Complementagss a esse material podem ser feitas utilizando os textos de Bloom-
field (2000), Priestley (1981) e Shumway e Stoffer(2000).

Cursos de Graduacao em Estatistica

Neste caso, o livro todo é indicado, embora o usual é que os cursos tenha em sua
grade curricular apenas uma disciplina de Séries Temporais, o que torna a abordagem
completa do livro impossivel. A seriagio mais adequada dependerd da especificidade
do curso (no sentido que alguns cursos no pais dao énfase a aspectos mais praticos
aplicados a determinada drea, como a indistria, outros so mais tedricos, etc). Uma
possibilidade de seriagdo bastante geral é a seguinte:

Capitulos 1 a 4.

Capftulos 5 a 10. simplificados, omitindo muitos aspectos tedricos.
Capitulo 14, resumido.

Capitulos 15 e 16. resumidos.

Cursos de Pés-Graduagao em Estatistica
TUma disciplina secmessral de séries temporais, corm uma, visdo geral, poderia englobar:

Capitulos 1 = 2
Capirulos 5 2 11 ¢ 14

ROTEIRO

Capitulos 15 e 16.

Algumas referéncias adicionais sio Box, Jenkins e Reinsel (1994), Brockwell e

Davis (1991) e Shumway e Stoffer (2000).

Se a énfase for em andlise espectral (analise no domfnio da, freqiiéncia), recomen-

damos os Capftulos 1, 2, 5, 10, 15, 16, complementados com os textos de
(1981) e Percival ¢ Walden (1993).

Priestley
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Preliminares

1.1 Consideragoes gerais

Uma série temporal é qualquer conjunto de observacfes ordenadas no tempo.
S&o exemplos de séries temporais:

(i) valores didrios de poluigio na cidade de Sao Paulo:
(ii) valores mensais de temperatura na cidade de Cananéia-SP;

(ili) indices didrios da Bolsa de Valores de Séo Paulo;

(iv) precipitagio atmosférica anual na cidade de Fortaleza;

)
)

(v) mimero médio anual de manchas solares;
)

(vi) registro de marés no porto de Santos.
Nos exemplos (i) — (v) temos séries temporais discretas. enquanto(vi) é um exem-
plo de uma série continua. Muitas vezes, uma série temporal discreta é obtida através
da amostragem de uma série temporal continua em intervalos de tempos iguais, Aé.
Assim, para analisar a série (vi) serd necessdrio amostra-la (em intervalos de tempo
de uma hora, por exemplo), convertendo a série continua, observada no intervalo
[0,T1, digamos, em uma série discreta com N pontos, onde N = %. Em outros
casos,como para as séries (iv) ou (v), temos que o valor da série num dado imstante
é obtido acumulando-se (ou agregando-se) valores em intervalos de tempos iguais.

Ha, basicamente, dois enfoques usados na anslise de séries temporais.Em ambos,
o objetivo é construir modelos para as séries, com propdsitos determinados. No
primeirc enfoque, a andlise é feita no dominio temporal ¢ os modelos propostos
sdo modelos paraméitricos (com wm nimero finito de pardmetros). No segundo, a
andlise é conduzida no dominio de fregiiéncias e os modelos propostos sic modelos
ndo-paraméiricos.

Dentre os modelos paramétricos temos, por exemplo, os modelos AETMA,
que serdo estudados com detalhes a partir do Capitulo 5.
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No dominio de freqiiéncias temos a andlise espez—rsl que tem intmeras aplicagOes
em ciéncias fisicas e engenharia. e que consiste ex= zecompor a série dada em com-
ponentes de freqiiéncia, onde a existéncia do especss é a caracteristica fundamental.
Este tipo de andlise seréd apresemtado nos Capituioe 15 e 18.

1.2 Notagao

As definicdes formais de proscmsso essociaste:  szze temporal serfo dadas 1o
Capitulo 2. No momento, para motivar a disczsss:. considere o exemplo a seguir.
Suponha que queiramos medir a semperatura do a. de dado local, durante 24 horas;
podemos obter um grifico semeixante ao da Figza 1.1

Z(t)

zM)
z@ )

|

t=15 t=24 t
Figura 1.1: Temperatura do ar, de dado local, durante 24 horas

Vamos designar por Z(t) a temperatura no instante ¢t (dado em hora.s,\por~exem-
plo). Notamos que para dois dias diferentes, obtemos duas curvas que’ 1.150 50, en}
geral, as mesmas. Estas curvas sao chamadas trajetdrias do processo fisico que esta
sendo observado e este (o processo estocdstico) nada mais é do que o conjunto de
todas as possiveis trajetérias que poderiamos observar. Cada trajetéria é também
chamada uma série temporal ou fun¢do amostral. Designando-se por Z(1)(15) o valor
da temperatura no instante t = 15, para a primeira trajetdria (primeiro’dia de ob-
servagdo), teremos um nimero real, para o segundo dia teremos outro nimero real,
Z@)(15). Em geral, denotaremos uma trajetéria qualquer por ZW@(t). P.ara‘ caﬁia: t
fizo, teremos os valores de uma waridvel aleatéria Z(t), que terd certa distribuicao
de probabilidades. o

Na realidade, o que chamamaos de série tempora! ¢ uma parte de uma trajetdria,
dentre muitas que poderiam ter sido observadas. Em algumas situagdes (como em
Oceanografia, por exemplo), quando temos dadcs experimentais, .é possivel observar
algumas trajetérias do processo sob consideracic. mas na maioria dos casos {como
em FEconomia ou Astronomia), geando ndo é possiv= fazer experimentacdes, temos
uma sé trajetéria para analise.
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Temos referido o pardmetro ¢ como sendo o tempo, mas a série Z (t) poders ser
funcdo de algum outro pardmetro fisico, como espago ou volume.

De modo bastante geral, uma série temporal poders ser um vetor Z(t), de ordem
r x 1, onde, por sua vez, t é um vetor p x 1. Por exemplo, considere a série

Z(t) = [21(t), Za(t), Z3(t)],

onde as trés componentes denotam, respectivamente, a altura, a temperatura e a
pressdo de um ponto do oceano e t = (tempo, latitude, longitude). Dizemos que
a série é multivariada (r = 3) e multidimensional (p = 3). Como outro exemplo,
considere Z(t) como sendo o nimero de acidentes ocorridos em rodovias do Estado
de Sao Paulo, por més. Aqui,r=1ep=2, com t = (més, rodovia).

1.3 Objetivos da andlise de séries temporais

Obtida a série temporal Z(t1),..., Z(t,), observada nos instantes t1y oosy tn,
podemos estar interessados em:
(a) investigar o mecanismo gerador da série temporal; por exemplo, analisando
uma série de alturas de ondas, podemos querer saber como estas ondas foram
geradas;

(b) fazer previsdes de valores futuros da série; estas podem ser a curto prazo, como
para séries de vendas, produgio ou estoque, ou a longo prazo, como para séries
populacionais, de produtividade etc.;

(c) descrever apenas o comportamento da, série; neste caso, a construcio do grafico,
a verificagdo da existéncia de tendéncias, ciclos e variagOes sazonais, a cons-

trugdo de histogramas e diagramas de dispersdo etc., podem ser ferramentas
tlteis; ‘

(d) procurar periodicidades relevantes nos dados; aqui, a andlise espectral, menci-
onada anteriormente, pode ser de grande utilidade.

Em todos os casos, modelos probabilisticos ou modelos estocdsticos sao cons-
truidos, no dominio temporal ou de freqiiéncias. Estes modelos devem ser simples e
parcimoniosos (no sentido que o niimero de parametros envolvidos deve ser o menor
possivel) e, se possivel, sua utilizacdo naoc deve apresentar dificuldades as pessoas
interessadas em manipulé-los. :

Muitas situacOes em ciéncias fisicas, engenharia, ciéncias biolégicas e humanas
envolvem o conceito de sistema dindmico, caracterizado por uma série de entrada
X (t), uma série de saida Z(t) e uma fungdo de transferéncia v(t) (Figura 1.2).

De particular importincia sdo os sistemas lineares, onde a safda é relacionada
com a entrada através de um funcional linear envolvendo v(t). Um exemplo tipico &
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Ha

X() Z(t)
B m— v(t)

Figura 1.2: Sistema dindmico.

Z(t)=> v(r)X(t—r). (1.1)
=0
Problemas == mieresse aqui sdo:

(a) estirnar a fungdo de transferéncia v(t), conhecendo-se as séries de entrada e
saida:

(b) fazer premsdes da série Z(t), com o conhecimento de observagoes da série de
entrada X (t);

(c) estudar o comportamento do sistema, simulando-se a série de entrada;

(d) controlar a série de saida Z(t), de modo a trazé-la o mais préximo possivel
de um valor desejado, ajustando-se convenientemente a série de entrada X (¢);
este controle é necessdrio devido a pertmrbagoes que norma.lmente afetam um
sistema-dindmico. 7~ - - . n )

A equacdo (1.1) é também chamada modelo de funcdo de tmnsferencm Para
detaibes, a referéncia é Box, Jenkins e Reinsel (1994).

1.4 Estacionariedade

Uma das suposi¢oes mais freqiientes que se faz a respeito de uma série temporal
é a de que ela é estaciondria, ou seja, ela se desenvolve no tempo aleatoriamente
ao redor de uma média constante, refletindo alguma forma de equilibrio estével.
Todavia, a maior parte das séries que encontramos na pratica apresentam alguma
forma de nao-estacionariedade. Assim, as séries econdmicas e financeiras apresentam
em geral tendéncias, sendo o caso mais simples aquele em que a série flutua ao redor
de uma reta, com inclinagio positiva ou negativa (tendéncia linear). Podemos ter,
também, uma forma de nao-estacionariedade explosiva, como o crescimento de uma
colénia de bactérias. ‘

Uma série pode ser estaciondria durante um periodo muito longo, como a série
(vi) da sec@o 1.l1. mas pode ser estaciondria apenas em periodos muito curtos, mu-
dando de nfve= = -u inclinacdo. A classe dos modelos ARIMA, j4 mencionados
antes. serd ceoez de descrever de maneira satisfatoria séries estaciondrias e séries
nao estaciondrias. mas que ndo apresentem comportamento explosivo. Este tipo de
nio-estacionzrizdace é chamado homogéneo; a série pode ser estaciondria, flutuando
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ao redor de um nivel, por certo tempo, depois mudar de nivel e flutuar ao redor de
um novo nivel e assim por diante, ou entdo mudar de inclinacio, ou ambas as coisas.
A Figura 1.3 ilustra esta forma de nio-estacionariedade.

Z(t)!

t

Figura 1.3: Série ndo-estaciondria quanto ao nfvel e inclinagso.

Como a maioria dos procedimentos de andlise estatistica de séries temporais
supde que estas sejam estaciondrias, sers necessério transformar os dados originais,
se estes ndo formam uma série estaciondria. A transformacio mais comum consiste
em tomar diferencas sucessivas da série original, até se obter uma série estacionsria.
A primeira diferenca de Z(t) é definida por

AZ(t) = Z(t) - Z(t - 1), (1.2)
a segunda diferenga é
A*Z(t) = A[AZ({)] = AlZ@) - Z(t—1)], (1.3)
ou seja, |
2Z(t) = Z(t) = 2Z(t — 1) + Z(t - 2). (1.4

De modo geral, a n-ésima diferenga de Z(t) é
AMZ(t) = A[A™LZ(1)]. _ (1.5)

Em situagbes normais, serd suficiente tomar uma ou duas diferencas para que a série
se torne estaciondria. Voltaremos a este assunto mais tarde.

A Figura 1.4 apresenta a série de indices mensais do Ibovespa, de julho de 1554
a agosto de 2001 (Série Ay (d)), acompanhada de sua primeira diferenca, agora
estacionéria.
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i
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. (b)
Figura 1.4: (a) Indices mensais do Ibovespa (b) Diferenca do Ibovespa.

1.5 Modelos e procedimentos de previsao

_ Vimos que um modelo é uma descrigdo probabilistica de uma série temporal e ..

cabe a0 usuério decidir como utilizar este modelo tendo em vista seus objetivos. Na
secdo 1.3 vimos quais sdo os principais objetivos ao analisar uma série temporal.
Um propdsito deste livro é estudar certos procedimentos ou métodos de previsdo.
Embora estas duas palavras sejam usadas livremente no texto, o termo “método”
n3o é de todo correto. Segundo Priestley (1979), “ndo hd algo chamado “método”

de previsdo ou algo chamado “método” de previsio ARMA (ou Box e Jenkins). Hd

algo chamado método de previsido de “minimos quadrados”, e este, de fato fornece a
base para virtualmente todos os estudos tedricos.” Além disso, “todos os métodos”
de previsdo sio simplesmente diferentes procedimentos computacionais para calcular
a mesma quantidade, a saber, a previsdo de minimos quadrados de um valor futuro
a partir de combinacoes lineares de valores passados.

Um modelo que descreve uma série ndo conduz, necessariamente, a um proce-
dimento (ou férmula) de previsdo. Serd necessdrio especificar uma funcgio-perda,
além do modelo, para se chegar ao procedimento. Uma fun¢io-perda, que é utiliza-
da freqlientemente, é o erro quadrdtico médio, embora em algumas ocasiGes, outros
critérios ou funcdes-perdas sejam mais apropriados.

Suponhamos que temos observages de uma série temporal até o instante ¢ e
queiramos prever o valor da série no instante t + h (Figura 1.5).

Diremos que Z:(h) é a previsdo de Z (t + h), de origem t e horizonte h. O erro
quadrstico médio de previsdo é

E[Z(t+ h) — Zy(R)]%. (1.6)
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2
L xx TAM
¢ = :
" teh 1

Figura 1.5: Observagdes de uma série temporal com previsdes
de origem ¢ e horizonte A.

Ent8o, dado o modelo que descreve a série temporal até o instante ¢ e dado que
queremos minimizar (1.6), obteremos uma férmula para Z;(h).

Etimologicamente (prae e videre), a palavra previsdo sugere que se quer ver uma
coisa antes que ela exista. Alguns autores preferem a palavra predicdo, para indicar
algo que deverd existir no futuro. Ainda outros utilizam o termo projecdo. Nestas
notas, iremos usar consistentemente a palavra previsdo, com o sentido indicado

acima.

E importante salientar que a previsdo ndo constitui um fim em si, mas apenas
um meio de fornecer informag¢Ges para uma conseqiiente tomada de decisdes, visando
a determinados cbietivos.

Os procedimentos de previsdo utilizados na pratica variam muito, podendo ser
simples e intuitivos ou mais quantitativos e complexos. No primeiro caso, pouca ou
nenhuma andlise de dados é envolvida, enquanto no segundo caso esta anélise pode
ser consideravel ' :

Em Economia hé dois procedimentos predominantes: econométrico e de séries
temporais. No primeiro, o analista se baseia fortemente na teoria econdmica para
construir um modelo, incluindo muitas varidveis, enquanto que no segundo, néo hé -
esta limitagao, dado que o estatistico deixa “os dados falarem por si” para construir
seu modelo, estando preparado para usar um modelo que nio se harmonize com a
teoria econdmica, desde que produza melhores previsdes.

Neste trabalbo nos restringiremos aos procedimentos estatisticos de analise e
previsao de séries temporais, ou seja, a procedimentos que conduzem a um mo-
delo obtido diretarmente dos dados disponiveis, sem recorrer a uma possivel teoria
subjacente.

Ashley e Grazme=r (1979) sugerem adotar um enfoque hibrido, contudo a con-
clusdo de virics aczores é que os modelos econométricos se ajustam melhor aos
dados. enquarto cme certos modelos, como aqueles da classe ARIMA fornecem me-
Thores previsdes. Ve Bhattacharyya (1980).
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1.6 Transformacoes

H3, basicamente, duas razdes para se transformar os dados originais: estabiiizar
a varidncia e tornar o efeito sazonal aditivo (veja o Capitule 3). E comum er sries
econdmicas e financeiras a existéncia de tendéncias e pode ccorrer um acréscmx da
varidncia da série (ou de suas diferencas) & medida que o tempo passa. Neste ~=so.
uma transformacdo logaritmica pode ser adequada.

Entretanto, Nelson (1976) conclui que transformagdes n3e wmelboram 2 guasusm
da previsdo. Makridakis e Hibon (1979) verificaram que os facs ransiormane o
pouco efeito na melhoria da previsdo e, sob bases mais tedricas, Granger e NewsDoxd
(1976) mostram que as previsSes dos antilogaritmos dos dados transformades sa0
estimadores viesados e deveriam, portanto, serem ajustadcs, mas isto Dac ¢ X0
em alguns programas de computador, o que significa que, depois que os dados sao
transformados, um viés é introduzido nas previsdes, decorrente de tal transformacao.
Além disso, Granger e Newbold observam que a heteroscedasticidade no afeta a
adequacdo da previsdo, pois ela ndo implica em estimadores viesados, como no caso
de regressdo multipla.

Quando se tem um conjunto de dados que apresenta um padrao sazonal qualquer,
é muito comum fazer um ajustamento sazonal dos dados e depois usar um modelo
nio-sazonal para se fazer a previsdo. Plosser’ (1979) analisa este problema para o
caso de modelos ARIMA e conclui que“parece ser preferivel fazer a previsdo usando

diretamente--o modélo sazonal ao invés de ajustar sazonalmente a série e depois -

utilizar um modelo nio-sazonal”.

Vimos, na se¢do 1.4, que para tornar uma série estacioniria podemos tomar
diferencas. No caso de séries econdmicas e financeiras poderé ser necessirio aplicar
antes, & série original, alguma transformagao néo-linear, como a logaritmica ou, em
geral, uma transformacao da forma

Zr—
7™ = { S, se A # 0, (L7)
log Z;, se A=0,

chamada transformagdo de Boz-Coz (1964).

Aqui, X e c sho pardmetros a serem estimados. A transformacio logaritmica é
apropriada se o desvio padrdo da série (ou outra medida de disperséo) for proporcio-
nal & média.

Para se ter uma idéia do tipo de transformacio que é adequada, pode-se utilizar

" um gréfico que traz no eixo das abscissas médias de subconjuntos de observagoes da
série original e no eixo das ordenadas a amplitude de cada um desses subconjuntes:

se Z1,...,2Z; for um tal subconjunto com k observacdes, calculamos
7 = 1y
- E ; ti)
w = maz(Zy,) —min(Zy),
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que sao medidas de posigio e variabilidade, respectivamente; o par (Z,w) serd um

pon}to do grifico. O niimero de elementos em cada, sub-série pode ser igual ao

periodo, no caso de séries sazonais.

1 E‘Je w 11_1depender de Z, obteremos pontos espalhados ao redor de uma reta pa-
ga e afao ;1;{0 das abscissas, e neste caso nio havers necessidade de transformacio

e w for diret i Z 5 ftmica & '
amente proporcional a Z, a transformacéo logarftmica é apropriada.

A Figura 1.6, extraida de Jenkins (1979), d4 uma idéia dos tipos de graficos que
podem ocorrer e os respectivos valores de \.

A =—0,5(Z7 13

A =0(log Z )

1 =0.5(213

/ Tz

z

Figura 1.6: Graficos amplifide x média, ilustrando algulas V:élores possi“\‘reisaé A -

Uma, c?utr.a razao para efetuar transformacdes é obter uma distribuigio para os
dados mais simétrica e préxima da normal.

H%nkley (}97 7) sugere que se calcule a média, mediana e um estimador de escala,
(desvio padrdo ou algum estimador robusto) e, entdio, para a transformagdo Z;

e A tomando valores ..., —3, -2,-1,-1/2,-1/4,0,1/4,1/2.1. 2
e g x o Taler .e, /2,-1/4,0, /, /2,1,2,3, ..., escolha-se o

gy = |média — mediana)
medida de escala '’ (18)
que pode ser vista como uma medida de assimetria; numa distribuicio simétrica

dy = 0.

1.7 Retornos

. Em dos objetivos em finangas ¢ a avaliacio de riscos de uma carteira de ativos
(instrumentos) ﬁpancexros. O risco é fregiientemente medido em termos de variagoes
de precos dos ativos. ’

Denotemos s i i alm um
reaeote 1ior Pu‘o prego de um ativo no instante ¢, normalmente dia de
g0C10. Suponha, primeiramente, que ndo haja dividendes pagos no periodo. A

variacio de pregos entre os instantes t—1 e ¢ é dada por AP, = P,—P,_; e a variacdo
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relativa de precos ou retorno liguido simples deste ativo, entre os mesmos instantes,

é definido por

P,—P_i _ AP,
B P

Note que Ry = P;/P;_; — 1. Chamamos 1 + R; = P,/P,—1 de retorno bruto
simples. Usualmente expressamos R; em percentagem, relativamente ao perfodo
(um dia, um més, um ano etc); é também chamado de taza de retorno.

Denctando p; = log P; (sendo o logaritmo na base e), definimos o retorno com-
posto continuamente ou simplesmente log-retorno como

Ry = (1.9)

=log(1 + Re) = pt — pt—1- (1.10)

Esta definicdo serd aquela comumemente utilizada e, muitas vezes, 7; serd cha-
mado simplesmente de retorno. Observe que

= Alog P;,

ou seja, tomamos o logaritmo dos pregos e depois a primeira diferenca.

Na préatica é preferfvel trabalhar com retornos, que séo livres de escala, do que
com pregos, pois os primeiros t&m propriedades estatisticas mais interessantes (como
estacionariedade e ergodicidade) Um dos objetivos serd, entéo modelar retornos.

R ARMA, ARCH, GAREI;I modelos de volatilidade estocastlca etc. Esses modelos

serdo estudados nos capitulos seguintes.

Note também que, para u pequeno, log(1l +u) = u, do que segue que os retornos
simples R; e os log-retornos r; serfo em geral valores préximos.

Podemos definir também retornos multiperiodos. O retorno sn:aples de periodo
k, entre os instantes t — & e ¢ é dado por

~ Py
Ri(k) = Ttk-—— (1.11)
Em termos de retornos de um periodo podemos escrever
1+ Ryk) = (14+Re)(1+Ri1) - (1+ Regr1)
_ BB Bk B
Pi1 P2 P Py’
de modo que
P,
Ri(k) = — — 1. (1.12)
P

Para facilitar comparacoes em horizontes diferentes é comum “anualizar” os re-
tornos simples, considerando

R:(k) anualizado = [Hf;é(l + Re_ )5~ i,
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que pode ser-aproximado por (1/k) Z?;l R;_;, usando uma expansio de Taylor me
primeira ordem.
Por sua vez, o log-retorno de perfodo & fica

k-1 C k-1
P,
ri(k) = log o =log(1 + R:(k)) = Zlog(l + Ri—j) = TT:—, 1113

j=0 7=0

Por exemplo, um més compreende normalmente cerca de 27 dias de waDsm e
de modo que o log-retorno continuamente composto em wm e é dad. por

r4(21) = r +reg 4+ ..+ Tio20,

para todo t. A expressdo (1.13) é interessante do ponte de-vista estatistico, pois
para k relativamente grande a soma pode ser aproximada por wma variavel aleatoria
normal, usando o teorema limite central.

Se houver pagamento de dividendos D; no periodo, entfo os retornos ficam,
respectivamente,

Re BrDe (1.14)
Py :
re = log(l+ R:) = log(P; + Dy) — log Pi—1. (1.15)

Vemos que 7; & uma fungdo nio-linear de log-precos e log-dividendos.

1.8 Fatos estilizados sobre retornos

Séries econdmicas e financeiras apresentam algumas caracteristicas que sao co-
muns a outras séries temporais, como:

(a) tendéncias;

(b) sazonalidade;

(c) pomtos influentes (atipicos);

(d) heteroscedasticidade condicional;
(e) ndo-linearidade.

As caracterfsticas (a) e (b) serao objetos de estudo no Capitulo 3. A caracteristica
(d) serd tratada com detalhe no Capftulo 14. Dessas, a tdltima talvez seja a ma:s
complicada de definir. De um modo bastante geral, podemos dizer que uma seme
econémica, ou financeira é nao-linear quando responde de maneira diferente a chogues
grandes ou pequenos. Por exemplo, uma queda de um indice da Boisa de Valores
de S30 Paulo pode causar maior volatilidade no mercado do que uma alta.

an
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Os retornos financeiros apresentam, por outro lado, outras caracteristices eculi-
ares, que muitas séries ndo apresentam. Retornos raramente apresentam tezesrcias
ou sazonalidades, com exce¢io eventualmente de retornos imfra-didrios. Séries de
pregos, de taxas de cdmbio e séries de taxas de juros podem apresentar temdéncias
que variam no tempo.

Os principais fatos estilizados relativos a retornos finaznceiros podem ser ~esrmi-
dos como segue:

1. retornos sdo em geral ndo-auto-correlacionados;

2. os quadrados dos retornos sdo auto-correlacionades. apresentando == corre-
lacdo de defasagem um pequena e depois uma quedz lenta das demais:

3. séries de retornos apresentam agrupamentos de volatilidades ao longo do tem-
Po;

4. a distribui¢do (incondicional) dos retornos apresenta caudas mais pesadas do
que uma distribui¢io normal; além disso, a distribuicgo, embora aproximada-
mente simétrica, é em geral leptocirtica (veja a secdo 2.9);

5. algumas séries de retornos sao néo-lineares, no sentido explicado acima.

Exemplo 1.1. Na Figura 1.7(a) temos a série de indices didrios do IBOVESPA(
Indice da Bolsa de Valores de Sao Paulo, Série Ag (a)), no periodo de 3 de janeiro

de 1995227 de dezembro de 2000, nim total de NV =1499 observagdes. Na Figira

1.7 (b) temos os retornos desta série, na qual notamos os fatos estilizados apontados
antes, quals sejam, aparente estacionariedade, média ao redor de zero e agrupamen-
tos de volatilidades. Periodos de alta volatilidade coincidem com épocas nas quais
ocorreram crises em diversos paises e no Brasil, que influenciaram o mercado finan-
ceiro brasileiro. Entre essas, destacamos a crise no México, em fevereiro e marco de
1995, a crise na Asia, em outubro de 1997, moratéria na Rissia, em agoste de 1998,
desvalorizagdo do Real em janeiro de 1999 e queda da bolsa Nasdaq, em abril de
2000.

Na Tabela 1.1 apresentamos algumas estatisticas da série. Notamos que a curtose
é alta, mostrando a ndo-normalidade dos retornos.

Tabela 1.1: Estatisticas para a série de retornos do IBOVESPA

Estatistica Valor
~ Média 0,00084
Mediana 0,00135
Desvio padrao 0,02865
Assimetria 0,743
FExcesso de Curtose 12,944
Minimo -0,17229
Maxdmo - 0,28818
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Na Figura 1.7 (c) temos o histograma dos retornos, com uma densidade ajustada,
e na Figura 1.7 (d) temos um gréfico @ x @, onde os quantis empiricos dos dados
séo plotados contra os quantis da normal padrdo. Se os dados fossem normalmente
distribuidos, os pontos estariam sobre uma reta, o que nio ocorre.
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Figura 1.7: (a) Série do Ibovespa; (b) retornos do Ibovespa;
(¢) histograma; (d) grafico @ x Q

1.9 Objetivo e roteiro

Como j4 dissemos, um objetivo do texto é apresentar os principais métodos de
andlise e previsdo de séries temporais. Os métodos de previsdo podem ser dividides
em duas categorias:

a) automdticos: que sio aplicados diretamente com autilizacdo de um computa-
dor;

b) nio-autométicos: exigem a intervencio de pessoal especializado, para serem
aplicados.
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Dos métodos utilizados, a modelagem ARIMA mereceu grande destaque em re-
lagio aos demais, dada a sua ampla divulgacio e utilizagdo, dificuldade de aplicacio
(nAo-automaética) e aparente superioridade em vérias situagses.

Contudo, como vimos, muitas séries econdmicas e financeiras apresentam he-
teroscedasticidade condicional, ou seja, a varidncia condicional varia com o tempo.
Thais séries necessitario de modelos especificos para descrever a evolugdo da volati-
lidade no tempo e a classe dos modelos ARCH (“autoregressive conditional heteros-
cedasticity”) é adequada para tal fim.

Um outro objetivo é introduzir nocSes sobre andlise de uma série temporal no
dominio de freqiléncias, que descreve o comportamento da série como uma “soma”
de sendides em diferentes freqiiéncias. Na literatura, essa abordagem é donominada
Anélise de Fourier.

O plano do livro-é descrito a seguir.

No Capitulo 2 introduzimos algumas definicdes bésicas, necessarias para a melhor
compreensdo do texto e apresentamos os modelos mais utilizados para séries de
tempo. No Capitulo 3 apresentamos o modelo cldssico que consiste em decompor
uma série temporal em componentes de tendéncia, sazonal e aleatdria, devido & sua
utilidade, notadamente em Economia. O Capftulo 4 traz os principais métodos de
suavizacdo exponencial. a

Os modelos ARIMA s3o discutidos nos Capitulos 5 a 10. No Capitulo 11 discu-
timos os processos de memdria longa, que tém tido grande utilizagfo recente. No

" Capitulo 12 estudamos a-anslise derintervericio usando modelos ARIMA-e umarbre<- - -

ve discussao sobre valores atipicos. No Capitulo 13 introduzimos noctes de modelos
de espago de estados e, no Capitulo 14, apresentamos alguns modelos naoc-lineares
e depois, com algum detalhe, modelos da famflia ARCH. Discutimos, também, os
chamados modelos de volatilidade estocéstica. Nos Capitulos 15 e 16 abordamos,
de forma introdutdria, a andlise no dominio de freqiiéncias.

1.10 Aspectos computacionais

No decorrer do trabalho foram utilizados véarios programas para efetuar as ané-
lises de séries temporais reais ou simuladas.

(a) S-PLUS - desenvolvido pela Insightful, Inc., versdo 2004, bem como seu médulo
S-+FinMetrics.

(b) MINITAB - desenvolvido por Minitab Inc., verséo 14.
(c) SCA - desenvolvido por Scientific Computing Associates Corp.
(d) EViews- desenvolvido por Quantitative Micro Software, versao 4.1.

(e) STAMP - desenvolvido por Koopman et al. (2000) e comercializado por Tim-
berlake Consultants, versdo 6.01.

13\%‘,
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(f) ITSM 2000- desenvolvido por B& D Enterprise, Inc., versio 7.0.

Além desses programas, existem outros que podem ser usados, como o R, SAS.
SPSS, STATISTICA etc. A planilha Excel, embora néo seja um aplicativo estatiscxce.

pode ser usada para algumas aplicagdes, como andlise de dados. geracio de nires
aleatérios etc.

1.11 Algumas séries temporais reais

Nesta secao vamos apresentar algumas séries que serdo utilizadas para ilmstrar
as técnicas a serem desenvolvidas. As observacGes-de cada srie estio dispoziwss
em

http://www.ime.usp.br/~ pam

Colocamos, abaixo, entre parénteses, o nome pelo qual a série serd referenciada
no texto. Cada série estd disposta em uma coluna, em formato texto. Quando
houver mais de uma série sob o mesmo nome (Chuva, por exemplo), teremos virias

colunas no arquivo texto, na ordem em que aparecem na descrigao abaixo. D indica
dados didrios, M mensais e A anuais.

~8éries Ay-(Temperatura)—Temperaturas médias mensais, em graus-centigrados, de
janeiro de 1976 a dezembro de 1985,em (a) Cananéia, SP e (b) Ubatuba, SP.

Série Ay (Manchas): Niimero de manchas solares de Wélfer; observacdes anuas de
1749 a 1924.

Série A3 (Chuva): (a) Precipitagdo atmosférica em Fortaleza, CE; observacdes
anuais de 1849 a 1997.
(b) Precipitacdo atmosférica em Lavras, MG; observacdes mensais de janeiro

de 1966 a dezembro de 1997.

Série A4 (Oz6nio): Valores mensais de concentragio de ozénio em Azuza, Califérnia.
EUA, de janeiro de 1956 a dezembro de 1970.

Série As (Energia): Valores mensais do consumo de energia elétrica no estado do
Espirito Santo, de janeiro de 1968 a setembro de 1979.

Série Ag (Poluicdo): Emissdo didria de poluentes na cidade de Sao Paulo, de 12 de
janeiro a 31 de dezembro de 1997;
(a) CO - gas carb6nico;
(b) NOs - diéxido de nitrogéneo;
(c) PM;o- material particulado.




16 CAPITULO 1. PRELIMINARES 119, PROBLEMAS

Série A7 (Atmosfera): (a) Temperatura (°C) e (b) Umidade relativa do ar (%), ao (a) ndices didrios da Bolsa de Vziw== de Sdo Paulo, de janeiro de 1960 a
meio dia, na cidade de S30 Paulo; observagoes didrias de 12 de janeiro a 31 de dezembro de 2001;
dezembro de 1997. . . - , i
(b) registro de marés no porto de Sazzos, através de um aparelho medidor

Série Ag (Indices): (a) A-PIB - Produto Interno Bruto do Brasil; observagdes (marégrafo). durante 30 dias:
anuais de 1861 a 1986; . (c) medidas da pressdo uterina e pre=s3o sangiifnea de uma mulher durante
(b) M-IPT - Produgio Fisica Industrial - Produtos Alimentares (base média 0 parto;
de 1991=100), observacdes mensais de janeiro de 1985 a julho de 2000; '_ (d) ndmero de =—==ncas ie mesucgste por més e por municipio de Sio
(c) M-PFI - Producio Fisica Industrial - Inddstria Geral (base média | Paulo;
de 1991=100), observagdes mensais de janeiro de 1991 a julho de 2000; (e) medidas das wés componentes = velocidade de um fluxo turbulento (co-
(d) M-Bebida - Producio Fisica Industrial - Alimentagio e Bebidas elaboradas mo-0-0ceano; durante certo intervalo de tempo.
para Inddstria (base média de 1991=100), observagbes mensais de janeiro de 5 id A s
2. A MEICY):
1985 a julho de 2000. Considere a Série 4., (MICV)
Série Ag (Mercado Financeiro): (a) D-IBV - Indice didrio da Bolsa de Valores de ~ (a) Faca o gréfico da série; ela ¢ estaciondria?
Sao Paulo, 03/01/1995 & 27/12/2000; ‘ (b) Obtenha a primeira diferenca da série e faga o grafico correspondente; a
(b) D-PETRO - Pregos didrios das agoes da Petrobras PN, de 03/01/1095 a diferenca ¢ estaciondria?
27/12/2000; ‘ ; (¢) Mesmas questdes de (b) para a segunda diferenca.
g(;)/?;/]géé\gESPA - Precos disrios das acdes do Banespa PN, de 03/01/1995 a 3. Considere a série A+ (a) (Temperatura):

: (d) M-IBYV - fndice mensal da Bolsa de Valores de Sio Paulo, de junho de : (a.)u A série 6 estaciondria?
i 1994 a agosto de 2001; ‘

; (b) Obtenha AZ; e A2Z,: estas séries sdo estacionérias?
(e) M~SP - Indice mensal do S& P 500 (“Standard and Poor’s Five Hundred”),

i indice de acdes norte-americano, de julho de 1994 a agosto de 2001; ' 4. Considere a série A5 (Energia):
é?/?éﬁ%g/éIG - Precos didrios das agoes da CEMIG, de 03/01/1995 a ‘ (a) A série é estacionaria? Tem tendéncia?

. b) Considere a série dif AZy; é estaci ria?
(g) D-GLOBO - Pregos diérios das agdes da Globo Cabo, de 06/11/1996 a (b) orie frioTengs S © esaionana

27/12/2000; (c) Tome agora log Z;; a série é estacionaria?
(k) D-TAM - Precos didrios das acdes da TAM, de 10/01/1995 a 27/12/2000. (d) Investigue se a série Alog Z; ¢ estaciondria ou néo.
Série A;9 (M-ICV): fndice de Custo de Vida no Municipio de Sio Paulo; obser- 5. Responda as questdes (a) — (d) do Problema 4 para a Série Ag (b) (D-PETRO).

vagbes mensais de janeiro de 1970 a junho de 1980. 6. Responda as questdes (a) — (d) do Problema 4 para a Série Ag(d) (M-IBV).

Série A;; (Consumo): Vendas fisicas na regido metropolitana de S8o Paulo, obser-
vagOes mensais de janeiro de 1984 a outubro de 1996.

7. Counsidere os log-retornos obtidos da série Ag (c) (D-BANESPA):

(a) Calcule as estatisticas : média. variancia, coeficiente de assimetria e cur-

1.12 Problemas tose, quartis, maximo e minimo. Tse algum programa, como o Minitab.

(b) Obtenha um histograma dos dadss e comente sobre a forma da disiri-

; 1. Classifique as séries a seguir {discreta ou continua, univariada ou multivariada, buicso. Compare com wma distihicio normal, com média e varidncia
| unidimensional ou multidimensional). Especifique Z(t), t, r,p: ' obtidas em (a):
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¢} Qual < 3 iog-retorno médio anual (um anoc igual a 252 dias) sobre o periodo
dos Casaos?

(d) Se voce mvestisse R$ 10.000,00 em acdes do Banespa, no comego de ja-
neiro a£ 1995, qual seria o valor do investimento no final de dezembro de
2000

8. Mesmo pe=emma para os log-retornos didrios da Petrobrds, obtidos da Série
4, b) (T2 *7TRO).

9. Suponha 7= os precos didrios de fechamento de uma agéo sejam:

da | 1 2 3 4 5 6 7 8 9 10
precc | 470 460 458 489 49,4 50,7 50,6 51,2 50,1 51,3

(a) Qual é o retorno simples do dia 1 para o dia 2? e do dia 1 para o dia 67
(b) Qual é o log-retorno do dia 4 para o dia 5? e do dia 4 para o dia 107
(c) Verifique que 1+ R5(3) = (1 + R3)(1 + Ra)(1 + Rs).

(d) Verifique que 719(5) =7 +... +T19.

10. Note que, se os retornos sdo dados em porcentagem, teremos:

S

7 =100 x ¢n(1 + R;/100),  R; = (e"/1% —1) x 100.
Se os log-retornos mensais de um ativo sdo 5, 2%, 3,8%, —0,5% e 2, 6%:

(a) Calcule os correspondentes retornos simples;
(b) Qual é o log-retorno no trimestre?

(¢) Qual é o retorno simples no trimestre?

11. Dizemos que a varidvel ¥ tem distribuicdo log-normal se X = In(Y) tiver
distribuicio normal. Pode-se verificar que se X ~ AN (u,0?), entdo ¥ = X §
log-normal. com

E(Y)=ett2 Var(Y) = ¥+ (7 ~ 1).
Suponha que o log;retorno r: ~ N(0,025; (0,012)%). Entdo, 1+ R; tem distri-
buic¢do log-rarmal. Calcule a média e a varidncia de R;.

CApiTULO 2

Modelos para Séries Temporais

2.1 Introducao

Os modelos utilizados para descrever séries temporais sdo processos estocésticos,
isto é, processos controlados por leis probabilisticas.

Qualquer que seja a classificacio que facamos para os modelos de séries tem-
porais, podemos considerar um nimero muito grande de modelos diferentes para
descrever o comportamento de uma série particular. A construgio destes modelos
depende de vérios fatores, tais como o comportamento do fenémeno ou o conheci-
mento a priori que temos de sua natureza e do objetivo da andlise. Na pratica,

- depende, também; da existéncia de métodos apropriadosde estimagio’e da-dispond== - -

bilidade de programas (“software”) adequados.

2.2 Processos estocasticos

No capitulo anterior introduzimos informalmente a nogio de processo estocdstico
ou funcdo aleatéria. Vamos dar, agora, a defini¢do precisa.

Definigao 2.1. Seja T' um conjunto arbitrdrio. Um processo estocdstico é uma
familia Z = {Z(¢),t € T}, tal que, para cada t € T, Z(¢t) é wma varidvel aleatoria.

Nestas condigGes, um processo estocastico é uma familia de varidveis aleatérias
(v.a.), que supomos definidas num mesmo espaco de probabilidades (Q,.4,P). 'O
conjunto 7' é normalmente tomado como o conjunto dos inteiros Z = {0, £1, +£2,...}
ou o conjunto dos reais R. Também, para cada t € T, Z(t) serd uma v.a. real.

Como, para t € T, Z(t) é uma v.a. definida sobre {2, na realidade Z(¢) é
uma funcio de dois argumentos, Z(t,w), t € T, w € Q. A Figura 2.1 ilustra esta
interpretacido de um processo estocéstico.

Vemos, na figura, que para cada t € T, temos uma v.a. Z(f,w), com uma
distribuigao de probabilidades; é possivel que a funcdo densidade de probabilidade
{fdp) no instante i; seja diferente da fdp no instante to, para dois instantes ¢; e iy
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quaisquer, mas a situagio usual é aquela em que a fdp de Z(¢,w) é a mesma, para
todot € T.

2

Figura 2.1: Um processo estocéstico interpretado como uma familia
de varidveis aleatdrias.

Por outro lado, para cada w € Q fixado, obteremos uma funcio de ¢, ou seja,
uma realizacdo ou trajetdria do processo, ou ainda, uma série temporal.

todas estas trajetérias é chamado o “ensemble”. Observemos que cada realizacdo
ZU)(t) é uma fungdo do tempo ¢ ndo aleatéria e, para cada t fixo, ZU)(t) é um
nimero real. Uma maneira de encarar a distribuicio de probabilidades de Z(¢,w),
para um t fixado, é considerar a proporcdo de trajetérias que passam por uma
“janela” de amplitude A. Tal proporcio serd fz(z) A, se fz(z) for afdp de Z(¢,w).
Veja a Figura 2.2.

Z(t, )

2 I3 n t

Figura 2.2: Um processo estocédstico interpretado como
uma familia de trajetdrias.

£
FiSa

Vamos designar as realizacdes de Z (t,w) f)d;ém/(t);‘z@)(t), etc. O cénja'h—tg:iév T
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O conjunto dos valores {Z(t).: < T} é chamado espago dos estados, &, do pro-
cesso estocéstico, e os valores de Z ¢, s2o chamados estados.

Se o conjunto T for finito ou exmmerdvel, como T' = {1,2,...,N} ou T = 7,

o processo diz-se com parémetro cescreio. Se T for um intervalo de IR obtemos
um processo com perdmeiro continms. O espaco dos estados, £, também pode ser
discreto ou continue. No primeiro casc, Z(t) pode representar uma contagem, como,
por exemplo, o numero de chamacss e==SDnicas que chegam a uma central durante
um periodo de dmas 2oras. No segemss  =mso, Z () representa uma medida que varia
continuamente, oo temperatirs s-go de um ativo financeiro, altura de ondas
etc.

Em nossas corsideragtes futuras teremos para estudo uma série temporal Z G) ()
(uma realizagdo de um processo estocdstico), que denotaremos simplesmente Z (%)
e observagOes feitas em instantes discretos e equiespacados no tempo, ‘que deno-
taremos Zi, Z2. .... Zn. Em aleumas situagOes usaremos a notagido vetorial,

’

Z=(Z1,...,2Zn) .

2.3 Especificacao de um processo estocastico

Sejam t;,%a,....t, elementos quaisquer de T e consideremos

Ent&o, o processo estocistico Z = {Z(t),t € T'} estard especificado se conhecsr-
mos as distribuicOes findio-dimensionais (2.1), para todo n > 1. Isto significa que,
para m = 1, nés conhecemos as distribui¢bes unidimensionais da v.a. Z(t;), t1 € T,
para n = 2, nés conhecemos as distribuigSes bidimensionais da v.a. (Z(¢1), Z(t2)),
t1,t2 € T, e assim por diante. As fungses de distribuicdo (f.d.) (2.1) devem satisfazer
as duas condicbes seguintes:

(i) (Condicao de Simetria) para qualquer permutacdo ji,...,7Jn, dos fndices
1,2,...,n, temos:
F(Zjl, ey Zi b ,tjﬂ) =F(z1,.. ., 2n;t1,. . tn) (2.2)

(ii) (Condiggo de Compatibilidade) para m < n,

Flz1,.o  2m, +C, oo, 003 t1, by Bt 1,y - -+ 5 Bn)
=F(z1,..  zmit o tm)-

—~
[
Cad

O membro esquerdo de (2.3) dew= s= entendido como

h.m‘F(z“_:"'r-:m-;-'?'f—‘i:"':zn;tly-"1tn)7
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Pode—e demonstrar que qualquer conjunto de f.d. da forma (2.1) satisfazendo
as condicoes {2.2) e (2.3) define um processo estocastico Z sobre T

Comado. em termos préticos, ndo conhecemos todas essas distribuigGes finito-
dimensicmazs. O que se faz, entdo, é estudar certas caracteristicas associadas a (2.1)
€ que seza simples de calcular e interpretar.

Uma maneira comumente utilizada para estudar o processo Z seria determinar
todos o memmentos produtos de ordem (r1,...,7,) das v.a. Z(t1),...,Z(t,), para
sualgoe - - 1. Ou seja, determinar

w1, ity b)) = E{Z™ () -

(o] (o]
=/ / Zit e zn flz, .
—co J —co

onde Fiz...-.,Znjt1,---
simplicidade. .

O que se faz, no entanto, é restringir o estudo a momentos de baixa ordem.
Em particular, para uma classe de processos que vdo nos interessar, os chamados

2™ (tn)}
y Znitl, ...y tn)d2r - dag (2.4)

,tn) é a fdp correspondente a (2.1), suposta existir, por

processos estaciondrios de segunda ordem, consideraremos somente os momentos de

primeira e segunda ordem.
A funcao média, ou simplesmente média, de Z é:

enquanto a funcdo de autocovaridncia (facv) de Z é:

p(1, 15ty t0) — p(Lit)p(l;te) = (t1, t2)
= B{Z(t)Z(ta)} — B{Z(t)}B{Z(ta)}, tr,ta, € T. (2.6)

Observe que u(2) é uma funcio de t € T e que v(t1,t2) depende de dois argu-
mentos, t; e t. Em particular, se ¢ = to = ¢, (2.6) nos dé

Yt 1) = Var{Z(1)} = B{Z*(8)} — B4 2Z()}, 2.7)

que é a (fungao) wvaridncia do processo Z e serd indicada por V'(2).

Voltemos & Figura 2.1. Para cada t, temos uma v.a. Z(t), que tem uma média
p(t) e uma variancia V'(t). Na figura, estdo indicadas as médias u(t1), pu(ta) e p(ts)-
A facv ~(¢1.t2) dé a covaridncia entre as duas v.a. Z(t1) e Z(t2), para quaisquer
t1,t9 € T. A funcdo p(t) é obtida “unindo-se” todos os pontos u(t), t € T.

Counsideremos, agora, a Figura 2.2. Para cada t € 7', temos um conjunto de
valores Z'* (¢}, Z®)(t),..., correspondentes s vérias realizacdes do processo. A
funcdo wit, ¢ obtida determinando-se, para cada t, a média dos valores Z\)(t),
média eszz ==iculada em relagdo a j.

Resa==do, 0s pardmetros importantes a considerar serdo a média e a funcio de
antocovarizndia,

p(t) =E{Z()}, ~(t1,t2) = Cov{Z(t1), Z(t2)}- (2.8)
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w(15t) = ult) = B{Z()} = / Atz e (25

Quando houver possibilidade de confuso, usaremos as notagdes pz(t) e vz (¢, )
para indicar a média e a facv de Z. Observemos também que, na prética, teremos
que estimar as quantidades u(t) e y(¢1,t2), bem como V(t). Veremos mais adiante
como fazer isso.

2.4 Processos estaciondrios

Naquelas situagbes em que se pretende utilizar modelos para descrever séries
temporais, é necessdrio introduzir suposigdes simplificadoras, que nos conduza a
analisar determinadas classes de processos estocdsticos. Assim, podemos ter:

(a) processos estacionirios ou ndo-estaciondrios, de acordo com a independéncia
ou n#o relativamente 4 origem dos tempos;

(b) processos normais (Gaussianos) ou ndo-normais, de acordo com as fdp que
caracterizam os processos;

(c) processos Markovianos ou nao-Markovianos, de acordo com a independéncia
dos valores do processo, em dado instante, de seus valores em instantes prece-
dentes.

Intuitivamente, um processo Z ¢ estacionério se ele se desenvolve no tempo

"de modo que a escolha de uma origem dos tempos nao é importante. Em outras”

palavras, as caracteristicas de Z(t + 7), para todo 7, sdo as mesmas de Z(t). As
medidas das vibragGes de um avidc em regime estdvel de v6o horizontal, durante seu
cruzeiro, constituem um exemplo de um processo estaciondrio. Também, as vérias
formas de “ruidos” podem ser consideradas processos estacionarios.

Tecnicamente, hi duas formas de estacionariedade: fraca (ou ampla, ou de se-
gunda ordem) e estrita (ou forte).

Definicao 2.2. Um processo estocastico Z = {Z(t),t € T} diz-se estritamente esta-
ciondrio se todas as distribuigdes finito-dimensionais (2.1) permanecem as mesmas
sob translac¢Oes no tempo, ou seja,

F(z1, ..y zniti+ 7oyt +7) = F(21, .., Zni b1, . ta), (2.9)

para quaisquer ti,...,tn, 7 de T'.

Isto significa, em particular, que todas as distribui¢des unidimensionais sio in-
variantes sob translacdes do tempo, logo a média p(t) e a varidncia V (t) sdo cons-
tantes, isto &,

wt) =p, V()= (2.10)

para todo £ € T. Sem perda de generalidade, podemos supor que u =
contrario, considere o processo {Z(t) — pu}.

0; caso
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Do mesmo modo, todas as distribui¢bes bidimensionais dependem de 9 —t;. De
fato, como v(t1,ta) = v(t1 + ¢, ¢y + £), fazendo t = —%5 vem que

Y(t1,t2) = y(t1 — t2,0) = v(7), (2.11)

para T = t; — t3. Logo, v(t1,t2) é uma fungio de um sé argumento, no caso do
processo ser estritamente estaciondrio. Fazendo t = —t;, vemos que na realidade
"/(tl, tg) é funcio de |t1 — ta].

Genericamente, de (2.9) segue-se que os momentos de ordem n dependem apenas
das diferencas |t; — t1| e sdo fungdes de n — 1 argumentos.

- Como dissemos anteriormente, estaremos interessados em caracterizar os pro-
cessos estocdsticos por meio de um niimero pequeno de fd (2.1) ou de momentos.
Desta maneira, restringindo-nos acs momentos de primeira e segunda ordens, somos
levados & seguinte

Definigao 2.3. Um processo estocastico Z = {Z(t),t € T} diz-se fracamente es-
taciondrio ou estaciondrio de segunda ordem (ou em sentido amplo) se e somente
se

(i) B{Z(t)} = u(t) = u, constante, para todo t € T}

(i) B{Z*(#)} < oo, paratodote T, E 47 [ & wimi=aie  (212)

(iii) y(t1,2) = Cov{Z(t1), Z(t2)} é uma funcdo de [t1 — ta|.

A partir de agora estaremos interessados somente nesta classe de processos, que
denominaremos simplesmente de processos estaciondrios. Note-se que, se Z for estri-
tamente estaciondrio, ele ndo necessitara ser fracamente estaciondrio, pois (2.12)-(ii)
acima pode ndo estar satisfeita. Um processo Z tal que (ii) esteja satisfeita diz-se

um processo de segunda ordem.

H3& diversos tipos de nio-estacionariedade, mas como j4 salientamos no Capitulo
1, iremos tratar de modelos que sdo apropriados para os chamados processos nao-
estaciondrios homogéneos, isto é, processos cujo nivel e/ou inclinagio mudam com
o decorrer do tempo. Tais processos (ver Figura 1.3) podem tornar-se estacionérios
por meio de diferencas sucessivas.

Os processos estocésticos ndo-estaciondrios, que apresentam um comportamento
evoluciondrio tal como crescimento de bactérias, sdo denominados processos ezplo-
51108, C

Definigio 2.4. Um processo estocéstico Z = {Z(t),t € T} diz-se Gaussiano se,
para qualquer conjunto t1,ts,...,t, de T, as v.a. Z(t1), ..., Z(tn) tém distribuicio
normal n-variada.

Se um processo for Gaussiano (ou normal) ele serd determinado pelas médias
e covaridncias; em particular, se ele for estaciondrio de segunda ordem, ele serd

2.5. FUNCAO DE AUTOCOVARIANCIA

Lo
w

estritamente estaciondrio. Veja o Problema 18. Veja também o Apé=Sce E para
mais informagdo sobre distribui¢des normais multivariadas.

Vamos estabelecer, agora, uma notagdo que serd usada no decorrer do livro. Se
o conjunto T = Z, escreveremos {Z:,t € Z}, ao passo que se T = B =sceveremos
{Z(t),t e R}

2.5 Funcao de autocovariancia

Seja {X:,t € Z} um processo estaciondrio real discme=o. de media 2o » mev v, =
B{X;Xsir}

Proposicao 2.1. A facv v, satisfaz as seguintes propriedades:
(i) v >0,
(11) ’7—7' = ﬁ/‘rl
(iit) || <0,
(iv) v+ é ndo negativa definida, no sentido que

n

n
Z Z a0k Yr;—7y = 0, (2.13)

j=1 k=1
para quaisquer NUMeros reais ai,...,an, € T, ...,7n de Z.

Prova. As propriedades (i) e (i) decorrem imediatamente da definicao de 7. A
propriedade (iii) segue do fato que

Mas o segundo membro ¢é igual a
0'2i2'yf+02 >0,

ou seja,
290+ 2y > 0

e (iii) fica demonstrada. Quanto a (iv) temos que

n k3 k13 k3
Z Z Ak Vrj—1, = Z Z a‘jakE{XTjXTk}
=1 k=1 =1 k=1
= E{D o;X-}>0.
j=1

Observacdo. A reciproca da propriedade (iv) também é verdadeira. =2 ¢, dada
uma funcio . tendo a propriedade (2.13), existe um processo estocdstize X, tende
~- como facv. Na realidade, X; pode ser tomado como Gaussiano. Para 2 demons-
tracio deste fato, ver Cramér and Leadbetter(1967, pag. 8C}.
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Tipicamente, a facv de um processo essacsonario tende a zero, para || — c0. A
Figura 2.3 mostra este comportamento, az=m da verificagio de (i)-(iii) acima.

i
Y.

Figura 2.3: Fungdo de autocovariancia.

A fungdo de autocorrelagio do processo € definida por

pr = % rez, (2.14)

e tem as propriedades de ., exceto que agora pg = 1.
Continuidade de um processo estocdstico definido na reta real tem que ser defi-
nida de maneira apropri=ia.

" Defini¢do 2.5. Seja {X(¢),t € R} um processo de segunda ordem. Dizemos que
X(t) é continuo em média quadrdtica no ponto ty se e somente se

m E{]X(t) - X (o)} =0. (2.15)
Escreveremos X (t) — X (tg) maq.

Continuidade em mq de X(t) esta relacionada com continuidade da facv v(7).

Proposicao 2.2. Continuidade de () para 7 = 0 implica em countinuidade de
+(r) para todo T. '

Prova. Usando a d&igualdade de Schwarz para duas v.a. temos
|B{IX (T +h) - XOIXO < ELX(r+h) - X(0)P}E{X (O}
que desenvolvida resulta

(7 +h) —v(7)? < 2+0[v(0) — v(h)]
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e se 7(r) for continua na origem vem que, para h — 0, o primeiro termo tende a
zero e ¥(T) é continua para todo 7.

Proposicio 2.3. Se y(r) for continua, entdo X (¢) é continuc em média quadritica.

Prova. Temos que
E{|X(t +h) = X(t)[*} = 29(0) — 2v(R)

e para h — 0, obtemos o resultado.

Observacao. Continuidade de um processo em mq ndo implica que as trajetérias
do processo sejam continuas. Um exemplo é o Processo de Poisson.

Dadas observacées X1, ..., Xy, a fac p; é estimada por
¢ .
ri=-—, j=01...,N-1, (2.16)
1¢] .

onde ¢; é a estimativa da funcdo de auto-covaridncia «;,

N—
1 - -
cj=NZ[(Xt—X)(Xt+j—X)], j=0,1,...,N—1, (2.17)

t=

.

it

sendo X = 7{,— Zf;l X; a média a.mostrz_a,l. Aqui, colocamos c.; =cj e T_; = T;.
Voltaremos a este assunto no Capitulo 6.

2.6 Exemplos de processos estocasticos

Apresentaremos, nestas se¢do, alguns exemplos de processos estocdsticos que sdo
utilizados com fregiiéncia.

Exemplo 2.1. Seqiiéncia aleatdria

Consideremos {X,,n = 1,2,...} uma seqiiéncia de v.a. definidas no mesmo
espago amostral Q. Aqui, T = {1,2,...} e temos um processo com pardmetro
discreto, ou uma seqiiéncia aleatéria. Para todo n > 1, podemos escrever

P{Xl =dail,... ,Xn = a,n} = P{Xl = al}P{Xg = a2[X1 = al}
. X P{Xn = aanl = ALy ;Xn—l = an_]_}.
Aqui, os a;’s representam estados do processo e o espago dos estados pode ser

tomado como o conjunto dos reais. O caso mais simples é aquele em que temos uma
seqiiéncia {X,,n > 1} de v.a. mutuamente independentes e neste caso temos

P{Xl =a1,...,Xn=a,n} =P{X1 =a1}...P{Xn =a.n} (218)
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Se = va X, Xs,... tiverem todas a mesma distribuic@o, teremos, entdo, uma
seqiéz=a de v.a. independentes e identicamente distribuidas(i.i.d., brevemente).
Neste czso. 0 processo X, ¢ estacionsrio. Se E{X,} = p, Var{X,} = o2, para todo
n > 1. exmao

2 ser=0
vr = Cov{Xn, Xnir} = {g :e 20 (2.19)

Sexrsa-—= que pr = 1, para 7 = 0 e p, = 0, caso contrério.
Defimscar: 2.6. Dizemos que {g,¢t € Z} é um ruido branco discreto se as v.a. &
s3o ndo correlacionadas, isto é, Cov{es, &5} = 0,1 # s.

Tal zrocesso serd estaciondrio se E{e;} = e e Var{e;} = o2, para todo . Segue-
se que a facv de & é dada por (2.19).

Obviamente, se as v.a. & sdo independentes, elas também serdo nao-correlaciona-
das. Uma seqiiéncia de v.a. 4.1.d, como definida acima, é chamada um processo
puramente aleatdrio.

Tlustramos na Figura 2.4 a funcio de auto-correlagdo(fac) de um ruido branco.
De agora em diante iremos supor que u. = 0. Escreveremos, brevemente,

2
et ~ RB(0,07).
No caso de um processo puramente aleatério, escreveremos
.. 2
g~ 1.4 (0,07).

Pr

. Figura 2.4: Fac de wm ruido branco.

Exempio 2.2. Passeio aleatdrio

Considere uma seqiiéncia aleatéria {e;,¢ > 1}, de v.a. i.4.d. (ue,02). Defina a

seqiémciz
Xi=e1+ ...+ & (2.20)

2.6. EXEMPLOS DE PROCESSOS ESTOCASTICOS

(v}
©

Segue-se que E(X;) = tue e Var(X;) = to2, ou seja, ambas dependem de . Nio
é dificil mostrar que
vx (t1,t2) = oZmin(t;, t3)

e portanto a autocovaridncia de X; depende de t; e ¢2. O processo (2.20) é chamado
de passeio aleatdrio ou casual e & medida que o tempo passa X; tende a oscilar ao
redor de tu. com amplitude crescente. O processo é claramente nao estacionsrio.

Observemos que X; = X;_1+¢¢, logo dado o valor de X;_1, o valor de X; depende
apenas de ;. Como ¢; = X; — X;_1, este processo tem incrementos ortogonais ou
ndo correlacionados.

Passeios aleatdrios tém grande importincia em econometria e finangas. Uma
suposi¢ao usual é que os pregos de ativos financeiros sigam um passeio casual, ou .
seja,

Po=p+ P +oe, & ~iid N(O,1). (2.21)

Note que a distribuido condicional de P; dado P;_; é normal, com média ue
varidncia 0. Este modelo é pouco realista, pois precos terdo probabilidade nio-nuls
de serem negativos, logo costuma-se modificd-lo e considerar que p; = log(F;) é que
segue o modelo (2.21), ou seja,

P,
log ( : > = L+ ey, (2.22)
Py
ou ainda, com a nomenclatura e nota¢io do Capitulo 1,
=ptoe, & ~idd N(0,1). (2.23)

Este modelo supde que a varidncia seja constante. Uma suposicdo mais realista
¢ admitir que a variancia (volatilidade) dos pregos varie com o tempo. Além disso,
parece ser razogvel admitir que os log-retornos tenham média zero, de modo que um
modelo adotado por vérias organizacdes financeiras é da forma

Tt = O, € ~ 1.3.d. N(O, 1) ’ (

.lO
b
W
Nl

Na Figura 2.5 temos 500 valores simulados do modelo

2t = 0,005 +p;_y + &,

sendo &; ~ N(0,1), po = 0.
Um dos problemas importantes para avaliar, por exemplo, o VaR (valor em risco)

de uma carteira de investimentos é estimar a volatilidade o, para cada instante de
tempo t.

Exemplo 2.3. Movimento browniano

No Apéndice B, quando tratarmos do problema de raifzes unitdrias em modelos
ARIMA, necessitaremos usar um processo nio-estacionario particular, o movimento
browniano.
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Figura 2.5: Passeio aleatério simulado.

Definicdo 2.7. Chamaremos de- Movimento Browniano Padrdo ao processo conti-
nuo {W(¢),0 <t < 1} tal que: :

(a) W(0)=0;

(b) para quaisquer instantes 0 < ¢ < 22 < ...

< <t < 1, as vaa. W(ta) —
W (1), W (t3)—W (t2), . . ., W (tg)—W (ts—1) sio independentes e W (s)—W (¢) ~
N(0, s — t);

(¢) as trajetérias de W (t) sdo continuas com probabilidade um.

Segue-se que o movimento browniano padrdo (MBP) tem incrementos indepen-
dentes e estaciondrios, com funcdo de covaridncia (s, t) = min(s,t). Outra parti-
cularidade do MBP é que quase todas as trajetérias de W (£) ndo sdo derivdveis em
nenhum ponto.

Se considerarmos. o processo X (t) = aW(t) entdo X (t) terd incrementos inde-
pendentes e X (t) ~ N(0, 0%%).

Um resultado importante e que também serd usado posteriormente é o teorema
limite central (TLC) funcional, que passamos a apresentar.

Se Y1,Ys,... é uma seqiiéncia de v.a. iid., com média u e varifncia a2, e
considerarmos a média ¥y = 1/N Y. | ¥}, entdo o TLC usual nos diz que

VNI x — p) = N(0,0%). (2.25)

2.6. EXEMPLOS DE PROCESSOS ESTOCASTICOS

o
Fa

Passermss. agora, a tomar médias de uma proporcdo r dos dados, 0 < r < 1. Por
exemplo, com ¥ observagdes, calculemos a média da primeira metade dos dados.

_ 1
Ying = 72 ; Ye. (2.26)
Ent3o. mass wma vez, usando o TLC,
VIN2(T vy — 1) 2 N (0, 02). (2:27)
De modo geral, seja
[N7] ’
Yiv(r) = Z Y, (2.28)

para 0 S‘r < 1, que é proporcional 3 média das primeiras 100r% observacdes. Aqui,
estamos indicando por [z] o maior inteiro menor ou igual a z. E ficil verificar que

0, 0<r<1/N,
Yi/N, 1/N <r <2/N,

Y (r) = (Yl +Y2)/N, 2/N <r < 3/N, (2.29)
(Yl -+ Yy)/N, r=1

Podemos escrever

(] [N
VWY, _ L _ [Nr] 1
wir) «/N;Yt VN /[N7] j{;m
na qual
1 [N7T] 5 , :
Vv [NT]W;YZ — N(0,c7%),
pelo TLC e /[N7]/v/N — /7, logo obtemos
VNYy(r) 25 VFN(0,02) = N(0,ra?), (2.30)
da qual segue, finalmente,
\/—YN("') D 2, N0, 7). » (2.31)

Observ_a.z:;os_ também, que considerando-se médias baseadas em observactes de
[Nri] a [Nr2 . com 71 < 9, teremos

vN [-———-——-—KN(TQ) ; YN(Tl)} 2, N(Q,rg —11),

Y)u al
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independentemente de (2.31), se r < 71, do que conclufmos que a seqiiéncia de
ﬁmgées aleatorias {fg%}"—(—l, N =1,2,...} tem uma distribuigdo limite que é o MBP:
VNYN ()

D
PN 2w, (2.32)

Ou ainda, para cada 0 <r <1, a v.a. {_@;y_&_)} tem como distribuicio limite
uma v.a. N{0,7), como dado em (2.31).

Em (2.32) temos o TLC funcional. Se r =1, Yy(1) = % fil Y:, e temos como
resultado o TLC usual, a distribuigio limite sendo a A(0, 1).

Um resultado importante em convergéncia de varidveis aleatdrias diz que, se
Xy 2 X e se g for continua, entdo g(Xxy) A g(X).

No caso de processos estocésticos, este resultado pode ser generalizado, conside-
rando agora g(+) um funcional continuo. Para tanto, precisamos modificar a defini¢ao
de convergéncia em distribuicio para processos estocésticos.

Definicao 2.8. Dizemos que Sy(-) A S(-) se:

(ii) para todo & > 0, P{|Sn(r1) — S(r2)| > €} — 0, uniformemente em N, para
todo 71,72 tais que |r; — 13| < 6, 6§ — 0;

(iii) P{|Sn(0)] > A} — 0, uniformemente em 7', quando A — oo.

Nestas condigSes, se Sy (-) Zs (-) e g for um funcional continuo, entdo g(Sn(-)) A
9(S())-

Por exemplo, vimos que v NYi(-) 2 oW(-). Se considerarmos Sy(r) = [V N Yy(r)]?,
entdo Sy (+) 2 a2 [W ()2
2.7 Tipos de modelos

Podemos classificar os modelos para séries temporais em duas classes, segundo
o numero de pardmetros envolvidos:

(a) modelos paramétricos, para os quais este nimero de pardmetros é finito;

(b) modelos ndo-paraméiricos, que envolvem um nimerd infinito de pardmetros.
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Na classe de modelos paramétricos, a andlise é feita no domfnio do tempo. Den-
tre estes modelos os mais freqlientemente usados sio os modelos de erro (ou de
regresséo), os modelos auto-regressivos ¢ de médias méveis (ARMA), os modelos
auto-regressivos integrados e de médias méveis (ARIMA), modelos de memdria lon-
ga (ARFIMA), modelos estruturais e modelos nio-lineares.

Os modelos nao-paramétricos mais utilizados sdo a funcio de autocovariancia
(ou autocorrelagdo) e sua transformada de Fourier, o espectro. Do ponto de vista
matemético, estas funcdes sido pares de Fourier e portanto equivalentes. A vantagem
de se descrever a série no dominio de freqiiéncias estd no fato de se eliminar o pro-
blema da correlacdo serial, pois na anlise espectral os componentes sio ortogonais.

Se Z = {Z;;t = 0,%1,+2,...} for um processo estaciondrio discreto e se
3 oo lr] < 00 definimos o espectro de Z como

1 - —TAT
f) = 5 —Z peT T <A< T (2.33)
Segue-se que
Yr = / T flw)dw, T=0,%1,... (2.34)

—As-relacBes (2.33) --(2.34) mostram-~o espectro e a funcio-de-attocovariancia
como pares de Fourier.

Embora importante para a construgéo de modelos, especialmente em engenharia
e fisica, a andlise espectral tem se mostrado mais relevante em estudos de resposta de
freqiiéncias e na édrea de planejamento de experimentos para otimizar o desempenho
de processos industriais. Nos Capitulo 15 e 16 iremos estudar propriedades de f(})
e como estimé-lo.

A fungio de autocovaridncia desempenha um papel importante na anilise de
modelos paramétricos, notadamente dos modelos ARMA e ARIMA, como veremos
nos Capitulos 5 a 10.

Uma outra possibilidade é escrever uma série temporal observada na forma
Ze=f{t)+a;, t=1,...,N, (2.35)

onde f(t) é chamada sinal ¢ a; Tuido.

De acordo com as hipéteses feitas sobre f(t) e a;, podemos ter virias classes
de modelos dentre elas: modelos de erro, modelos ARIMA, modelos estruturais e
modelos néo-lineares.

Se supusermos que f(t) pertenga a uma classe particular de funcdes e quisermos
estimar essa fungao, para todo ¢, teremos um modelo semi-paramétrico, pois além
de f, teremos que estimar a varidncia do ruido {a;}. Normalmente, esse problema
é denominado de regressdo ndo-paramétrica.
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~

2.7.1 Modelos de erro ou de regressao

Aqui o sinal f(t) é uma funcdo do tempo completamente determinada (parte
sistemdtica ou determindstica) e a; é uma seqiiéncia aleatéria, independente de f(¢}.
Além disso, supde-se que as v.a. a; sejam ndo-correlacionadas, tenham média zerc
e variancia constante, isto é,

E(a) =0, Vt, E(a?) = o2, Vt, E(aas) =0, s = & (2.3

Desta maneira, qualquer efeito do tempo influencia somente s parte determirs
tica f(t) e modelos para os quais Z; depende funcionalmente de Z;_;, Zyn. ..., DE
estdo incluidos em (2.35), com estas suposicoes.

Como vimos, a série a;, satisfazendo (2.36), é um ruido branco.

Segue-se que, neste modelo, as observagdes sdo nao-correlacionadas. Este mode-
lo é classico e foi, talvez, um dos primeiros a serem utilizados notadamente ex
Astronomia e Fisica. No primeiro caso, o interesse era determinar a posi¢do de um
planeta em dado momento do tempo e é claro que o erro obtido 2o estimar a posi¢ao
num instante ndo ters influéncia na posicio do planeta em instantes posteriores. Por
outro lado, o modelo (2.35) ¢ bastante utilizado em Fisica, quando. por exemplo, os
a; representam erros de mensuragio de uma quantidade Q. O modelo reduz-se ao
caso mais simples

Zi=Q+a;, t=1,...,N, (2.37)

611113 Qg éoﬁsta.nte.
Além do modelo (2.37), dito de média constante, outros exemplos sao:
(i) Modelo de tendéncia linear:
Zy=a+pBt+a, t=1,...,N, (2.38)
com f(t) = o+ Bt, que é uma fungdo linear dos pardmetros.

(ii) Modelo de regressao:

7y = o + Bz + ay, t=1,...,N, (239)

com f(t) = a + Bz, sendo z; uma quantidade (fixa) observavel. Novamente,
f(t) é uma funcso linear dos pardmetros.

Nestes casos, onde f(t) é uma fungo linear dos parametros, estes podem ser
estimados usando-se o0 método de minimos quadrados.

(iii) Modelo de curva de crescimento:

Zy=a- Pt ou logZ; =loga + Bt + a.- (2.4C;

Neste caso, f(t) ndo é uma funcdo linear dos pardmetros, embora log{Z:} ©

seja.

|
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Dois tipos importantes de fungGes para f(¢) em (2.35) séo:

1) Polinémio em ¢, em geral de grau baixo, da forma -
f(t) = B+ Bit+ - + Bpt™, (2.41)

de modo que a componente sistematica se move lenta, suave e progressivamente
no tempo; f(t) representa uma tendéncia polinomial deterministica de graum.
Resulta que o processo Z; sera nio-estacionario, se m > 0.

2) Polinémio harménico, ou seja, uma combinacio linear de senos e cosenos com
coeficientes constantes, da forma

P
f) = Z{an €08 Ant + Bpsenint}, (2.42)

n=1
com Ap = 27rn/ p, se f(t) tiver perfodo p.

O modelo de erro é cldssico para a andlise de séries econdmicas, onde f(t) é com-
posta da adigdo ou multiplicagdo de ambos os tipos de funcdo: (2.41) representars
a tendéncia e (2.42) as flutuagdes ciclicas e as variacdes sazonais. Ou seja,

de modo que
Zt = Tt + Sf + ag. (244)

Normalmente, T; é a componente ciclo-tendéncia incluindo as flutuacdes ciclicas
de longo perfodo, que ndo podem ser detectadas com os dados disponiveis, enquanto

S; € a componente sazonal ou anual. O modelo (2.44) serd estudado com algum
detalhe no Capitulo 3.

2.7.2 Modelos ARIMA

A hipétese de erros ndo-correlacionados introduz sérias limitacoes na validade
dos modelos do tipo (2.35), para descrever o comportamento de séries econdmicas e

sociais, onde os erros observados sdo auto-correlacionados e influenciam a evolugio
do processo.

Para estes casos, os modelos ARIMA sédo tteis para os propdsitos que temos em
vista. Trés classes de processos podem ser descritos pelo modelos ARIMA:

(1) Processos lineares estaciondrios, passiveis de representagio na forma:

[ee]
Zy = p=ap+P1az-1 +Poapg + - = Z?Pkat_k, P = 1. (2.45)
k=0

W) =T+ S, T (248
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Em (2.45) a; é ruido branco, p = E(Z. = wi,vs,...

pardmetros tal que
o
Z w% < x.
k=D

cem am

15) que serdo muito utilizados a

é uma seqiiéncia de

Existem trés casos particziares do modeis
seguir:

1. processo auto-regr=s=<o de ordem r =& g

2. processo de médias méveis de orderm ¢ 31A(g);

3. processo auto-regressivo e de médias méveis de ordens p e ¢:
ARMA(p, q).
(i) Processos lineares néo-estaciondrios hemogéneos. Constituem uma genera-
lizacio dos processos lineares estaciondrios que supGem que O mecanismo ge-
rador da série produz erros auto-correlacionados e que as séries sejam nao-
estaciondrias em nivel e/ou em inclinacdo. Estas séries podem tornar-se esta-
cion4rias por meio de um nimero finito (geralmente um ou dois) de diferengas.
(iii) Processos de memdria longa. Sao processos estaciondrios que possuem uma
funcdo de autocorrelagio com decaimento muito lento (hiperbélico) e cuja
- anAlisenecessitard de uma diferenca fracionaria (0. <.d < 0,5). Veja o Capitulo,
11.

Estes processos sdo descritos de maneira adequada pelos chamados modelos auto-
regressivos integrados e-de médias méveis de ordens p, d e ¢: ARIMA(p, d, q), que
podem ser generalizados pela inclusao de um operador sazonal.

2.7.3 Modelos estruturais

A natureza deterministica das componentes de nivel, tendéncia e sazonalidade
do modelo de decomposicio clissica (2.44) é bastante indesejével do ponto de vista
pratico. Uma maneira natural de contornar esse problema é permitir uma variabili-
dade messas componentes, considerando-se os modelos estruturais ou modelos de
espaco de estados.

Um dos modelos estruturais mais simples é obtido quando introduzimos uma
aleatoriedade na quantidade Q do modelo de erro (2.37), isto &,

Z, = Qi+aoc (2.46)
Q

Qt-H. =

com a: e e; ruidos brancos nac-correlacionades 22 médias zero, varidncias 02 e o2,
respectivamente, e 1 = g¢-

O modelo (2.46) é denominado modelo de ===! local. Esse modelo pode ser
facilmente estendido para incorporar outras cozmpamentes como, por exemplo, uma

-
i

t
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tendéncia localmente linear (73) com uma inclinagio estocéstica, B;, no instante .
Nesse caso, temos o modelo

Z‘l; = Qt + ay,
Qi1 = Qi + Bt + &, (2.47)
Ber1 = By + e,

onde ay, €; e 7 sao ruidos brancos nao correlacionados com variincias crg, ole dgq
respectivamente. )
O modelo (2.47) é denominado modelo de tendéncia linear local.

Podemos, também, adicionar ao modelo (2.47) uma componente sazonal, deter-
minfstica ou estocistica, como veremos no Capitulo 13.

2.7.4 Modelos nao-lineares

Em muitas situages uma série temporal pode exibir comportamentos incom-
pativeis com a formulacio de um processo linear. Tais comportamentos incluem, por
exemplo, mudangas repentinas, varidncia (condicional) evoluindo no tempo (volati-
lidade) e irreversibilidade no tempo.

Abordaremos, no Capitulo 14, alguns tipos de modelos nado-lineares, como os
modelos da familia ARCH-GARCH e os modelos de volatilidade estocistica. Far=-
mos, também, uma breve mencao a outros modelos nio-lineares, como os modelos
bilineares e modelos TAR (“threshold autoregressive”).

Para finalizar, devemos observar que, algumas vezes, o sinal f(¢) no modelo
(2.35) ndo pode ser aproximado por uma funcdo simples do tempo, como (2.41).
Para estimar a tendéncia temos que utilizar, entdo, procedimentos nio-paramétricos
de suavizacgo e estes serfo estudados no Capitulo 3.

Por suavizacao ou alisamento entendemos um procedimento que transforma a
série Z;, no instante ¢, em uma série Z}, dada, por exemplo, por

ke’
Zr = Z buZisk, t=n+1,...,N —n.

k==—n,

(2.48)

Dessa maneira, usamos 2n + 1 observagdes ao redor do instante ¢ para estimar &
tendéncia naquele instante. Observe que perdemos n observacfes no inicio da série
e outras n no final da série; (2.48) diz-se um filtro linear e usualmente

Z by = 1.
k=—n

H4 procedimentos de suavizagio mais complicados. No Capitulo 3 apresentamos
alguns destes procedimentos como, por exemplo, o “lowess”.
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2.8 Distribuigoes de retornos

Considere, inicialmente, uma série de retornos {rs,t = 1,..., 7}, observados em
instantes de tempo igualmente espacados. Esta série pode ser considerada parte de
uma realizacdo de um processo estocéstico {r,t € Z}, onde Z = {0,+1,+£2,...}.
Como visto na segio 2.3 o processo estars especificado completamente se conhecer-
mos as distribui¢Ges finito-dimensionais

F(z1,...,Zn;t1, oy tn) = P(r(t1) < z1,...,7(tn) < Zn), (2.49)

para quaisquer instantes de tempo ?1,...,t, e qualquer n > 1. Pardmetros impor-
tantes sdo a média

E(re) = / rdF(r;t) (2.50)
—oo
e a funcao de autocovaridncia

v(t1,t2) = E(re,T,) — BE(re, ) E(re,), t1,f2 € Z. (2.51)
Outras suposicbes simplificadoras podem' ser introduzidas, como condigdes de
estacionariedade, ergodicidade ou normalidade do processo. Como vimos, os Ry em
geral nio sio estacionsrios, ao passo que os log-retornos o sdo, donde o interesse
~—negses-iltimos. Todavia,.a-suposicio-de normalidade dos log-retornos em geral nao

comy=1ed=0.
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processo é ergédico na média se a média amoswal comverz=. em probabilidade, para
a média verdadeira do processo.
Uma outra suposicao que as vezes é feita sobre a diseribuicio dos retornos é que

" esta seguiria uma distribuicio estével. Vejamos o que se emzende por tal distribuicao.

Sabemos que se X1, Xa,... s30 v.a ii.d., com media z e varifncia o2, entio
(X4 +Xn—np)/ o+/n converge em distribuigao para =ma v.a. com distribuicio
pormal pa.drao Este ¢ um teorema mite da forma: = £ X, ... sfo va. d.id.d.,
entdo (3o, Xi)/An — Bp converge ez Sstribwcao pe =za v.a. X. Gostarfamos
de descobrir todas as leis limites que apmrecem dessa zr—ca

Suponha que X seja uma v.a. e que, para cada n, exzstam constantes an, 0, tais
que

X + b= X+ Xo+. .+ Xy,

onde = significa “tem a mesma distribuicdo™, e onde X;.Xo,... sd0 4.i.d. e com
a mesma distribuicdo que X. Ent3o, dizemos que X é wma v.a. com distribuicdo
estdvel. As distribuictes normal e de Cauchy sdo exemplos. A primeira tem média
e varidncia finita, ao passo que para a segunda esses momentos sio infinitos. Na
Figura 2.6. temos representadas a normal padrdo e a Cauchy com densidade

_ 1 2
f(m)—f*,rz+(x~5)2’

é valida. Voltaremos a esse assunto mais tarde.

Por outro lado, se tivermos m ativos com retornos r;; em m instantes de tem-
po, terfamos que conmsiderar as distribuigdes F'(r11,...,7m1;---;Tin, -+ mn), QUe
usualmente podem depender de outras varidveis e parametro desconhecidos. Assim
como no caso anterior, o estudo dessas distribuicdes é muito geral e hé necessidade
de introduzir restri¢des. Por exemplo, podemos supor que a distribuicdo é a mesma
para todo instante de tempo (invaridncia temporal).

Podemos escrever (2.49) como (tomando-se t; = 7,4 = 1,...,
dependéncia de F' sobre estes tempos)

n e omitindo a

F(’f’l, ey T’n) = Fl(’r’l)Fg(Tg]Tl) .. .Fn(rn[rl, “en ,rn_l). (2.52)

No segundo membro de (2.52) temos as distribuicdes condicionais e podemos
estar interessados em saber como essas evoluem no tempo. Uma hipétese muitas
vezes formulada é que os retornos sdo temporalmente independentes, ou seja, ndo
sdo previsiveis usando retornos passados. Nesta situagdo, teremos que

Ft(T't['l‘]_, e ’Tt—l) = Ft(T'g).

Ergodicidade é uma propriedade mais dificil de estabelecer. Basicamente, um
processso é ergddico se pudermos estimar caracterfsticas de interesse (média, au-
tocovaridncia etc) a partir de uma tdnica trajetéria do processo. Por exemplo, um

0.4

03
i

fun
02
1

01

00
1

Figura 2.6: Distribuictes estaveis: normal{linha cheia’ ¢ Caachy(linha tracejada)
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Um resultado fundamental diz que = 5 teorema limite acima vale, com X nao-
degenerada, entdo X ¢ necessariame—s wma v.a. com distribuicBio estdvel. Por
outro lado, se X for estdvel. entdo X pode ser representada como um limite em
distribuicdo de somas do tipo dado arzericrmente.

Outro fato importante é que se X “or estével, entdo a, = n'/®, com 0 < a < 2.
O ndmero « é chamads o fndice ou ¢ —gweniede X. Sea =2 temos a normal.

Se 0 expoente ¢ Zecresce de 2 até ~ = —audas de X tornam-se mais pesadas que
anormal. Se 1< a " amédade I - wnza masse ) <a<1amédia é infinita.

Todavia, 0s retcrmes tdm =m gers. =.eentos de segunda ordem finitos, o que
tornaria a utilizag@o de distribuiges estaveis problemdtica (com excegdo da normal,
eventualmente, que n2o parece ser adequada, como jd vimos). Um procedimento
mais realista seria usilizar alguma distribuigdo com caudas mais pesadas, como a ¢
de Student, ou-entio uma mistura de distribuicGes.

A funcdo de diszribuicio (2.52) depende, em geral, de co-varidveis Y e de um
vetor de pardmetros, 8, que a caracterizam. Supondo retornos com distribuicio
continua, podemos cbter de (2.49) a funcgio de verossimilhanca e a partir dela esti-
mar 6. Por exemplo, supondo-se que as distribuicdes condicionais fi(rs|ry, ..., ri—1)
sejam normais, com média y; e varidncia o7, entdo 8= (u¢, 07) e a funcio de verossi-
milhanga ficard ‘

B ,T;:‘-’f—{‘fl, Siey Tu;ﬂ—)» = fl-v(ﬁ-p@ eH \7—— exp. ( T = #t)z/‘qu) e
g

O estimador de mixims verossimilhanca de 6 € obtido maximizando-se esta
fungdo ou o logaritmo dela.

Como vimos, podemos considerar m ativos ao longo do tempo, 714, T3¢, - - -, Tmt,
que podemos agrupar num vetor r; = (ri, T2, .. ., 7"~mt)" Estaremos interessados em
analisar a distribuicdo conjunta desses retornos e obteremos uma decomposigdo simi-
lar a (2.52). O interesse estara nas distribuigdes condicionais Fi(r¢|r1, ..., re-1, Y, 0).

2.9 Assimetria e curtose

Uma suposicio muitas vezes utilizada é que os retornos r; sejam independentes,
identicamente distribuidos e normais (gaussianos). Contudo hé argumentos con-
trarios a essa suposicdo. Veja Campbell et al. (1997) para uma discussao mais
elaborada. Se supusermos que os log-retornos 1 sejam normais, os retornos brutos
serdo log-normais, 0 que parece ser mais razodvel.

De fato, se r; ~ N(u, 0%), entdo, como ry = log(1 + Ry), segue-se que 1 + Ry serd

log-normal, com

-

ﬁlz-l,

£ (ec’2 -1).

Uy
B
|
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Quando se considera a distribuicdo amostral dos retornos, nota-se que esta é
aproximadamente simétrica, mas com excesso de curtose. Vamos discutir breve-
mente os conceitos de assimetria e curtose.

Seja. X uma varigvel aleatéria qualquer, com média u e varidncia ¢?. Entdo a
assimetria de X é definida por

X —p)?
A =g (E, 259
enquanto que a curtose de X é definida por
X — 4
K(X)=E <£Tf-)—> . (2.56)

Para uma distribuicdo normal, A = 0 e K = 3, de modo que a quantidade
K(X) — 3 é chamada excesso de curtose. Distribui¢Bes com caudas pesadas tém
curtose maior do que 3 e esta pode mesmo ser infinita.

Com uma amostra Xi,... Xy de X e estimando-se y e o2 por

/:[’::X’ —_/1)27

-—--respectivatiénte;cntdo d assimetria-e curtose-ariostrais serao-dadas por -+ ——

N

Ax) = e L (257)
- t=1
X 1 N

K = w75 DX -t (2.58)
t=1

respectivamente.

Pode-se provar que, se tivermos uma amostra de wma distribui¢io normal e NV
for grande, entdo

A~ N(0,6/N), K~ N(3,24/N). (2.59)

Esses fatos podem ser utilizados para testar se um conjunto de dados provém de
uma distribuigio normal. Veja o Apéndice D.

2.10 Problemas

1. Use a equacio (2.4) para provar que, se Z(t) é estaciondrio, entdo u(t) e V(2

s80 constantes.

. Prove que o passeio aleatdrio, definido em (2.20), tem facv dada por v(£1, %) =
o2min(ty, ta).
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3. Seja Z(t) =

o1 (Aj cos Ajt + BjsenAjt), onde t = 0,+1,... € A1,..., An 580
constantes positivas e A;, B; sdo v.a. independentes, independentes entre si,
com médias 0 e varidncias 07 = Var(4;) = Var(B;), j = 1,...,n. O processo
Z(t) é estaciondrio? Encontre a média e a facv de Z(¢).

4. Considere o modelo (2.34), com a; satisfazendo (2.36) e suponha que

6. Considere as observagdes:

i
7= bpZik, t=n+1,...,N-n
k=—n
(a) Escrevendo Zf = f*(t) + af, dé as expressdes para f*(t) e a}.

(b) Calcule Var(af); é possivel escolher os b; de modo que Var(a}) < Var(a:)?
Como? ‘

(c) Prove que:

2 xn )
—_— o, _ bpbg—r, h=0,1,...,2n,
Cov(a;,ai ) = {OaZk" wth SEORR h=9%4+1

5. Responda as questdes do Problema 4 para o caso em que:

by para todo k.

¢t | 1961 1962 1963 1964 1965 ' 1966 1967
Z;| 15 19 13 17 22 18 22

Calcule ¢ e rg, 6 =0,1,...,86.

. Considere o modelo (2.35) com as suposices (2.35) e com f(t) = a + Bt

Obtenha os estimadores de minimos quadrados de o e 8 para os dados do
Problema 6.

8. Suponha f(t) dada por (2.41), com m = 2. Obtenha A2f(t) e A3f(¢). De

modo geral, para um m qualquer, calcular A%f(t), isto é, a d-ésima diferenca
de f(t), d um inteiro qualquer.

9. Obtenha os valores suavizados Z; definidos no Problema 4, para os dados do

Problema 6. Faca um grafico para Z; e Z7. Usen=1¢e by = %, para todo k.

10. Para o problema anterior, supondo Var(a;) = o2 = 1, obtenha Var(a}?) e

Cov(a;,af p)-

11. Considere os dados da Série A1g (M-ICV). Calcule a média amostral Z, cg, c1,

c2, C3,C4, T, T1, T2, T3, T4 € faca o graficode r;, 7 =0,1,...,4.
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12.

13.
14.

15.

16.

17.

18.

19.

Considere o processo estocdszico Z; = &.. onde a; é ruido branco, com ¢ =
com probabilidade 1/2;

0,+1,4£2,... e
G = L
| —1. com probabilidade 1/2.
{a) Obtenha a média do processo Z.
(b) Calcule y(7), = = 0,4+1.£2, ... :
(c) Calcule p(7). - = 0. =1.. efas w= grifico.

Prove que A" Z; = Sl,:o(—l)J (;) Zy s

Suponha {a;, t =1.2,...} umaseqﬁezm de v.a. independentes e identica-
mente distribuidas, com:

1
Pla;=0)=Play=1) = 3
(a) O processo a; + a3 cost é estacionario?
(b) O processo a; + agcost -+ ag cost + sen ¢ é estaciondrio?

Se {Xi, t € T} e {Y;, t € T} sdo estacionarios e independentes, {aX;+bY;, t €
T} seré estacionario?

Seja {Z;} um processo estacionario com média pz e fungio de autocovariancia
vz. Um novo processo é definido por ¥; = Z; — Z;—;. Obtenha a média e a
fungéo de autocovarisneia de {¥:} em termos de pz e vz. Mostre que {V;} &
um processo estacionario.

Prove que, se {Z(t), t € R} for Gaussiano e estacionério de segunda ordem,
entao ele serd estritamente estacionario.

Use um programa computacional para calcular:

(a) a média amostral;
(b) ckery, parak=1,...,36;
das séries Ay (Ozénio) e As (Energia). Faga os graficos das séries e de .

Comente quanto & presenga de tendéncias, sazonalidades, ciclos. Comente a
natureza dos grificos de ry para cada série.

Use um programa computacional (0 EViews. por exemplo)' e a série dos log-
retornos mensais do IBOVESPA (Série As:d)) para calcular:

(a) média e variancia amostrais, coeficerzes de assimetria e curtose, maximo
e minimo, histograma:

(b) autocorrelaches amostrais.
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28. Suponha X; ~ RB(0,0?) e seja Y;
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20. Considere {a;,t=0,41,..} obtido de uma seqiiéncia u; ~A"(0, 1} =d=penden-
tes, da seguinte forma:
o = U, i par,
27Y2(42_, — 1), t impar,
{at} é um processo estacionario?
21. A funcéo v(7) = sen(r) é uma possivel funco dr satocovaridnes mzfique
sua resposta.
22. Quais das seguintes funcgdo definidas em Z s@o fungdes de autocovariancia de

24.

25.

. Mostre que se uma série estacioniria satisfaz a equagfo de diferencas

. Dado o processo X;, definimos a primeira diferenga como AX; =

um processo estaciondrio?

R
(b) ¥(B) = (—1)
(c) v(h) =1+cos “—h +coszr.&

(d) v(h) =1+ cos ——— — cos T

T
1, se h =0,
(e) ; 7(h) =4 0,4, seh==+1,

0, se h#0,+1.

— Y1 =e;, e~ N(0,02) independentes,

entdo Var(e:) = 0.

Seja Z; = as+cag1+---+cay, t > 1, onde ¢ é uma constante e a; ~ RB(0, 02)

(a) Encontre a média e a autocovaridncia de Z;. Ela é estacioniria?

(b) Encontre a média e a autocovaridncia de (1 — B)Z;. Ela ¢ estacioniria?

Suponha que {X:,t = 0,£1,...} seja uma seqiiéncia de varidveis aleatdrias in-
deuendeutes, todas com a mesma distribuigdo, com E{X:} = p, V£, Var{X;} =
0' Vt Considere o processo {¥;,¢ = 0,%1,...}, onde ¥; = ‘Xt - —.‘{t 1+

. O processo {Y;} é estacionério? Calcule E(Yy), Var(Y;) e Cov{Y;, Y3}

X - Xt—l
e, sucessivamente, A2X; = A(AX;), A3X, = A{A2X;), etc. Supozna que
Y; = o + Bt ++t2 + X;, onde @, B e -y sdo constamtes e X; é estacicnirio com
funcao de autocovaridncia vx(t). Mostre que A%Y; é estaciondric ¢ encontre
sua func¢do de autocovaridncia.

27. Suponha que {&;} seja RB(0,s2). Defina o processo

0] t=20
Xe={ %0 ’
¢ {Xt_l'f-it, t=1,2,.4.

O processo X, é estaciondrio?

= X;cos(2rfot +4), 0 < fo < % fixada.
(a) Mostre que, se ¢ é uma constante, Y; ndo é estaciondrio;

(b) Mostre que se ¢ for uma v.a. uniformemente distribuida sobre o intervalo
[—7, 7] e independente de X, entdo Y; é um ruido branco.




CapriTULD 3

Tendéncia e Sazonalidade

3.1 Introducao
Consideremos as observagdes {Z;,t = 1,..., N} de uma série temporal. Vimos

que um modelo de decomposicio consiste em escrever Z; como uma soma de trés
componentes nao-observiveis,

Zt=Tt+St+Gft, (3.1)

onde T; e S; representam a tendéncia e sazonalidade, respectivamente, enquanto a,

6 uma componente aleatdria, de média zero e varidncia constante o2, Se {a;} for

um ruido branco, entdo E(aas) = 0, s # t; mas poderemos, eventualmente, relaxar
esta suposicao, tomando {a:} como um processo estaciondric. Segue-se que {Z}
serd em geral uma série ndo-estacionéria.

O interesse principal em considerar um modelo do tipo (3.1) serd o de estimar
St e construir a série livre de sazonalidade ou sazonalmente ajustada. Isto é, se S
for uma estimativa de S,

Z5A =72, 5, (3.2)

serd a série sazonalmente ajustada. H4 vérias razdes para considerar este procedi-
mento de ajustamento sazonal. As componentes T} e S; sdo, em geral, bastante
relacionadas e a influéncia da tendéncia sobre a componente sazonal pode ser muito
forte, por duas razdes (Pierce, 1979):

(a) métodos de estimagfio de S; podem ser bastante afetados se nio levarmos em
conta a tendéncia;

(b) a especificagdo de S; depende da especificacao de T;.
Por isso, ndo poderemos isolar uma das componentes sem tentar isolar a owra.

Estimando-se T} e S; e subtraindo de Z; obteremos uma estimativa da componerte
aleatéria ay.




48 CAPITULO 3. TENDENCIA E SAZONALIDADE

3.2 Tendéncias

Inicialmente vamos supor que a componente sazonal S; ndo esteja presente. O
modelo que consideraremos serd

Zy =Ty + az, (33)

2 2 “n . Pl
onde a; é ruido branco, com varidncia ;.
H4 vérios métodos para estimar T;. Os mais utilizados consistem em:

(i) ajustar uma fung¢io do tempo, como um polinémio, uma exponencial ou outra
fungdo suave de t;

(ii) suavizar (ou filtrar) os valores da série ao redor de um ponto, para estimar a
tendéncia naquele ponto; -

(iii) suavizar os valores da série através de sucessivos ajustes de retas de minimos
quadrados ponderados (“lowess”).

Estimando-se a tendéncia através de Tt, podemos obter a série ajustada para

tendéncia ou livre de tendéncia,
y};; = Zt - Tt.

Um procedimento que é também utilizado para eliminar a tendéncia de uma série
é aquele de tomar diferencas, como foi definido na segdo 1.4. Normalmente, para
séries econdmicas, por exemplo, a primeira diferenga

ANZy =2y — Zy1
jé é estacionéria.

3.2.1 Tendéncia polinomial

Um procedimento muitas vezes utilizado é ajustar uma curva aos valores obser-
vados da série para estimar T} e fager previsdes. Tradicionalmente sfo utilizados
varios tipos de fungdes, como a exponencial e a logistica, mas vamos nos limitar
a descrever brevemente o ajuste de um polindémio. O problema mais sério que se
encontra ao estimar T} através de um polinémio é que, embora ele possa ajustar-se
bem ao conjunto de valores observados, extrapolagdes futuras podem néo ser t&o
boas.

Suponha, entdo que

Ty=0o+ Bt + -+ Bmt™, (3.4)
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onde o grau m do polinémio é bem menor que o nimero de observagdes N. Para
estimar os pardmetros §; utilizamos o método dos minimos quadrados, ou seia,
minimizamos

N
FBoy- - Bm) = (Ze—Bo—Prt—-+ = Bt™)?, (3.5)
t=1
obtendo-se os estimadores de minimos quadrados usuais [3’0, ,31, ey Bm. Este é um

assunto conhecido (ver, por exemplo, Draper e Smith, 1998) e nio serd discutido
mais aqui. Assim, como no problema usual de regressdo, também aqui é possivel
transformar as “varidveis independentes” 1,%,2,...,t™ em “varidveis independentes
ortogonais”. Veja Anderson (1971) para detalhes.

Exemplo 3.1. Na Tabela 3.1 apresentamos parte dos dados da série As (Energia).
Sao 24 observagoes, referentes aos anos 1977 e 1978 e arredondadas. Notamos que,
para este periodo, um polindémio de primeiro grau é adequado para representar T;.

Tabela 3.1: Série As - Consumo de Energia Elétrica no
Espirito Santo, jan./1977 a dez./1978

i Z: t Zs
1 84,613 110,3
2 899 |14 1181
3 819115 116,5
4 95416 1342
5 91,2 |17 1347
6 898 |18 1448
7 89,7119 1444
8 9791|120 1592
9 1034 |21 1682
10 107,6 | 22 1752
11 120,423 1745
12 109,6 | 24 1737

Fonte: Série As

O modelo (3.4) reduz-se a

Zy = Po+ Bt +ay ' (3.8)
e minimizando a soma dos quadrados dos residuos

N

F(Bo:By) = Y (% — fo — But)’

t=1
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obtemos as equagdes normais

R R N N
Nbo+hBd t = > %
=1 t=1
R N R N N
Bod t+pd BB = > tZ. (3.7,
t=1 t=1 t=1
As soluges de (3.7) sdo
bo = Z-hi, (33,
: Lotz - [(Tiat) (T 7)) /¥
6 = ~ — (3.9)
D= B2 ( f;:l t) /N
onde ' '
_1 iz
Z ==
N t=1 i

é a média amostral das N = 24 observacdes e
TN
-1
i= >t

Levando em conta que

N

Zt—w-—SOO ZZ,:-2915 9, Z=121,47, T=12,5,
P
t=1 =1
: Zt2 = N(N“‘”lé(zNJ“l) = 4.900, tht = 41.318,6,

t=1
obtemos X )
Oo = 68,438, [ =4,242.

Logo, um estimador de T; é
T, = 68,438 + 4, 242¢.

Utilizando o modelo estimado para T; podemos prever valores futuros da série.
Por exemplo, na Tabela 3.2, temos os valores reais e previstos para janeiro, fevereiro.
marco e abril de 1979. Observe que o valor para margo de 1979 € bastante atipico e
o erro de previsao, neste caso, é grande.

De modo geral, o valor previsto h passos & frente, dadas as observacGes até o
instante ¢ = N, é Zy(h), e o erro de previsdo correspondente é

en(h) = Znin — Zn(h). (3.10)

g 1
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Por sua vez,
Zn(h) = Twsn, (3.11)

parah=1,2,3,...

Tabela 3.2: Valores reais e previstos para a Série As, janeiro
a marco de 1979.

h| Z: Zn(h) erro de previsio
(en(h))
, 11798 1745 5,3
211858 178,7 7,1
31270,3 1830 87,3
41969 1872 9,7

Na Figura 3.1 temos os graficos de Z; e de T}, dada pela reta de regressio.

SN
A

i€ Bibliotes bllotew
& == Bibflotes

Figura 3.1: Gréfico de Z; (linha cheia), Z; (linha pontilhada)
e T} (linha tracejada).

(‘

Ao ] i

3.2.2 Suavizagao

Quando supomos que a tendéncia possa ser representada por um polinémio de
baixo grau, isto implica que usamos todas as observagdes Z;, t = 1,..., N, para esti-
mar o polindmio, que representars T} sobre todo o intervalo de tempo considerado.

A idéia de se usar algum tipo de suavizacdo é que a tendéncia num instante ¢
serd estimada usando-se observagdes Z;, com s ao redor de ¢, por exemplo, usamos
as observacdes Zi—n, Zt—n+t1,-- -, Jttn para estimar T;.

rw&u ;
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Existem vdrios métodos de suavizacio; iremos apresentar trés deles. dado que Tiyj = T, supondo-se a tendéncia “suave”. Assim. a série origina = 2

série suavizada tém praticamente a mesma média, para cada f. Por outro ladc.
Médias Méveis

n
\ 2 2 .
Var(ay) = o E orf (3.19)

j=—n

O que fazemos é usar um filtro linear, ou seja, uma operacdo que transforma a
série Z; na série Z:
Zi=F[Zj, t=1,...,N. (3.12)

dado que Var(a;) = o2, constante. Como Var(Z;) = o2 e Va.r_ T) = Var{a?). s
Dado o modelo (3.3), transformando-o através de F, obtemos

se de (3.19) que a série suavizada terd uma varidncia mencr = 37 2< . -

L= Ty

.. Entretanto, o filtro (3.14) introduz uma correlagdo nos resuzuos. D fato. zoese

ZF =TF +af, (3.13) \ suposicao era que E(as, as) =0, s # t. E facil ver (Problema 4 do Capitulo 2, ue
. _ * _ ; o ®) > 25 ciCi—n, R=0,1,...,2n '

onde Ty = F[T3], af = Flas]. Queremos que F seja tal que T3 ~ Ty e E(af) = 0, de E(afal,y) = { Ja2uj=—nth GG—h: 0, 1,.--,2m, (3.20)

modo que, suavizando-se as observagdes Z:, obtenhamos F[Z;] = ZF ~ Tt 0, h=2n+1,...

Dadas as observagdes Z1,..., 2y, 0 ﬁltrp F. comumente utilizado é da forma A série livre de tendéncia serd Z;— ZF e E(Z;— Z7) represerza o viés de
n : dado por
75 = C'Zt_:.‘, t:n+l,...,N—n, (3].4.) B

t j;n 5L+ =T(t) - Z ¢;Toi, (3.21)

j=-n
onde 3% ¢;j = 1. Observe que perdemos n observacdes no inicio e n no final da
série original. Z; serd uma estimativa da tendéncia no instante ¢ e também dizemos
que (3.14) é um filtro de médias mdveis. O caso mais simples é aquele em que

e como vimos, v(t) ~ 0, j4 que E(Z}) ~ E(Z).
O erro quadratico médio do estimador é

¢j = 1/(2n + 1), para todo j, de modo que " i )
3= SR, para todo J, 4 B(T; — Z;)* = Var(Z7) +v*(t) = 02 > &+ (1) (3.22)
1 =
=t (3.19) — .
n+1 i— A idéia é escolher n (dado que o é conhecido) de modo que (3.22) seja o menor
posstvel; todavia, o viés v(t) e a varidncia de Z; variam de modo oposto em relagio a
De (3.14), temos n (por qué?). Desta maneira, cabe ao usudrio selecionar o valor de n adequado; para
: n n " n dados mensais usualmente tomamos médias méveis de 12 observagtes sucessivas.
* & Segundo Anderson (1971), hé trés desvantagens principais neste processo de
Zt = Z Cth+j = Z Cj[Tt+j -E—at_,_j] = Z CjTt.}_j + Z CjGttg, 1 s Ziulz;l,o ( ) g p P p
j=-n j=—n p— j=—n uavizag
ou seja (i) inferéncias estatisticas derivadas do método sdo limitadas, dado que ele nao &
' n z baseado em nenhum modelo probabilistico;
zZi = ciliri +a;j, 3.16) &
’ j;n e (3.16) (i) néo podemos obter as estimativas da tendéncia nos instantes t = 1,...,n e
t=N-n+1,...,N;
onde - o &
af = Z Cjinrj. (3.17) (iii) ndo fornece um meio de fazer previsdes.
j=-n

Exemplo 3.2. Para ilustrar o procedimento, consideremos os dados da Tabela 3.1

Como E(a,%‘) = (), pois E(at) = 0, para todo t, segue-se que en=1em (315), ou seja, teremos médias méveis centradas de trés termos

n n

E(Z)= > cTij~ Y Ty =T, = E(Z), (3.18)

j=—n j=—n

Z Zij, t=2,3,...,28.

]“-—1
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Assim, de tempo considerado. Assim, considerando-se a média dos quatro primeiros valores,

estaremos estimando a tendéncia T} para t = (2 + 3)/2 = 2,5. Para centrar em um
instante de tempo dado, considera-se cada termo da média mdével como média de
duas observacoes sucessivas.

Por exemplo, para médias méveis de doze observagdes, tomamos

84.6+89.% 31,9
3
Os valores estimados est3o na Tabela 3.3, juzammente com a série Y¥; = Z; — Z},

livre de tendéncia. Dado o modelo (3.3) esta séxse deveria ser um ruido branco.
Verifique se isto acontece.

. .
Zy = §(Z1 + 2o+ Z3) = = 85, 5, etc.

1
70— 2 g it 42T
Tabela 3.3: Estimativas da t==dénca (Z7) e 22 sz livre de tendéncia, para ¢ 24 {216+ 2205+ -+ 22ues + Zeis}

os dados da Takweia 3.1, mﬁzam - mezodo de suavizacio. AZ; é
a primeira diferenca, Zt(u': é a mecha mdvel centrada de 12 meses
e Zt(s)- é a mediana mével centrada de 11 meses.

t=17,8,...,12p + 6, sendo a série observada durante (p + 1) anos.

Exemplo 3.3. Para ilustrar o procedimento, consideremos novamente os dados da
Tabela 3.1. Neste caso, a primeira média mdvel de doze observagdes é

Z, Zr Y. 72 7P Az

84,6 - - - - - 1 (Z1+2y  Zo+7Z Zu+Zn Tn+Z
899 85 44 - - 53 i E{ L T 13}
81,9 891 -72° - - =80 : 1

954 89,5 5,9 - - 135 = EZ{Zl+2Z2+223+-~'+2212+213}

91,2 92,1 -0,9 .- - - 42

89,8 90,2 -04 - 912 14

e a dltima é dada por Z%Q), Os valores de Zt(m), t=17,...,18, estdo na Tabela 3.3.

Neste caso, perdemos seis observacoes em cada extremo da série observada. Es-
timativas. da tend@ncia para os instantes iniciais e finais podem ser obtidas por uma
extensdo do método exposto. Nio trataremos deste assunto aqui. Veja Kendall
(1973) para detalhes.

89,7 925 -28 979 954 -0,1
| 97.9..970. 0,9 100.L..979 82 . .
1034 1030 04 102,7 1034 5,5
1076 110,5 -2,9 1058 107,6 42
1204 1123 7.8 1082 109,6- 128
109,6 1134 -3,8 113,3 110,3 -108
©110,3 112,7 -24 1179 116,56 -3,1
118,1 1150 3,1 122,7 118,1 7.8 -
116,5 1229 -64 1280 1204 -1,6
134,2 1285 5,7 133,56 1342 17,7
134,7 1379 -3,2 138,6 1347 0,5

Medianas Mdveis

Em vez de tomar médias méveis, dadas por (3.14), podemos calcular medianas

méveis. Assim, o valor suavizado Zt(") serd

1448 141,3 35 1435 1444 10,1 7™ = mediana(Zi—n, Zt-ni1; - - -» Zetn)- (3.23)
1444 1495 -5,1 - 1448 04
159,2 1573 1.9 - - 148 Se Z; seguir o modelo (3.3), entdo Zé") serd uma estimativa da tendéncia no
21| 1682 1675 0,7 - - 90 instante ¢ ¢ é denominada mediana mével centrada de ordem 2n + 1.
2211752 1726 2,6 - - 7,0
2311745 1745 0,0 - - 07 Exemplo 3.4. Para ilustrar o procedimento, vamos calcular medianas méveis uti-
24 1 173,7 - - - - -08 lizando os dados da Tabela 3.1 e n = 5. A primeira mediana mdével é

(5) = i = 2
Os valores de Z; estdo na Figura 3.1; observe gue o grifico de Zf é mais suave Zg" = mediana(Zy, 7, Z3, ., Z10, Zu1) = 91, 2-

que Z:, dando uma idéia melhor da existéncia de vezdéncia na série.
Se o ndmero de termos que emiram na mécia mdvel for par, entdo estaremos
estimando a tendéncia para um valor T tal que ¢ =2&c coincide com um dos instantes

Os valores de Zés), t=86,...,19 estdo na Tabela 3.3. Podemos observar a perda
de cinco observagtes em cada extremo da série.
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“Lowess”

A sigla “iowess” significa “locally weighted regression scatter plot smoothing”.
Isto significa <ue a suavizagho é feita através de sucessivos ajustes de retas de
minimos quadrados ponderados a sub-conjuntos de dados, como explicado a seguir.

Suponha o= gueiramos obter o par (x5, Zj), onde Zj é o valor suavizado de Zj;
no caso de uma série temporal Z1,..., Zy, 0s pares sdo representados por (t;, Z;)
onde :. é 0 mmwm==e em que Z; é observado. A Figura 3.2 ilustra o procedimento.
Comsderarmes sme falxa vertical centrada em (¢;, Z;), contendo ¢ pontos (na figura,

= 9;. De == geral, escolhemos g = [pN], onde p é a proporgao de pontos na
faixa, 0 < p < . Quanto maior o valor de p, mais suave serd o ajustamento.

Zy

3
&
o

N
T
] '
1 0
4 I
'
.
R I
i
o
\No =
H e
‘|
! o\ I
o
Q
o

'
!
!

o

Figura 3.2: O procedimento “lowess”.

Definimos pesos para os pontos vizinhos de (tj, Z;), dentro da faixa, de modo
que este tenha o maior peso e os vizinhos tenham pesos decrescentes, 4 medida que
t se afasta de £;. Usamos uma fungdo peso simétrica ao redor de t;, denominada
tri-cibica, dada por

1—|ul®3, selu/<1l
hiw) = 4 ( ) 3.24
() { 0, caso contrario ( )

e o peso atribuido a (t;, Zj) serd

t; —t
hi(te) = h (-——7 ’“) ; (3.25)
dj

onde d; é a distancia de t; ao seu vizinho mais afastado dentro da faixa, veja a
Figura 3.3. Ajustamos entdo uma reta aos g pontos, Z = g + bt + ¢, onde a e b s30
estimados peles wzlores que minimizam

N

> hi(te)(Ze — 6 — bt ).
k=1

3.2. TENDENCIAS

Ox
=i

|

N

t

Figura 3.3: Associagdo de peso a (5, Z;)

O valor suavizado de Z; é

Zy=da+bt;, j=1,...,N. (3.26)

Se tivermos valores discrepantes (“outliers”), podemos utilizar um procedimento
“robusto”. Calculamos os residuos

] N.}

TQ;:Z«L'—ZZ‘, 3=1

e um grafico de dispersio destes residuos no tempo mostrars os valores discrepantes.

Definimos novos pesos, baseados nos valores dos residuos, de modo que pontos com
residuos grandes tenham pesos pequenos e vice-versa. Estes novos pesos robustos
sdo dados pela fun¢do bi-quadratica

_ Q=P selul <1 (3.27)
9(u) = {O, caso contrario. 13:27)

Seja m a mediana dos valores absolutos dos residuos, |r;]. O peso robusto atri-

buido a (¢, %) é .
= k 3 .9
ot =9 (g=)- (3.28)

Note que se r; for muito menor do que 6m, o0 peso serd préximo de um e serd
préximo de zero, caso contrario. A razao de se utilizar 6m estd no fato de que se os
residuos fossern normais, entdo m = 2/3 e 6 &~ 40, ou seja, para dados normais,
raramente teremos pesos pequenos.

Finalmente, ajustamos uma nova reta aos g pontos, atribuindo a (tg, Zx) 0 peso
hi(te)g(ts). Segue-se que se (ty, Zj) for discrepante, rj serd grande e o peso final
serd pequeno. O procedimento deve ser repetido duas ou mais vezes (em geral,
procedimentos robustos envolvem iteragdes).

Na Figura 3.4 temos os graficos das funcdes h(u) e g(u) dadas por (3.24) e (3.27),
respectivamente.

Para mais detalhes veja Cleveland (1979) e Chambers et al. (1983).
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3.2.3 Diferencas

Considere T; representada por um polinémio; entdo, tomando-se um niimero
apropriado de diferencas obteremos uma constante. Por exemplo, se

oo}

3 Tt = 33 -+ .Blt7
3 AT, = To=Tioy = (Bo+bit) — [Bo + it — 1)) = .
e <s os o Ox 2. uma diferewe =iznina uma tendéncia linear.

E facil ver que se . #or dada por (3.4), entdo

= dif; ,sem=d

i d = !

i S AT {0 ,sem < d. (3.29)
i z j | Ou seja, dado o modelo (3.3), tomando-se d diferencas obtemos

s A’Z, = AT, + Ay, (3.30)

-0 -as5 oo as 1.0

onde AYT; é dado por (3.29) se T; for um polinémio de grau m. Temos que, neste
€850,

u

Figura 3.4: (a) funcdo biquadrétiéa; (b) funcdo tri-ciibica

d -
E(r4Z,) = { AT, = constante, om= g (3.31)
Exemplo 3.5. A Figura 3.5 mostra os valores suavizados para os dados da Tabela ’ ,

s e - T3 Binergiay GsandS 4 totina lowess do-S-PLUS, com p'= 2/3 e 1/3. Esta rotina
: executa o procedimento robusto com trés iteragdes (“default”).

- —pois E(Ada;) = 0:(por qué?). L
Consideremos, por exemplo,

Zt=ﬁ0+51t+at7

onde a; é ruido branco. Entéo,

160
1

AZy = P+ ap ~ az-1.

Segue-se que esta série é estacionéria (por qué?), mas hé um problema aqui: ela
nao é “invertivel”, no sentido que sers explicado no Capitulo 5, segdo 5.2.1.

Se o niimero de diferengas for menor que m, entdo ainda resultard um processo
com tendéncia, que serd nio-estaciondrio. Por exemplo, se

Zy = Bo+Pit+Pat’ +ay,
AZy = B —Pa+2Bet+ar— a1 =By + Pit +az — as—1,

energla

snsiia

100
L

que tem uma tendéncia linear. A segunda diferenca A?Z; serd estaciondria.

i . T # T . Chamando af = A%a,. pode-se demonstrar (veja Anderson, 1971) que
15 10 1 20
index Indax z
5 : .. 2d (24)!
.; @ (®) Yarel) = Uz(d> = g2 (@) (3.32)

- ‘s . e e 02(——1)5(2d) s=0,1,...,d
Figura 3.5: Uso do lowess com (a) p = 2/3 e (b) p = 1/3 para a Série A5 (Energia). Covial.al_,) = 0‘1 dts/ U (3.33)

T ,s=d+1,...
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0 que mostra que, tomando-se diferencas, introduz-se correlacio nos residuos.

Pelo exposto, segue-se que, tomando-se uma, diferencga, elimina-se uma tendéncia
linear, se o modelo for aditivo (e elimina-se uma tendéncia exponencial, se 0 modelo
for multiplicativo, da forma Z; = Tya;). Como séries econdmicas geralmente t&m um
crescimento exponencial, fregiientemente o procedimento mais adequado para estas
séries é tomar )

AZ; = Alog Zy, (3.34)

isto é, a diferenca do logaritmo da série original.

Se a série temporal sob consideragdo néo tiver um comportamento explesivo (sua
néo-estacionariedade for do tipo homogéneo, como definido anteriormente), uma ou
duas diferencas serd suficiente para se obter estabilidade ou estacionariedade.

Exemplo 3. 6 Retomemos o Exemplo 3.1 e calculemos a série de diferengas, ou
seja, AZy = Zy — Z;—1. Os valores estdo na Tabela 3.3 e o grafico de AZ; na Figura
3.6. Observe«se o cardter “mais estaciondrio” de AZ;.

20 —f

i
¢
H
§
diEnergla
i

Figura 3.6: Primeira diferenca da Série As, jan./77 a dez./78.

Notemos que, tomando-se uma diferenca da série Z;, estamos na realidade utili-
zando um filtro do tipo descrito na segdo anterior, onde os coeficientes c; sio dados
por

-1 ,j=-1
cg=¢1 ,5=0
0 , para os demais valores de j.

O mesmo pode ser-dito de A?Z; e, em geral, de A%Z;, para um d inteiro positivo
qualquer.

3.2.4 Testes para tendéncia

Como j4 salientamos antes, um primeiro passo na andlise de uma série tempo-
ral é a construcdo de seu grafico, que revelard caracteristicas importantes, como
tendéncia, sazonalidade, variabilidade, observacGes atipicas (“outliers”), etc.

. uma | popula,ga,o ¢ assim elas 580 independentes. .
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Além dessa inspecio gréfica, é possivel utilizar testes de hipéteses estatisticos
para verificar se existe tendéncia na série. Isto pode ser feito de duas maneiras: (a)
antes da estimacdo de T;: (b) depois que se obtém uma estimativa de 7.

No segundo casc. £ possivel efetuar testes formais somente no caso do ajus-
te polinomial, pois agui temos uma teoria desenvolvida para os estimadores de
minimos quadrados. Jesta maneira, podemos obter intervalos de confianca para os
parametros 3, do puémaemio. bem como testar hipéteses a respeito destes parametros.
i -~ -. podemos testar a hipStese 51 = 0, ou seja, que nio exista
TeriEncia, contra & amermativa que [ > 0, ou seja, existe uma tendéncia crescente.
Este teste é amplamerze conhecido e ndo sers discutido aqui.

Todavia, € aconselhdvel estabelecer se existe componente de tendéncia na série
antes.de aplicar qualquer procedimento para sua estimacio.

Se existisse outra componente (como S;) na série, além de T}, terfamos de elimina-
la antes de testar a presenca de T;. Esta observacio também vale para o caso em
que quisermos testar a presenca de S;: teremos de eliminar, antes, T;. Esse assunto
serd tratado no final deste capitulo.

Existem alguns testes nio-paramétricos que sio tteis para se testar se hi ten-
déncia em um conjunto de observagdes. Contudo, estes em geral se baseiam em
hipSteses que podem nao estar verificadas para o caso de uma série temporal; em
particular, uma suposigdo comum é que as observactes constituem uma amostra de

Deste modo, estes testes devem ser utilizados com cautela e, e, em geral sdo pouco
poderosos para detectar alternativas de interesse.

(i) Teste de seqiiéncias (Wald-Wolfowitz)

Considere as N observagbes Z;, t = 1,..., N, de uma série temporal e seja m a
mediana destes valores. Atribuimos a cada valor Z; o sfmbolo A, se ele for maior
ou igual a m, e B se ele for menor que m. Teremos, entio, N = (n1 pontos 4) +
(no pontos B). A estatistica usada no teste é

11 = numero total de seqiiéncias (isto é, grupos de sfmbolos iguais)

Rejeitamos a hipétese nula Hy se hé poucas seqiiéncias, ou seja, se T for pequeno.
Para um dado o, rejeitamos Hy se T} < wg, onde w, é 0 a~quantil da distribuicdo
de Ty, que é tabelado. Veja, por exemplo, Tabela 23 de Conover (1980).

Para n; ou ny maior que 20 podemos usar a aproximacio normal, isto é, T: ~
N{(u.o?), onde :

2n1no
= =+ 1,
Iz N + 1,

2nina(2ning — N)
N3(N-1)

9
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(iii) Teste baseado no coeficiente de correlagdo de Spearman

(ii) Teste do sinal (Cox-Stuart)

Agrupamos as observacdes em pares (Z1, Zite), (Z2, Zatc)s -+ (ZN—-e; ZN),
onde ¢ = %, se N for par e ¢ = N—;‘—L, se N for fmpar. A cada par (Z;, Zitc)
associamos o sinal + se Z; < Z;4. € o sinal — se Z; > Z; ., eliminando os empates.
Seja n o numero de pares onde Z; # Z;pc.

Queremos testar

Hy : P(Zi < Zire) = P(Z; > Ziye), Vi: ndo existe tendéncia;
Hy : P(Z; < Ziy) # P(Zi > Ziy.), Vi: existe tendéncia.

FEste é um teste bilateral. Um teste unilateral para testar Hp: ndo existe
tendéncia positiva contra Hi: existe tendéncia positiva, é obtido substituindo =
por < e # por >, respectivamente, em Hg e H; acima.

Seja Tp = nimero de pares com sinal +.

Entéo, para n < 20, a regra de decisdo é baseada na distribui¢do binomial e para
n > 20 podemos usar a aproximacao normal.

Considere o teste unilateral mencionado acima. Valores grande de T, indicam
que + é mais provivel que —, portanto rejéitamos Ho se Ty > n —t, onde t é
encontrado numa tabela da distribui¢do binomial, com parimetros p = % e n, para
um dado nivel de significAncia a.

- AN, Seet e e : — - R LT, i

Este teste é, em geral, mais poderoso que o teste de Cox-Stuart. Chamemos de
R, o posto de Z; dentre as N observagbes. Se houver observagdes empatadas, use
postos médios.
Seja
. N
Ty=Y [R -1
t=1
onde t =1,2,... 530 postos “naturais” dos instantes de tempo.
Rejeitamos a hipétese de que nao existe tendéncia se T3 for grande ou pequeno.
A distribuigio de T3 é tabelada; ver, por exemplo, Tabela 9, de Conover (1980).
O teste pode ser feito também em funcdo do coeficiente de correlacio de Spearman,

dado por
ST I
PEETNE D)
veja a Tabela 10, de Conover (1980).

Exemplo 3.7. Vamos considerar os testes acima para os dados da Tabela 3.1. Na
Tabela 3.4 temos os cilculos necesséarios para se obter as estatisticas 71, T e T3.
Fixemos o = 0,05 em todos os testes.
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Tabela 3.4: Valores da Série A5 (Energia) e valores de Ry e (B; — t)?

t | Z¢ R [Re—tP| ¢t ] Zi R [Ri—t]?
1] 84,6 2 1 13]110,3 12 1
2| 89,9 5 9 14 | 1181 14 0
38,9 1 4 15| 116,5 13 4
4| 954 7 9 16 | 1342 16 0
5| 91,2 6 1 17| 134,7 17 0
6| 89,8 4 4 18 | 144,8 19 1
71 89,7 3 16 19| 1444 18 1
8| 979 8 0 20 | 159,2 20 0
911034 9 0 21 | 168,2 21 0
10 | 107,6 10 0 22 | 1752 24 4
111204 15 16 23 11745 23 0
12 | 109,6 11 1 24 | 1735 22 4

Teste de seqiiéncias

A mediana é m = 113,4, n] = ny = 12 e T} = 4. Consultando uma tabela,
encontramos w, = 8, logo rejeitamos Hy.

Agui, c = 12 e os pares (Z;, Zi+12) sdo (21, Z13), ..., (Z12,2Z24), facilmente
identificiveis na Tabela 3.4. Temos que T3 = 12 e obviamente rejeitamos Hy. Como
n < 20, a aproximacdo normal nio é adequada.

Teste baseado em T3

Aqui T3 = 76 e os quantis w,/y € wy_q/2 sdo dados por 1,366 e 3,234. Como
T3 < wg 9, Tejeitamos Hy.

3.3 Sazonalidade

Nesta secdo nosso objetivo serd ajustar uma série para a componente sazonal,
ou seja, estimar S; e subtrair a série estimada de Z: no modelo (3.1),

Zi=Ti+ S +a, t=1,2,...,N.
Desta maneira, um procedimento de ajustamento sazonal consiste em:
(a) obter estimativas 5; de Si;

(b) calcular
(3.35)




‘removida. As razdes relacionam-se, geralmente, com a idéia que nossa habilidade
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Se o modelo for multiplicativo, da forma
Zy = Ty Say, (3.36)
a série sazonalmente ajustada serd
734 = 7,18, (3.37)

Como j4 salientamos, o modelo (3.36) é muitas vezes adequado para séries
econdmicas, que apresentam um crescimento exponencial. Tomando-se logaritmos,
obtemos o modelo aditivo (3.1) para os logaritmos.

Ao se estimar S; estaremos, em geral, cometendo um erro de ajustamento sazo-
nal, dado por

5t = St - S't

Dizemos que um procedimento de ajustamento sazonal é timo se minimizar
E(87).
A importéincia de se considerar procedlmentos de ajustamento sazonal pode ser
ilustrada pelo seguinte trecho, extraido de Pierce (1980):
“Tem havido no passado um interesse em se ter dados disponiveis sobre fe-
némenos importantes, sociais e econdmicos, para oS quais a variacio sagonal foi

em reconhecer, interpretar ou Teagir a movimentos importantes nao-sazonais numa
série (tais como pontos de mudanga e outros eventos ciclicos, noves padrdes emer-
gentes, ocorréncias nao esperadas para as quais causas posswe1s sao procuradas) é
perturbada pela presenga dos movimentos sazonais.”

Além disso, é dificil definir, tanto do ponto de vista conceitual como estatistico,
o que seja sazonalidade.

Empiricamente, consideramos como sazonais os fenémenos que ocorrem regular-
mente de ano para ano, como um aumento de vendas de passagens aéreas no verdo,
aumento da producao de leite no Brasil nos meses de novembro, dezembro e janeiro,
aumento de vendas no comércio na época do Natal etc.

Consideremos a Série A; - Temperatura em Cananéia. Vemos que-a série tem

um comportamento aproximadamente periédico, havendo semelhanca a cada s =
12 meses. Chamaremos s de periodo, mesmo que o padrao nio seja exatamente
periédico. Aqui, podemos formar uma tabela com s (= 12) colunas, uma para cada
més, e p linhas, sendo p o nidmero de anos. H4 dois intervalos de tempo que sdo
importantes, més e ano. O que se observa em séries sazonais é que ocorrem relacdes:

(a) entre observagBes para meses sucessivos em um ano particular;
(b) entre as observagdes para o mesmo més em anos Sucessivos.

Assim, a observagdo Z; correspondente a janeiro de 1980 é relacionada com os
demais meses de 1980, bem como com os demais meses de janeiro de 1979, 1981 etc.
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Notemos a semelhanca com Anslise de Varisncia = meses representando “tra-
tamentos” € os anos representando as “réplicas™. Assim 7, é relacionada com Z;_1,
Zi_2, . -+, mas também com Z;_s, Z, o, ... Isto implica que séries sazonais sdo ca-
ractemzadas por apresentarem cor*da,ga.o alta em “lags sazonais”, isto é, lags que
sao miltiplos do perfodo s. Um procedimento de ajustamento sazonal serd tal que
esta correlagio serd destruida (ou peio menos removida em grande parte).

Sem perda de generalidade consideremcs o casc = =emos dados mensais e o
pimero total de observagbes, N, é == miltipis de 12 == 2 N = 12p, p = ndmero
de anos, de modo que os dados pode= ser representzsx =omo na Tabela 3.5.

Tabela 3.5: ObservagGes mensais de uma s#rie temporal com

p anos
Meses
Anos | jan fev mar --- dez | Médias
1 2 3 12
1 VATV ATIVAT Zi12 | 41
2 Z’)l T Zf_)g Z_71_2 72.
P | Zot Zw Zm - Zpia| Zp
Médias | Z, Za Zs - Zuw| Z
A notagao da Tabela 3.5 é padrao, com
Z: = lDTZU, i=1....p (3.38)
— 1 .
Z; = EZZﬁ, j=1,...,12, (3.39)
D N’
Z = DPZZZU > 7. (3.40)
=1 j=1 f,—l

Vemos, pois, que é conveniente reescrever o modelo (3.1) na forma
Zij =Ty +Sj+ai;. t=1,...,p, j=1....,12. (3.41)

No modelo (3.41) temos que o padrao sazonal nao varia muito de ano para ano,
e pode ser representado por doze constantes.
No caso de sazonalidade ndo-constante. o modelo Scara

Z'L]=’—z—;,]+5’1] Gis- i:}-r-"rD~ j:L"'712' (342>
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Exastem vérios procedimentos para se estimar S:, sendo que os mais usuais sao:
(a) método de regressac 2 (b) método de médias méveis.

Um outro enfoque é mmcorporar a variacdo sazonal e a tendéncia em um modelo
ARDMA, a ser estudacde no Capitulo 5, ou a um modelo de espago de estados,
Capitulo 13.

3.3.1 Sazonalidade deterministica — método de regressao

Cm métodos de r=rem=mo s3o Otimos para séries que apresentam sazonalidade
determanistica. ou sejz. gue pode ser prevista perfeitamente a partir de meses ante-
riores.

No modelo {3.1), temos que

o= ) Bt (3.43)
7=0
12

Se = > oydj, (3.44)

j=1

onde {d;:) sdo varidveis periddicas (senos, co-senos ou varidveis sazonais “dummies”)
’ 2 s 3= e . 2
e a; € ruido branco, com média zero e varidncia ;.

Como estamos supondo sazonahdade constante o ndo depende de ¢. Podemos :

ter, por exemplo,

4y = {1, se o perfodo t corresponde ao més 7, j =1,...,12,

i §, casc comtrério.

(3.45)

d1f+d2t+‘"'+d12,t=ly t=l,...,N, (3‘46)

de modo que a matriz de regressdo ndo é de posto completo, mas de posto m + 12

(observe que temos m + 13 pardmetros: az, ..., 212, 80,01, . -, Bm)-
Impondo-se a restri¢ao adicional
12
Z a; =0, (3.47)
J=1
obtemos um modelo de posto completo
Z = Zﬁgt’ + Z ajDje + ax, (3.48)
J=1
onde agora
{ i. se o perfodo t corresponde ao més 7, :
{ —2. se o perfodo ¢ corresponde ao més 12, (3.49)
{4 casoconmtrdrio, j=1,...,11
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Deste modo podemos utilizar a teoria usual de minimos quadrados e obter os
estimadores de a; e 85, ou seja, para uma amostra Z1,..., 2y, obtemos o modelo

Z=CB+Da+a, (3.50)
onde
i1 - 1
& 12 ... 9m
Zyx1 = s Cx(mer) = | . R
Zn 1 N .- Nm
Bo Dy Da D1
B .| D12 Dsa -+ Diip
Bimsnxi={ . |» Dvxu=| . o, (88D
B Din Doy DN
Q1 ay
Q2 a2
Q1ix1 = : ; 8Nx1 =
anl anN
A equacdo (3.50) pode ser escrita na forma ”
Z=Xvy+a, (8.52)
onde
B
=[C:Djey=1|- - |,
[
de modo que
4 =[X'X]"'X'Z (3.53)

sa0 os estimadores usuais de-minimos quadrados.

Exemplo 3.8. Na Tabela 3.6 apresentamos a série de Indice de Produto Industrial
do Brasil, que neste exemplo serd considerada de janeiro de 1973 a dezembro de
1976. Analisando o grifico da série (Figura 3.7) resolveu-se considerar o modelo
(3.41) com uma tendéncia linear, ou seja,

11

Zy=Po+Pit+ ) a;Dje +ar.
=1

(3.54)

Utilizando-se um programa de regressdo para resolver (3.53), com D igual a
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Tabela 3.6:  Série de Indice de Produto Industrial do Brasil (IPT) de modo que a constante sazonal para dezembro sers —431,2, devido a (3.47).
Na Tabela 3.7 temos as previsdes para os meses de janeiro a maio de 1977 utili-

Ano| Jan. | Fev. | Mar. | Abr. | Mai. | Jun. | Jul. | Ago. | Set. | Out. | Nov. | Dez. . T il o =
1969] 7.780| 7.351| 8.317| 8.036| 8.454| 5.300| 5.985| 8.530| 8.564| 8.614 8.102 8.044 zando (3.54), com os coeficientes substituidos por suas estimativas, dadas em (3.55)
1970| 8.209| 7.738| 8.828| 9.150| 8.960| 9.282| 9.934| 9.546| 9.572|10.272| 9.991 9.537 e (3.56).
1971| 8.761| 8.501| 9.642| 9.058| 9.256| 9.799|10.828{11.063|10.652|11.278|10.661|10.500 Por exemplo
1972| 9.759| 9.876110.664|10.110|11.055|11.615|11.730|12.587|12.046|12.852{12.259|12.214 Pio,

1973|11.798{11.278|11.945|11.695|12.734|13.405|13.836|14.388|14.069|15.519|14.68014.104
1974|13.577|12.451|13.856{13.812|14.280|13.692|15.502|15.423|14.947|16.031{14.462{13.791
1975{13.608{12.794/13.889/14.555 | 14.545{15.114|15.886|15.541|15.770{16.375,15.38614.927
1976|14.829115.297|16.330|15.807|16.623|17.196|17.691{18.012{17.625{18.244|17.102{16.744
1977|15.385|15.062|17.896|16.262{17.820|17.911|17.818|18.410{17.658|18.273|17.922{16.987
1978|16.681|15.886|18.281|17.478|18.412|18.84919.023|20.372|19.262|20.570|19.304|18.407
197918.633|17.497]19.470|18.884|20.308|20.146{20.258|21.614{19.717|22.133|20.503|18.800
1980]19.577]18.992|21.022|19.064|21.067|21.553(22.513] - - - = -

Z48(1) = 12.558 + (92, 16)(49) — 856,0 = 16.217, 34,

enquanto que

Fonte: Fundagdo Instituto Brasileiro de Geografia e Estatistica

Diggxu1 =

obtemos:

> [ b 12558
B = {31} [92,16]

& —856,0 |
. —1446, 2
—488, 4
—618,3
—132,2

81,9
866, 7T
886, 8
556, 4

1403, 7
G131 176, 8 )

(o)}
I
Il

1 0 0 0 0 0 0 0 0 0 O
01 0 0 0 0 0 0 0 0 O
00 1L 00 0 0 0CO0 0 O
00 01 00 0 0 0 0 O
6 00 01 00 0 0 0 O
00 0 0 0 1 0 0 0 0 O
00 0 0 0 0 1 0 0 0 0
00 0 0 -0-0 0.2--8--0 0
000 0 0 0 0 0 1 0 0
000 00 0 0 0 0 1 0
00 0 0 0 0 0 0 0 0 1
-1 -1-1-1-1-1-1-1-1-1-1
| -1-1-1-1-1-1-1-1-1-1-1]

1

— jan. 73

— dez. 73

— dez. 76

(3.55)

(3.56)

Z48(5) = 12558 + (92, 16)(53) — 132, 2 = 17.310, 28.

Os valores estimados &; sfo chamados médias mensais ou constantes sazonais.

Tabela 3.7: Previsdes para a Série IPI de janeiro a maio de 1977

meés h Z(h)
1977 | janeiro 11 16.217,84
fevereiro | 2 | 15.719,80
| margo 3 | 16.769,76 .
S - abril 7 | 4 | 16.732,02
maio 51 17.310,28

Exemplo 3.9. Séries econdmicas em geral apresentam um crescimento exponencial,
daf o uso de modelos mutiplicativos; tomando logaritmos e uma d]ferenga obtemos,
em geral, uma série estaciondria.

Donde, se Z{ =
econdémicas é

= log Z, um modelo adequado para um grande ndmero de séries

12
AZf =P+ ady +aj, (3.57)
J=1
onde &7, = Adj; e af =Aag;. A equacdo (3.57) também pode ser escrita
12
AZf =B+ djds+aj, (3.58)
=1 »
onde
5j Q5 — Qj-1, J= 2,. ,12,
51 = ; — (12. (3.59)

%’Aﬁ&ﬂ i
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3.3.2 Sazonalidade estocédstica — método de médias mdveis

Na secéo 3.2.2 vimos como estimar T; no modelo
Zt = T{; -+ at,

por meio de um filtro linear, ou seja,

n

Ty=Y ¢Zuy, t=n+1,...,N-n (3.60)

J=-n

A série Z, — T} estimard, entdo, a série residual a;. '

Agora, além de T}, temos a componente S;, que queremos estimar. O procedi-
mento a ser utilizado é semelhante: dado o modelo (3.1), estimamos T; através de
(3.60) e consideramos

Y = Tz : (3.61)
Esta série fornecerd meios para estimar St-.
O método de médias méveis é apropriado quando temos uma série temporal cuja

componente sazonal varia com o tempo, ou. seja, para séries cuja sazonalidade é
estocdstica.

Todavia, este procedimento é aplicado usualmente mesmo para padrao sazonal

_ constante. Pode-se demonstrar (veja Pierce, 1979) que este procedimento é Stimo.

para a classe dos modelos ARIMA e como ja salientamos, embora este procedimento
seja mais apropriado para o caso de sazonalidade estocdstica, vamos considers-lo
aqui para o caso em que temos um padrdo sazonal constante. No Capitulc 10
voltaremos a tratar de modelos ARIMA sazonais.

Dado que a tendéncia é estimada por (3.60), as componentes sazonais supostas
constantes, sao estimadas num segundo estigio.

A partir de (3.61), tomamos médias dos meses: janeiros, fevereiros etc.:

- 1
V= o ZYJ ji=1,...,12, (3.62)

usando a notagao referente & Tabela 3.5.

Como a soma dos Y.; em geral ndo é zero, tomamos como estimativas das cons-
tantes sazonais

5;=Y;-7, (3.63)
onde
- 1 &
V=0 Zl 17 (3.64)
iz

O modelo pode ser escrito como

Zy =T, + S; + az, (3.65)
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~=mt=12+7,41=0,1,...,p—1, 7 =1,...,12, havendo p anos. Entdo, (3.62)
pode ser escrita como
- 1 =
Y = ”":“IZYDH—J': j=1,...,6,
p i=1
1 B3
= =D Yy, §=T. (3.66)
p 1=0

A série livre de sazonalidade é
784 =72, - &, (3.67)

E possivel demonstrar que, para o modelo aditivo, nfo é necessério estimar T}
para obter os S Ou seja, é possivel obter as médias mensais Y .; diretamente dos
desvios das medlas mensais da série original em relagio a média gera.l da série, mais
um termo de corre¢do dependendo somente do primeiro e {ltimos doze termos da
série. Veja Durbin (1962) e Problema 18.

Se o modelo for multiplicativo, obtemos Y;
mamos S; por

= Z/T:, Y.;, Y como antes e esti-
S, =Y;/Y. (3.68)

Também, = - e ) ' “
734 = 7,/8;. (3.69)

Exemplo 3.10. Consideremos, novamente, os dados referentes ao IPI (Exemplo
3.8). A estimativa da tendéncia é calculada utilizando uma média mével centrada
de 12 meses,

5

) _
T, = 5 Zi6 + 2j=2—5 Zivi+ Zeve|, t=T,8,...,42. (3.70)

E facil ver que este procedimento gera uma série que ndo contém componente sazonal;
veja o Problema 16.

A Tabela 3.8 mostra os residuos Y; = Z; — 1} e os valores Y, i=1..,12
Segue-se que

12

- 1 41784
Y = —;;Z = = 34,75.

A tltima coluna fornece as estimativas das constantes, Sj, j = 1,
3.=Y,;—Y. Observe que Z ; = 0,04, devido aos arredondamentos
A Tabela 3.9 mostra a série hvre da componente sazonal, isto é, Zp* = Z; — Sy
As séries Zy e Z74 estdo ilustradas na Figura 3.7.

, 12, com
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Tabela 3.8: Residuos Y; = Zi — T, e estimairwas das constantes
sazonais da série IPL.

1974 | 1975 | {

-514,421 -925,58 -1.076,97{—1315_79

2.3.3 Testes para sazonalidade deterministica

Dado o 3.4 i i
modelo (3.48), existe sazonalidade deterministica se os a; nao sio todos

nulos. Se

Janeiro

1752, 06Q 1 760,50

Fevereiro 786,96 |+ 3042 -1 -1.468,22 Hy:oqg = =0y =0
Margo -408 92§ o346 65,79 -1 8£381 -355,53 -390,28 S o 1= (3.71)
Abril -492, os -124.83} m1_,37‘ 1 “"0,8! -409,76| -444,51 . nfo for rejeitada, n8o serd necessirio ajustar a série para efeit
Maio -36.33 'u'.’éﬂt }1 ?“3 _§6’88 -91,63 ~E claro que supondo os a; ruidos brancos e nor plzj o Saz.on?i
Junho -602,21 =530, 004 57,78| 23,03 . sigdes do modelo linear geral esto satisfei malmente distribufdos, as supo-
Julho 121954 ¥®9.29; - w8877l 852,96 S vestar Hy. Vei g &O.Sa’ﬁISfEItaS ¢ os testes usuais podem ser aplicado
: Agosto 3yes swso1s| - -5%3%| 83313 80038 . P o- Veja Draper e Smith (1998), por exemplo s
: Setembro 63320 192,13 -l usL21| 52707 492,32 Como usamos 0 procedimento de médias méveis co . )
i Qutubro 168496, 343,25 1 128617| 1.455,39| 1.420,64 - estimar a componente sazonal (embbra, néé sei . mo um modo alternativo de
' Novermbro 73,96‘ 18450 - \ 635,79| 211,93| 17718 deterministica), seria interessante 180 Seja O mals adequado para sazonalidade
Dezembro 667,33, -516,83 1 20090| -463,40| -498,15 que tivéssemos algum teste formal para verificar

a existéncia de sazonalidade na série.

; Podemos usa:
Tabela 3.9: Série IPI livre de componente sazonal, de janeiro de r aqui dois enfoques, paramétrico e naO‘PaIametrlco e antes de

usar qualquer um deles é con
1973 a dezembro de 1976 veniente eliminar a tendéncia,
na série. Assim, o teste serd aplicado aos residuos ¥; = Z se ela estiver presente
aditivo. t = 4t —

T3, no caso do modelo

15.702,68

12.671,68 | 14.450,68 Considere, pois, a T
16.765 22 i1 , pois, a Tabela 3.5, na qual os Zi; sdo substituidos por Yy = Zi; — T};

\ 14.481,68
12.746,22 | 13.919,22

Janeiro

Fevereiro 4 14.262,22 o pj=1,...,12, p= ot
B Margo 12.335,28 ‘ 14.246,28 | 14.279,28 | 16.720,28 ,--+» 12, p = nimero de anos.
T ' ‘ Abril 12.139.51 | 14.256,51 | 14.999,51 16.248,51 Testes ndo-par

i Maio 1.895.63 | 14.371,63 | 14.636,63 | 16.714,63 . paramétricos .

Junho 13.381,97 | 13.668,97 | 15.090,97 17.172,97 Uma possibilidade & usar o Sz

‘ Julho 12.083.04 | 14848.04 15.033.04 | 16.838,04 3.5 é suposta uma amostra de 1‘;5;0&9 nguﬁzzﬁligzﬂf tAqm, cada COl‘ma da Tabela
Agosto 13.587,62 | 14.622,62 | 14.740,62 17.211,62 amostras, de tamanho n; (iguais a p, para bl emos k (igual a 12, no caso)
Setembro | 13.576,68 | 14.454,68 15.277,68 | 17.132,68 observagdes sdo ' abela completa 3.5), ou seja, as
Outubro | 14.098,38 | 14.610,36 14.954,36 | 16.823,36
Novembro | 14.502,32 | 14.284,82 | 15.208,82 16.924,82

Degembro | 14.602,15 14.289,15 15.425,15

17.242,15 Yy, j=1...ki=1...n; N=3 n,
—

AS ObNSeI Va.(;oes Ilj 320 Sllbst:]tuldas pOr seus pOStOS laj, Obialdos OIdenandO—Se

(coluna),
nj
=>"Ry, 5=1,...,k
=1

A hind ~ o
pétese Hy de nao existéncia de sazonalidade é rejeitada se a estatistica

12

ko p2
T = _._l — 1
FTNN D) ; nj 3N +1) (3.72)

for mai . s
’ maior ou igual ao valor critico Ti., onde Ty, é tal que Py(Ti > Tic) = @, o
= c) ™ 3 -

' . ’ ( \ SA Erh pon a,da,) para a Séri ] de signi i Paran
e IF 1 nivel de signincancia do teste. ara n; sufici
le Z. 1 heia) e Z A J cientemente grande ou k > 4, sob H
tilh - 3 ] 0
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a distribuicdo de T} pode ser aproximada por uma varidvel x2 com k — 1 graus de
liberdade (11 no caso de dados mensais).

Umma critica a aplicagdo do teste de Kruskal-Wallis é que uma de suas suposi¢Ges
diz que as varidveis dentro de cada amostra sio independentes e que as amostras
sdo independentes entre si, o que evidentemente nio ocorre no caso em questao:
ha dependéncia entre observagbes de um mesmo més, para diferentes anos, e entre
observactes de vérios meses, dentro de um mesmo ano.

Qutra possibilidade é aplicar o Teste de Friedman para amostras relacionadas.
Neste caso, os meses sao considerados “tratamentos” e os anos sao considerados
“blocos”. A ordenagdo é feita dentro.de cada bloco em vez de ordenar todas as N
observagtes. Mas mesmo aqui, os blocos sdo considerados independentes, ou seja,
as observagGes de um ano sio independentes das observagdes de outro ano qualquer.

A estatistica de Friedman é

Ty = pk(k+1)ZR*2 3p(k +1). (3.73)

onde p = nimero de blocos = niimero de anos, k = nidmero de tratamentos = 12 e
R?; denota a soma dos postos da j-ésima coluna, isto é,

UL S R~ E ;;,, L

onde Rj; = posto de Y;; dentro do bloco i, de 1 até k. A distribuicio de T2 pode
ser aproximada por um x? com k — 1 graus de liberdade.

Testes paramétricos

Podemos utilizar um teste F rotineiro a uma anilise de varidncia. O modelo
subjacente é

Yij=8j+ey, i=1...,n5, 7=1,...,k,

e supondo e;; ~ N(0,0?), independentes. Sob a hipétese nula Hy : Sy = --- =5k, a
estatistica

: \ o
N k Zj_l n;(Y; - Y)?
o =
-1 Zj—l 2t (Yij =Y 5)?
tem distribuicio F(k — 1, N — k).

Vemos, pois, que condigdes para se aplicar este teste incluem a validade do
modelo aditivo e normalidade dos residuos.

A conclusao é que devemos ser cautelosos ao utilizarmos estes testes, devido as
suposices envolvidas para sua aplicacio e a possibilidade das mesmas n3o serem
validas para o modelo sob consideragdo. Neste sentido, o uso do modelo de regressio
(3.50) oferece vantagens, ja que podemos usar toda a teoria estatistica disponfvel

T3 =
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para o modelo linear geral. Para o método de médias méw=s ndo hd uma teoria
desenvolvida, de modo que propriedades dos estimadores - .S ndo sdo co-
nhecidas, exceto o trabalho de Durbin (1962), no qual sdo obcdm variancias de S],
j=1,...,12, para o caso de médias moveis centradas de 12 meses.

Exemplo 3.11. Vamos considerar os testes acima para a série de Temperaturas
em Sdo Paulo, na Tabela 3.10. Na Tabela 3.11 apresentamos == cflculos necessarios
para obtencio das estatisticas 11, T e Ts.

Tabela 3.10: Série de temperaturas em Sio Paunlke ==dia de 24
leituras diarias

més| jan. | fev. |.mar. | abr. | mai. | jun | jul. | ago. | set. | out. | nov. | dez.
ano i

| |
GO @[ @) @[Es)| O ©) @] @) @)@ (4
1952| 20,8 | 20,1 | 20,5 | 17,1 | 16,7 | 152 | 148 | 16,8 | 15,9 13.0 | 19,1 | 19,8
2] 4ol ay| ® @ @ ol 6 @ o 6 ©
(57,5)|(49,5)] (52)[(33,5)[(24,5)[(10,5)] ()] (14)] (31)| (36)|(38,5) (42)
1953} 21,9 { 20,7 | 20,9 | 18,1 | 16,9 | 15,5 | 13,3 | 15,8 | 17,8 | 18,4 18,6 | 194
a2 a0l anl ©® @ @ ol o 6l o ® ©
GO GO B3| (5] 0] (0[(25)] (16)[(29,5)]@3)| (7] (%)
1954| 22,1 | 21,5 | 21,0 { 18,3 | 16,5 | 16,3 | 15,7 | 16,2 | 17,7 | 17,7 | 18,5 | 19,6
(2] anl do| M| @l e o @6 63 ) ©
GA)|G7H[A95)|EEH[25)] (D] (B)][A03)| (0) (18)]@L8)| (46)
1955( 21,1 | 21,9 | 20,7 | 18,6 157 14,9 14,7 | 15,5 | 16,6 | 16,4 ‘16,9 20,2
SayF R 00l E] @k @ @l el -6 G @ ©
) G @E@H] @] @ @ O] @) @6)|EL5)|[05)
1956| 23,4 | 21,2 | 20,3 | 18,1 | 15,1 | 13,5 | 14,0 | 13,6 17,6 | 17,0 | 16,7 | 19,1
a9 an| dol @ @ o & @ @ o G @

Obs.: Canto superior direito refere-se & ordenagio geral das observacdes (Ri;).
Canto inferior direito refere-se & ordenago dentro de cada ano (R};).

Tabela 3.11: Estatisticas necessarias-ao cilculo de Ty, T5 e T3

i| R; R, Y,
1]281,50 50 109,30
2| 263,00 54 105,30
324950 52 103,40
4116750 35 90,20
5| 8550 20 80,90
6| 4550 8 7540
7| 2850 T 72,50
8| 6650 15 77,90
9 | 123,50 255 85,60
10 | 141,50 31,5 87,50
11| 162,00 36 89,80
1221550 45 9810
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~!
~1

Teste Kruskal-Wallis consciente a um modelo subjacente, é consistente com um modelo para Z; da familia

ARIMA. .

Em 1980 surgiu o método X-11-ARIMA, desenvolvido no Statistics Canada que,
além de preservar toda a capacidade do X-11, introduziu melhoramentos importan-
tes que incluem, dentre outros:

12
N =60, k=12, n; =5 > R’ =361.291,50 e Tj = 53,0L
J==1

Consultando uma tabela encontramos X%l;0,0S = 19, 675, logo rejeitamos a hipé-

tese de nio-existancia de sazonalidade. (i) a extens@o da série por meio de previsdes de valores futuros e de valores pas-
' sados (“backforecasting”), utilizando modelos ARIMA, antes de fazer o ajus-
Teste de Friedman tamento sazonal. Tal extensdo eliminou a impossibilidade de estimacio da
" . tendéncia no inicio e fim da série.
p=35, k=12, ZR*} =16.027,50 e T = 51,57. . (ii) diagnésticos para verificar a qualidade do ajustamento sazonal.
=1

Para mais detalhes, veja Dagum (1988) e Cleveland (1983).

Finalmente, em 1996, foi langado o novo programa do Bureau do Censo dos
EUA, denominado X-12-ARIMA, que inclui toda a capacidade dos programas men-
cionados anteriormente e incorpora vérios melhoramentos, dentre eles:

Comparando com o mesmo valor tabelado para o teste anterior, rejeitamos a i
hipétese de ndo existéncia de sazonalidade.

Anédlise de varidncia

. (i) mais possibilidades de escolha de modelos para ajustar as observacdes com a
Z 5(7; — 7)? = 325,56 inclusdo de modelos de regressio com erros ARIMA;
-7 .= ) ) f,’
j=1 (ii) novas opgOes de ajustamento sazonal;
; 12 5 '
N P I ZZ(YW- ?j)z =34,052, . - ¢ .- _(iil) diversos testes de diagnéstico, incluindo a estimacio do espectro para detectar. . -
BN - =1 =1 efeitos sazonais e “trading-day”;
o Ty = 41,71 ;

; . (iv) possibilidade de interface com outros aplicativos, possibilitando o processa~
Comparando com ¢ valor tabelado Fyg11:005 = 2,08, também rejeitamocs a mento de um grande niimero de séries.
hipétese de no existéncia de sazonalidade. Veja Findley et al. (1998) para informacdes detalhadas sobre o X-12-ARIMA.

. 3.3.4 Comentsrios finais

3.4 Problemas

Apresentamos, neste capitulo, alguns procedimentos que tém sido utilizades para

o ajustamento sazonal de uma série temporal. Evidentemente, muito se omitiu e 0 1. Prove que se Ty = [y + Bit, entdo os estimadores de minimos quadrados séo
f ' ; leitor interessado poderd consultar as referéncias mencionadas para outros desenvol- dados por (3.7).
b vimentos nesta importante 4rea de aplicagbes. Em particular, sdo de importincia os

trabalhos de Jorgenson (1964), Cleveland e Tiao (1976), Durbin e Murphy (1975), 2. Obtenha (3.8) e (3.9) de (3.7).

Nerlove (1964), Stephenson e Farr (1972). L 3

. Usando o modelo encontrado no Exemplo 3.1, encontre previsdes 2, ~(h) para

Dois excelentes artigos que fazem uma resenha sobre o assunto sdo Pierce (1978) h=1,2,...,9. Encontre o erro quadrético médio de previsio.

e Pierce (1980). Veja também Gait (1975). Uma estratégia para construir modelos
para uma série temporal, em particular para tratar de tendéncias e sazonalizadas, é ¢ 4. Prove a relagao (3.29).
apresentada por Parzen (1978). Os anais de uma importante reunido sobre ajusta- :
mento sazonal realizada em Washington, em 1976, aparecem em Zellner (1979).
Um método de ajustamento sazonal que foi bastante utilizado nas décadas de 60

e 70 é 0 X-11 do Bureaun do Censo dos EUA (veja Shiskin, Young e Musgrave, 1967). 6. Obtenha a série A2Z;, para os dados da Tabela 3.1. Faga seu grafico e compare
Cleveland (1972a) mostrou que o método X-11, embora planejado sem referéncia com AZ;.

5. Para os dados da Tabela 3.1, obtenha um estimador suavizado de T}, utilizando
médias méveis de quatro termos.

I “‘;&““
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10.

7. Considere a Série Ajg (M-ICV):

" (a) teste a existéncia de tendéncia, usando o teste de seqiiéncia;

(b) estime T}, no modelo (3.3), supondo T = BoePrt;

(¢) quais serdo as previsdes da série para 07/80 e 08/80, usando 17

(d) obtenha uma estimativa de T;, utilizando médias méveis de trés termos;

(e) calcule AZ; e verifique se é estaciondria.
Uma seqiiéncia {D;} é chamada deterministica se existir uma fungao de valores
passados e presentes, g; = g(Ds—j, 7 =0,1,2,...) tal que E{(Ds+1 —g:)%} =0.
Se g; for linear, entdo {D;} diz-se deterministica-linear. Prove que D; =
b conhecido e Dy = 377, Bjt?, B; conhecidos; sdo deterministicas lineares.

bl

. Suponha que o modelo seja da forma Z; .= g(t) + h(t) + az, onde g(t) é pe-

riédica de perfodo T e h(t) representa tendéncia, por exemplo. Admita que
ST g(t) = 0. Mostre que uma média mével com T termos e coeficientes
iguais eliminard g(t), isto é,

1 T o 1 T
j=1 i=1

Prove as Vre‘léés‘e.s (332) :;e‘(3.33)‘.

. Considere as observacdes de Importacdes em milhdes de délares feitas pelo

Brasil, Tabela 3.12 (Boletim do Banco Central do Brasil).

(a) Faca um gréfico das observagoes;
(b) Estime e tendéncia por meio da utiliza¢io de um polinémio de segunda
ordem;

(c) Estime a tendéncia da série por meio de uma média mével de 12 elemen-
tos.

(d) Faga um gréfico da série livre de tendéncia, utilizando os dois métodos :

acima.

Tabela 3.12: Imbortagc")es feitas pelo Brasil (em milhGes de ddlares)

Ano| Jan. | Fev. |Mar. | Abr. | Mai. |Jun.| Jul. | Ago. | Set. | Out. | Nov. | Dez.

10681133,31124,9]122,8] 135,8 | '164,8[168,5| 168,4| 187,3| 156,1| 164,2| 170.4| 164,3
1969|153,4|140,6{142,7| 157,9 | 169,91165,5| 163,5| 200,4| 173,8| 168,0{ 155.4| 201.1
19701172,0(132,0{177,0{ 164,0 | 171,0|{195,0} 200,0| 214,0{ 226,0) 259,0{ 306.0| 291.0
19711239,4(230,71277,4| 251,4 | 260,2|282,3| 278,0| 291,4| 288,0f 297,0f 2329| 296,8
1972|258,6(292,4|332,2| 312,1| 361,6{385,0| 333,6| 404,0/ 3470/ 3979 400,47 4005
1973(370,7|390,3{405,3| 418,2 | 479,2|436,9| 534,1| 588,7| 520,1| 696,7| 826.4 725.6
1974|773,5|827,6|923,2| 907,4|1.212,5/988,2|1.191,3{1.228,0/1.102,0 1.128,5

1.293.0]1.136.1

]
]

s
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12 Uti‘lize o método “lowess”, com p = 0,3 e 0,6, para estimar a tendéncia das
séries A7 - Temperatura e Umidade do Ar na Cidade de Sio Paulo.

1
Pt
W

- Refaga o Problema 12 utilizando médias méveis de 7 e 14 observagdes (uma e

duas semanas, respectivamente). Compare graficamente com os resultados do
Problema 12.

o

Es.ti.me a tendéncia da série anual de Produto Interno do Brasil (Série Ag - PIB)
utilizando um método apropriado. Faga um grifico da tendéncia estimada.

SITI

- Para os dados da Tabela 3.8 verificar a existéncia de sazonalidade por meio de
de um teste paramétrico e um nio-paramétrico.

. Considere as médias mensais (3.62) e a média geral (3.64). Defina médias

mensais e geral da série original Z;, Z.; e Z, respectivamente, como nestas
relagdes. Prove que

. _ . 1 J+5
Y‘j = Z-j —Z+ 5‘?}5 {Zj+6 + 2;(21 - ZlZp—i—'i) - Zlgp+]‘+6} ,

j=1,...,6

Tl et e 1. L é e e 8 LT T e T
= Z.j—Z-i—-QZE ~Zj-6+2 ,ZS(_Ai+Z12P+i)+Z12p+j“6
=g

i=1...,12.

17. Prove que se E}il S; = 0, entdo S: pode ser escrita na forma

6

Sp = andis + -+ anadias = Y (75 cos At + YjsenA;t),
=1

. 2mj : /
onde \; == 3. Relacione os v;, v; e aj.

18. Considere os dados da Tabela 3.13 e 0 modelo (3.1):

‘ (a) estime a tendéncia por meio de uma média mével centrada de quatro
; termos;

(b) obtenha a série livre de tendéncia e faga seu grafico;

(c) obtenha estimativas das constantes sazonais Si, ..., Sy e a série sazonal-
mente ajustada;

(d) obtenha os residuos af = Z; —T; — S;; hé-evidéncia de que eles nio sejam
aleatérios?
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Tabela 3.13: Dados trimestrais =ipotéticos. —
: p = ntmero de anos, n = 12 para dados mensais e n = 4 para dados trimestrais;
b

Trimestre | Z; | Drimeste | Zs a amplitude sazonal é definida por
1962 1 | 3 {1964 : 6 18
212 203 Sz-nleiw—Twi
3 4 3 -3 j=1
i. 6 E -4: ‘ 8 E b z e
963 - | 3 1965 n — D?m as as form‘ula,s Ti; é uma estimativa para a tendéncia do ano i, més
‘ s s J: blo caso de estimar ng por meio de uma média mével de 12 meses, hs
; 3|4 210 probiemas em obter £; e §; para os primeiros e dltimos meses. Neste caso
1 i % definimos: '
i 47| s | 8
i para o primeiro ano:
19. Considere a Série A; - Temperatura em Ubatuba: R 12 122
. - . : tl:’ZTIJH §1=‘Z[Zr—'f’1'l'
(a) baseado em uma inspegao visual da série, sugira um modelo para Zi; , 6= 6 — 7 b
i ' -

(b) estime as componentes que forem postuladas no modelo; para o tltimo ano, p:

(c) teste a existéncia destas componentes. .
. 8

= . 1 N

> Toir 8= 5 D 12 — Tl

Jj=1

J=1

[« R

20. Para os dados da Tabela 3.13, obtenha estimativas de T; e S; usando o modelo tp=

4
U Zy=Po+ Pty eydi s | et R ,A
j=1

0>

§ : Obtenha previsbes para 0s quairo trimesires de 1966. : ‘
i ;« multiplicativo
B ' 21. (Teste para modelo aditivo) - Vimos que a estrutura de uma série temporal é -
aditiva se S; independer de T; e é multiplicativa se exdistir uma dependéncia -
entre estas duas componentes. Um teste para verificar se o modelo é aditivo ou
multiplicativo baseia-se em um grafico da amplitude sazonal contra a tendéncia :
anual, definidas a seguir (Morry, 1975). Cada ano da série ¢ representado por aditivo
um ponto neste grafico (Figura 3.8). : ‘

Py

, Se a reta ajustada a estes pontos for paralela 20 eixo das abcissas, hé uma i . N
-y indicagio de que a amplitude sazonal nao depende da tendéncia e o modelo é - igura 3.8: Gréfico da amplitude sazonal x tendéncia anual
| aditivo. Se a reta tem inclinagio diferente de zero, temos uma dependéncia de .
! : a) Para o Ex i PRRETIP T
i S, sobre T e o modelo é multiplicativo. Além do gréfico, podemos encontrar - (b) emp/lé 3.8, verifique se o modelo ¢ aditivo ou multiplicativo.
| a reta de minimos quadrados e testar a hipétese de que a inclinagdo é zero CE (b) Idem para a série da Tabela 3.14.
i que pode ser questiondvel, pois o teste t usado pesta situagdo é baseado na 99. Consi L.
: .- . . Cousid :
‘ suposicio de normalidade dos da dos). sidere a Série de Consumo de Gasolina da Tabela 3.14: -
A tendéncia anual é definida por (2) baseago em uma inspegdo visual da série, sugira um modelo apropriade
para Zt;
- n .
i= 1 Z Tyoi=1 s | (b) estime as componentes que forem postuladas no modelo;
4o : (c) teste a existéncia dessas componentes.
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Tabela 3.14: Consumo trimestral de gasolina na Califérnia

(milhdes de galdes)

trimestre 1° 20 3° 40
= Capf
1960 1.335 | 1.443 | 1.529 | 1.447 TULO 4

1961 | 1.363 | 1.501 | 1.576 | 1.495
1962 | 1.464 | 1.450 | 1.611 | 1.612 . -
1963 | 1.516 | 1.660 | 1.738 | 1.652 Modelos de Suanzagao
1964 | 1.639 | 1.754 | 1.839 | 1.736 .

1 1965 | 1.699 | 1.812 | 1.901 | 1.821 EXponen.clal
8 1966 | 1.763 | 1.937 | 2.001 | 1.894 :

o 1967 | 1.829 | 1.966 | 2.068 | 1.983
1968 | 1.939 | 2.009 | 2.201 | 2.081
1969 | 2.008 | 2.232 | 2.209 | 2.204
1970 | 2.152 1 2.313 | 2.303 | 2.278

igg gégi ;ggg Zégg ggg; 3 A maijoria dos métodos de previsdo baseia-se na idéia de que observacoes pas-

) 2 689 | 2.549 : sadas contém informagdes sobre o padrdo de comportamento da série temporal. O
1973 2.454 | 2.647 | 2. - propésito dos métodos é distinguir o padr3o de qualquer rufdo que possa estar con-
tido nas observacGes e entdo usar esse padrio para prever valores futuros da série.

4.1 Introdugao

. . - 23.-Considere a Série-Ag (e).: indices mensais do S & P 500.

, L. i , flutuacdes em séries de tempo, é a das suavizagdes. Técnicas especificas desse tipo
(a) Faca um gréfico da série. : assumem que os valores extremos da série representam a aleatoriedade e, assim, por.
meio da suavizagio desses extremos, pode-se identificar o padrao bésico.
Como veremos a seguir, a grande popularidade atribuida aos métodos de suaviza-
¢do € devida & simplicidade, & eficiéncia computacional e & sua razodvel precisio.

(b) Sugira um modelo para a série e estime a(s) componente(s) do modelo
iE : A adotado.

kI (c) Considere a série de retornos simples do SP500. Esta série apresenta &

~ tendéncia? : Na segdo 4.2 estudamos alguns métodos adequados a séries localmente constan-
(d) Obtenha, usando um programa computacional, as autocorrelagbes amos- . tes, na secao 4.3 os adequados para séries que apresentam tendéncia e, finalmente,
- trais da série e dos retornos simples. E na se¢do 4.4 apresentamos alguns métodos adequados a séries sazonais.

4.2 Modelos para séries localmente constantes

Vamos considerar, nesta se¢do, o caso de uma série temporal 71, ..., Zy, local-
mente composta de seu nivel mais um ruido aleatério, isto é,

Zt:/J't+at7 r"“‘1:"'7‘]\]’7 (41)

onde E(a:) = 0, Var(a;) = o2 e iz é um pardmetro desconhecido. que pode variar
lentamente com o tempo.

Uma grande classe de métodos de previsao, que tenta tratar ambas as causas de
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4.2.1 Meédias méveis simples (MMS)
A - Procedimento

A técnica de média mével consiste em calcular a média aritmética das r obser-
vacOes mais recentes, isto &,

vat - Zt -+ Zt—l R o Zt—r+1 (42)
T
ou A 7
M, = M;—1 + i -")" e . (4:3)

Assim, M; é uma estimativa do nivel p; que ndo leva em conta (ou ndo pondera)
as observagdes mais antigas, o que é razodvel devido ao fato do parimetro variar
suavemente com o tempo. o

O nome média mével é utilizado porque, a cada perfodo, a observagdo mais
antiga é substituida pela mais recente, calculando-se uma média nova.

B - Previsao

A previséo de todos os valores futuros é dada pela dltima média mével calculada,
isto &,

S el 2%(5)}= Alh,rvh >'O;;n B - T o ::fé/g
ou de (4.3)

. Vh>0. (4.5)

N 5 Zy — Ty
Zu(h) = Zia(h+ 1) + =

A equacdo (4.5) pode ser interpretada como um mecanismo de atualizagio de
previsdo, pois a cada instante (ou a cada nova observacao) corrige a estimativa prévia
de Zivh.

A média e o EQM de previsio sdo, respectivamente, dados por

r—1 r—1
1 1
B (; Z Zt—-k:> = ; kz:% Ht—k; (46)

» k=0
EQM(Zy(h)) = E(Zern— Z:(h)?

r—lZ . 2 T—h—lZ 2
= E(Z:M"Z t;) =E<Zt_ Z '_t__::—k>

E(Zy(h))

Il

k=0 k=0
‘)r—-h,—l
= B(Z) - > E(Z:Zinr)
k=0
1 r—h—1r—h—1
+ > Z E(Zs—h—1Zt—n—j), 47 .
k=0 j=0

 onde E(Z}) = 02 + 13, 02 = Var(Z;) = Varia) =
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(9%}
o

constante.
E(ZtZt_.h_k) = Cov(Z;. Ty hk) F afren—k-

Uma maneira de tornar a expressdo (4.

7) mais compacta ¢ substituir £(Z;Z;_;)
por ¥(h), Vh. Assim,

r—h—1 , r—h—I-—h-1i

2 1

EQM =%(0) =~ > wlhtki- = 3 > - -k (4.8)
k=0 k=0 ;=0

No caso particular em que o modelo tiver média globalmente constante,

Zy = |t + ag,

teremos de (4.6)

Z# s (4.9)

o que equivale a diger que a previsdo é um estimador nao-viesado do nivel.
A varidncia é dada por

[ . TR .. ¢ V;t(’“Zt (h)) : VaI (Z Z)fr k>

k=0

E(Zy(h))

by

= .)D to

Assumindo que a; ~ N'(0, 02), podemos afirmar que Z(h) ~A (y, 9%) e construir
um intervalo de confianga com coeficiente de confianca v para Z;, dado por

~ Ta - [op
(Z(h) - Z:(h) + 277'::> , (4.11)
onde z, é o valor tabelado de uma v.a. Z ~ N(0,1) tal qué
Pl—zy<Z<zy)=7

C - Determinacio de r

As propriedades do método dependem do nidmero de observacgdes utilizadas na
média (valor de ). Um valor grande de r faz com que a previsio acompanhe
lentamente as mudancgas do pardmetro y;; um valor pequeno implica numa reagao
mais rdpida. Existem dois casos extremos:

(i) se 7 = 1, entdo o valor mais recente da série é utilizadc como previsdo de
todos os valores futuros (este é o tipo de previsdo mais sples que existe e &
denominado “método ingénuo”);
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(i) se 7 = N, ent3o a pre'ﬁéo serd igual & média aritmética de todos os da-~ respectivamente. A Tabela 4.1 apresenta as tdltimas 15 observagdes da série, junta,
dos observados. Este caso s6 é indicado quando a série é altamente aleatéria mente com as médias méveis. As previsGes para a primeira semana de maio d,e 1997—
(aleatoriedade de a; predominando sobre a mudanga de nivel). bem como os valores reais, encontram-se na Tabela 4.2, onde ’
Assim, o valor de r deve sex proporcional 4 aleatoriedade de a;. Zyo0(h) = ZuatZus+Zus+--+ Ziso _ 38949
A Um procedimento objetive ¢ selecionar o valor de r que fornece a “melhor pre- 7 ' ’
’ ‘ visio” a urmn passo das observacies 3 obtidas (“backforecasting”), ou seja, encontrar
, o valor de r gwe minimize :z -
N 4:5 —
i ~ - 5 : 40 —
s 5= 3 (Z—Z(1)? (4.12) o 35 3|[k
; =4+1 S 30 —
2,5 —
onde ¢ é escolhido de tal mode que o valor inicial utilizado em (4.3) n3o influencie - 20 —
! a previsdo. o :z :
20 40 50 a0 100 120
D - Vantagens e desvantagens do método @
As principais vantagens sao:
(i) simples aplicaggo; 55 —f
5,0 —f
e (ii)--é aplicivel quando.se tem um ntimero pequeno de observagoes; ) :-5 -
. T R ST . T T e A0
| (iii) permite uma flexibilidade grande devido & variagio de r de acordo com o 8 :z B
’ padrio da série: 25 —|
dp 2,0
b e as desvantagens sao: 15 —
; s 1,0 —
(i) deve ser utilizado somente para prever séries estacionarias, caso contrario a
i precisdo das previsdes obtidas serd muito pequena, pois os pesos atribuidos as -
e r observagdes sio todos iguais e nenhum peso é dado s observagGes anteriores
, 1 S a esse periodo; e |
. . 55 —
(ii) necessidade de armazenar pelo menos (r — 1) observacdes; e 50 —
S . 45 —|
L (iv) dificuldade em determinar o valor de r. “0 —
: : o 3,8 —
Na pratica, o método de médias méveis néo é utilizado freqiientemente, pois 0 - >
‘ Método de Suavizacio Exponencial Simples, que veremos logo a seguir, possui todas < ¥ 20 —
i as vantagens anteriores e mais algumas, que O tornam mais atraente. i 1.5 —
1,0 -
E - Aplicacao
Exemplo 4.1. Vamos aplicar o método de MMS a série Ag - CO, no perido de 1°de -
janeiro a 30 de abril de 1997. A Figura 4.1 apresenta os ajustamentos utilizando Figura 4.1: Ajustamento pelo método de MMS - Série Ag - CO, de 1°de janeiro
médias méveis de T, 14 e 21 observacdes, correspondentes a uma, duas e trés semanas, a 30 de abril de 1977. (a) r=7, (b)r=14 e (¢c) r=21.




88 CAPITULO 4. MODELOS DE SUAVIZAGAO EXPONENCIAL

4.2. MODELOS PARA SERIES LOCALMENTE CONSTANTES

89
Tabela 4.1:  Ultimos 15 valores do ajustamento pelo método de MMS ~
Série Ag - CO de 1°de janeiro a 30 de abril de 1997. . ' A 77
Z14(1) = Zis(2) + ~l—24~—,{7——11—7—
Periodo Valor Real =7 | r=14 =21
. - 1,7433 — 1,7610 '
t Zt Zt—l(l) Zt._]_(l) Zt 1( = 3: 8351 + '——7— = 3, 8827.
106 — 15 abr. 3,4371 35747 | 3,2287 3,0234
107 4,9329 3,9243 | 3,2689 | 3,1670 A andlise foi realizada com a utilizacio do software MINITAB.
108 4,6571 4,0085 | 3,2800 | 3,3123
109 4,0743 3,8512 | 3,3631 | 3,4520 o '
110 4,0457 4,0616 | 3,5308 | 3,5633 Tabela 4.3: Pre}vx.sao atualizada a cada nova observa¢io utilizando MXMS
111 24914 | 3,8435 | 3,5496 | 3,5337 : - Série Ag - CO, r =1T.
C 112 2,5914 3,7471 | 3,5713 | 3,4511 ﬂ : _
, | 113 2,7029 3,6422 | 3,6085 | 3,3665 E Previsdo | Valor Real | Previsao
114 3,3229 | 34122 | 3,6668 | 3,3167 ! ¢ Z Zs_1(1)
y 115 5,4240 3,5218 | 3,7652 | 3,3606 ‘ 121 4,0286 3,8942
i 116 3,5767 3,4507 | 3,6510 | 3,3923 ; 122 4,3114 3,9950
‘. 117 1,7600 3,1242 | 3,5929 | 3,5953 , 123 3,9210 3,8361
118 4,3857 3,3948 | 3,6191 | 3,4980 : 124 1,7433 3,8851
. 119 4,3286 3,6430 | 3,6951 | 3,5952 125 2,7117 3,8827
120 — 30 abr. 4,4614 3,8042 | 3,7682 | 3,7037 f
—'“—_‘ o ' : ‘ - - E,Qﬂ/[a,juste;mento_;.-v_vw,_V,;W *v0769f¥4< 0a7178, ) ,077,.179
,ii : — o T e ST LT L = o Sl T -
" 422 Suav1zagao exponencxal simples (SES) -
Tabela 4.2: Previsio utilizando MMS, com origem em 30 de abril de AP a
i 1997 - Série Ag - CO, h=1,...,5er="T. - Procedimento
‘ ‘ A SES pode ser descrita matematicamente por
§ t Valor Real | Previsao
E Z Z120(h) . Zi=aZi+(1—a)Zi1, Zo=21, t=1,...,N, (4.13)
i 121 — 1°mai. 4,0286 3,8942 : .
; 122 4,3114 3,8942 : ou
i 123 3,9200 3,8942 _ -1 _
124 1,7433 3,8942 ; , Zi=ay (1-o)Z p+(1—-a)Z0, t=1,...,N, (4.14)
125 — 5 mai. 2,7117 3,8042 - : k=0
% onde Z; é denominado valor exponencialmente suavizad ; ' ,
Na Tabela 4.3, refazemos os célculos dessas previsoes, mudando a origem a cada. vizacdo, 0 < o < 1. e suavizado e o & a constante de sua-
nova observagao. : A equagdo (4.14) pode ser obtida de (4.3)
substituindo Z;_, por Ziqel L por a.
Obtemos de (4.2), (4.3) e (4.4), Efetuando a expansdo de (4.14), temos que
Ziao(1) = 3,8942, 7, = aZs + o ) )
. A t=aZita(l-a)Zia+o(l—a)Zio+ - 115
Zi1(1) = Zio(2) + -—~——,f—i£ i (+13)
3 4,0286 — 3,3229 . ‘ 0 ql}e Sigﬁ.iﬁca que a SES é uma média ponderada que d& pesos maiores as obser-
= 3,8942 + - 2 9950, : vagdes mais recentes, eliminando uma das desvantagens do método de MMS.
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. = u seja, a previsao é ndo-viesada quando tivermos uma série temporal com um
B - Previsao ou s€ja, a p q D m

‘ : ande nimero de observagdes. Também,
A previsdo de todos os valores futuros é dada pelo iltimo valor exponencialmente er

suavizado, isto é,

t—1 1—1 .
Var(Z;(h)) = Var {Z a(l — a)th_k:l = Var {Z a(l— o) (u+ ai_)
Zyh)y = Zi YA >0, (418) = =0
N A ) ik i~ 2 2t
Zy(h) = aZi+(1-caiZia(h+1), (4.17) % S a1 el ao?[l = (1a— o))
- . . = - s i;;“ k=0 -
que pode ser interpretada como uma equagac o= W o zwvSao, qua.nlc;O %
tivermos uma nova observagao. Além disso, a previsao feita de mrd’ o con}‘(4. ) =2 e quando t — oo,
reduz o problema de armazenagem de observagoes. pois pode ser cgculada ut111zgnd0 é Var(Z:(h)) = @ a2, (4.22)
apenas a observagdo mais recente, a previsdo imediatamente anterior € 0 valor de a. F 2—-a
Para h = 1, pode-se demonstrar que (4.17) se reduz a 1 Novamente, supondo a; ~ N (0, 02), podemos construir um intervalo de confianca
R " a assintético para Z;.p, utilizando (4.21) e (4.22). Tal intervalo é dado por
Z:(1) = aet + Zi-1(1), (4.18)
o 6] = (27
: . - : — . 2
onde e; = Z;— Z¢-1(1) é 0 erro de previsao a um passo. Assim, a nova Previsao pode - (Zt(h) 20 55 Zi(h) + 24044/ 4 ’ ) (4.23)
ser obtida da anterior, adicionando-se um muiltiplo do erro de previsao, indicando .
s < lerta a mudancas no nivel da série, revelada pelo erro onde z, é o coeficiente da N'(0,1) e Z;(h) é dado por (4.16). Normalmente o2 &
que a previsao esta sempre a G Y a
de previso. desconhecida e temos que estima-la.
O caleulo da média e do EQM de previsao é feito de modo analogo ao do método » ‘Demonstra-se que o método de SES é Stimo (no sentido de fornecer erros de
MM—S:eforﬁéEe_Js??és*ultadosﬁ T i S | T Tprevisan queé §ao Tuidos brancos) se Z; fof gérado por um processo- ARIMA(0,1,T).
: Veja Granger e Newbold (1977)e Capitulo 5.
-1 :
; - 1-a)ffpe e : (419) ¢
E(Z:(h) a;( Ve ' C - Determinagao da constante «
. thl k(b + k) . Quanto menor for o valor de o mais estéveis serdo as previsdes finais, uma vez que
EQM(Zi(h)) = m(0) -2 }: (1= )™ a utilizagdo de baixo valor de o implica que pesos maiores serdo dados s observacdes
: "’h:ol ; passadas e, conseqilientemente, qualquer flutuacio aleatéria, no presente, exercers
o tmz——l t-z—— “- C!)k+j'7t—h(j —B). (4.20) um peso menor no cilculo da previsdo. Em geral, quanto mais aleatéria for a série
— estudada, menores serdo os valores da constante de suavizacdo. O efeito de o grande
k=03 : ou pequeno é completamente andlogo (em diregio oposta) ao efeito do pardmetro 7
; 2di étodo MMS.
i ue o modelo tiver média globalmente constante, ,, no meéto
No caso particular em q Brown (1962) faz alguns comentérios sobre a determinacio dessa constante, de
Zi=p+a, t= 1,...,N, acordo com alguns critérios, tais como tipo de autocorrelagio entre os dados e custo
de previsio. Um procedimento mais objetivo é selecionar o valor que fornece a
teremos, de (4 19) : “melhor previsdio” das observagdes ja obtidas, como foi especificado no método MMS,
’ e secio 4.2.1, expressdo (4.12).
t—1
N E_ — (1 — )t
E(Z(h)) = ap Z(l —a)f=p [1 (1 —a)] D - Vantagens e desvantagens da SES
k=0
v v A SES é um método muito utilizado devido s seguintes vantagens:
e quando t — o0
! E(Z:(h)) = i (4.21) (i) facil entendimento;
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(ii) aplicacdio ndo dispendiosa;
(iil) grande flexibilidade permitida pela variagdo da constante de suavizagio «;
(iv) necessidade de armazenar somente Z;, Z; € o €

(v) o valor de a = 2/(r — 1) fornece previsdes semelhantes a0 método MMS com
pardmetro r (Montgomery e Johnson, 1976).

A principal desvantagem é a dificuldade em determinar o valor mais apropriado
da constante de suavizacdo, que pode ser superada através da utilizagdo do sua-
vizagdo exponencial adaptativo de Trigg e Leach (veja Morettin e Toloi, 1981, e
Montgomery e Johnson, 1976).

E - Aplicagao

Exemplo 4.2. Vamos aplicar o0 método SES & série Ag - NOg, no perfodo de 12 de
janeiro a 30 de abril de 1997.
Utilizando o pacote estatistico MINITAB, verificamos que o valor de & que mini-
miza a soma de quadrados de ajustamento, dada por (4.12), é @ = 0,5502.
A Tabela 4.4 apresenta as dez ltimas observacdes da série e os respectivos valores
—n suavizades..A Figura 4.2 apresenta a série-original e a série suavizada. = -

250 —

N 150 - i

50 —

T

T
20 40 60 80 100 120

Figura 4.2: Sﬁavizagéo pelo método SES aplicado & Série Ag - NOg, de
1°de janeiro a 30 de abril de 1997, a = 0, 5502.

As previsGes para os cinco primeiros dias de maio, com origem em 30 de abril
(t = 120), sao dadas por

Zhoo(h) = Zyao = 161,20, h=1,...,5,
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que podem ser atualizadas a cada nova observacio. Assim, de acordo com (4.17),

termnos

Zin(1) Zin = aZin + (1 — ) 219
0,5502 x 123,46 + 0, 4498 x 161,20

= 140,44,

I

Il

que é a previsdo atualizada para o dia 2 de maijo, utilizando a nova observagio de

19 de maio de 1997.
A Tabela 4.5 apresenta as previsdes atualizadas.

Tabela 4.4:  Ultimos valores suavizados da Série Ag - NO, de '19 de ja-
neiro a 30 de abril de 1997, utilizando SES com o = 0, 5502.

Perfodo | Valor Real Valor Ajustado || Perfodo | Valor Real Valor Ajustado
t Zt Zt t Zy Zt
111 —21/04| 57,47 67,94 116 98,23 112,48
112 111,52 91,92 117 88,05 99,04
113 96,77 94,59 118 112,89 106,66
114 164,33 132,96 119 137,22 123,48
115 127,41 129,90 120 192,03 161,20

Tabela 4.5:

Previsio atualizada da Série Ag - NOg, utilizando SES,
a =0,5502.
Perfodo | Valor Real | Valor Ajustado
t Z Zi 1 (1)

121 123,46 140,44

122 171,57 157,57

123 207,49 185,04

124 57,43 114,83

125 105,89- 109,91

4.3 Modelos para séries que apresentam tendéncia

As técnicas vistas anteriormente ndo sdo adequadas para analisar séries tempo-
rais que apresentem tendéncia.
Consideremos, agora, o caso de uma série temporal ndo sazonal, que é composta

localmente da soma. de nivel, tendéncia e residuc aleatério com média zero e variancia
2 . s
constante (o), isto é,

Zi=p+Tita, t=1,...,N (4.24)
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4.3.1 Suavizagio exponencial de Holt (SEH)
A - Procedimento

O método de SES quando aplicado a uma série que apresenta tendéncia linear
positiva (ou negativa), fornece previsdes que subestimam (ou superestimmam) Con-
tinuamente os valores reais. Para evitar esse erro sistemético, um dos métodos
aplicéveis ¢ a SEH. Esse método é similar, em principso. & SES: a difermmcs é que
em vez de suavizar sé o nivel, ele utiliza uma nova comstante de sus B0 DaIa
“modelar” a tendéncia da série.

Os valores do nivel e da tendéncia da série, no instante ¢, serdo estimados por

7 = AZ+(1-A)Zia+Ti1), 0<A<l e t=2,...,N,  (425)
Ty = C(Zi-Z1-1)+(1-C)T1-1, 0<C<1 e t=2....,N. (4.26) =

respectivamente. A e C séo denominadas constantes de suavizacdo. As férmulas
(4.25) e (4.26) como em todos os métodos de suavizagao, modificam estimativas -
prévias quando uma nova observagao é obtida.

B - Previsao

A previsdo para o valor Zi, com origem em ¢ ¢ dada por

e T e T e FL L e ;_Z'L(hf):»zt + _h,f‘ty_\%h' .> 01 e T e .."Z:—(—@'ZZ)_:

ou seja, a previsio é feita adicionando-se ao valor basico (Z:) a tendéncia multipli-
cada pelo nimero de passos & frente que se deseja prever (h). B
As equagdes (4.25) e (4.26) podem ser utilizadas para atualizacdo da previsdo, f
tendo-se uma nova observagio Ziyi. Assim,
_Z—t—{-l = AZi1+ (l — A)(-Zt + Tt),
Tiv1 = C(Zey1—Ze) +(1—CO)T;
e a nova previsao para o valor Z;,, serd

Zi1(h=1) = Zor + (h = DTipa.

Para que as equacdes acima possam ser utilizadas, temos que fazer hiplteses &
sobre os seus valores iniciais. O procedimento mais simples é colocar T5 = Zo —Z1 € &

7o = Zo. Prova-se, veja Morettin e Toloi (1981), que (4.28) fornece previsdes dtimas
se Z; for gerado por um processo ARIMA(0, 2, 2).

C - Determinacao das constantes de suavizagao

O procedimento é andlogo ao de determinacdo da constante de suavizagao de
uma SES, sé que em vez de escolhermos o valor de o que torna a soma dos erros
quadréticos de previsdo (“backforecasting”) minimo, escolhemos o valor do vetor

(A, C) tal que isto ocorra. Para maiores detalbes, veja Granger e Newnczd 1977) e -
Winters (1960).

Sianiin

(4.28) ":
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D - Vantagens e desvantagens

As vantagens sio semelhantes as do método anterior. A desvantagem principal

éa diﬁc?lda.de em determinar os valores mais apropriados das duas constantes de
suavizagdo, A e C.

E - Aplicagido

Exemplo 4.3. Aplicamos a SEH & Série Ay - M-ICV, no periodo de janeiro de
1970 (¢t = 1) a junho de 1979 (¢t = 114), ou seja, isolamos as 12 tltimas observagdes
com o objetivo de comparar as previsdes com os respectivos valores reais.

As 20 observagdes iniciais sdo utilizadas para eliminar o efeito dos valores ini-
ciais, necessdrios para se fazer o ajustamento. O vetor (4, C) que fornece a menor
soma de quadrados, igual a 1.628,2691, & (0, 90; 0, 30). Tais somas foram calculadas
com a utilizacio de um computador, para todo par de valores entre 0,1 e 0,9 corr;
incremento 0,1. "

As previsGes para os meses subseqiientes a junho de 1979 sio apresentadas na
Tabela 4.6 e sdo calculadas através da férmula (4.27). Temos:

Zia(h) = Zya+hTiw,
Zna(h) = 777,04+ 24,11k, h=1,2,...

" “Tabela 4.6.  Previsao utilizando -S_EH, com origem er}lﬁjlinﬁo .
de 1979 - Série A;g - M-ICV

Periodo | Valor Real Previsao

t Z Zia(h), h=1,...,12
115 812,00 801,15
116 840,00 825,26
117 894,00 849,37
118 936,00 873,49
119 980,00 897,60
120 1.049,00 921,71
121 1.096,00 945,83
122 1.113,00 969,94
123 1.182,00 994,05
124 1.237,00 1.081,16
125 1.309,00 1.042,28
126 1.374,00 1.066,39

Atualizando as previsdes a cada observacio, obtemos os valores da Tabela, 4.7.

Os programas MINITAB e SCA podem ser utilizados para aplicar o SEH.

Putros métodos utilizados para séries que apresentam tendéncia sio a Suavi-
za¢do Exponencial Linear de Brown (tendéncia linear) e a Suavizacio Quadritica
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de Brown (tendéncia quadrdtica . Para maiores detalhes, veja Morettin e Toloi
(1981) e Montgomery e Johnson {1376).

Tabela 4.7: Previsao atmalizada a cada nova observagao, uti-
lizando Hoit - Série Ajg - ICV

Periodo = Valor Szl Previsido

¢ = Zia(1), t=114,...,125
115 LY 1) 801,15
116 845,00 837,96
17 864,00 867,39
118 936,00 926,12
19 | 280 00 972,46
120 | 1.049.00 1.018,73
121 1.096,00 1.093,63
122 1.113,00 1.144,06
123 1.182,00 1.156,02
124 1.237,00 1.226,33
125 1.309,00 1.285,74
126 1.374,00 | 1.362,76

4.4 Modelos para séries sazonais

Para séries temporais que apresentam um padriio de comportamento mais com- :
plexo, existem outras formas de suavizacio, tais como 0s métodos de Holt-Winters &

e o método de suavizacio exponencial geral (ou suavizago direta).

4.4.1 Suavizacao exponencial sazonal de Holt-Winters (HW)
A - Procedimento

Exister dois tipos de procedimentos cuja utilizagio depende das caracteristicas
da série considerada. Tais procedimentos sio baseados em trés equagBes com cons-
tantes de suavizacio diferentes, que sdo associadas a cada uma das componentes do !
padrio da série: nivel, tendéncia e sazonalidade.

(a) Série Sazonal Multiplicativa

Considere uma série sazonal com perfodo s. A variante mais usual do método
HW considera o fator sazonal F; camo sendo multiplicativo, enquanto a tendéncia
permanece aditiva. isto é, :

(4'.29)

4.4. MODELOS PARA SERIES SAZONAIS 97

As trés equacdes de suavizagdo sdo dadas por

N 7 o
Bo= D<~?—t>+(l—D)Ft-s, 0<D<lt=s+1,...

t N, (4.30)
7, = A% Gy T
t = Af”t +(1—A)(Zt._1+'ﬂg_1),0<A<l,t=s+1,...,N, (4.31)
5.
Ty = C(Zt=Z¢a)+(1-0)Tiy,0<C<1,t=5s+1,...,N, (4.32)

e representa:m estimativas do fator sazonal, do nivel e da tendéncia, respectivamente;
A, C e D sdo as constantes de suavizacio.

(b) Série Sazonal Aditiva

O procedimento anterior pode ser modificado para tratar com situagBes onde o
fator sazonal é aditivo,

Iy = wt + T+ Fy + ag. (4.33)
As estimativas do fator sazonal, nivel e tendéncia da série sdo dadas por
_zft = D(Z:-Z;))+(1-D)E,, 0<D<1, (4.34)
Zy = A(Zi—F )+ (1 - A (Zeor +Timr), 0< A<, (4.35)
L Tt = C(Zt Zt 1) ( O)Tt L 0<C<1 (4.36)

respectlvamente, A C e D sio as consta.ntes de suamzagao

B - Previsao

As previsdes dos valores futuros da série para os dois procedimentos sio dadas
a seguir.

(a) Série Sazonal Multiplicativa

Zeh) = (Ze+hT)En_s, h=1,2,...,s,
Zy(h) = (Zy+nhT)Fipngs, h=s+1,...,2s, (4.37)

onde Z;, F; e T sdo dados por (4.31), (4.30) e (4.32), respectivamente.
Para fazermos atualizagGes das previsdes, quando temos uma nova observagio
Ziy1, utilizamos as equagdes (4.30), (4.31) e (4.32). Assim,

- Zes
Ft+1 = D ( - 1> + (1 - )th'*l—sv
i1
— z. . N
Zip = A (——fi> +(1—AZ. + T,
Ft—;—l—s
Tivi = C(Zup—Zy)+ (1 -0V
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== ondeZg, Ti e Fy sao dados por-(4.35),-(4.36).e (4.34), respectivamente. .-

e a nova previsao para a observacdo Zi.p Serd

Z‘H—l(h - 1) = (_Z-t+1+(h—1) At+1)ﬁt+l+h-—37 hzla 27 LR S+1a
Zei(h=1) = Zea+b~)Th1)Fuainas, h=s+2,... 25+1, (4.38)

etc.
Os valores iniciais das equagdes de recorréncia sdo calculados por meio das se-

guintes férmulas:

R Z;

R . N
Fimtl  i=1,2,...,8 Zs=-)_ Zr Ts=0.
’ (%)ZZ:le ’ sk2=:1

(b) Série Sazonal Aditiva
Neste caso, as equagdes (4.37) s@o moghﬁcadas para

Zt(h) = 7t+hTt+Ft+h—sy h=12,...,s,
Zt(h) = Et + hTt + Ft+h;-2s) h=s+1,...,2s,
etc.

As atualizages sdo feitas utilizando (4.34), (4.35) e (4.36):

Byt = D(Zep1—Zep) +(1— D)Ft-i:—m A
Zey1 = A(Ze1— Frpme) + (1= A)(Z: + T)
Tt-l»—l = C(_Z_H—l — .Z-t) + (1 - C)Tﬁ

e a nova previsao para o valor Z;,p serd

Zpa(h—1) = Zer+(h=)Ti+Fepions h=1,...,s+1,
Zﬂ.l (h“l) = 7t+1+(h—l)ﬁ+1 +Fit14h—2s» h=s+2,...,2s+1, (4.40)

etc. .
Prova-se, veja Morettin e Toloi (1981), que a previsdo obtida por meio de (4.40) -
é 6tima se Z; for gerado por um processo ARIMA sazonal. Veja o Capitulo 10 para
o estudo desses modelos. i

C - Vantagens e desvantagens

As vantagens sdo semelhantes as da utilizacdo do método de Holt, sendo que 05
métodos de HW sio adequados & anilise de séries com padrdo de comporta,ment.o ,
mais geral. As desvantagens sdo as dificuldades em determianr 0s -Valores mais -
apropriados das constantes de suavizacio e a impossibilidade e/ou dificuldade de;:
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estudar as propriedades estatisticas, tais c=no média e varidncia de previsdo e,
conseqiientemente, construcao de um intervaio de confianga.

A determinacdo das constantes de suavizagio (A, C, D) é realizada de modo a
tornar minima a soma dos quadrados dos erros de ajustamento.

Para mais detalhes, veja Granger e Newbcld (1977) e Winters (1960).

D - Aplicagao

Exemplo 4.4. Aplicamo 5 método HW =zsampdicativo A série IPI - Tabela 3.6, que
é periédica com s = 12, durante o periodc 2e neiro de 1969 (¢ = 1) a julho de 1979
(N =127). 7

O valor do vetor (A,C, D) que fornece menor erro quadritico médio de ajusta-
mento, igual a 186.746,29; & (0,3; 0,1; 0,3). ,

As previsbes para valores subsegiientes a julho de 1979 sdo apresentadas na
Tabela 4.8 e as previsdes atualizadas a cada nova observagdo na Tabela 4.9.

Tabela 4.8: Previsdo utilizando HW multiplicativo, com ori-
gem em julho de 1979 - Série IPI

Periodo | Valor Real Previsao
t 7 Zyor(kR), h=1,2,...,12
1287 1 2161400 . 21.418,04 . o .
—ree 129 1gITIT, 007 |- - o0 20,724, T4 - T T
130 22.133,00 21.839,38
131 20.503,00 20.603,24
132 12 200.00 19.834,87
133 18.577,80 19.338,89
134 18.992,00 18.500,37
-135 21.022,00 20.678,69
136 19.064,00 19.919,52
137 21.067,00 21.059,73
138 21.553,00 21.276,02 .
139 22.513,00 21.930,14

Tabela 4.9: Previsdo atualizada a cada nova observacao, uti-
lizando HW multiplicativo - Série IPI

Periodo | Valor Real Previsao
t Zt Zy1(1), t=128,...,139
128 21.614,00 21418,04
129 19.717,00 20.787,00
130 22.133,00 21.540,37
131 20.503,00 20.480,11
132 18.800,00 19.715,21
133 19.577,00 18.921,75
134 18.992,00 18.276,10
135 21.022.00 20.676,11
136 19.064.00 20.034,13
137 21.067.00 20.861,99
138 21.553.00 21.133,07
-139 22.513.00 71.919,51
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Novamente. podemos utilizas = pacotes computacionais MINITAB ou SCA para |

Tabela 4.11: Série de vendas de um determinado produto elétrico
efetuar os cdlculos.

ano | 1975 1976
més
Jan. | 19,0 82,0
Fev. | 15,0 17,0
Mar. | 39,0 26,0
Abr. | 102,0 29,0

4.5 Problemas

1. Provar 2 eguagio (4.18).

2. Provar = 2quagdes (4.1 -~ 520). Mai. | 90,0
' . Jun. | 29,0

3. Considers os primeiros 24 meses da série de Pre¢o Mensal de Café, cujos dados Jul. | 90,0
sao fornecidos na Tabela 4.10. Calcule as previsdes, com origem em dezembro Ago. | 46,0
de 1971, para os meses de janeiro a junho de 1972, utilizando: Set. | 30,0

. Qut. | 66,0

(i) o método de médias moveis com 1 = 5; Nov. | 80,0

(ii) o método de suavizagao exponencial com a = 0,9. Dez. | 89,0

Fonte: Wheelwright e Makridakis (1978).
Tabela 4.10: Preco médio mensal (corrente) recebido pelos produtores deg

café, Estado de Sdo Paulo (em cruzeiros) 5. Considere as observagdes da Série 4g - (a) CO:

Anol Jan. | Fev. | Mar. | Abr. | Mai | Jum. | Jul. | Ago. | Set. | Out. | Nov. (a) Ajuste médias méveis com 7 = 6,9 e 12;
15700 123,30 13L,77] 141,16] 144,69 145,76 142,45 144,18 147,68 148,05 147,83 146,69
1971] 138,82 131.46| 137,50] 138,22| 134,05 130,25 126,55 126,47, 125,50 127,09 129,85

1979 1139,14| - 141,21} 144,07]  129738|  157;44{~163,451=182,501:+22207| 221,981 213,60| 216,65(..21
1973| 228,06] 238.34|. 245,27 249,25\ 248,89 256,21 278,78 287,00 286,27 287,70/ 291,40
1974 301.41] 312,84 367,31 379,06/ 368,57| 353,05 340,50 322,89 314,30\ 307,03 308,70
1975 337,38 339.39] 333,07 327,49 335,00 376,00 383,57 632,51| 638,12 640,45 635,32
1976 768.390 201401 912201 057 7ol 418 20{1.423,80[1.412,40|1.368,70(1.446,50(1.492,20{1.651,60|1.
1977/2.045,40/2.158,00[3.401,30(3.763,80/3.013,90/2.574,90(2. 158,50|1.908,40[1.801,20|1.741,20|2.075,50/2.
1978(2.097,80(1.968,60(1.896,20[1.867,90(1.815,70|1.956,20{1.859,90|1.878,20/2.013,50|1.947,00(1.939,90|1.
1979|1.907,80|1.570,50{2.045,20(2.211,80[2.452,00(2.915,40 - - - - -

(b) verifique qual delas fornece o melhor ajustamento e justifique o resultado; -
_. - (c) utilize-as para prever os iltimos. sete dias.de dezembro de 1979, com
origem em 24/12/1997, atualizando as previsdes a cada nova observacio

e verifique se a que fornece a melhor previsdo coincide com a de melhor
ajustamento.

6. As observagBes da Tabela 4.12 referem-se a vendas de dleo lubrificante. Utili-
zando o método de Suavizacio Exponencial Biparamétrico de Holt:

Pergunta-se: (a) obtenha previsdes para os meses de janeiro a julho de 1978 com origem
(a) Qual dos dois métodos fornece as melhores previsdes de acordo com o em dezembro de 1977, ,
critério de erro quadratico médio minimo? ] (b) obtenha previsSes para o mesmo perfodo, atualizando a cada nova obser-
(b) Atualizando as previsdes a cada nova observagdo, qual seria sua con- vagao;
clusgo? , ¥ (c) calcule o EQM de previsdo;
: d) f ‘ om N . .
4. As observacdes da Tabela 4.11 referem-se a vendas de um determinado produto. (d) Zgi :inl%?ﬁco de vendas x erro de previsao um passo & frente, isto ¢,
Responda as seguintes questoes: T
(a) Qual é a previsdo para maio de 1976, utilizando médias méveis de 3 meses, k| Tabela 4.12: Vendas de Oleo Lubrificante ‘
5 meses e 9 meses? Ano | Jan. | Fev. | Mar. | Abr.| Mai. | Jun. | Jul. [ Ago. | Set. | Out. | Nov.
E utilizand i acEo = cial simples com & = 0,1; 0,3; 0,7 e 0,97 1975 317 | 194 | 312 | 316 | 322 | 334 | 317 | 356 | 428 411 | 494
(b) E wrilizando sua - ““CpOD.’GIfl . ° 1976| 460 | 395 | 392 | 447 | 452 | 571 | 517 | 397 | 410 579 | 473
(¢) Assumindo que o pacrao da série c%oiltmu’a a valer no futuro, que valores 4 19771538 | 570 | 600 | 565 | 485 | 604 | 527 | 603 | 604 | 790 | 714
de r e o forneceriam erros de previsdo minimos? - 1978 | 626 | 690 | 680 | 673 | 613 | 744 | 718 | 767 | 728 | 793 | 726

Fonte: Montgomery e Johnson (1976).




7. Considere a série de vendas de refrigerantes, Tabela 4.13, no periodo com:

preendido entre janeiro de 1970 e dezembro de 1973. Utilizando o método d
Holt-Winters multiplicativo com s = 12, A = 0,2, C=0,3eD=0,2, proceda -
da. seguinte maneira: :

(a) utilize o primeiro ano (1970) de observagBes para calcular os valores ini-
ciais necessérios is equacdes de recorréncia;
(b) utilize os anos de 1971 e 1972 para ajustar o modelo (“backforecasting”);

(c) calcule as previsGes, com origem em dezembro de 1972, para as obser-
vagbes de 1973;

(d) atualize as previsdes, a cada nova observacio (previséo a 1 passo);

(e) faga um gréfico para comparar o valor real com o valor previsto.

Tabela 4.13: Série de vendas de refrigerante, janeiro de 1970
a dezembro de 1973
Ano | Jan. | Fev.|Mar. | Abr.|Mai. [ Jun.| Jul. [Ago.| Set. | Out. Nov. | Dez.
1970] 143 | 138 | 195 | 225 | 175 | 389 | 454 618 | 770 564 327 235
1971|189 | 326 | 289 | 293 | 279 | 552 | 664 | 827 |1000| 502 | 512 300
1972 350 | 264 | 315 | 361 | 414 | 647 | 836| 901 |1104| 874 683 1352
1973| 332 | 244 | 320 | 437 | 544 | 830 |1011|1081|1400| 1123 713 487

Fonte: Montgomery e Johnson (1976).

8. Utilize as observacgdes do Problema 7 e aplique o método de Holt-Winters

multiplicativo, com s = 12, A=10,2,C =0,1e D =0, 1, da seguinte maneira: .

" (a) utilize as observages de 1970 para calcular os valores iniciais;

(b) utilize os anos de 1971 e 1972 para ajustar o modelo (“backforecasting”); :

(c) calcule as previsdes, com origem em dezembro de 1972, para todo o ano
de 1973; :

(d) compare os resultados com os obtidos no Problema 7.

 RiskMetrics. Este é um procedimento desenvolvido pelo banco J.P. Morgan

e pela agéncia Reuters para o cdlculo do VaR. (valor em risco) de uma carteira
de ativos financeiros. O modelo adotado aqui é aquele dado em (2.24), e para
o qual a varisncia (condicional) o} segue o modelo

o} =ac}  + (1),

para 0 < a < 1.” Ou seja, a varidncia no instante t depende da varidncia no
instante anterior e do quadrado do retorno no instante t.

10.
11.

12.
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Considére os retornos diarios do Imowespa, do Exemplo 1.1 e estime o para,

esta Sel‘l‘:‘i. Estime a variancia um e dois passos a frente, a partir da tdltima,
observacao.

Refaca o Problema 5 utilizando a série A7 - Umidade.

Refaga os Problemas 7 e 8 considerando a série A4 - Ozdnio separando o ano
de 1956 para calm;a_r_ 0s vadores imsmmes 2 0 perfodo de 1957 a 1969 para ajustar
o modelo. As pr==sOes deverac == #mas para o ano de 1970.

Utiliza.ndo a série Ag - Bebida, zpiique o método de Holt-Winters multiplica-
tivocom s =12, A =0,4,C=0,6e D =0,3.

(a) Utilize o ano-de 1985 para calcular os valores iniciais e o perfodo de 1986
a 1999 para fazer o ajustamento do modelo.

(b) Faca as previsGes para os sete primeiros meses de 2000, com origem em
dezembro de 1999; atualize-as.

(c) Faga um grafico das previsoes e dos valores reais.

(d) Refaca o item (c) utilizando as previsdes atualizadas.
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CariTULO 5§

Afodelos ARIMA

5.1 Introducgao

Uma metodologia bastante utilizada na anilise de modelos paramétricos & co-
nhecida como abordagem de Box e Jenkins (1970). Tal metodologia consiste em
ajustar modelos auto-regressivos integrados de médias méveis, ARIMA(p,d, q), a
um conjunto de dados. Para uma atualizacio recente do texto original veja Box,
Jenkins e Reinsel (1994).

A estratégia para a construgio do modelo serd baseada em um ciclo iterativo,
no qual a escolha da estrutura do modelo é baseada nos préprios da.dos Os estac‘lou

(2) uma classe geral de modelos é considerada para a anslise (especificacio);

(b) ha identificacdo de um modelo, com base na anilise de autocorrelagdes, auto-
correlagGes parciais e outros critérios;

(c) aseguir vem a fase de estimacdo, na qual os parémetros do modelo identificado

530 estimados;

finalmente, hé a verificagcdo ou diagndstico do modelo ajustado, através de
uma andlise de residuos, para se saber se este ¢ adequado para os fins em vista,
(previsdo, por exemplo).

(@)

Caso o modelo néo seja adequado, o ciclo é repetido, voltando-se & fase de identi-
ficacio. Um procedimento que muitas vezes é utilizado é identificar ndo s6 um dnico
modelo, mas alguns modelos que seréo entdo estimados e verificados. Se o propdsito
€ previsio, escolher-se-4 entre os modelos ajustados o methor, por exemplo, no sen-
tido de fornecer o menor erro quadritico medlo de previsao.

A fase critica do procedimento acima é a identificacio. E possivel que varios
pesgmsadores identifiquem modelos diferentes para a mesma série temporal.

Vérios métodos alternativos de identificacio tém sido sugeridos na literatura.
No Capftulo 6 voltaremos a este assunto.
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Em geral, os modelos postulados sdo parcimoniosos, pois contém um nimer
pequeno de pardmetros e as previsdes obtidas s&o bastante precisas, comparando-s
favoravelmente com os demais métodos de previsao.

Uma desvantagem da técnica de Box e Jenkins é que a sua utilizagao requer

experiéncia e algum conhecimento além do uso automatico de um pacote de compu-
tador. ’

Como dissemos acima, a referéncia basica para o que segue é o livro de Box, .
Jenkins e Reinsel (1994). Referéncias mais acessiveis sdo Nelson (1973), Anderson

(1976), Jenkins (1979), Wei (1990) e Brockwell e Davis (2002).

Uma dificuldade para a aplicacio do método é que ele requer a utilizagao de
programas adequados. Atualmente, hd um nidmero grande deles, disponiveis ao
usudrio. Mencionamos os programas S-PLUS (2000), MINITAB (2003), SCA (2001),
ITSM (2001) e EViews (2001).

Vamos introduzir, agora, uma notagio de operadores que serd usada extensiva-

mente neste e nos capitulos seguintes. A familiaridade com esta notacao facilitard -

bastante a manipulagio dos modelos a serem estudados.
Estes operadores sgo:

(a) operador translacéo para o passado, denotado por B e definido por

 BZi=Z41, B"Zy = Ziom;

(b) operador translagdo para o futuro, denotado por F e definido por

FZy = Zen, F™Zs = Zosm;

(c) operador diferenca, j4 definido antes,
AZt = Zt - Zt-—-l = (1 b B)Zt

Segue-se que
A=1-B; e

(d) operador soma, denotado por S e definido por

cQ
SZi=Y Zij=Zi+ Zia+-- =1+ B+ B+ )74,
7=0

do que segue
SZ,=(1—-B)Zy=A"'Z,

ou seja,

S=A"
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'5.2 Modelos lineares estaciondrios

5.2.1 Processo linear geral

Os modelos que serdo estudados neste capitulo sfo casos particulares de um
modelo de filtro linear. Este modelo supde que a série temporal seja gerada através
de um filtro linear (ou sistema linear), cuja entrada & ruido branco; ver Figura 5.1.

¥ (B)

2t Filtro Z
Linear

Figura 5.1: Filtro linear, com entrada a;, saida Z; e fungdo de transferéncia ¥(B).

Formalmente, temos que

Zy = p+as +Prap—1 +Pra—2 +- - = p+P(B)ag, (5.1)

em que
Y(B) =1+ 11B+1%B* +- - (5.2)

"¢ denominada f'lmﬁow deﬁtﬁns}éréﬁcwﬁdo'ﬁltro epéum paréiﬁé{r'b:;dejsérminandé o

nivel da série.
Z; dado por (5.1) é um processo linear (discreto). Lembremos que

E(a;) = 0, Vi,
Var(a;) = o2, Vi,
E(atas) = 0, s#t.

!

Chamando Z; = Z; — p, temos que
Z; = ¢(B)ay. (5.3)

Se a seqiiéncia de pesos {t;,j > 1} for finita ou infinita e convergente, o filtro
é estavel (somavel) e Z; é estaciondria. Neste caso, 4 é a média do processo. Caso
contrério, Z; é ndo-estaciondria e u nfo tem significado especifico, a néo ser como
um ponto de referéncia para o nivel da série.

De (5.1) temos que

o
E(Z)=p+E|a+ Z"/)jat——j
=1

e como E(a;) = 0, para todo t, temos que E(Z;) = u se a série 22, ¥, convergir.
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E facil ver que a facv v; de Z; é dada por

co
V= 0oy i,

1==0

(5.4

com ¥y = 1 (veja o Problema 6). Em particular, para j = 0, obtemos a varinci
de Zt,

[>e]
Y0 = Var(Z;) = o2 Zw;z

=0

(5.5

A condigdo para que (5.4) e (5.5) existam é que Y 72, 97 < co.
Temos, pois, que a média e a varidncia de Z; sdo constantes e a covaridncia s
depende de j, logo Z; é estaciondria.
Podemos escrever Zt em uma forma alternatwa como uma soma ponderada de’
valores passados Z;_1, Z;_o, ... mais um ruido ag:

o)
. '\+ ay = ijZt_j +at.
j=1

Zi=m 2y + 137 g+ (5.6)

SRR

Segue-se que

l-—Z?Tij ijat
j=1

ou
7(B)Zs = a4, 67
onde 7(B) é o operador
m(B)=1-mB —mB? — (5.8)
De (5.7) e (5.3) temos
W(B)’{b(B)CLt = at ,
dé modo que g
#(B) = p(B). (59)

Esta relacdo pode ser usada para obter os pesos m; em funcio dos pesos ;e
vice-versa.

Condigbes de estacionariedade e invertibilidade

Vamos ilustrar com dois exemplos antes de enunciar as condicdes.

- Exemplo 5.1. Considere o processo (5.1) onde 9; = ¢7, j = 1,2,3, ..
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© lbo =1le
]¢| < 1. Temos que

Zlbj = ZfD’ =-—
=0 =0

logo E(Z:) = p. Do mesmo modo, usando (5.4) e (5.5), dado que a série Z¢~
converge, obtemos

2
_ T2
V=1 o
) @’
N=ETm ¢2o—§, izl (5.10)
Suponha por exemplo que ¢ = 1 e p = 0; entdo
Zt =0t + a1 + -
ey, v; ndo converge; 0 Processo serd nio-estaciondrio. Como
Zy = Zyy + ay,
~ segue-se que
C AZy =7y~ Zy oy = ay. (51

D1zemos que Zt é um passeto aleatdrio; seu valor no mstante t é uma “soma” de
choques aleatérios que “entraram” no sistema (Figura 5.1) desde o passado remoto
até o instante ¢; por outro lado, a primeira diferenca é rufdo branco.

Como

Il

1+ B+ 'l,boBz

ZQ’BJ >o(my

§=0
vemos que a série converge se | B| < 1, ou seja, o processo é estacionirio-se o operador
¥(B) convergir para |B| < 1, isto é, dentro de e sobre o circulo unitério.

¥(B) = 1+¢B+¢“B‘

Exemplo 5.2. Consideremos, agora, um caso particular de (5.3),

Zt = Q¢ — Bat_l, (512)
ou seja, ¥y = =0, ¥; =0, § > 1. Como Y v¥; = 1 — 0, vemos que (5.12) define
um processo estaciondrio para qualquer valor de 6. Vejamos como deve ser 6 para
que possamos escrever Z; em termos de valores passados Z;_1, Z;—2 etc. De (5.12)
temos

Zt = (1 - GB)at = a; = (1 - 9B)~1Zt =

(14+6B+6°B%+...)Z,.
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Comparando com (5.7), vem que ¥

[ee]
W(B)=1+9B+92BZ+--~=ZGije7rj=—65, j>1
, =

serd convergente se |6] < 1 e neste caso dizemos

A seqiléncia formada pelos pesos m;
ocesso ser invertivel o operador

que O processo € invertivel. Segue-se que para O DT
7(B) deve convergir para Bl <1, e

Zt = ——49,Zt..1 — 9221;._2 Ao ag.
Proposigio 5.1 Um processo linear sers estacionario se a série 1)(B) convergir para m
|B| < 1; serd invertivel se 7(B) convergir para |B| < 1. 2

Para uma demonstragio deste fato, veja Box, Jenkins e Reinsel(1994).
Utilizando (2.33) e (5.4), pode-se demonstrar que a funcao densidade espectral, .
ou espectro, de um processo linear estacionario é dada por :

509 = S )P —m <A 613)

em que 4 ' ' A
i 'z[J(e._“\),:_—_rl + 1}[,1?—,1)\ + 1/}36'2"’\ + ¢3e—37./\ T

ou seja, o polindmio linear geral aplicado em e~ Para mais detéﬁl&é ver Box
Jenkins e Reinsel (1994) e Priestley (1981).

5.2.2 Modelos auto-regressivos
Se em (5.6) 75 =10,7 > D, obtemos um modelo auto-regressivo de ordem p, que |

denotaremos AR/(p)

7= 1 Zs1 + $2Zpa+ -+ bpZt—p + 0t (5.14)

renomeando os pesos de m; para ¢;, de acordo com a notago usual.
Se definirmos o operador auto-regressivo estacionéric de ordem p

#(B) =1~ ¢1B — ¢2B> — -+ — 5%, (5.15)7

entdo pode-se escrever 5 :
$(B)Z: = ac. (5.16)

Exemplo 5.3. O caso mais simples é o modelo auto-regressivo de ordem p = 1,

AR(1) 5 3

Zy = ¢Zp—1 + as, (5.17)

de maneira que Z; depende apenas de Z;_1 e do ruido no instante £.
Como w(B) = ¢(B) = 1 — ¢B, 0 processo é sempre invertivel.

onde a; ~ N (0, 1). 7
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-Substituindo-se, sucessivamente, Z;_1, Zt._g, etc., em (5.17), obtemos
- [oe]
Zi=as+ pas_1 + ¢*ap o+ = Z¢jat—j,
—t

oo ER, 3
Zy=9(B)a: = (1 + ¢B + ¢*B* + - )ay.

wnos, entao, que

P(B) =Y ¢'BI =[¢(B)| "t = (1 - ¢B)™!

=0

& Je a;oriolcom a Proposicdo 5.1, o processo serd estaciondrio se 1(B) convergir
Il)%mqglg | = - gegu;-s;a que devemos ter [¢| < 1. Como a raiz da equagio ¢(B) =

— =0¢é B = ¢, esta condicio é equivalent i i 0
deve cair fora do circulo unitario. ! e o claer e o maiz de §(5) =0

Exemplo 5.4. A Tabela 5.1 e a Fi
x a . gura 5.2 apresentam os dados e o grafico d
série de 50 observagdes geradas de acordo com o modelo AR(1) e e

Zy =O: ?Zt—l + ag,

Tabela 5.1: Série simulada, modelo AR(1): Z; = 0,8Z;_1 + a¢

t Zy t Z t Zy t Zy t
1 0,656 )11 -0,731 |21 -2,092 |31 3,802 |41 ].ZQt58
2 1,067 |12 -0,549 |22 -1,993 | 32 4,290 | 42 17883
3 -1,750 | 13 -1,801 | 23 -1,187 | 33 3,746 | 43 07344
4 -048% |14 -0,538 |24 1,394 |34 3,723 | 44 -0’708
5 -2,861 |15 -0,292 |25 3,098 |35 1,111 |45 -'17852
6 -2,227 | 16 -0,444 | 26 4,853 | 36 3,480 | 46 -27318
7 -2,014 | 17 1,648 | 27 4,649 | 37 2,144 | 47 -2)300
8 -3,773 | 18 2,183 | 28 4,821 | 38 ‘ 1,252 | 48 -0,937
9 -3,333 119 -0,253 |29 4,441 | 39 -0,006 | 49 -17799
10 -0,626 | 20 -1,069 | 30 5,496 | 40 0,412 | 50 -1:698

\v . . . .
=4 3 a,g ra, as prlIlClpa.lS car. a.CteI‘l' i P
;’ 2mos ) ‘ (6) S thaS de um processo representado elo

[ - .
4, tstacionariedade e Invertibilidade
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ar(1)
|

™

T T T T

10 20 30 40 50
t

Figura 5.2: Grafico da série simulada, modelo AR(1): Zy=0,8Z;—1 + as.

Como n(B) = ¢(B)=1—-¢g1B—--— ¢, BP ¢ finito, ndo ha restricdes sobre os ¢

pardmetros para assegurar a invertibilidade de Z;. v
Sejam G:l, i=1,...,p, as raizes da equagdo caracteristica ¢(B) = 0; entdo
podemos escrever :

#(B)=(1—-G1B)(1— GyB) -+ (1 —GpB)

" e, expandindo em fragdes parciais, ©  ~

P ) o
#(B)=¢ ' (B) = Z ‘f;i‘qé‘.g' (5.18).

=1

Se 1(B) deve convergir para |B| < 1 devemos ter que |Gi| < 1,i=1,...,p. Esta '
condicdo é equivalente a que a equagdo caracteristica ¢(B) = 0. tenha raizes fora do
circulo unitério. Esta é a condicdo de estacionariedade. '

B) Fun¢do de autocorrelagdo a

Multiplicando-se ambos os membros de (5.14) por Zt_j e tomando-se a esperangaf,i
obtemos

E(ZZy—j) = 01 E(Zi-1Z:-5) + G0 E(ZyoZy—j) + -
+¢'pE(Zt—pZ¢_~j) + E(atZt._j)‘

Devido a (5.14), Zy—; s envolve ruidos até at—j, nao-correlacionados com as
F(a;Z:—;) =0, >0, do que resulta ;

v = Grman = GyYi—a T+ Ppliepy T >0 (5-19)
Dividindo-se por ~g = Vari Z . obtemos
p; = 0ps: = Gapi—at -+ bpPi—p: T > 0. (5‘20)'{
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que também pode ser escrita
¢(B)p; =0, (5.21)
onde o operador B agora age em j: Bp; = pj_1 etc. Se
P
$(B) =[]0 -6:B),
i=1

entdo pode-se demonstrar que a solugdo geral de (5.20) é, no caso de rafzes distintas
p; = MG+ 4G + -+ + AGE. (5.22)
Como |G;| < 1, duas situagdes podem ocorrer:

(a) se G for ?eal, o termo A;G! decai geometricamente para zero (amortecimento
exponencial);

(b) um par de 1ja1’zes complexas conjugadas contribui com um termo da forma
Ad?sen(27fj + ) (sendide amortecida).

G'ene’ricamente, a fungdo de autocorrelacdo de um processo auto-regressivo é
const}tm'da de uma mistura de polindmios, exponenciais e senéides amortecidas (veja
o Apéndice A). a
Para j = 0 na expressao de E(Zng_j) obtemos
Var(Z;) = Var(Z) =y = $17-1+ + $p¥p + 02
e como y_; = 7y;, obtemos

9

1=gipr+- + bppp+ -2,
bl

ou seja,
5 .
Var(Z:) = 0% = Ta
L—1p1~- — dppp (
..,p em (5.20) obtemos

e
i}

Se fizermos j = 1,2,.

P $1+ Pap1 + - + PpPp-1
p2 = ¢1p1+ 2+ -+ dppp2 (5.24)
Pp = Pr1pp-1+Pappatt oy,

que sdo denominadas equagdes de Yule- Walker. Em forma matricial podemos escre-
ver )

Lo [0] o
pl l o pp_2 2 = P (5 ")5\
.. PR . : . “ - - /
Pp—1 Pp2---1 o X
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Podemos estimar cs coeficientes é1,...,¢p do modelo AR(p) usando (5.25), -

substituindo-se as fac p; por suas estimativas r;, dadas em (2.16).

As equagdes de Yule-Walker podem ser resolvidas usando um procedimento re-
cursivo, para ordens sucessivas p = 1,2,3,... Este procedimento é conhecido como
algoritmo de Durbin-Levinson. Na realidade, o algoritmo foi introduzido por Le-
vinson (1946), para determinagdo dos pesos de um filtro linear e foi posteriormente
“redescoberto” por vérios autores; ver Durbin (1960), por exemplo.

Algoritmo de Durbin-Levinson
Seja ¢} o k-ésimo coeficiente quando ajustamos um modelo AR(p). Sejam c; as
covaridncias amostrais e &7 a estimativa da varidncia residual o2, para um modelo

de ordem k. Entdo, o algoritmo consiste dos seguintes passos:

(i) iniciamos o procedimento com 43 = cq e calculamos

C o N
& =2, o =[1-@]

o (5.26)

(ii) no estagio p, calculam-se

p—L
# = Jo-Soren] 2 o) |
Rl (R IR

com base nas estimativas do estagio p — 1;

(iii) os outros coeficientes sdo entao atualizados, completando o procedimento re- 2

cursivo.

o = ¢ — 4P, k=1,....p=1

Burg (1967, 1975) introduziu um algoritmo semelhante, mas que trabalha di-
retamente com os dados, em vez de usar as covaridncias amostrais. Veja Ulrych e
Bishop (1975) para uma comparacdo dos dois algoritmos. O algoritmo de Burg ¢
importante em conexao com 0s chamados estimadores espectrais de maxima entro-

pia. Uma resenha das aplicagdes do algoritmo de Levinson em séries temporais é

dada em Morettin (1984).

Q) Fung3o densidade espectral

Utilizando (5.13) e lembrando que ¢(B) = ~(B) temos que o espectro de um

processo AR(p) é

2

2
A) = —2— <AL .30) ¢
O = Ggemp TTEAET (5.30)
— ol
27[1 — re=iA — gy N — - — ppePIAR
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(5.29) |
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ExemPIO 5.5.. Yolte:nos ao modelo AR{1), dado por (5.17). J4 vimos que —1 <
¢ <1 é a condicdo de estacionariedade De (5.20) temos que

Pj = ©0;-1, ] > 0,

que tem solucdo

pj=o. j>0. (5.31)
A varidncia do processo é dada pr 1.23)
9 g 0'2
O = ] = 2
z2= 70 opt 1= (5.32)
A facv é dada por
2 ¢ ,
7J:U;l_¢2:70¢]1 iz1 (5.33)
A funcio densidade espectral é
G P %
21|l — e 2 T 27m(1 + ¢7 — 261 cos(N))’ TmSAsT (5.34)

Supon.ha que ¢ = 0,8, entdo p; = (0,8)7, j > 0 e a fungdo de autocorrelacio decai
exponencialmente, com valores todos positivos; se ¢ = —0,8, p; = (—0,8)7, j > 0,

e negativos (Figura 5.3). A funcio densidade espectral, considerando o2 = 1, 6

apresentada na Figura 5.4.

No Exemplo 5.4 vimos wma série gerada com ¢ = 0,8; a Tabela 5.2 e a Figura
5.5 apresentam as estimativas de p; e os verdadeiros valores para j = 1,2,...,10.
As fac amostrais foram calculadas pelas férmulas (2.16) e (2.17).

Tabela 5.2: Fac tebricas e amostrais para o modelo AR(1), ¢ = 0,8

il 1 2 3 4 5 6 7 & 9 10
p; | 0,80 0,64 051 041 0,33 0,26 021 0,17 0,13 0,11
r; | 0,81 069 058 044 030 026 0,19 015 0,07 0,01

st Veremos, mais tarde, como verificar se as autocorrelagoes sao significativamente
erentes de zero ou ndo, isto é, testaremos a hipétese H : p; = 0, para j > 1,
baseados nas fac amostrais ;.

Como num caso pratico ndo conhecemos ¢ e teremos que estimé-lo; somente
ﬁoderemos estimar os verdadeiros p; através das r; e deste modo deveremos nos
asear nas r; para identificar 0 modelo apropriado, como veremos no Capitulo 6.

Lembremcts que, para processos estaconarios, Zy = Z; — i, onde p é a média do
processo. Assim, em (5.17), podemos escrever

Zi — p= Ly — ) + G

_.& a funcdo de autocorrelacio decal exponencialmente, alternando valores positivos .. .
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Figura 5.3: Fac de um processo AR(1).
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Figura 5.4: Espectro de um processo AR(1). -

fac
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Muitas vezes o modelo pode ser apresentado de maneira diferente, figzrando uma

constante, que ndo € a média. Por exemplo, considere o modelo AR(1)

Ze=¢Z1+ai+ 6, |6 < 1. (5.35)
Entdo, tomando a esperanca de ambos os lados,
Como o processo é estaciondrio, F(Z;) = E(Zio:, = p, logo p = su =06, ¢
portanto,
=13

Ent&o, escrevendo-se na forma simplificada

Observe que, em (5.35), se 8

ser escrito como

ou ainda

com

Zi = ¢Zi +ay,

- b
= —-u=27— .
Zy Zi— 1 tTI g

B =T =)+ By ) T

Ze =00+ 1251+ ...+ 0pZs_p + ar,

2

R H—

Exemplo 5.6. Consideremos, agora, o modelo AR(2)

Zi= 121+ 222 +as,

que pode ser escrito na forma ¢(B)Z; = a;, com

$(B) =1— 1B — ¢35

=0, ¢ = 0. Em geral, um processo AR(p) pode

(5.37)

Entéo, pode-se demonstrar (veja o Problema 7 ) que Z; ¢ estacionério se (as raizes
de ¢(B) = 0 estiverem fora do circulo unitério)

Pr+d2 <1, Pa—g1 <1, —-1<oa<l.

Esta regido est4 representada na Figura 5.6.

5.38)
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&

v“
-2 / \ 2 -

raizes l complexas

Figura 5.6: Regido de estacionariedade para um modelo AR(2).

-~ Usando (5.23), temos que:- . - oz s

2
MW=9Z2= T b — dap2.

enquanto as fac sdo dadas por

pj = 1pj—1 + ¢2pj—2, 7 >0

Segue-se que
+ ¢2 3

_ %
=T3¢y PT1-¢

e as demais sdo dadas por (5.40), para j > 2.
A funcio densidade espectral, utilizando (5.30), é dada por

Y
T
g . —r<ALT
27|l — gre — gue 2

%

) =

(1 + 2 + ¢35 — 2011 — ¢2) cos(A\) — 2¢9 cos(2X))

As Figuras 5.7 e 5.
¢1=0,5¢2= 0,3e01=1,0,¢0 = —3. 85 respectivamente.

(5.41)

% flustram a fac e a fongao densidade espectral de (5.36) para
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fac
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Figura 5.7: Fac para modelo AR(2): (a) ¢1 =0, 5; ¢o =0,3;
(b) 1 =1,0; 2 = —0,89.
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Figura 5.8: Espectro de um processo AR(2): (a) ¢1 = 0, 5; ¢2 =0,3;
: (b) ¢1=1,0; ¢2 = =0,89.

5.2.3 Modelos de médias médveis

Considere o processo linear (5.1) e suponha que ¥; = 0, j > ¢; obtemos um
processo de médias méveis de ordem g, que denotaremos por MA(g) (de “moving

average” ). De agora em diante usaremos a notacao
Zi=p+ar—0ap_1— - — 0qa,,g_q

e sendo Z; = — 4, teremos

Zy=(1-6B~---—§,B%a; = §(B)a,,

onde

9(B) =1—6:B—0;B>—--- — 9,B?
¢ 0 operador de médias méveis de ordem q.
Exemplo 5.7. O exemplo mais simples é o0 MA(1),

Z; = ag — Bagy,

ou

(5.43)

(5.44)

(5.45)

(5.46)
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de modo que 8(B) = 1 — §B. Como v{B) =1 — 32 & finito, o processo ¢ sempre
estacionério, de acordo com a Proposicao 5.1.
Como

! Z.=(1-532+0°B2+..)Z,

Qy = [Q(B)]_lZg = 1 0B 34

obtemos a forma invertivel

Zi= 82— 22—+

se |6] < 1, ou seja, a série 7(B) = §71(B) acima converge para |B| < 1. Isto é
equivalente a dizer que os zeros de §(B) = 1.— #B = 0 estéo fora do circulo unitdrio ¢

(veja Exemplo 5.2).

Exemplo 5.8. A Tabela 5.3 e a Figura 5.9 ilustram os dados e o grafico de uma

série de 50 observacdes geradas de acordo com o modelo MA(1)

Zsy = az — 0,8at-1,

G e Tl i e T

onde a: ~ N(0,1).

Voltemos ao modelo genérico MA(qg) e investiguemos suas prmcipa,isvcaracteris- .

ticas.

Tabela 5.3: Série simulada, modelo MA(1): Z; = a; — 0,8a4-1

] Zy t Zy t Zy i Zy i Zy

1 0811|11 0,888 21 -2,074 ;31 -0,220 |41 -2,390
2 0,028 |12 045822 0,748132 1,038 |42 1,765
3 0,159 |13 -0,316 {23 0,868 |33 0,730 |43 -0,038
4 0,663 |14 -1513|24 0,248 |34 -0,664 | 44 0,249
5 -2,299 1 15 0,545 |25 -1,902 |35 1,166 | 45 -0,460
6 -0,494 |16 0,071 }26 2,908 |36 -1,548 |46 0,894
7 1,498 | 17 0,447 | 27 -3,726 | 37 -0,974 | 47 -0,775
8 -1,408 |18 -0287 |28 1,376 |3% 0,524 |48 --0,031
9 0,032]19 057029 226132 1,093]|49 -0,497

10 0,487 | 20 -0,336 | 30 -2,789:-‘:53 -0,118 | 50 0,288
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Figura 5.9: Gréfico da série simulada, modelo MA(l):' Zy = a; — 0, 8ay_;.
A) Estacionariedade e Invertibilidade
Dado que ¥(B) =1—6;B — ... — 0,89, ndo h4 restri¢des sobre os pardmetros

f; para que o processo seja estaciondrio.

Usando um argumento completamente similar ao que foi feito para um modelc
AR(p), no caso deV estacionariedade, pode-se verificar que: a condicio de.invertibi-
lidade para um modelo MA(q) é que as rafzes da.'equagéo caracteristica 6(B) = 0
estejam fora do circulo unitério. Nestas condi¢des, um modelo MA(g) é equivalente

a um modelo AR de ordem infinita.

B) Funcdo de autocorrelacio

De (5.43) temos que a facy é

o q q
Y = E{ZiZ;_;}=E { I:at - Z 9kat—k:| [at——j - Z Orag—j

=1 =1

7 q

= FE(aai—j) — Z OB (a—j0p_1) — Z 01 E(asas—j—;)
k=1 =
7 g :
-+ Z Z HkQZE{at_kat-j_g}.
k=1 =1

Lembremos que

9 .
ve(§) = E(agas_;) = 4 To I =0,
o) = Elawary) = { 7 I50

logo,

Yo =Var(Z) = o} = (1+ 67 + - +62)0? (5.47)
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Em termos de v4(j) temos que a facv de Z; fica

q q
% o= ) =Y vk =) = Y 6l +1)
) k=1 =1

7 g

+ Z Z 0x017va(d +1— k)

k=1 [=1

do que resulta

Il

q—J

Y (’“91' + 29193‘+l> g2, 3 =0,
=1

(=0 +010;41 820542+ - +004—5)00, T=1,....4,

=0, j>q

(5.48)

De (5.47) e (5.48) obtemos a fac do processo,

—0,4+018;41+620; 42+ +84— 304 - &
p; = 1467 +65++62 » I=hen (549
9, » j>aq

o~ - 2 3 113 J!
. -Observemos, ertdo, que a fac de um processo MA(g) é igual a zero para “lags
maiores do que g, a0 contririo do que acontece com um processo AR.

C) Func¢3o densidade espectral
Utilizando (5.13) e lembrando que, neste caso, 9(B) = 6(B), temos que o espec- .
tro de um processo MA(q) é .

2

T Tl T A TEL LR

Exemplo 5.9. Para um processo MA(1), dado por (5.46), jé sabemos que a condigé,olg j

de invertibilidade é —1 < § < 1. A variéncia é
% =(1+6)a
e a fac se obtém.de (5.49):

-8 —
oo iz
0, j=>2.

A funcio densidade espectral é dada por

2
fQ) = 52’:‘-‘-(1 +6%—20cos)), —mr <AL
™

5.2. MODELOS LINEARES ESTACIONARIOS

Para 6 = 0, 8, temos que

b
0 ) .
p1= ———’ =-0,49, p; =0, 7=2.3,...

oo

2
F)=22(1,64~1.6cos)). —w <A<,

que estdo representados na Figura 5.12

e 3 &6
a1 3 5 7 § 11 18 15 17 19 051
02 2344

H
803 ' §.$
-
04 o1
05 Q 4

0 03 06 Q% 12 1,5 1.8 27 24 27 3
lag frequéncia

Figura 5.10: Fac e espectro (o2 = 1) para o modelo MA(1), § =0, 8.

" Na Tabela 5.3 temos os dados deumMA(l), com 6 = +0,8. Na Tabelav5.4
temos os valores tedricos de p; e os valores estimados r;. Veremos mais tarde, como
testar a hipétese que p; =0, j > 1.

Tabela 5.4: Fac tedricas e estimadas de um modelo MA(1), 6 = 0, 8.

il 1 2 3 4 5 6 7 8 9 10
pi|-0,49 0 0 0 0 0 O 0 0 0
r3]1-0,42 -0,20 0,18 -0,01 -0,17 0.16 0,09 -0.29 0,18 -0,01

Exemplo 5.10. Consideremos, agora, um modelo MA(2)

Zy = a; — 0101 — Oaas_o.

O processo resultante serd estacionario para quaisquer valores de.f; e #;, mas in-

vertivel somente se as raizes de 8(B) = 1~ 61 B — 8 B% = 0 estiverem fora do circulo
unitdrio, obtendo-se

Op+01 <1, B—6; <1, —-l<b <1, (5.51)

que s&o equivalentes &s condicBes de estacionariedade para wm AR(2).
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Também,
Yo = (1_%_6%—}'9%)0%)
=61 )
pL v+ 62
2T TTE e
o s j:3w4a5w--
e
2
N = -:—; [l 462 462 — 201 (1 — f3) cos A — 292cos(2/\)] , —Tt <AL
Por exemplo, para 6; = 0,5, 2 = —0, 3, teinos
p1 = —0,48, p2= 0,22
e , .
FA) = %(1,34 —1.3cosA+0,6cos2)), —m <AL,
T
©_omoes. el 0. que estderrepresentados na Figura 5110 o0 e e e s
0.4 05
0
ﬂ P 2os
§0v2l23456759101112131415 g 02
0.1
‘0'4] 0 e — e
-06 0 03 06 08 1.2 15 18 21 24 27 3
tag frequéncia

Figura 5.11: Fac e espectro (o2 = 1) para o modelo MA(2) com
91 = 075 e 93 = —-—0,3.

5.2.4 Modelos auto-regressivos e de médias méveis

Os modelos auto-regressivos sao bastante populares em algumas reas, como em

FEconomia, onde é natural pensar o valor de alguma varidvel no instante ¢ como

funcio de valores defasados da mesma varidvel. Em outras 4reas, como em ciéncias
fisicas e geofisicas, o interesse em modelos auto-regressivos reside em outro aspecto, . £
que ndo o da previsio: deseja-se 2s—mar 0 espectro do processo e os estimadores
auto-regressivos (ou de méaxima s=wropia) sdo utilizados para tal fim. Por outr

A S A A R R R
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lado, representar um processo por um modelo de médias méveis puro parece ndo ser
natural ou intuitivo.

, Para Iflmtag series encontradas na pritica, se quisermos um modelo com um
nimero nao muito grande de pardmetros, a inclusio de termos auto-regressivos e ds
médias méveis é a solucio adequada.

Surgem, entdo, os modelos ARMA(p, q), da forma

Zie=01Zs1+ -+ Gplyptag—brazy — - — 0qat—q. (5.52)

Se qo(B) e §(B) sao os operadores auto-regressivos e de médias méveis, respecti-
vamente, introduzidos anteriormente, podemos escrever (5.52) na forma compacta
&(B)Z; = 0(B)ay. (5.53)
Exemplo 5.11. Um modelo freqiientemente usado é o ARMA(1,1),ondep=¢g=1
#(B)=1-¢Bef(B)=1-0B, ou seja, (5.52) reduz-se a

Zi=¢Zs1 +ar —Bas. (5.54)

E fa’icﬂ ver, substituindo-se seqiiencialmente Zt-LZt—JZ: ... em (5.54), que se
obte)m Zy escrito na forma de um processo linear (ou médias méveis de ordem infi-
nita),

e BB,

d]:ld;éw@j ¢ “H¢ ~0), 5> 1, de modo que o processo serd

(9—8) ¢! < o0, ou seja, se |¢] < 1.
Do mesmo modo, o modelo ARMA(1,1) pode ser escrito na forma

W(B)Zt = ag,

onde 0s pesos ™ = 87-1(¢ — 9), 7 > 1, de modo que o processo é imvertivel se
2. m; < 00, ou seja, 6] < 1 (veja o Problema 8).
Segue-se que a condi¢do de estacionariedade para um processo ARMA(1,1) ¢ a

mesma que para um processo AR(1) e a condicio de invertibilidade é a mesma que
para um processo MA(1).

Estas conclusdes generalizam-se para um processo ARMA(p, g) qualquer, pois de
(5.53) podemos escrever, por exemplo '

Zy = ¢(B)a; = 6(B)¢™(B)ay
ou v
m(B)Z; = $(B)0~H(B)Z, = a,.

E)x’emplo 5.12. A Tabela 5.5 e a Figura 5.12 ilustram os dados e o grifico de uma
serie de 50 observagdes geradas de acordo com o modelo ARMA(1,1)

Zt - 0,8Zt..1 + ap — 0, 30—5_]_.

Vejamos o caso geral.
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5 ou seja,
. i = S hi-1 Gt G Ymp+ Y2 U) —O1%za (G~ 1)~ — 0720 —q), (5.55)
= 2 onde 7zo(Jj) € a covaridncia cruzada entre Z; e a, definida por
E o4 - .
Q — Y=a(f) = E"/Q‘Zt—j)' (5.56)
1 Como Zt—; s6 depende 3e choques a; oczxrudos até o instante ¢ — j, obtemos
2 —
10 20 , B0 40 50 L =0, 7>0,
Figura 5.12: Gréfico da série simulada, modelo ARMA(L,1): de modo que (5.55) fica
Zy = 0,821 +ay — 0,3a:—1.
Vi = d1Vi-1+ davi—2 + -+ PpYip, I >q (5.58)
Tabela 5.5: Série simulada, modelo ARMA(1,1): Z; = 0,8Z;—1 + a; — 0,3ac1 A fac é obtida de (5.58):
T Ttz 1 : Z |t % [t % Pi = d1pj—1+ bapj—a+ -+ bppip, T >4, (5.59)
1 0466 |11 0,049 |21 -0,752 |31 1,983 | 41 1,496
’ ’ ’ ! ! do que se deduz que as autocorrelacdes de “lags” 3 :
LTS AR e 2. . - 1 . 392 - gs 1727-~-, serao afet -
¥ T T e 7 2. 0,069-1:12 _~0,91.3 -«2%“‘9@%&35‘?%4%?“&;—»\07207 s ~:mem;e.pelos parimetros de médias mdveis; mas pars §- =G q ; r a‘,e? das dlreta,-.ﬂ,,,.,,:r_s_,
3 1,158 |13 0,705 | 23 -0,562 | 33 2,993 43 2,265 como nos modelos auto-regressivos ’ pafs J->-¢ a5 mesmas comportamege =" "
bolm i i e s | R T e s et s
’ ’ ’ ’ U e/ou de sendides amortecidas; smiretartc, se g > P
6 0,920 |16 1,336 |26 0904 |36 4,370 46 1,072 00, P1s -« -+ Pap M0 Seguirio este padra € 9=p 08 primeiros ¢ —p — 1 valores
7 075417 -0,793 |27 1,836 |37 1,929 |47 1,150 1PLieecaPep guirao este padrao. Veja Box, Jenkins e Reinsel (1994).
8 0,218 |18 -0,484 |28 -0,259 |38 0,874 48 1,340 - C) Func¢3o densidade espectral
9 0,810|19 -1,932 |29 1,876 |39 1,556 | 49 -0,047 ‘
10 1,250 |20 -1,333 |30 3,688 |40 0,267 |50 1,100 Utilizando (5.13) e substituindo v(B) por 8(B)¢~1(B), temos que
f(/\) _ 0_3 ’1 — 916'"1-/\ - 926“2i’\ ——— Oqg‘inP \
T o L —dioD gt gz TTSAST 5.60
A) Estacionariedade e Invertibilidade T |1 e e dpe~PA[2 (5.60)

Exemplo 5.13. Retomemos o modelo ARMA(1,1) de (5.54), com ¢ = ¢ e 0 = §;.

Do que foi exposto acima, podemos concluir que o processo é estacionrio se as De (5.55) temos

rafzes de ¢(B) = 0 cafrem todas fora do circulo unitdrio e o processo é invertivel se. — G170 — B o) = )
todas as rafzes de §(B) = 0 cafrem fora do circulo unitario. M =17 — 01720 (0) = 170 — b1, (5.61)
£ pois de (5.56),

B) Funcdo de autocorrelagdo

~ 2 '7za.(0 =Eat2 =F éZ_- — — 2y . .2
Multiplicando ambos os membros de (5.52) por Zi.j e tomando esperangas,: ) (0 2) lae($12e-1 — e — bra11)] = B(af) = o5

obtemos & Também,

vj=E(Z:Zs-5) =E{($1Ze-1+ - +0pZs—ptar — brar1 — - = ' pi-q)Zi-i} Y0 = 171+ Vza{0) = br7=a(—1) = 017 + 02 — 61(d1 — H1)0, (5.62)
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Yea(=1) = BlazZen1) = Elas(¢1Z; + agrr — 0104)]
¢ E(asZy) + Blataer) — 61E(a3)
= ¢1E(a}) — 0:1E(af) = (61 — 61)o2.

Ii

Resolvendo (5.61) e (5.62), obtemos

(1467 —2¢101) 5
-4 @

(1= 9181)(¢1 - 61)
n=

Yo = l“(b%

do que segue
b=t (L= ¢101)(¢1 — 1)
YT 1463 — 29161

De (5.59) obtemos, para j > 1

pj = P1pj-1-

Vemos, pois, como haviamos comentado, que a presenga de um termo de médias

méveis entra somente na determinagdo de p1; as demais autocorrelagdes sao deter- -

minadas de (5.65) e sdo afetadas somente pela parte auto-regressiva do modelo.
De_(560) temos que a funcdo d nsidade espectral & dada por

o2 (i+9%—291coék) 3
T 27 (14 42 —2¢1cosN)’

FN

Para ¢; = 0,8 ¢ 6y = —0,3 do Exemplo 5.12, temos
_ (1-0,24)(0,5)
o= 0,61 =0
p2 = ¢1P1 = (0,8),01 = 014987
p3 (0,8)p2 = 0,399 etc.

,623,

FO) = oz (1,09 —0,6cosA)
27 (1,64 — 1,6cos A)’
A Tabela 5.6 apresenta as fac tedrica e estimada e a Figura 5.13 as autocorre-
lacdes tedricas e a funcdo densidade espectral.

—T <AL T

Fac tedrica e estimada para um modelo ARMA(1,1).
$=0,868=0,3

Tabela 5.6:

i 1 2 3 4 5 6 7 8 9 10
p; | 062 050 040 032 026 020 016 013 0,10 0,08
r; | 0,60 052 039 026 017 013 008 004 015 0.0

o2, 5.63)

(5.65) 3
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Fgra 5.13: Fac tedrica e espectro para um modelo ARMA(1,1), ¢ = 0,8;
6 =—0,3. T

O seguinte resultado é importante i ma do doid’
, quando considerarmos a soma dé dois p
cesscs ARMA independentes. e

Teor}ma 5.1. Se:X} ~ ARMA(p1,q1) e Y; ~ ARMA(ps, g2), X; eY; independentes,
Z; = X+ Y4, entdo Zy ~ ARMA(p,q), onde p < py +pa, ¢ < max(py + g2, p2 + q1).

Demonsi‘:ragéc?: ASe!'a ¢x(B)X; = 0x(B)e: e ¢y (B)Y: = fy(B)as, onde Dx, dv,
9){ e ffy sdo polindmios em B de ordem p1, p2, q1 € ge, respectivamente, &; e a; sé,é
ruidos brancos independentes.

Como Z; = X; + Y;, entao

SEE e BB 2, = By (B B BT

i

0x(B)¢y (B)e; + 0y (B)dx(B)a:
Portanto,
¢x(B)¢y (B)Z; = 9x(B)¢y (B)e: + by (B)dx(B)as .
AR(p1+p2) MA(p1-+g2)

Ufa.nd’o o fato de que a soma de dois processos de médias méveis independentes
também é um.processo de médias méveis de ordem igual ou menor ac maximo
das ordens (veja o Problema 19), temos que Z; é um processo ‘ARMA(p, q), onde
P<p1+p2 e g <max(py + g2, p2 + q1). 7

A necessidade das desigualdades nas expressdes acima deve-se ao fato de que os

polinémios ¢ X_(B) e ¢y (B) podem conter rafzes em comum, implicando que parie
do operador ndo necessita ser aplicada duas vezes.

MA(p2-+aq1)

Exemplo 5.14. Sejam

(1-61B)X; = e,
(1= ¢1B)(1 — ¢2B)Y; = ay,
Zy =X+ Y.

Assm (1 - 61B)(1 - ¢2B)Z; = (1 — ¢2B)e; + a;. Portanto,
Z, ~ ARMA(2, 1).

Q-
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Exemplo 5.15. Suponha

(1 - ¢B)Xt = &, (1 + ¢B)Y2 = Qt,

2
com o2 = o2 =0o2.
Se Z; = X; +Y;, entdo

(1—¢B)(1+ ¢B)Z; = (1 + ¢B)ec + (1 - ¢B)ay.

Se denotarmos Q: = &; + Pe;_1 + ar — Ppaz_1, entdo

Var(Q) = 2(1 + ¢*)o?

E(QiQi_s) =0, k>0,

o que implica que Q; é ruido branco e-portanto Zy ~ AR(2) ao invés de ser um
ARMA(2,1).

5.2.5 Funcdo de autocorrelagao parcial

1 Como vimos nas segOes anterjores, 0s processos
apresentam fac com caracteristicas éspeciais.” Assim ~

(p), MA(q) e ARMA(p, g
(i) um processo AR(p) tem fac que decai de acordo com exponenciais e/ou sendides
amortecidas, infinita em extensao;

(ii) um processo MA(g) tem fac finita, no sentido que ela apresenta um corte apds
o “lag” ¢; )

(iii) um processo ARMA(p, q) tem fac infinita em extensdo, a qual decai de acordo
com exponenciais e/ou sendides amortecidas ap6s o “lag” g —p. '

Estas observagdes serdo tteis no procedimento de identificacao do modelo aos
dados observados; calculando-se as estimativas das fac, que acreditamos reproduzit
adequadamente as verdadeiras fac desconhecidas e comparando seu comportament
com o descrito acima, para cada modelo, tentaremos escolher um (ou mais) model
(modelos, respectivamente) que descreva(m) o processo estocdstico. ‘

Box, Jenkins e Reinsel (1994) propdem a utilizacio de um outro instrument
para facilitar este procedimento de identificacdo: a funcdo de autocorrelagio parcia.
(facp). :

Vamos denotar por ¢y, o j-ésimo coeficiente de um modelo AR(k),
que ¢xx seja o ltimo coeficiente. Sabemos que

de tal modoi,5

p; = br1pj—1 + Prapi—2 + T PrkPi—k s T=1,-, k,
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a partir das quais obtemos as equacGes de Yule-Walker
I m p Pr-1 b1 o1
p1 1 P Pr—2 ¢
k2
- == (5.66)
Pk—1 Pk—2 Pr—3 -+ 1 Dk Pk
Resolvendo estas equagdes sucessivamente para k = 1,2, 3, ... obtemos
d11 = pi,
1 ;m [
P P2 P2 P2
$22 = = L
T 1= (5.67)
1
1 poo;
pr 1 po
sz = P2 p1 pP3
1 po opo
mn 1l m
) T I 1
o, em geral, T T - i
[Py
brx =
Pxl’

onde Py é a matriz de autocorrelagbes e P} é a matriz Pj; com a tltima coluna
substituida pelo vetor de autocorrelagdes.

A quantidade ¢k, encarada como funcio de k, é chamada funcdo de autocorre-
lagao parcial.

Pode-se demonstrar (veja Box, Jenkins e Reinsel, 1994) que, para os processos
estudados, temos:

(i) um processo AR(p) tem facp dr, # 0, para k < p e ¢px = 0, para k > p;

(ii) um processo MA(q) tem facp que se comporta de maneira similar & fac de um
processo AR(p): é denominada por exponenciais e/ou senéides amortecidas;

(iii) um processo ARMA(p, q) tem facp que se comporta como a facp de um pro-
cesso MA puro. A

.Sera, necessério estimar a facp de um processo AR, MA ou ARMA. Uma ma-
llleu'a consiste em estimar, sucessivamente, modelos auto-regressivos de ordens p =
,2,3,... por minimos quadrados e tomar as estimativas do tltimo coeficiente de
cada ordem.
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Outra maneira consiste em substituir nas equacdes de Yule-Walker as fac p; po
suas estimativas

T‘j=€5k17“j-1+"'+<73k1c?‘j—k, i=1,...,k

e resolver estas equagdes para k= 1,2,...

Pode-se demonstrar que ¢y, é igual & correlagdo parcial entre as varidveis Z;
e Z;_i ajustadas is varidveis intermedidrias Zi—1,..., Zt—p+1- Ou seja, Ppx me-
de a correlagio remanescente entre Z; e Z;_j depois de eliminada a influéncia de -
Zi1y- s Zt—bti ’

Exemplo 5.16. A correlacio entre os valores ajustados
Zy— ¢uZi1 e Zia — $1125-1
é dada por

Corr(Z; — ¢11Ze-1, Zi—2 — $117¢-1)
= Corr(Z; — p1 -1, Zi—2 — p1Z¢-1)
. Cov(Zy = pr1Zer, Zy—2 — p12s-1) .

(Var(Z; — p1Ze—1)Var(Zs—a — p1Ze1))/>

Y2 2pmt P

T 0 — 20+ P10

_ P2 ot
1-p3

= Po2.

Quenouille (1949) mostra que, sob a suposi¢do que o processo seja AR(p), as -
facp estimadas de ordem p+1,p+2, ... sdo, aproximadamente, independentemente -
distribuidas, com i

Var(dpg) ~ -]%]— k>p+1. (5.68) ‘iff

Se o ntimero de observacdes, N, for suficientemente grande, q@kk tem distribuicao

aproximada normal, o que permite a construgo de intervalos de confianga para Q-

Exemplo 5.17. Na Tabela 5.7 temos as facp estimadas dos processo AR(1), MA(1)
e ARMA(1,1) gerados como explicado nos Exemplos 5.4, 5.8 e 5.12, respectivamente.
Os grificos das facp estdo ilustrados na Figura 5.14.
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Tabela 5.7: Facp amostrais para os processos AR(1), MA(1) e ARMA( 1,1)

7 [ AR(1) | MA(L) | ARMA(L,1)
1 0,81 -0,42 0,60
2 0,11 -0,47 0,25
3| -0,03 -0,22 0,01
4 | -0,12 -0,16 -0,08
5] -0,13 -0,31 -0,04
6| 0,17 | -0,18 0,04
71 -0,01 0,01 -0,02
8| 0,02 | -026 -0,02
9 -0,19 -0,14 0,21
10| -0,07 | -0,27 0,22
.
08 0';1 I et
S NN Nt U
T ¥ WL LA -3
;o):i# ALY NP ASAL IO M A :g.-sv.
AR(1) MA(1)
. §32i< 5’ s L
e e
¢ ARMA(1,1)

Figura 5.14: Facp amostrais para os processos simulados AR(1), MA(1) e
ARMA(1,1).

Como vimos na seg¢do 5.2.2, podemos resolver as equagbes (5.66) utilizando o
algoritmo de Durbin-Levinson, para k = 1,2,... Entdo, a facp orr € dada por
(5.27). Uma maneira equivalente é a seguinte, trabalhando Cl;m’ as verdadeiras
autocorrelages.

Para k =1,2,... coloquemos

k k

2. 2 ,

= (0) [1 - qukim} , A% =(0) [Pk«z—l = briprrii| , (5.69)
. =1 =1 )

onde os ¢g; s&0 as solugdes para as equacBes de ordem k.

lPara se obter as solugdes @ri1; das equagdes de ordem (k + 1), o algoritmo
calcula,

briipyr = —2, (5.70)
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Prs1i = ki — Phalht1Prsi—ik, =1k (5.71)
Para ilustrar o algoritmo, seja k = 1. Entao,
o} =4(0)[1 — puip], AT =7(0)p2 — Pu1p1], P11 =P

Logo, para k = 2,

A? -5
o2 = —5 =T
oy 1-=

que coincide com o resultado obtido em (5.67) e
¢o1 = ¢11 — Paz¢1r = S11(l — d)-

Tanto as equagdes (5.26) — (5.29) como (5.69) — (5.71) podem ser facilmente
programadas, de modo que podemos calcular as facp rapidamente. Na prética, as
p; sdo desconhecidas e devem ser substituidas por ;.

Veremos que a fac é 1til para identificar modelos MA, ao passo que a facp € 1til
para identificar modelos AR. Estas duas fungdes nao sao muito adequadas para iden-’
tificar modelos ARMA, pois em geral tém formas complicadas. Uma outra fungéo
que pode ser utilizada para identificar modelos ARMA é a funcdo de autocorrelagdo
estendida, sugerida por Tsay e Tiao (1984). Veja o Apéndice C.

5.3 Modelos nao-estacionarios

5.3.1 Introducao

Os modelos estudados na se¢do 5.2 sdo apropriados para descrever séries estaci-
onérias, isto é, séries que se desenvolvem no tempo ao redor de uma média cons-
tante. Muitas séries encontradas na prética nfo sio estaciondrias.

Virias séries econdmicas e financeiras , por exemplo, sdo ndo-estaciondrias, mas
quando diferencadas tornam-se estacionirias. Por exemplo, Z; é nao-estaciondria
mas

W, = 24 — Zsr = (L— B)Z: = AZ; (5.72)

é estaciondria. Assim, séries como a Série As- PIB e Série A -M-ICV sao nac-
estaciondrias. :
Uma série pode apresentar vérias formas de nio-estacionariedade. Considere um

modelo AR(1) _ :
(1—¢B)Z: = ar. (5.73)

Vimos que a condigdo de estacionariedade é |¢| < 1. Se ¢ = 1 obtemos um processo '
nao-estacionério Z; = Zs_1 + a; (passeio casual) e é facil verificar que se |¢| > 10
processo (5.73) “explode”, & medida que ¢ aumenta. 3

Os modelos que trataremos neste capitulo sdo apropriados para recresentar séries
cujo comportamento seja nao explosivo, em particular séries que apresentam alguma

(I]i) ‘Se I/;Vi= .X"tﬂ—h—‘Xt_lﬂ? “(l — B)—:Xt ='A.X't,
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o “ ~ S
nomogeneidade em seu “comportamento néo-estaciondrio”. No caso acima, se ¢ = 1,

7, é ndo estaciondrio, mas AZ; = q; é estaciondria.
Séries Z; tais que, tomando-se um nimero finito de diferencas, d, tornam-se

estaciondrias, s8o chamadas ndo-estaciondrias homogéneas, ou ainda, sdo portadoras
de raizes unitdrias.

Outr.as séries nao-estaciondrias, ndo-explosivas, sdo aquelas apresentando uma
tendéncia deterministica, como em '

Xi = o+ bt + e,
onde &¢ ~ RB(0,0?), que é um processo “trend-stationary”. Ento temos:
(i) B(Xe) = pe = fo + bit;
(ii) Tomando-se uma diferenca,
Xy —Xp =01 +e—ep1,

que é um modelo ARMA (1,1), com ¢ = 8 = 1, portanto temos wm modelo
nao-estaciondrio e nao-invertivel.

We = AX; = 61 + Aey,
que é um modelo MA(1), estacionario, mas nao-invertivel

(iv) Extraindo-se a tendéncia de X; obtemos

Yi = Xy — Pt = Bo + &,

que ¢ estaciondrio.

5.3.2 Modelos ARIMA
‘Se Wy = A%Z, for estacionaria, podemos representar W; por um modelo ARMA
(p,9), ou seja,
H(BYW; = 0(B)ay. (5.74)

Se W; for uma diferenca de Z;, entdo Z; é uma integral de W, dai dizermos
que Z; segue um modelo auto-regressivo, integrado, de médias méveis, ou modelo

ARIMA,
H(B)AZ; = 0(B)ay (5.75)

de ordem (p,d,q) e escrevemos ARIMA(p,d, q), se p e g sdo as ordens de ¢(B) e
§(B), respectivamente.
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No modelo (5.74) todas as raizes de ¢(B) estdo fora do circulo unitério. Escrever. .
{3.75) é equivalente a escrever '

¢(B)Z: = 0(B)ar, (576
ande ¢(B) é um operador auto-regressivo ndo-estaciondrio, de ordem p + d, com
raizes iguais a um (sobre o cfrculo unitério) e as restantes p fora do circulo unitdrio
T seja,

©(B) = $(B)A? = ¢(B)(1 - B)*

Observe que ¢ indiferente escrever ¢(B)Z; ou ©(B)Z;, pois A%Z; =
d>1.

Portanto, o modelo (5.75) supde que a d-ésima diferenca da série Zy pode se
representada por um modelo ARMA, estaciondrio e invertivel. Na maioria dos caso;
usuais, d = 1 ou d = 2, que correspondem a dois casos interessantes e comuns d
nao-estacionariedade homogénea: '

(a) séries nio-estacionsrias quanto ao nivel: oscilam ao redor de um nivel médi
durante algum tempo e depois saltam para outro nivel temporario. Para torng
las estacionérias é suficiente tomar uma diferenca; este é o caso tipico de séri
econdmicas;

séries nio-estacionarias quanto & inclinagdo: oscilam numa direcdo por algum
tempo e depois mudam para-outrd diregio tempordrica. Para torné-las est
ciondrias é necessdrio tomar a segunda diferenca. Veja a Figura 1.3.

(b)

O modelo ARIMA(p,d,q) é um caso especial de um processo integrado. E
geral, diz-se que X; é integrado de ordem d se A%X, for estacionério, e escrevem
X~ I(d). Se d =0, X; é estaciondrio.

Exemplo 5.18. Alguns casos particulares do modelo (5.75) séo:
(i) ARIMA(0,1,1): AZ; = (1 —0B)ay;
(ii) ARIMA(1,1,1): (1 — ¢B)AZ; = (1 — 6B)as;

(i) ARIMA(p,0,0)=AR(p); ARIMA(0,0, g) =MA(q);
ARIMA(p,0,9) = ARMA(p, q).

O exemplo (i) é um caso importante e é também chamado modelo integrado
médias méveis, IMA(1,1),

Ty = Tyt +ay — Bag—1.
Pode-se demonstrar que este modelo pode ser escrito na forma auto-regressiv

Zy = Aot + A1 = N)Zsmg + AL = NP Zieg + - + ay, (5.79)
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Exemplo 5.19. Foram geradas 100 observagdes de cada um dos modelos a seguir:

(a)  ARIMA(1,1,0) com ¢ =0, 8;
(b)  ARIMA(0,1,1) com § =0,3 e (5.80)
(¢) ARIMA(1,1,1) com ¢ =0,8e 8 =0,3.

com a; ~ N (0,1) independentes.
Os graficos das trés séries encontram-se na Figura 5.15.
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Figura 5.15: Séries simuladas: (a) ARIMA (1,1,0), com 6 = 0,8; (b) ARIMA
(0,1,1), com 8 =0, 3; (c) ARIMA (1,1,1), com ¢ =0,8 ¢ § =0, 3.

Como j4 salientamos no Capitulo 1, tomar diferencas pode néo-ser suficiente para
se alcancar estacionariedade, no caso de séries econdmicas. Poders ser necessario
considerar alguma transformacéo ndo-linear de Z:, antes de tomar diferengas.

A Tabela 5.8 apresenta as fac e facp amostrais que estdo graficamente represen-
tadas na Figura 5.16.

5.3.3 Formas do modelo ARITMA

O modelo ARIMA dado em {5.75) pode ser representado de trés formas:

(a) em termos de valores prévios de Z; e do valor atual e prévios de ay;
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Series : arima110 Series : arima110 (b) em = do valor atual e prévios de a;
i 1 \ 1 \ \ zsz x \ (c) em vermos de valores prévios de Z; e do valor atual de a;.
L] Bl _
SR R ————————— - - 4; Forma de equacado de diferencgas
Series :Laagrimaoﬁ Series : ;rimao11 : ) i} .
= i | Esta 2 2 forma usual do modelo, ttil para calcular previsdes:
S H 1:\-:\'_”1' e e —— Zi= < -t ealeat o+ Ppradi—p-d + 0 — 010ty — o — Ogeg,  (5.81)
° s 10 5 20 ° s e e ’: V=1— - 2 ... d
Series :‘:rimaﬂ‘t Series : arimai11 : onde p(B) =1—¢1B — 2B op+dBF ta,

ACF

Il

02 02 06 10

Q

Uk

Lsg

Partial ACF
02 02 06 10

Forma de choques aleatérios (médias méveis infinita)

Uma forma conveniente para se calcular a varidncia dos erros de previsdo (veja
Capitulo 9) é

Zy = ag +d1ai-1 + Poai2 + - - - = P(B)as. (5.82)
Desta equagdo obtemos

Figura 5.16: Fac e facp amostrais das séries ARIMA(1,1,0), com ¢ =0,8;
ARIMA(0,1,1), com 6 =0, 3; ARIMA(1,1,1), com ¢ = 0,8 e § =0,3.

Tabela 5.8: Face facp amostrais dos modelos ARTMA gerados de acordo %

eom (580)

‘f(\B)Zt = ‘W(B)fP(B)at

“ e ﬁsa.ﬁdo (5.76) se@ej;é due B )
1 f(a) f f(b) f f(C) £
ag | ac pac ac pac ac pac = .
T 005 098080 089097 097 P(B)(B) =0(B). (5.83)
2 1097 -0,08|085 032]093 -013 ,
3 095 -008|079 -0,05|089 -0,14 LC?gO, 0S pesos lb%‘ da forma (5.82) podem ser obtidos de (5.83), identificando-se
41092 008|074 -0,02|084 -005 coeficientes de B, B etc.
5 | 0,90 -0,06|0,67 -0,10]|0,79 -0,07 7 o
6 | 0,87 -0,05|060 -01210,74 -0,00 (l—@iB—=- —pgBP ™)1+ 1B+ B>+ ) =1~6,B— .- —§,B%.
7 | 085 -008|054 001|069 0,00 :
8 0,82 -0,06|047 -0,02 0,64 -0,02 Exemplo 5.20. Consideremos o processo IMA(1,1),
9 | 078 -0,03|043 0041060 -0,00
10 | 0,75 0,00 | 0,38 0,06 | 0,55 0,00 (1-B)Z; = (1 - §B)ax.
11 | 072 -0,04|037 015|051 0,02
s om sm|um o i0E b b 21 5,05 102, 0 o (5.3 s
11|02 001|020 007|042 003
15 | 058 002|028 003|040 011 (1=B)(1+w1B+4:B* + ) =1- 6B,
16 | 0,55 -0,02 | 0,27 -0,00 | 039 0,01 o1 seja
17 | 052 004025 -0,01|038 0,05 ’
18 | 049 -0,02 {024 -0,01]038 0,02 BB , 5
19 | 046 -0,02|022 0,010,338 0,04 l—v1B4+ B+ ) = (B+ 1B  +42B° + ) =1-0B.
20 | 043 001|021 0,00]0,38 -0,06

Daqm oREmos

P;=1-0, 7=1,2,3,...
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de modo que

Zi=ar+ (1= a1+ (1 —0)az—2 +--- (5.84)

Observe que Y 1; = 0o, donde o cardter nao-estaciondrio de Z:. Também, (5.84
pode ser escrita

o
that+(l—9)§:a¢_; =a; + ASa;_1-

=1

onde S é o operador-soma definido anteriormente.

Forma invertida (auto-regressivo infinitc)

De (5.82) obtemos que 1~ !(B)Z; = a, ou entao

o i
m(B)Zy= |1— Y B | Z = ax. (5:85)
j=1 |

Segue-se que
(,D(B)Zt = H(B)at ZQ(B)W(B)Zt,_ -

de onde obtemos a relagéo
o(B) = §(B)={B).

Portanto, os pesos ; podem ser obtidos de (5.86) conhecendo-se os operadores
©(B) e 8(B). E fcil ver (Problema 32) que os pesos 7; em (5.85) somam um, isto

é, Z]=1 ;= 1.

Exemplo 5.21. Consideremos o modelo ARIMA(1,1,1) e vamos escrevé-lo na forma
(5.85). Aqui, ¢(B) =
modo que obtemos

(1-6B)(1 —mB—mB>—..)
= 1- (7&'1 +9)B - (TFQ ——971'1)32 -

1—(1+¢)+¢B?
(73 — Om3) B®

Identificando-se os coeficientes das diversas poténcias de B, é ficil encontrar que

o= ¢+(1-19)
T = (§-¢)(1-0) B
o= (f—@)(1—-0)F2 j=>3.

(5:86) |

(1—¢B)1-B)=1-(1+¢)B+¢B%>e 6(B)=1-06B, de
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5.4 Termo constante no modelo

No modelo ARIMA(p, d, q)

H(BYW: = 0(B)ay,

Wy = A%, (5.87)
um termo constante foi omitido, implicando que E(W}) = gy = 0. O modelo (5.87)
pode descrever o que poderfamos chamar tendéncia estocdstica, no sentido que o
processo ndo ¢ estaciondrio e muda de nifvel e/ou inclinagéo, no decorrer do tempo.
A tendéncia (ou ndo-estacionariedade) estocistica é caracterizada pela existéncia de
zeros de ¢(B) sobre o circulo unitirio.

Além desta nio-estacionariedade estocistica, muitas séries temporais podem
apresentar uma tendéncia deterministica, como jd vimos no Capftulo 3; em particu-
lar, podemos ter Z; como a soma de um polindémio e de um processo ARIMA(p, d, q),
isto é,

6(B)

Z; = Zﬁ,t9+ FEAE

(5.88)

Em (5.88), Z; = T;+Y;, onde Y; segue um modelo ARIMA(p, d, q), isto é, ¢(B)AdYt
6(B)as. Segue-se que Z; ¢ ndo-estaciondrio se m > 0 e/ oud > 0.
' Tomando d diferencas, temds

G + -§--at sem=d

ﬁdZ B ) )
tT aB) o . (5.89)

5(B) % se m < d,

onde Oy = [d!, obtendo-se entio uma série estaciondria. Isto significa que podemos
incluir uma tendéncia polinomial deterministica de grau d no modelo, bastando
acrescentar uma constante g:

Contudo, se m > d, podemos obter um modelo nio-estacionsrio, tomando-se
d diferengas, devido & presenga de uma tendéncia deterministica; ainda neste caso
{m > d), tomando-se m diferencas, obteremos um processo estacionirio, mas nao-
invertivel (veja o Problema 30). Para detalhes, veja Pierce (1979).

Se 8y # 0, obteremos

b
=1 =~ —dp

EW;) = (5.91)

ese W, = W, — E(W,), teremos ¢(B)W; = 0(B)a,
No que segue, quando d > 0, suporemos p,, = 0 e portanto §y = 0.
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5.5 Problemas (a) ¢1=-0,5,¢2=0,3;
. del d dor B (b) 451:0)57 ¢2=013;
1. Escreva os seguintes modelos usando o operador B: (©) é1=—1, ¢y = —0,6;
(a) Z; —0,6Z; = ay; (d) ¢1 =1, ¢o = —0,6.
(b) Zy = a; + 0, 8a¢—1; Quais regides correspondem a estes valores (¢1, 92) na Figura 5.57
) ‘%t =0 3‘?}'1 = 0,6Zi +as; 12. Prove que, para um modelo AR(1), ¢j; =0, j > 1.
d) Z; — 0,471 = a; — 0,3as—1 + 0, Baz—3; . » .
(d) 2 =t g -1 t 2 _ 1\34 Qual a regido de “admissibilidade” (estacionariedade e imvertibinetsce; de um
(e) Z:t =1,52;1—0,75Z;—2 +ar +4,0; " processo ARMA(1,1)? Qual subconjunto desta regiso corresponde ao caso
(f) Z: =0,3a;-1 + 0, 6a;-2 + ay. ¢ = 07 Qual processo resulta?
TN : . . -~ .
2. Verifique se cada um dos modelos do Problema 1 é: . 14 Os seguintes valores de (¢,8) determinam os seis padrdes bésicos de um proces-
(a) estaciondrio;  (b) invertivel. —" so ARMA(1,1); quais sub-regides da regido de admissibilidade correspondem
: a estes valores?
3. Ca,lgulle ag p;imgra,s trlés autocovariancias e autocorrelacdes parciais para os 2 (a) (6,8) = (—0,7;—0,4);
modelos do Problema 1. | (b) (,6) = (—0, 4 —0,7):
4. Escreva as equagdes de Yule-Walker para os modelos (a) e (e) do Problema 1 (c) (4,6) = (0,5;,-0,5);
obtenha p; e pa, resolvendo-as. (d) (¢,0) = (=0,5;0,5);
5. Obtenha os primeiros trés pesos 1; e m; para cada um dos modelos do Problema I (e) p (¢’ 9) = (0{4; 0,7); - I
1. o ‘ (f) (¢,6) =(0,7;0,4).
6. Prove as equagdes (5.4) e (5.5). 15. Utilizando uma rotina de computador para gerar miimeros aleatérios (por
' exemplo, a; ~ N(0,1)), gere 200 valores de cada um dos modeios (c), (d)
7. Prove que as condigdes de estacionariedade para um processo AR(2) séo dadas e (f) do Problema 1.
or (5.38). .
P ( ) § 16. Utilizando (5.68), verifique quais das autocorrelagdes parciais ¢;; cujas estima-
8. Prove que um modelo ARMA(1,1), dado por (5.54), pode ser escrito na forma g tivas estao na Tabela 5.7 podem ser consideradas significativamente diferentes
Z; = 1(B)as, onde os pesos 1¥; = (¢ — )¢’} j > 1 e pode ser escrito na ‘f / de zero, construindo-se intervalos de conflanga para ¢;;.
7y = = (p—0)81 5> 1. e
forma n(B)Z; = a, onde os pesos mj = (¢~ 0)67, 7 2 4 ; 17. Utilizando um programa de computador, calcule as autocorrelaces e autocor-
9. Prove que, para um modelo MA(1), a facp é dada por ; relagbes parciais estimadas para as séries A; - Manchas e A7 - Temperatura.
—09(1 - 62) : ) 18. Considere o modelo Z; + bZ;_3 = ay:
¢ii = 1—620+1) 7 (a) obtenha uma condicio de estacionariedade para Zi;
e que |$j;] < 67, do que decorre que a facp é denominada por exponenciais (b) encontre uma representacio de Z; na forma Z; = 1(B)ay;
amortecidas; estude o sinal de ¢;;, conforme o sinal de p; (lembre-se que, para - (c) obtenha a fac de Z;. :
um MA(1), pj =0, 7 > 1). , 19. Suponha Zy; = 61(B)ays, Za: = 02(B)ag:, onde 6;(B) e 6(B) sdo polinémios
10. Considere Z; = ¢1Z;—1 + $27:—o + az + 0g. Calcule E(Z;) e escreva o modelo de ordens q; e g2, respectlv’amente, € a1t a2t sz’Lo'rm’do’s b.ra.z%cos detes.
na forma (5.36) , Mostre que Z; = Z1;+ Zo; é um processo de médias méveis, isto é, Z = #(B)a;.
. e : : Encontre #(B), a sua ordem e Var(a;), sabendo que Var(ay:) = o—g__ . Var{ay) =
11. Obtenha a fac e o espectro de um modelo AR(2) com: oz

az*
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20. Seja Z; = ¢1 241 + #9749 + a; um processo AR(2): (b) Dado o models (1 — o8 — -+ — ¢pBP)Z; = (1 — ;B — - - - — §,B%)a; tal
que 1 — @1 — 02 — -+~ 55 =0, ele é estaciondrio? Explique.

(c) O modelo (1+0,7B—0.98B%)(1—0,9B)Z; = (1+0,9B - 0,52B%)(1 +
0,7B)a; é estaciondric? E invertivel? k

(d) Dado o modelo (1—o- 2 ~0,4B%)Z; = (1—0,8B)as, quais sdo os valores
de ¢ que tornam o madelo estaciondrio?

(e) Dadc = modelo (1+0. =% -3.308B%)Z; = 4, 76+ (1—0, 68B)ay, encontre
E(Z. .

(a) obtenha a facv v;, dado que a solucéo geral de (5.19) & (5.22), sendo G; %, a2
i =1,2, raizes de ¢(B) = 0; E
(b) determine A; e Ay de (5.22);

(¢) prove que p; pode ser escrita na forma

“Rllsen(j8 + 6o)

p; = sinal(¢1)’ sen(fp) '

com R = +/—¢9, cosf = \;ll_ tgbo = —-—g_stgG Assim, p; é uma senoide
amortecida, com fator de amortecimento R, freqiiéncia ¢ (em radianos) e.
fase 90. .

26. Obter @33 usando o algoritmmo de Durbin-Levinson dado pelas equagdes (5.69)
- (5.71).

o 27. Escreva cada um dos modelss abaixo nas formas: (a) de equagio de diferencas:
21. Conmdere o modelo Z: = a; + 0,7a;—1. Gere 500 valores de Z:, supondo (b) de chogue aleatério; (¢} invertida. i
~ N(0,1). Faga o grafico de Z; contra Z;—1. Verifique que p; d4 a inclinagdo .
da reta que melhor se ajusta aos pontos. Verifique que Z; é independente de ,;: - (i) Zt = (1+0,3B)as;
Zi_o, através de um grafico. . : (1) (1-0.5B)AZ; = ay;
. (iii) (1+0,3B)AZ = (1L —0,6B8)as;

22. Para o processo AR(2), Zy = %Zt_l#- %Zt_g -+ a;, encontre a fac e escreva-a "
(iv) A%Z; = (1-0,3B+0,8B%)a;.

na forma ‘ )
p; = A1GL + 4G, §=0,1,2,...

28. -Prove-(5.79). -~ - - - e O

23. Suponha que o processo estacionério {Z;} seja gerado por um n_:bdelo AR de

. . - . B ARIMA -
baixa ordem e que {Z:} tem as seguintes varidncia e autocorrelagGes: 29. Escreva o modelo (1,1,1) na forma de choques aleatérios.

Yo = 12;

p1=0,8; po=0,46; p3 = 0,152 e py = —0,0476 (a) tomando-se d diferengas, obtemos um modelo nao-estacionario, com uma
tendéncia polinomial de grau m — d = h;
" Resolva as equagdes de Yule-Walker para cada uma das possiveis ordens do v

b) tomando-se m dife -
modelo AR(1,2 e 3) e encontre os valores dos ¢; correspondentes; determine, ¢ - (b) rengas obteremos um processo estacmna.no nao-inver-

também, o valor de o2 = Var(a;) em cada caso. Qual é a ordem correta do bivel.
‘ processo AR? 31. Prove que se Wy = (1 — B)Z;, entdo Zy = Wi + Wiy + - -
24. Utilize as equagdes de Yule-Walker para obter a primeira e segunda autocor- : 39. Prove : : co
‘ : . que, na forma invertida do modelo, > o, mi =1
relagfes parciais para o processo que tem: - 27 =17
7 9 49 33. Considere o modelo Zy = ¢Zsy +as e os seguintes valores gerados de a;;
pL= 5N P2 =13 P8 = 575 fﬂ , supondo Zg = 0, 5, obtenha os valores de Z;, nos dois casos:
ok =0,Tpp—1 — 0,1pk—2, k>2e E(Z:) = 0. i o (a) ¢ =0,5; b) o =2.
Para este processo ARMA(p, q) quais sdo os valores de p e g7 Quais os valores ‘
t 1 2 3 4 5 6 7 8 9 10

dos (p—+ q) parametros do processo? Calcule a terceira autocorrelagdo parcial.

e {01 -12 03 -i8 -0,3 08 -0,7 02 0,1 -028

25. (a) Seja o modelo (1 — ¢1B — ¢oB% — - = ¢pBP)Z; = ay tal que 1 — ¢1 — -
¢o— -+ — ¢p =0. O modelo ¢ estaciondrio? Explique. Faga o grafico de cada caso.
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3¢ Mostre que uma solugio geral de o(B)Z; = 6(B)ax é dada por Zy = 2L+ ZY 4
onde Z. é qualquer solucdo particular e Z!' é a solugdo geral da equagdo de E

diferencas homogeéneas @(B)Z; = 0.

35. Suponha Y; seguindo o modelo (1 — ¢B)Y; = at, onde a; é ruido branco com‘}
variancia ag. Suponha Z; = Y; + b;, onde b; é ruido branco, com varidncia af, :

‘ndependente de a;. Qual é o modelo para Zy?

% Szponha que o processo {Y;} seja composto de duas componentes, Y; = P;+e;,’
onde P, é a componente permanente ¢ e; a componente transitéria de Y;.-

Suponha também que

(i) {P:} satisfaz o modelo P; = F;—1 + as, onde os a; sdo varidveis aleatérias
independentes com E(a;) = 0 e Var(as) = 0;
(ii) {e:} sejam varidveis aleatérias independentes com E(e:) = 0 e Var{e;)
2 .
a2

(iit) {a:} e {e:} sejam independentes.

Mostre que o processo W; = Y; — Y;—1 tem fac igual a de um processo MA(1)
e, conseqiientemente, {Y;} é um processo IMA(0,1,1) satisfazendo ¥; = Yi—1 +
&; — Og,1 onde {g;} sdo independentes e tais que E(et) = 0, Var(e;) = o2
Encontre uma expressio explicita para os pardmetros 6 & 2 em termos de o>
e o2, equacionando duas expressoes equivalentes para as autocovaridncias Y
e 1 do processo {W;}. :

37. Suponha que um processo {Y;} possa ser expresso como Y; = X; + Z;, onde
{X;} representa a componente de tendéncia e satisfaz o modelo (1 - B)2X; =
(1—aB)as, onde {a;} sdo v.a.i, E(a;) =0e Var(a¢) = 02; Z; é uma componen-

te estacionaria satisfazendo um modelo estacionario AR(1), (1 — ¢B)Z; = &

além disso, {a;} e {e:} sdo independentes.

Mostre que o processo {Y;} segue um modelo ARIMA(p, d, q). Determine o

valores de p, d, ¢ e encontre as relagOes entre os parametros do modelo ARIMA

e os pardmetrosd ¢, a, o2 e g2

[Sugestdo: aplique os operadores apropriados & relagao Y; = X; + Z;, de tal
forma que aparecam termos de médias méveis no lado direito.]

38. Verifique se os modelos seguintes séo estaciondrios ¢/ou invertiveis. Caso
modelo seja ndo-estacionério, poderiamos transforma-lo utilizando diferengas
adequadas?

(a) (1—1,5B+0,5B%)(1 - B)Z; = (1 —0,3B)as;
(b) (1—2B+ B?)Z, = (1+1,1B)as;
(c) L+%B+3B*)Z=(1-0, 4B)%ay;
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(d) (1-0,25B —0,375B%)Z; = (1 +1,1B)ay;
(e) (1—0,64B%)Z;, = (1-0,7B —0,6B%)a,.

39. Para um modelo ARMA(p, g), 7(B) é como segue:

5 2
m(B) = 5(1+0,5B+0,5Bz+~-) - g(_1+o,2B+0,22B2 + ).
(a) Represente o modelo na forma
(1-$1B—---—¢pB") 2, = (1—61B — - — §,B%a,

encontrando p, g e os valores dos p + g pardmetros do modelo;
2 ~ ia
(b) assuma o = 1 e encontre a fungdo de autocovariancia para esse ProCesso;

(c) encontre pg, p1 € p2.

40. Dado um modelo ARMA(2,2)
(1= ¢1B—¢2B*)Z; = (1 - 6,B — 0,B%a; ,EZ; = 0.

(a) Expresse 11 e 99 em termos dos pardmetros do modelo. D& a férmula
. Tecursiva para ty, k 2 3.

(b) Escreva Z;,; na forma de choqjl;te'ém e'il»eé;tério"s». Deterr;iﬁe'
E(atZsrk), para todo k.
(c) Mostre que

Var(Zy) = ¢1y1+ gaye + a2(1 — b1(b1 — 61)
—@102(p1 — 01) — Oa(g2 — 62)).

(d) Mostre que

Bl allal-al7 alla]

S

41. Sejam X; e Y; dois processos que seguem os modelos

Xy = 1,6X; 1 —0,5X; 5+ ay,
5-/% = Oa 5}/;5—1 + e — 07 Set—lv

respectivamente. Além disso, e; € a; sdo dois ruidos brancos independentes.

(a) Que modelci segue o processo Z; = X; + ¥;? Equacione os pardmetros de
Z; em funcdo dos parimetros X; e Y;.

(b) Z; é um processo estacionirio?
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42. Considere o processo Y; = 1,5Y;—1—0,625Y;o+es, com Var{e:) = 2, E(et) =0,
E(etes—s) =0, t # s.
(a) Determine se o processo é estaciondrio.
(b) Encontre uma expressdo para p(s), utilizando equagdes de diferencas.
Calcule p(s), s=1,...,5.
(c) Existe algum comportamento periédico na fungio de autocorrelagao?

43. D& um exemplo de um modelo ARMA(p, q) estaciondrio que satifaca as con-
digdes v =202, 1 =0, 12 = =0z e 1 =0, [h[ > 2.

CAPITULO 6

Identificacac de Modelos
ARIMA

6.1 Introducao

Como mencionamos na introdugdo do Capftulo 5, os estagios do ciclo iterativo
do método de Box & Jenkins sdo a identificagdo, a estimacio e a verificacdo, dado
que especificamos a classe geral de modelos ARIMA.

Neste capitulo trataremos, com algum detalhe, da fase mais critica do método

que é a identificagio do particular modelo ARINA: a ser. ajustado-aos:dadosT Esta ez

colha é feita principalmente com base nas autocorrelagdes e autocorrelactes parciais
estimadas, que esperamos representem adequadamente as respectivas quantidades
tedricas, que sdo desconheridas.

Lembremos que a fac p; é estimada por

ri=2, i=01,...,N~-1, (6.1)

onde ¢; é a estimativa da facv 7;,

N—j
l R4 2 .
%‘='ﬁZ[(Zt—Z)(Zt+j—Z)], §=0,1,...,N =1, (6.2)
t=1

sendo Z = % .V, Z; a média amostral. Lembremos que T_j=Tj.

Como veremos adiante, serd necessario uma verificagdo mais ou menos grosseira
para saber se p; é nula além de um certo “lag”. Uma expressio aproximada para a
variéncia de r;, para um processo estaciondrio normal, é dada por

- 1 - A :
Vaz(rs) = 5z D R+ Putspu—j — 4psPupu—j + 20207 (6.3)

; "
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Para um processo em que as autocorrelagdes sdo nulas para v > g, todos os
termos do lado direito de (6.3) anulam-se para j > ¢, exceto o primeiro, obtendo-se

Var(r;) =~ [1 +2 Z pv} , J>q (6.4)

Como desconhecemos as autocorrelacdes p,, substituimo-las por r,,, obtendo-se
=3 estimativa para (6.4),

&) =~ — [1+2Zr}, i>aq (6.5)
v=1

Para N suficientemente grande e sob a hipétese que p; = 0, para j > ¢, a

Zistribuigio de r; é aproximadamente normal, com média igual a zero e varidncia

dada por (6.4) (Fuller, 1996, pag. 335)). Assirh, pode-se construir um intervalo de

confianga aproximado para as autocorrelacdes

rj £ b5 (), (66)

onde t, é o valor da estatistica ¢ de Student com N — 1 graus de liberdade, tal que
P(—ty, < t < ty) = v. Na pratica usa-se t, = 2, de modo que podemos considerar
pj como sendo 51gmﬁcat1vamente diferente de zero se

I3 >2J(TJ)" Fi >q T (6‘,7)

Para a facp vimos que, sob a hipitese que o processo é AR(p),
“ 1 .
Var(os;) = & 7> . (68)
de modo que

. 1 .
6(is) = ——=, j>Dp.

(quj) m J
Além disso, para N grande e sob a hipétese que o processo é AR(p), <f5jj ter:

distribuicdo aproximadamente normal, com média zero e varidncia (6.8), de modo

que consideraremos ¢;; significativamente diferente de zero se

i3] > '%, ji>p

Exemplo 6.1. Na Tabela 6.1 temos as estimativas das autocorrelacdes e de seus
respectivos desvios padrdes, bem como as autocorrelagdes parciais estimadas, para -

as séries simuladas dos Exemplos 5.4, 5.6 e 5.12, a saber,
AR(].) : Zt = O, 8Zt-1 + ag;
MA(): Z;=a;—0,8a:_1;
ARMA(1,1): Zy = 0,821+ ar — 0, 3a¢—1.

(6.9)
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Na tabela também estao indicadas as médias e os desvios padrdes amostrais de
cada série, bem como destacados com um asterisco (*) os valores que caem fora do
intervalo de dois desvios padrdes.

Na Figura 6.1 temos os grificos de rj, qgjj para cada um dos modelos. Os
intervalos de conflanca estdo indicados em linha pontilhada.

Series : arisim Series : arisim

0.6

ACF
04 08
Partial ACF
0.2

-0.2

-0.2

Lag Lag

Series : malsim

0.8

0.0

.© AGF
0.2

-0.4 - 0.
Partlal ACF

04§

T

Series : arimasim

0.6

ACF
04 08

Parlal ACF
0.2

-0.2
0.2

Lag ’ Lag

Figura 6.1: AutocorrelacBes e autocorrelagbes parciais amostrais para
as séries simuladas

6.2 Procedimento de identificacdo

O objetivo da identificacio é determinar os valores de p, d e ¢ do modelo
ARIMA(p,d, q), além de estimativas prehmmares dos parfmetros a serem usadas
0o estigio de estimacgo.

O procedimento de identificacio consiste de trés partes:
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(a) verificar se existe necessidade de uma transformacao na série original, com
o objetivo de estabilizar sua varidncia. Tal identificagdo pode ser realizad
utilizando o auxilio de graficos, como mencionado na segio 1.6;

(b) tomar diferencas da série, obtida no item (a), tantas vezes quantas necessrias
para se obter uma série estacionéria, de modo que o processo A%Z, seja reduzi
do a um ARMA(p,q). O ntimero de diferencas, d, necessérias para que 0O pro-
cesso se torne estacionério, é alcancado quando a fac amostral de W; = Adz
decresce rapidamente para zero. Neste estigio a utilizagdo de um teste par
verificar a existéncia de raizes unitrias no polindémio auto-regressivo, pode se
de grande utilidade. Apresentamos, com esse propésito, o teste de Dickey
Fuller (1979, 1981), no Apéndice B;

(c) identificar o processo ARMA (p, q) resultante, através da andlise das autocor
relaces e autocorrelagbes .parciais estimadas, cujos comportamentos deve:
imitar os comportamentos das respectivas quantidades tedricas. Estes com
portamentos, para modelos AR, MA ¢ ARMA, foram abordados no Capitul
5 e wm resumo das propriedades destes modelos encontra-se na Tabela 6.2.

Tabela 6.1:  Autocorrelagdes amostrais e respectivos desvios padrdes pa-
ra as séries simuladas AR(1), MA(1) e ARMA(L,1

AR(D) MA (1) ARMA(T)
 o(ri) %y vy O(r) @y | rg o(r5) ¢
[081F 0,14 081% | -042% 0,14 -0,42% | 0,60 0,14 0,60
0,60 022 011 | -020 016 -0,47%|052*% 019 025
0,58 026 -0,03 | 0,18 017 -022 | 0,39 021 0,01
0,44 028 012 | 001 017 -0,16 | 0,26 023 -0,08
0,30 029 -0,13 | -0,17 017 -0,31 | 0,10 023 -0,04
026 030 0,17 | 016 018 -018 | 013 024 0,04
019 030 -00l| 009 018 001 | 0,08 024 -0,02
031 002 | -029 018 -026| 004 024 -0,02
007 031 -0,19 | 018 019 -0,14 | 0,15 024 021
001 031 -007 |-001 019 -027 | 0,00 024 -0,22
0,532 -0,042 1,077
2,462 1,284 1,312

()
09
3

NS © oo ot w o
o
[
ot

Dada a forma complicada da fac e da facp de um modelo ARMA, estas fungoes
néo séo muito 1teis para identificar tais modelos. O que se recomenda, neste caso,
é ajustar alguns modelos de baixa ordem, por exemplo, (1,1), (1,2), (2,1) e utilizar
critérios que permitam escolher o modelo mais adequado. Um procedimento alter:
nativo é utilizar a funcio de autocorrelacio estendida; veja o Apéndice C e a se¢d0
6.3.
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Tabela 6.2: Comportamento das fac e facp de um pfocesso

ARIMA(p,d,q)

Ordem (1,4,0) (0,d,1)
comportamento de py decai exponencialmente | somente p; # 0
comportamento de ¢gs somente ¢11 # 0 decaimento exponencial

dominante
estimativas iniciais b =p pL = *rf@z
regido de admissibilidade | -1 < ¢ < 1 -l<f<1

Ordem (2,d,0) (0,d,2)
comportamento de pg mistura de exponenciais |somente py # 0 e ps £ 0

ou ondas sendides amor-
tecidas

comportamento de @i somente @11 7# 0 e o2 # 0 | dominada por mistura de
exponenciais ou sendides

amortecidas

451 — PI(I_P’Z)’ — —81(1—69)
estimativas iniciais pf_—p‘z’l Al 1+9g+9z§ !

o = -_-’ll_—p'i p2 = ‘_2“‘5‘1_{_31:)_93

-l <ge<1 —-1< 6y <1
regiao de admissibilidade | § d2 — ¢1.<1 4,9,2: 1<l .

$a+4 <1 ' fo+61 <1

Ordem . (1,4,1)

comportamento de pg decai exponencialmente apés o lag 1

comportamento de ¢gg dominada por decaimento exponencial apds o lag 1
. . ee s 1—¢8)(p—6
estimativas iniciais p1= (1 _:; )_(Eg 459)’ P2 = p1¢

regio de admissibilidade | -1 < ¢ <1, -1<8<1

_ A justificativa do item (b), do procedimento de identificacdo é o seguinte. Vimos
que, para um modelo ARMA estacionério, as fac sdo dadas por

pj=A1G + MG+ + AGL, §>q—p, (6.11)

supondo raizes distintas. Como ¢(B) = [[2_ (1 — G;B) e as rafzes de ¢(B) = 0
devem estar fora do circulo unitdrio, devemos ter |G;| < 1. Segue-se de (6.11)
que, se nenhuma raiz estd muito préxima do circulo unitério, as autocorrelagges p;
decairfio para zero, para valores moderados de 7.

Por outro lado, suponha que uma raiz real, Gy, esteja préxima de um, ou seja,
G1=1-¢, &> 0 pequeno. Como G| = (1—¢)J == 1—je, vem que pj =~ A;(1— je),
0 que mostra que a fac decaird lentamente para zero e de forma aproximadamente
linear.

O maior problema, neste estigio do procedimento é evitar um excesso de dife-
rencas. McLeod (1983) faz alguns comentdrios bastante interessantes:
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1. Um ntimero excessivo de diferencas resulta em um valor pegazivo da autocor. N=50, Z ={,5327, 52 = 6,0579
relagdo de ordem 1 da série diferencada, neste caso p1 = —0.5. Temos que v
s 1 1 R
9. Quando a série é corretamente diferengada, a variancia da série transforma. 5(¢45) = JN /50 =~ 0,14, logo 26(¢;;) = 0,28,

da diminui, por outro lado, excesso de diferencas aumentara essa variincia
Assim, o monitoramento da varidncia é bastante til para escolher o valor *
apropriado de d. :

o que mostra que 6 ¢11 # 0; {r;} desqualifica a possibilidade de um processo MA
e {¢;;} sugere um processo AR(1).
Para um processo AR(1), usando a Tabela 6.3, temos que

co(l+r1)  6,0579(1+0,81)

Na prética, d = 0, 1 ou 2 e é suficiente inspecionar as primewr== 13 ou 20 aufo-*
n(l—r1)  50(1—0,81)

correlacdes da série e de suas diferengas.

Convém testar se E(W;) = j é zero, comparando W com seu desvio padrio
estimado. A Tabela 6.3 fornece as varidncias de W para alguns modelos usuais. :
Lembrar que se d =0, W = Z. E

Var(Z) =

=1,1542

e 5(Z) = 1,0743; como Z = 0, 5327, a média pode ser considerada igual a zero e o
modelo sugerido é

Zy = ¢Zs 1 +az, az~ N(0,02). (6.12)

. ia . . ) 57 - _ Ad
Tabela 6.3: Variancias aproximadas para W, onde W: = A%Z;, Exemplo 6.3. Vamos agora identificar um ou mais modelos preliminares para a

n=N-d série Ajo - ICV, no perfodo de janeiro de 1970 a junho de 1979, utilizando N = 114

observagoes.

?11{4(_1) 1(\/1[./:((1)) - ARMLA(;J_;) Inicialmente a série foi dividida em grupos com 8 observagdes consecutivas,
€ ) | @ 4Ty el 1 calcu.l.aud&se para cada grupo a média e a amplitude (ou desvio padréo), como
n(l—r1) n n L — T2 sug?rldo na se¢do 1.6. Na Figura 6.2 temos as representagbes gréficas desse pro-

e e e AR(2) . M‘%Q)» o ] cedm.lemfa O comportamento de ambos os grificos sugere que uma transformagso
TR0 _F"Fi”)‘(IV:’"_7“7"41-’4‘“-‘?*_55,;2‘15‘)""‘iﬂé‘o"i(ia«q;%’f‘%gﬁz;r?)‘”i"“ s EIL s ~logaritmica é necesséria paia -éstabi]i‘—zar”a varifncia da série ICV- (ver Figura 1.6).-7 77
n(l—r1)(l—ra) n ‘ v h icv

Os programas utilizados para identificacao de modelos ARIMA foram: S-PLUS, "1
MINITAB, SCA e EViews ; este tltimo foi utilizado para fazer os testes de raizes ;; ’ H
unitérias. As saidas de tais programas constam em geral de: LI H

(a) graficos da série e das diferengas solicitadas; od = . . ol o=
e = ’ P neda w0

(b) média e varidncia da série e de suas diferencas; .
Figura 6.2: Graficos da série ICV: (a) amplitude x média e

(b) desvio padrao x média

(c) autocorrelagdes e autocorrelagGes parciais estimadas;

Entretanto, quando calculamos os valores de d, expressio (1.8), observamos que
o menor valor absoluto é obtido para A = —0, 5, ver Tabela 6.4, indicando a necessi-
dade da transformagio 1/./z; para tornar os dados mais simétricos ou mais préximo
de uma distribuigo normal. Assim, neste caso, nfo existe uma transformacio que

(d) graficos das autocorrelagdes e autocorrelacdes parciais, com os respectivos in-
tervalos de confianga.

6.3 Exemplos de identificacao : ﬁ ili ianci
P ca Zstabli‘lze a variancia e, ao mesmo tempo, torne os dados mais simétricos. Diante
+ ~ s a
Exemplo 6.2, Supotha agora que temos o8 e dados es B at(?, opta,-mos pela transformacdo que estabiliza a varidncia.
segun’ : aqui em diante, trabalharemos com a transformagcio
; 1 2 3 4 3 6 T 8
] 5 i : Y, = In(ICY), t=1,...,114. (6.13)

r; 10,81 0,69 058 044 0,30 026 0319 215

$;; 1081 011 -0,03 012 013 017 001 002 A Figura 6.3 apresenta a série original e a série transformada.
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Tabela 6.4: Valores da estatistica d), dada por (1.8)

A dy | Transformagao B
-1,0| 0,125 1/Z: f
05| 0,032 | 1/(Z)Y?
0 | 0,192 In(Z;) i
0,5 | 0,328 (Z:)H? ‘}
1,0 | 0,423 Zy =

1000 1400

oV
600

200

NIGV)
50 65 60 66

4.5

0 0 0 5 80 100
t

Figura 6.3: Gréficos das séries ICV e In(J CVv).

A Tabela 6.5.¢ a Figura 6.4 apresentam os valores e as correspogdentes E:e.pre‘
sentacBes graficas das fungdes de autocorrelacio e autocorrelagdo parcial da série Y:
e de suas diferencas de ordens 1 e 2. )

Analisando o comportamento das fungoes vemos que a fac de Y; nio dec»resce Ta-
pidamente para zero, indicando a nio-estacionariedade da série. Para sglecmna,rm?s
um valor apropriado para d, podemos verificar, graficamente, quantas diferengas sa0
necessarias para que a fac convirja rapidamente para zero. Este fato parece ocorrer

para d = 1 ou, talvez, d = 2.

6.3. EXEMPLOS DE IDENTIFICACAO

=
(o]}

Tabela 6.5: Autocorrelagdes e autocorrelagbes parciais estimadas das
séries (a) In(ICV), (b) (1-B)In(ICV), (c) (1—B)2In(ICV).

(a) (b) ()
lag | acf | pacf | acf | pacf | acf | pacf
11097 097|049 | 0,49 | -0,32 | -0,32
2109 -0,01|0,33.| 0,12 |-0,12 | -0,24
31092 )-0,02|0,26| 0,08 0,00]-0,15
4 0,89 |-0,01]0,16 | -0,03 | -0,10 | -0,23
51086 | 0,000,211 0,14 | -0,04 | -0,24
6 084 -0,02]027| 0,15 0,08 -0,14
7(081]-0,01|0,29| 0,11 | 0,00 | -0,13
8 10,78 1-0,02|0,29 | 0,08 0,05 -0,06
910,76 | -0,01 | 0,25 | 0,02 | -0,02 | -0,07
10 | 0,73 { -0,02 | 0,22 | 0,04 | -0,02 | -0,06
11 10,70 | -0,02 | 0,21 { 0,05 | -0,09 | -0,17
12 10,68 |-0,02 0,28 0,14 | 0,03 |-0,14
13 10,656 | 0,000,30 0,08 0,09 -0,03
14 10,62 | 0,00 0,26 | 0,01 | 0,01]-0,01
15 10,60 |-0,01 0,23 0,00 -0,10 | -0,14

. 16|057]-001/027| 012] 04| 006 _
SR a7 055 | <0,02770,16 | -0,09 | 012 05— T
18 10,53 |-0,01|0,19| 0,05} 0,04 | 0,05
19 10,50 | -0,02 | 0,17 | -0,06 | 0,06 | 0,11
20 ] 0,48 | -0,01 | 0,08 | -0,11 | -0,19 | -0,14

A Figura 6.5 apresenta a primeira e a segunda diferencas do In(ICV).
A escolha entre esses dois valores, d = 1 ou d = 2, pode ser feita analisando-se as
observagdes feitas por McLeod (1983), mencionadas no procedimento de identificacio

“efou aplicando o teste da raiz unitéria de Dickey-Fuller (Apéndice B). !

Observando a fac amostral de (1 — B)?Y;, verificamos que r; = —0,32, que
além de ser negativo, assume um valor préximo de —0,5. Calculando as varifncias
das diferencas das séries, temos que Var((1 — B)Y;) = 0,00014 e Var((1 — B)?Y;) =
0,000162 indicando um aumento de varidncia da série com duas diferencas em relacio
aquela com uma diferenga. Assim, de acordo corn McLeod (1983), escolhemos d = 1.

Para a aplicagdo do teste de Dickey-Fuller utilizamos p = 1, uma vez que a facp
amostral da série In(ICV) exibe um tnico valor alto, ¢1; = 0,97, indicando um

valor de ¢, diferente de zero (ver Tabela 6.5). De acordo com (B.19) foi ajustade
o modelo

AY, = §§+ $iYio + 0

om ¢} = 0,009278 e &($1) = 0,001371, implicando em 7, = 6, 769.
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Series : InICV Series : IniCV
)
g ................................................... g ............................................................
Q 5 10 18 20 o 5 10 15 20
Lag Lag

Series : InICVD1 Series : IniICVD1
gl ‘{ For b e e bl sl E [ N I TR -
. o 5 10 15 20 ‘ Q 5 10 15 20

Series : InlCVD2

04 08

ACF

-0.1 0.1

T

Pastial ACF

2
-0.3

' ‘-Figura 64 Autoconelagéésv {a) e;.;foc’th)rrvélvz;égeg pa.tuals (b) daé sériés ln(IOV)
(1 - B)In(ICV) e (1 — B)? In(ICV).

A Tabela 10.A.2 de Fuller (1996, pag. 642) fornece os valores criticos da es-
tatistica 7,,, que sdo dados por —3,489, —2, 887 e —2, 5802, aos niveis de significincia
0,01, 0,05 e 0,10, respectivamente.

Assim, 7, = 6,769 > —3,489, o que implica em ndo rejeitar a hipétese de uma
raiz unitéria no operador auto-regressivo, ou seja, d > 1, ao nivel de 1%.

Para testar a existéncia de duas rafzes unitdrias, ndo podemos usar os testes
DF ou ADF do Apéndice B. H4 um procedimento para testar se a série contém no
méximo duas rafzes unitérias. Usamos este procedimento aqui e concluimos que
d=1.

Analisando o comportamento das fac e facp da série (1 — B) In(ICV), Tabela 6.5
e Figura 6.4, podemos notar que somente ¢1; # 0, pois 11 = 0,49 e dp((ﬁll)

ﬁ = 0,094. Assim, um modelo preliminar para In(ICV) é um ARIMA(L,1,0).

Para verificar se uma constante deve, ou néo, ser adicionada ao modelo, observamos - ¢

que

W =0,02116 e
. co(l+r)  0,00014(1 + 0, 49)
Var(W) = -
a(W) = JiTr) = 1130 =0,49)

= 3,62 x 1076
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ou seja, DP(W) = 0,0019.

Assim, podemos concluir que a média da série (1 — B)Y; é diferente de zero e
que uma constante deve ser incluida no modelo.

Logo, o modelo preliminar para a série In(ICV) é uma ARIMA(1,1,0) com uma
constante, isto é,

(1= B)(1 - ¢1B)Y; = 6o + as, (6.14)

onde ¥; = In(ICV).

0.08

dHinlCV
0.03

0.01

’

d2inicV
00 002

-0.02

Figura 6.5: Graficos das séries (1 — b) In(ICV) e (1 — B)*In(ICV).

Exemplo 6.4. Considere-a-Série' A7 - Umidade, de 1°de janeiro a 24 de dezembro
de 1997, com N = 358 observagoes.

A série foi dividida em grupos de 7 observagdes consecutivas (uma semana com-
pleta), calculando-se para cada grupo a média e a amplitude (ou desvio padrio),
cuja representagdo grifica aparece na Figura 6.6. Na Tabela 6.6, apresentamos os
valores da estatistica dy, dada por (1.8), utilizando as transformacBes usuais. A
andlise da Figura 6.6 sugere que a amplitude e, também, o desvio padrio nio de-
pendem da média da série original, indicando a nio necessidade de transformacio
para estabilizar a varidncia. Os resultados da Tabela 6.6 indicam que o minimo de
|dx| ocorre para A = 1, significando que os dados originais so simétricos e, provavel-
fnente, seguem uma distribui¢do normal. Assim, trabalhamos com a série original,
isto é, Z; = (Umidade);.
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— . Umidade Umidade Tabela 6.7: Au-:o_correiagr'ﬁ e autocorrelagdes parciais estimadas das séries
(a) Umidade. \b) (1 — B)Umidade, (c) (1 — B)?>Umidade.
s |
. . tal (b) ©
N ' 3 - lag | acf ; pacf | acf | pacf | acf | pacf
s ) : - 17053 0.53]-0,16-0,16 [ -0,45 | -0,45
: . ) s .t . 2 0,21 | -3,10 | -0,27 | -0,30 | -0,17 | -0,45
g s Lt i S 3 014' 210 0,00 -012| 0,14 |-0.27
R o 4008 2247-007)-0,20-0,08 | -0,33
. . . J 3. 0.0= -.97 ) 0,07 -0,03 | 0,10 | -0,17
) A : R A p 6 1 001 -.09|-0,01 | -010 | -0,01 | -0,12
média média { ‘0703 : “003 “0,09 —0,13 -0)07 -07]_2
) ] . 8 1-0,02 0,02 0,00|-0,11| 0,04 | -0,10
Figura 6.6: Gréficos da série Umidade: (a) amplitude x média e 9 0,00 0,01 | 0,00-0,111-0,02|-0,14
(b) desvio padréio x média 10 | 0,03 | 0,03 | 0,05|-0,05| 0,05 -0,07
: i}) 8,81 +-0,03 | 0,00 | -0,08 | 0,00 | -0,03
2 1-0,01° 0,01 |- - . .
Tabela 6.6: Valores da estatistica dy, dada por (1.8) 131 003| 0 8; 8’8? _g’éé 8’88 8’8‘;
: _ 14 | 0,07 | 0,03 |-012|-026 | -017 | -0.17
A dx Transformacao 15| 0,21 0,23 | 0,15 |-0,03 | 0,15 | -0,06
G0l 0187 . 1/Z 16 | 0,22 | 0,00 | 0,08|-0,07| 0,02 | -0,04
0,5 | 0,168 1/(Z)Y? 17| 0,16 | 0,04 | -0,06 | -0,05 | -0,09 | -0,01
o | .0147 n(Zy) 18 | 0,15 0,03} 0,01 |-0,06 | 0,02 |-0,05
05 0,195 (2 %8 8,é§ 8,03 0,04 | 0,02 | 0,04 | 0,04
105 -0125. (Z)MP oo . — 20 | 0,08 ) -0,04 |-0,01 | -0,02 | -0,04_{
1,0 | -0,103 Z; | 2L 000
Series : umidade Series : umidade
A Tabela 6.7 ¢ a Figura 6.7 apresentam os valores e as correspondentes repre- = s
sentagBes graficas das fungdes de autocorrelacao e autocorrelagio parcial da série Z;. 5 | | Is l
e de suas diferencas de ordem 1 e 2. A . 3 ;" ........................ Sl oo R s S AP
O comportamento da fac de Z; nao indica, aparentemente, a necessidade de s s 1 " - - L ,o """""" . o """""" -
diferengas na série original, com o objetivo de tornd-la estacionaria. Series .:iumidade o
A aplicagdo do teste de Dickey-Fuller (Apéndice B) foi feita com p = 1 (sugerido i _ Series : dfumidade
pelo comportamento da facp de Z;), fornecendo o modelo s I o ] 11 H | || 1‘ l '”" ' \
AZy = &8+ ¢ Ze1 + ar s T i
) o 3 10 Lag 15 29 25 o 5 10 15 20 25
com ¢f = —0, 468, &(q@’{) = 0, 045 e, conseqiientemente, 7, = —10,40. O valor critico k Series : d2urmidade ) ‘Lag ,
de 7, fornecido pelo programa EViews, ao nivel de 1%, é —3,451 indicando que 2 e Sernes ceumisece
hipétese de raiz unitéria é rejeitada ao nivel de 1%. . l - TTTT] ,.'I, ..... .
A Figura 6.8 apresenta a série original Z;. ; =i o %g * ’
Pelo que foi mencionado anteriormente e de acordo com o comportamento das . 3 s

fungoes de autocorrelacio e autocorrelagdo parcial da série Z;, um modelo preliminar ; : was s -
para a série de Umidade é um processo AR(1) com uma constante, isto &,

Figura 6.7: Autocorrelacbes e autocorrelagdes parciais estimadas das séries

(1—¢1B)Z; = as + bo- , (6.15 Umidade, {1 — B)Umidade e (1 — B)*Umidade.
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~ ~tados s5o. apresentados na Figura 6.9. Na Tabela-6.8, temos os valores da estatisti

100
90 -

80 — ! IR

Umidade

70

T T i
t 100 200 300

Figura 6.8: Grafico da série Umidade.

Exemplo 6.5. Vejamos, agora, a Série Ag — CO, de 1°de Janeiro a 24 de dezembro
de 1997, com N = 358 observagoes. :

Esta série de dados didrios, também, foi dividida em grupos de uma semana (sete
dias) para os quais calculamos a média e a amplitude (ou desvio padrdo); os resul

dy, dada por (1.8). A anslise da Figura 6.9 sugere um aumento, das medidas
variabilidade, proporcional 4 média, indicando a necessidade de uma transformacao:
logarftmica para estabilizar a variabilidade da série. Esta transformacdo também:
¢ indicada para tornar os dados mais simétricos e, possivelmente, com dxstnbmgao
mais préxima de uma normal; tal indicagdo pode ser visualizada nos resultados da
Tabela 6.8, que apresenta um valor mfnimo para |dy| quando X = 0.

Assim, utilizaremos na anslise da série de concentragéo de CO, a transformagio

= In(CO);. (6-16)
co co
8 3
® * . ) .
-7 | . .
.
6 M
3 2
g 5 ® . % ¢ . .
2 4 . . e @ . .
:EL LA P 0 % y .
o #"
& 3 A 21 S LEe
2 e ° ® " s
P, o« 5 CAE
1 . .
R .
¢ - 0 -
T T T T T T T T T T T T
2 a 4 5 5 7 2 3 4 s ] 7
média média

Figura 6.9: Gréficos da série CO: (a) amplitude x média, (b) dpx amplitude
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Tabela 6.8: Valores da estatistica dy, dada por (1.8)

A d Transformacio
-1,0 | 0,1856 1/Z;
-0,5 | 0,096 1/(Z)'?
0 | 0,002 n(Z;)
0,5 | 0,098 (Z,)Y/2
1,0 | 0,180 Zy

A Figura 6.10 apresenta a série original e a série transformada; podemos notar
que 0 In(CO) tem uma variabilidade mais uniforme.

co

’  | ]\

IS BT SISl

25

2.0

1.5

In(CO)

0.5 1.0
%
_

Figura 6.10: Gréficos das séries CO e In(CO).

As fungBes de autocorrelagio e autocorrelagio parcial amostrais de Z;, bem como
Suas representagOes graficas se encontram na Tabela 6.9 e Figura 6.11,
re§pectivamente. Podemos notar através da fac amostral de Z, que parece nio
existir necessidade da aplicagio de uma diferenca simples para tornar a série esta-
ciondria, embora pareca existir o fendmeno de meméria longa nesta série. Veja o
Capn‘.ulo 11.

Para confirmar a suspeita da ndo necessidade de tomar diferencas, fizemos o
teste da raiz unitdria, utilizando p = 3, pois temos as trés primeiras autocorrelagdes
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parciais significativamente difer=otes de zero, como podemos observar na Figur

AR(3), dado por

onde Z¢ = In(CO);.

Zy =124 1 + ¢9Zig + ¢33 + 0y + ay,

Assim, um modelo preliminar para a série de Concentragio de CO é um processc

Tabela 6.9:  Autocorrelacdes e autocorrelagdes parciais das séries
(a) In(CO), (b) (1 - B)In(CO), (c) (1 — B)*(CO).
@ ® @ ]

lag | acf | pacf | acf | pacf | acf | pacf

11060 0,60|-0,08-0,081-0,38]-0,38

21026 -0,16 | -0,34 | -0,35 | -0,24 | -0,45

310,19 0,17 | -0,09 | -0,18 | 0,03 | -0,40

41020 0,04 0,11 |-0,06 | 0,16 | -0,22

5 | 0,12 | -0,05 | -0,05 | -0,16 | -0,05 | -0,21

6 | 0,08 0,06 |-0,09|-0,15-0,111-0,29

716,127 0,07 0,10 0,00! 0,13 | -0,15

8 10,09 |-0,07| 001 -0,09| 0,00]-0,12
.. 9|004) 003009011 -009]-0,6
’ TT U 10710,07 170,06 [ 0,00 | -0,06| 0,04 | -0,09
1110,10 | 0,01 | 0,00 | -0,13 | 0,03 | -0,08

12 1 0,12 | 0,09 | -0,04 | -0,14 | -0,04 | -0,11

13 10,18 | 0,12 |-0,01 | -0,12 | -0,02 | -0,14

14 10,25 0,10 | 0,07 | -0,09 | 0,07 | -0,09

15 10,27 | 0,08 |-0,01 | -0,13 | -0,07 | -0,21

16 10,29\ 0,13 | 0,06 | 0,02 | 0,05 |-0,14

17 10,25 | -0,02 | 0,03 {-0,02 | 0,03 -0,05

13 10,19 | 0,02 | -0,08 | -0,10 | -0,08 | -0,11

19 10,19 0,10 | -0,03 | -0,04 | 0,02 | -0,03

20 10,22 | 0,05 | -0,01 | -0,12 | -0,06 | -0,20

6.4 Formas alternativas de identificagao

6.11.
Series : Inco Series : Inco
ol e
a t : g=
= ol b el it -
2 : IR B L & 1 s T i I ‘
0 3 16 wag 5 = 25 0 5 10 Lag 15 20 25
Series : d1inco Series : dlinco
. 1 ; 1’ T I ,,,,,, ..“. B
-l g, T T
3 |‘ R e e :m
’ ] 5 10 L2 18 0 25 [} 5 10 Lag 15 20 25
Series : d2inco Series : d2Inco
83 11T ,\.H.l FRANARBARRR RRRE
ég' R [ r i‘%‘: "1, it T AL
B3 ! i ! ]
? 0 10 o 15 20 25 ] 5 10 - 15 20 25
Figura 6.11: Autocorrelagoes e autocorrelacoes pargciais estimadas das séries
In(CO), (1 — B)In(CO) e (1 - B)2In(CO)..
O modelo ajustado, de acordo com (B.27), foi
AZy = ¢} + ¢1Zs-1 + 030741 + §38Z1-2 + ax,
com
o = 0,4823(0,0663);
¢, = —0,3904(0,0523);
65 = 0,1016(0,0541);
o = —0,1717(0,0522),

implicando em #, = (—0,3904/ {0, 0523) = —7,465.

O valor critico, para a esiawistica Ty, a0 nivel de 1%, é —3,4507, o que nos le

a rejeitar a hipdtese de existénciz de raiz unitara.

Um dos maiores obstéculos & utilizacio da metodologia apresentada anteriormen-
. te, na construcio de modelos ARIMA, estd na identificagio. Virios pesquisadores,
uando a mesma série, podem identificar modelos diferentes. :

Outras propostas de identificagdo tém sido apresentadas na literatura. Nesta
Se¢80 vamos fazer uma breve resenha delas, sem apresentar detalhes. Os leitores
interessados poderdo consultar as referéncias fornecidas.
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6.4.1 Msétodos baseados em uma funcido penalizadora

A partir de 1970 foram propostos vérios procedimentos para identificacdo de
modelos ARMA. A idéia é escolher as ordens k e [ que minimizem a quantidade

C(N)

P(k,l) =g, + (k+ D=~ (6.18)

em que Er,%’l é uma estimativa da varidncia residual obtida ajustando um modelq
ARMA(E, 1) 4s N observagdes da série e C(IN) é uma fungdio do tamanho da série.

A quantidade (k + Z)Q-E-\—/.N—), denominada termo penalizador, aumenta quando g
ntimero de pardmetros aumenta, enquanto que a varidncia residual &i,l diminui
Assim, minimizar (6.18) corresponde a identificar as ordens k e | que equilibreniie
esse comportamento. o

E natural supor que as ordens selecionadas aumentem quando N cresce. Hannan
(1982) sugere limites superiores dados por (In7)%, 0 < a < oc.

O seguinte resultado é bastante importante quando utilizamos um critério tipo-

funcéo penalizadora para identificar os parametros p e ¢ de um modelo ARMA(p,q);

=

Teorema 6.1. Considere um modelo ARMA(p, q) dado pela expressio (5.52). Se
jam p e § os valores que minimizam a exzpressio (6.18), onde C(N) satisfaz as
SeguINtes CONAICOS oo™ rrtaritn o i e | i T - k

lim C(N) = oo,
N—co

Entao, p e § sdo fracamente consistentes.

Para detalhes, ver Choi (1992, p.67). :
Iremos citar agora alguns procedimentos de identificago que minimizam fungdes-
penalizadoras particulares.

A) Critério de Informacao de Akaike

 Akaike (1973, 1974) sugere escolher o modelo cujas ordens & e [ rmmm.lzamo
critério

AIC(k, d, 1) =N1n<"72+I—]\j—-dZ(k+l+l+5dg)+N]n27r+N,

= (619)

em que
5o (L d=0
“0=%0, d#£0

~2 - s . . .
e 2 é o estimador de mAxima verossimilhanca de o2.
a a
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Para a comparacao de vérios modelos, com N fixado, os dois dltimos termos de
(6. 19) podem ser abandonados. Levando-se em conta que, geralmente, identificamos
a série apropriadamente diferencada. obtemos
AIC(k,l) = N2 +2(k+1+2) (6.20)
como critério para a determinacio cas srdens peq. O 80, é esti
tér - g. O que se faz, entdo, é estipular
valo:fs hlint&;ksml: > K e L pars ¢ = | e calcular (6.20) para todas as possiveis
combmagoes (K[} ccmn 0 < k< K2 : < <L Em geral K a G
por exemplo, K = L =In N. = geral, K e L sdo fungdes de N,
Podemos reescrever o AIC da segwinte forma

ALC(k,1) =1n5?, + 2*(7“1_\;:& | (6.2

pois os valores de &k e ! que minimiz ilti a0 sé
D imiam (6.20) q am esta Wltima expressdo sdo os mesmos que
Dependendo‘ dps valores de K e L, muitos modelos t&m que ser ajustados, a fim
de se obter o minimo de AIC. Ver Ozaki (1977) e Mesquita e Morettin (1979) para
exemplos de aplicagio.
Para o caso de modelos AR(p), o critério AIC reduz-se a
e L CNIC(R) = NIngE 2k, k<K 7 (6.22)
t ihjbatg §976) d;monstra que o critério MAICE fornece estimativas inconsisten-
es da verdadeira ordemm do processc AR. Hannan (1980) generaliz
Shibata para o processo ARMA (p, q). ( ) peneralizon o resltado de
. ].Sm.stem vérias_ ?onegées para melhorar o comportamento do AIC, no sentido de
dumnun'-a probab'lhda.de de selecionar uma ordem maior do que a verdadeira.
Hurvich e Tsai (1989) propdem uma corre¢ao para o AIC dada por

AIC,(k) = AIC(k) + 2E Dk +2)

N_ktz ’ FSK

3 utilizando/ simulag?)?, mostram que esta corregdo é 1til quando N é pequeno ou
quando.K ¢ uma fraco “moderadamente grande” de N.
Akaike (1979) apresenta uma extensio de (6.22) dada por

AICQ(}C) = Nln&,": + aK (6.23)

el que « é uma constante.

babi'c?g (1977) apmta uma discussao mostrando que, assintoticamente, a pro-
. ade de selecionar a ordem correta. quando se minimiza AIC,(k), aumenta

fiando o cresce. Além disso, Hannan {1380) mostra que o critério AIC,(k) com

@=a(N) é fortemente consistente para gmalquer a(N) > 2Inln N.

1
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... ©) Critério de Hannan e Quinn

B) Critério de Informagéo Bayesiano

Akaike (1977), Rissanen (1978) e Schwarz (1978) sugerem minimizar o Critério
de Informagio Bayesiano, dado por

BIC = ~2In(ML) + (nimero de parametros)In N.

No caso de um processo ARMA, essa quantidade é dada por _

BIC(k,!) =lndop, + (E+1 %\]f\r— (6.24)
em que 6}, é a estimativa de mdxima verossimilhanga da varidncia residual do -
modelo ARMA (k,1). '

Hannan (1980, 1982) mostra que, sob determinadas condigdes, as estimativas p -
e g que minimizam a expressdo (6.24) sao fortemente consistentes.

Pétscher (1990) considera o comportamento do BIC quando um limite superi-
or (K,I) para as ordens do modelo ARMA nao sao especificados. Ele mostra que
se ajustarmos somente modelos ARMA(r,r), r=0,1,2,..., utilizando méxima ve-
rossimilhanca, entdo o valor de r que minimiza o BIC é um estimador fortemente
consistente de ro = max(p,q). Para mais detalhes, ver Choi (1992).

Hannan e Quinn (1979) sugerem minimizar a quantidade
Inln N
N

De acordo com Hannan (1980, 1982) este critério também fornece estimativas, das
ordens do modelo, que sdo fortemente consistentes.
Para o caso de modelos AR(p), o critério HQC reduz-se a

Inln NV
N bl
Os demais critérios, apresentados a seguir, supdem que a série temporal seja
gerada por wm processo auto-regressivo.

HQC(k, 1) = In &%, + 2(k + L)e c>1. (6.25) -

c>1.

HQC(k) = In &7 + 2ck

D) Critério FPE (Final Predictor Error)

Sob a suposi¢do de que a série é representada por um modelo AR(p), Akaike
(1969) sugere minimizar a quantidade

(1 + 2%—) o se p for conhecido,
FPE(k) = 9% 1\ . (6.26)
(1 + % &% se p for desconhecido, E

6.4. FORMAS ALTERNATIVAS DE IDENTIFICACAO

em que 5",:,,: = — u;‘-’:l Cz)jCj ek < K.
Podeus.e demmonstrar que o FPE é um estimador assintoticamente nic vicia-
do e consistente para o erro quadrédtico médio da previsdo a um passo de Zy.;.
Demonstra-se também que, quando usado para o ajuste de um modelo AR o‘pfr;—
cedimento MAICE ¢é assintoticamente equivalente ao procedimento de mini;m'zar o

FPE, pois
InFPE(k) = AIC(k) + o(N71). (8.

[}

)
Assim. ° cr:&r ¥ minimo FPE também fornece estimativas inconsistentes da
verdadeira orcem do processo AR.

Neste caso de modelos AR, o algoritmo de Durbin-Levinson pode ser utilizado,
juntamente com o FPE ou AIC, tornando o problema computacional mais eficaz.

Novamente, para contornar o problema da inconsisténcia, o FPE modificado é
dado por

aN\ |
FPEa(k) - <1 + W’) 0'%. (628)

Choi ( 1.992, Theorem 3.4, p.53) mostra que se o for suficientemente grande entdo
a probabilidade da verdadeira ordem ser selecionada se aproxima arbitrariamente
de 1. Pz.a,ra a fixo (> 1), a probabilidade de selecionar uma ordem maior do que a
verdadeira decresce exponencialmente com o aumento de k.

-E)-Critério CAT ( Critérion -Auteregressive Transfer Punction)—"" =7 7

Este procedimento também é conhecido como método de Parzen, que utiliza um
procedimento com uma filosofia diferente dos anteriores. Assume-se que o verdadeiro
modelo é um AR(co),

w(B)Z: = ax

e estima-se a func¢do de transferéncia m(Z). Assim, a ordem selecionada $ é inter-
pretada como uma aproximagcédo finita étima para o processo AR(c0).

Pa.Ara. selecionar uma funcio de transferéncia Gtima deve-se escolher o valor de &
que minimize a quantidade

CAT(k) =

em que 6']2- ¢é a variancia residual para o modelo ajustado de ordezﬁ j-
Tong (1979) propos utilizar a seguinte modificacio

' 11
CAT.(h) = 5> = -

j=0 7

Qi
atof T

M 4
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em que 52 = %—-&?,j:(),l,...
Parzen (1979, 1979b)) e Parzen e Pagano (1979) apresentam alguns exemplos

da utilizacio do CAT.
Tong (1979) féz algumas experiéncias com o CAT e o AIC que forneceram og

mesmos resultados, principalmente quando o processo é um AR.
Para mais detalhes, ver Choi (1992).

Exemplo 6.6. Vamos identificar um modelo ARMA para a série de retorng
disrios da Petrobras, Série Ag (b). As fac e facp amostrais da Serie mostram qu
esta é autocorrelacionada e que um modelo auto-regressivo é apropriado.

Na Tabela 6.10 temos os valores de AIC, BIC e do logaritmo da verossimilhang
para cada modelo estimado. Vemos que a ordem p = 9 deve ser escolhida, usand
qualquer um dos trés critérios. :

Tabela 6.10: Valores de AIC, BIC e log-verossimilhanga para o exemplo
6.6. (*) indica melhor modelo.

Modelo AIC BIC log-verossimilhanca
AR(1) | -3,90508  -3,89798 2924,95
AR(2) | -3,90486  -389421 2923,84

_ . AR(3) | -3,90652  -3,89231 202412

CTUUTTTUAR(4) | -3,90953 0 -3,89176 DBl T T

AR(5) | -3,91042  -3,88909 2925,13
AR(6) | -3,01808  -3,89408 12930,56
AR(7) | -3,91793  -3,88945 2928,81
AR(8) | -3,92376  -3,89170 2932,20
AR(9) | -3,93185* -3,89978 * 2936,26 *
AR(10) | -3,93076  -3,89510 2934,43

6.4.2 Qutros métodos

Existem muitos métodos utilizados para determinar as ordens de um modelo
ARMA(p, q). Choi (1992) apresenta uma descrigdo completa desses procedimentos.

Vamos nos contentar em mencionar alguns dos mais utilizados.
(a) Procedimento de Anderson para AR(p)

Anderson (1963) desenvolveu um procedimento de decisdo miiltipla que consiste
em testar seqiiencialmente os coeficientes do modelo onde é estabelecido a priori que
a verdadeira ordem p* do modelo satisfaz m < p* < M. Os testes sdo baseados na
estatistica t de Student. Para detalhes ver Anderson (1971, cap. 5) e Mentz et al.
(1980).
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(b) Procedimento de Gray, Kelley e McIntire

Gray, Kelley e MacIntire (1978) apresentam um procedimento de identificagao
de modelos ARMA, através de inspegio de matrizes apropriadas, calculadas em
funcdo das autocorrelagdes. Uma rotina de computador que calcula essas matrizes
(chamadas “R e S arrays”) é apresentada no artigo acima. Ver também Woodward
e Gray (1978) para uma aplicacio & série de manchas solares.

(c) Procedimento de Nerlove, Grether e Carvalho

Nerlove, Grether e Carvalho (1979) oferecem um procedimento alternativo para
identificar modelos ARIMA a partir das autocorrelagdes somente. Tenta-se separar
as partes AR e MA do processo, transformando a série original Z; de tal modo que
ela possa ser aproximada por um processo MA puro.

(d) Funcao de autocorrelagio inversa

A fungio de autocorrelagdo inversa (faci) foi introduzida por Cleveland (1972b)
como um auxiliar a mais na tarefa de identificar e estimar modelos para séries
temporais.

A faci, segundo Cleveland, é definida em termos do reciproco do espectro da
_série. Um.
(1979y.777 T

(e) Funcao de autocorrelagio estendida

T§ay e Tiao (1984) sugerem o uso da fungdo de autocorrelagio estendida (face)
para identificar modelos ARMA, dada a dificuldade de anélise das fac e facp. A face

amostral para um modelo ARMA pode ser obtida usando-se o programa SCA. Veja.
o Apéndice C para detalhes e exemplos. '

Exemplo 6.6. Considere a série A, - Manchas, com N = 176 bbservagées. Vamos
ajustar aos dados um modelo AR(p). Fazendo p = 1,2,...,10 e calculando-se o
critério FPE(p) para cada caso, obtemos que a ordem p que o minimiza é p = 8.
Portanto, ajustamos & série um modelo AR(8).

Exemplo 6.7. Ara (1982) compara os critérios FPE com AIC e CAT para dois
processos simulados, um AR(2) e outro AR(5). As Tabelas 6.11 e 6.12 mostram as
oydem estimadas para cada método.

Tabela 6.11: Valores de FPE, AIC e CAT para um modelo AR(2) simulado.

N | FPE | AIC | CAT

300 2 1
50 1 2 2

atamento mais intuitivo, no dominio do tempo, ¢ dado por Chatfield . ..
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Tabela 6.12: Valores de AIC, FPE e CAT para um modelo AR(5) simulado.

N | FPE | AIC | CAT
300 10 5
50 4 4

N W

Vemos que, no caso do AR(2), apenas o AIC indicou em ambos os casos a ordem

correta, ao passo que, para o AR(5), o AIC nio forneceu bons resultados. O autor -
utilizou, ainda, o critério FPE para determinar a ordem de modelos AR(1), AR(2) -

e AR(5) previamente gerados, com N = 50 e N = 300 pontos. Simulando-se cada
série 100 vezes, foram obtidos os resultados das Tabelas 6.13, 6.14 e 6.15.

Tabels 6.13: Valores de FPE para.um modelo AR(1) simulado.

N |Méodo| 1 2 3 4 5 6 7 8 9§ 10
300 FPE |50 20 10 - 10 - - 10 - -
50, FPE {9 w0 - - - - - - - -~

Tabela 6.14:

Valores de FPE p@ra um modelo AR(2) simulado.

N [ Método | 1 2 3 4 5 6 7 8 9 10
300 FPE | . 40 20 10 20 - - 10 - -
50| FPE |70 20 10 - - - - - - -

Tabela 6.15: Valores de FPE para um modelo AR(5) simulada.

N | Método{1 2 3 4 5 6 7 8 9 10
30| FPE |- 10 40 30 20 - - - - -
50| FPE |- 8 10 10 - - - - - "-

Observe que o critério FPE tende a subestimar a ordem do processo (eépecial—
mente os casos AR(2), AR(5), com N = 50).

6.5 Estimativas preliminares

Neste estégio de identificacdo também obteremos estimativas preliminares dos
parametros do modelo identificado a serem usadas como valores imiciais, para o
procedimento iterativo de estimagio de méxima verossimilhanga dos pardmetros.

Estas estimativas preliminares s&o obtidas através das autocorrelages amostrais

da série W; = A?Z,.

et TG o
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(1) Para processos AR(p), resolvemos as equacdes de Yule-Walker (5.24) cozm p-
substituido por r;. o

Uma estimativa de o2 é obtida de

5
oja = H/O(l - ¢1p1 — ,ppp),
substituindo-se g por cg, os ¢; por suas estimativas é_,— € 08 p; pOT suas esti-

mativas r;.

(2) Para processos MA(g), utilizamos (5.49), que fornece g equacses em ¢ Twoe-
mqta:s, 91', -+, 84, substituindo-se py, ... 1Pq POr r1,...,74. Uma estimativa de
o, é obtida de

Yo =2(L+63+---+62),

substituindo-se o por cg e 0s §; por suas estimativas.

(3) Para os processos ARMA(p, q), obtemos estimativas iniciais para ¢1,...,¢
resolvendo i

P =1pj—1+ -+ bppj—p, j=q+1,...,q+p,

substituindo-se p por r;. Depois, a partir das relagdes (5.55) entre as autoco-
varincias yi,...,% $1,-..,6p € 01, ..., 84, obtemos 91,...,éq e &2,

-Na Tabela-6.2 temos-estimativas iniciais para os parimetros-dos modelss mais- =~

utilizados na prética. Veja também o Problema 4.
(4) Se py # 0, escrevemos o modelo na forma
H(BYW; = 0y + 8(B)ay,
onde f,, = T:qT@-'-—Tp' Portanto, uma estimativa inicial .de By é obtida desta
relagdo, com g, substituida por W e os ¢; pelas estimativas <;3j.

Exemplo 6.2. (continuagio) Para o modelo identificado (6.12) temos que as esti-
mativas iniciais dos pardmetros sio

¢=r1=0,81, 62 =co(1 — ¢r1) = 6,0579(1 — (0, 81)2) = 2, 0833.
Neste exemplo, os dados referem-se 4 série gerada no Exemplo 5.4, isto é, Z; =

D,8Zt._1 +ag, ag ~ j\f(O, 1).

Exemplo 6.3. (continuacdo) Para o modelo identificado para In(ICV), equagao
’(TS.IJ;4), temos que W; = (1 — B)Y; segue um modelo AR(1) com . Assim. da
abela 6.5, |

¢1 = =049,
fo W(l - 1) =0,02116(1 — 0,49) = 0, 0108.

~2

&2 = co(l— 1) = 0,00014(1 — (0,49)%) = 0, 00011.

I

!
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Exemplo 6.4. (continuacio) Para a série de Umidade foi sugerido o modelo preli-
minar AR(1), com g, equagao (6.15):

1 = 71 =0,53 (veja Tabela 6.7),

o = Z(1- &) =81,2444(1 — 0,53) = 38,1849,
52 = co(l — ¢yr) =63, 73751 — (0,53)%) = 45,8336;
Exemplo 6.5. (continuacao) Para a série = T foi sugeﬁdo o modelo preliminar
ARMA(3,0), equagdo (6.17:
ro= é1+¢ar1 + o372,
ro= iri+ ey + Gari,
T3 = &ire+ ar1 + s,
b = ?(1—(231”52—&3)7“
52 = co(l—duri — para — hara),

ou seja, utilizando a Tabela 6.9,

0,60 = @ + 0,60 +0,268s,

0,26 = 0,604 + 2+ 0,60¢s,

0,19 = 0,264 +0,60¢2+ds, SO
TUTEr L, 1864(1= 0,606 — 0,266 — 0, 193)

a

efy = 1,2268(1— 1 — p2 — B3).

Resolvendo as equagdes, temos

R 2 22 _ .
g = 0,4734, ¢, =0,7196, ¢ = —0,2711, ¢35 = 0,1656 e G, = 0,0950;

6.6 Problemas
1. Prove que, se p; = @Yl |¢| < 1, entdo

1L [A+a)(1—¢%)

2j¢™ ] ;
em particular, Var(ri) = %(1 — ¢%).

1 [1+¢?

2. Prove que Var(r;) dada no Problema 1 converge para [T?F} quando 7 — -

+0c0, se |¢| < 1.

)
=
14

S

3. Prove que, para um processo AR(1), Var}

4. Mostre como sdo obtidas estimativas preliminares para os parimetros de um

_processo AR(1), MA(1), AR{2), MA{2) e ARMA(L,1):
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5. Suponha que um programa de identificacdo forneceu os seguintes resultados:

j 1 2 3 4 5 6
r; |-0,82 0,41 -0,12 0,08 -0,09 0,05
¢ | -082 -043 0,05 025 020 0,12

N =100, Z = —0,08, S% = 2, 40. Identifique um modelo para Z; e obtenha
as estimativas preliminares dos parametros.

6. Considere o modelo (1 — ¢B)Z, = (1 —6B)a;. Mostre que:

(a) Zy=(1+¢B)(1 - 8B)as, se ¢ pequeno;
®) Ze={1+ (¢ — 0)B}a, se ¢ e § sdo pequenos.

7. Sob que condigdes um modelo ARMA(2,1), da forma (1—¢1B — $2B%) 7, =

(1—-6B)at, pode ser reduzido a um modelo AR(1), por motivos de parciménia?

8. Suponha que a fac de uma série com N = 100 observagdes seja dada por

10.

il 2 3 4 5 6 7 8 9 10

e _73{0,61 0,37 0,05 0,06 0,21.-0,11-0,08 0,05 0,12-50,01+ 7 v —meewa

Sugira um modelo ARMA que seja apropriado e obtenha estimativas preli-
minares para os pardmetros do modelo identificado.

- Suponha que 100 observaces de uma série temporal fornegam as seguintes
estimativas: ¢y = 250, r{ = 0,8, 2 = 0,7, r3 = 0,5. Use as estimativas
de Yule-Walker para determinar se a série é adequadamente ajustada por um
modelo AR(1) ou por um modelo AR(2). Para ambos os modelos obtenha
estimativas para os pardmetros, incluindo a varidncia residual.

A tabela seguinte fornece os primeiros 14 valores da fac amostral e facp amos-
tral de uma série de 60 observacdes trimestrais referentes a log(desemprego)
no Reino Unido, no periodo compreendido entre 1955-1969.

jl1 2 3 4 5 6 7 8 9 10 11 12 13 14
710,93 0,80 0,65 0,49 0,32 0,16 0,03 -0,09 -0,16 -0,22 0,35 -0,25 0,21 -0.12
¢35|0,93 -0,41 -0,14 -0,11 -0,07 -0,10 0,05 -0,01 0,12 -0,14 0,03 0,09 0,19 0.20

(a) Identifique um modelo preliminar para a série e obtenha estimativas pre-
liminares para os parametros. '

(b) Dado que Z = 2,56 € ¢y = 0, 01681, obtenha estimativas para 6y e o2 do
modelo ¢(B)Z; = 6y + §(B)as, o2 = Var(ay), identificado em (a).
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6.6. PROBLEMAS

. 11. Para um modelo ARMA(2,1) descreva como obter estimativas preliminares

Amo-correlagOes parciais:
- : - A ciais:
para os parimetros ¢1, o, 0 e o2, baseado nas equagoes de Yule-Walker e nos

valores amostrais cg, 71, T2 e r3. Obter estimativas no caso em que ¢p = 3,0, Zy: 0,77 -0,09 0,04 0,07 -0,20 0,09 0,03 0,05 0,06
= 0,4894; ry = —0,0106 e r3 = —0,2341. : -0,07 0,19 0,31
12. Uma série com 400 observagdes apresentou os seguintes resultados: - W;: -0,04 -0,16 -0,15 0,10 -0,19 -0,10 -0,11 -0,10 0,01

-0,20 -0,14 0,2
j |1 2 3 4 5 6 T 0:20

$i; 108 0,5 007 -002 -0,01 005 004

»

>ugira um ou mais modelos compativeis com estes dados;

~: o . -
Ubtenha estimativas preliminares dos parimetros de um dos modelos

Z =8,0,c0=9,0. sugeridos.

(a) Explique por que podemos ajustar 3 série um modelo AR(2).

15. Identifique um modelo ARIMA para a série de retornos disrios do Banespa,

(b) Obtenha as estimativas ¢1 e ¢2 do modelo AR(2) utilizando as equagbes © Série Ag (c).

de Yule-Walker; obtenha também éstimativas do termo constante 0y e da

Var(az). . ' 16. Idem, para a série Ag (d) D-IBV.
(c) Verifique se 0 modelo ajustado satisfaz as condiges de estacionariedade.
(d) Usando #1 e ¢y como sendo os verdadeiros valores de ¢, e ¢o do pro-
cesso AR(2), determine os valores'de p1, p2 € p3. Descreva, também, o
comportamento geral da fac desse processo.

el 13 (A tabela, a seguir, apresenta a fac e a facp amostrais da série Y; = (1-
- B)X,t=1,..., 369. Especifique um modelo ARMA adequado para Vi, dando £ - S e T AT B S . e
estimativas iniciais dos pardmetros. Explique a escolha do modelo.

T1 2 3 4 5 6 7, 8 9 10
77 [ 0,808 0,654 0,538 0,418 0,208 0,210 0,115 0,031 0,007 -0,010
4,;| 0,808 0,006 -0,023 0,068 -0,080 0,003 -0,083 -0,045 0,091 0,003
;i 12 13 14 15 16 17 18 19 20
v |0,031 -0,069 0,096 -0,111 -0,126 -0,115 -0,116 -0,116 -0,105 -0,083

$541-0,016 -0,091 -0,034 0,001 -0,034 0,051 -0,031 -0,005 0,008 0,001

14. Um programa de identificagao forneceu os seguintes dados:
N = 80, Z = 670, Var(Z;) = co = 0,177 x 10%, Var(W;) = 0,829 x 104, W =5
e Wt = (1 et B)Zt

Auto-correlagoes:
Z,: 0,77 055 041 034 020 0,13 0,10 0,12 0,12
0,11 0,15 024 022 015 0,13 0,14 0,08 -0,02
0,10 -0,10 -0,08 -0,07 -0,10 +0,07 -0,10 -0,11 -0,12
-0,09 -0,14 -0,21 -0,25 -0,22

Wi -0,04 -0,16 -0,14 0,14 -0,15 -0,10 -0,07 0,02 0,04
0,13 -0,08 0,30 0,09 -0,10 -0,06 0,16 0,08 -0,05
0,14 -0,03 0,00 0,07 -0,10 0,12 -0,05 -0,02 -0,09
0,15 0,01 -0,05 -0,13 0,14




CAPIfTULO 7

Estimacao de Modelos ARIMA

7.1 Introducae

Tendo-se identificado um modelo provisério para a série temporal, o passo se-
~ guinte ¢ estimar seus parametros. Em dado momento sers necessério usar um pro-
- cedimento iterativo de estimagio nio-linear de minimos quadrados e as estimativas
¢ preliminares encontradas na fase de identificacio serdo usadas como valores i iniciais
- neste procedimento. Atualmente, os programas computacionais incorporam estes
 valores iniciais, ndo havendo a necessidade de se obter estimativas preliminares.
Consideremos um modelo AR,D/LA(p d,q) e coloquemos seus p+g+1 pardmetros
. novetor £ =g 6,2, onde b = = (p1,. .., bp), 6= (61,..",8,). Aqui; quando d > 0,
. estamos supondo #w = 0. Caso contrario, u é incluido como mais um parimetro a
- ser estimado e teremos p + ¢ + 2 parametros. Seja n = (¢, 9).

i Para estimar £, um dos métodos empregados serd o de méxima verossimilhan-
- ca: dadas as NV observagdes Z1,. .., Zy, consideramos a funcdo de verossimilhanca
- L(£|Z1,. .., Zn) encarada como ﬁman de £&. Os estimadores de méxima verossi-
. milhanga (EIV[V ) de £ serdo os valores que maximizam L ou £ = log L.

Para se determinar os EMV trabalharemos com a suposi¢io que o Processo a
¢ normal, ou seja, para cada t, a; ~ N(0,02). Nestas condigdes, os EMV serdo
aproximadamente estimadores de minimos quadrados (EMQ).

Tomando-se d diferencas para alcancar estacionariedade, ficamos com n = N —d
observagbes Wi,..., W, onde W; = A%Z,. Como o modelo ARMA(p, q) resultante
é estaciondrio e invermvel, podemos escrever

- ¢1Wt-1 —— ¢th~p +bae1+--+ 0q0t—q, (7.1)
onde W, = — Loy

7.2 Método dos momentos

Os estimadores mais simples de £ sdo aqueles ja citados nas estimativas preli-
minares denominados estimadores obtidos utilizando o método dos momentos (MM).
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Tal método consiste em substituir, nas equagBes que relacionam as autocorrelagdes | ‘
(ou autocovaridncias) e os pardmetros do modelo, os momentos tedricos (média,

varidncia e autocorrelagio) pelos correspondentes momentos amostrais e resolver as
equagOes resultantes.
Os estimadores obtidos serdo utilizados, na maioria das vezes, como estimativas

iniciais em procedimentos iterativos de estimacdo ndo-linear, como veremos mais
adiante.

A. Modelo AR(p)

Utilizando (5.24) obtemos

bosere = W(L—drynr — = bpaina),
- 1 N
dum = Ry rp, C (7.2)
&%JM = CO[]. - r;R;lrp],
em que rp, = (71,72,...,7p) € Rp é a matriz formada pelos elementos (r.i_j)f, =1

@13 também, é conhecido na literatura como estimador de Yule-Walker. Veremos
na segdo 7.6, que esse estimador é assintoticamente equivalente ao estimador de
méxima verossimilhanca.

No caso particular em que p-="1, teqrosT. ——=— - - S L

&MM = T,

boet = W(l—oum), (7.3)
.9 2
Gy = co(l—r7).

B. Modelo MA(g)

Os estimadores, utilizando o método dos momentos de 8 sdo obtidos de (5.49),
isto é, resolvendo as equagOes

pe = ZOimut 01, pne O30, 0000 + Oo prna @0 + -+ 4 Og—j e Bq it ’
Jj = 32 2
L0 g+ + 05 v
i=1...,q

52— <o (7.4)
MM = = A :
‘ L+ 02 ypy + 02 v

Para g = 1, temos

_ w2 o , (7.5)

A MM = A2 )
1+ G%JM 1+ G_MM'

7.3. METODO DE MAXIMA VEROSSIMILHANCA 181

com solucdo dada por

l I\
L= (A=4D2 0<in] <05
farng = { —1 y 11 < —=0,5,
1 y 71> 0757
0 , Ty = 0.

C. Modelo ARMA(p. g.

Os estimadores de 8 e ¢, urilizandc o método dos momentos, sdo obtidos em
duas etapas:

(i) obtemos o estimador de ¢ resolvendo a equagdo
T = <,51,_w.!7"j—1 SRR S é‘p.Mﬁ/ITj—p, J=q+1,...,9+p,

(ii) obtemos o estimador de 8 resolvendo a equacio (5.55) utilizando as autocova-
ridncias amostrais e os estimadores de ¢ obtidos no passo anterior.

No caso particular em que p = g = 1, temos

Ty = nMTL,
ry = O Q= omalun)(Syine —Ovar) (74
T T T e s L G S 2l o

Fuller (1996) pondera que esse método de estimacdo nio deve ser utilizado se o
processo analisado estd préximo da n3c estacionariedade (¢(B) = 0 com pelo menos
uma raiz, em médulo, préxima de 1) e/ou préximo da nio invertibilidade (#(B)=0
com pelo menos uma raiz, em médulo, préxima de 1).

7.3 Meétodo de méxima verossimilhanca ‘

Para calcular os a; através de (7.1) é necessério obter valores iniciais para os
Wse para os a’s. Fsta questfio de valores iniciais pode ser resolvida, por meio de
dois procedimentos: um, condicional, em que os valores iniciais desconhecidos sio
substituidos por valores que supomos serem razodveis; outro, incondicional, em que

os valores iniciais s&o estimados utilizando um procedimento denominado “backfo-
recasting”.

7.3.1 Procedimento condicional

Sob a suposigio de normalidade dos a.. zemos que a funcdo densidade conjunta
de ai,...,a, é

By oo
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Para caicalar a1, ..., an  partir de (7.1), suponha que sdo dados p valores W; e
q valores a. que denotaremos por Wy e af, respectivamente. '
A funcso de verossimilhanga, condicional a esta escolha dos W; e az, € obtida de
(7.1) e (7.7} da seguinte forma

L(&lW, W*, a%)

= (27)/%(0a) " exp {— :

202

n
Z(Wt -1 Wig — - —
=1
¢th-p +brag_1+ -+ ant_q)E} .
Tomando-se o logaritmo de L, obtemos (a menos de wma constante)
S(n[W, W* a*
L(¢|W, W, a*) x —nlog o, ~ “@_I“QUT‘E“)"
onde .
S(n|W,W*,a*) = Z gf(n[W, W™, a*),

t=1

ra denotar £ e S condicionais a W = (W7,... ,Wn)EIW*

“(af, 75 a%); podenios escréver (7:8) € (7.9)
Z*(é) = —n log Tgq — 'E;g“, ' (710) %
S.(m) = Y ai(n|W,W*,a). (7T.11)
=1 :

Segue—se que maximizar £,(£) é equivalente a minimizar S,(7) e estimadores de

MYV serdo estimadores de MQ e o estudo de £,(£) é equivalente ao de Si(n).
A escolha dos valores W* e a* pode ser feita de duas maneiras:

(i) um procedimento é colocar os elementos destes vetores iguais as suas espe- =
rancas, E(a;) = 0, o mesmo ocorrendo com os elementos de W*; se E(W;) # 0, =

- substitufmos cada elemento de W* por W;

(i) se alguma raiz de ¢(B) = 0 estiver préxima do circulo unitdrio, a aproximagéo :

anterior pode néo ser adequada; um procedimento mais confisvel é usar (7.1)

para calcular api1, apia, . . ., colocando os valores anteriores de a; iguais a zero.
Assim procedendo, terfamos

4y = I/‘Vzﬂ.l - ¢1Wp — - ¢pW1 - 91ap + o+ eqap-—q-}-b

ete, de modo que estarfamos usando valores efetivamente observados de Wy. -
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Pode-se verificar que, se ndo h4 termos auto-regressivos no modelo, os dois pro-
cedimentos sdo equivalentes, mas para séries sazonais a aproximacio dada em @)
ndo é satisfatéria. Veja Box, Jenkins e Reinsel (1994).

Vamos nos limitar, aqui, em dar um exemplo para mostrar como o procedimento
funciona.

Exemplo 7.1. Consideremos um processo ARIMA(0, 1,1),
AZt = (1 has 0B)G,t, (712)
e suponha que 6 = 0, 8. Entio, podemos escrever
ar = Wi+ 0,8as1. ) (7.13)
Suponha que utilizemos os dados (hipotéticos) da Tabela 7.1. Como
a; = W1 + 0, 8aq,

iniciamos a; especificando ag = 0 e Z5 = 150. Entao,

a1 = —3+(0,8)x0=—3,
- %2 = Wa+0,8a=-4+(0,8)(-3)

Tabela 7.1: Célculo recursivo de a¢, 8 = 0,8

t| Zy Wy=AZ; a;=W;+0,8a1
0] 150 0

1| 147 -3 -3,0
2| 143 -4 -6,4
3| 148 5 -0,12
4153 5 49
5| 149 -4 -0,08
6 | 155 6 5,9
71162 7 11,7
8 | 170 8 174
9| 172 2 159

Segue-se que a SQ condicional (7.11) fica

9
5.(0,8) =" a?(0,8lag = 0) = 801,26.

t=1

Calculando-se S« (f) para diversos valores de 6 no intervalo (—1,1), j& que —1 <
8 < 1, obtemos um grifico para S,(f). Voltaremos a falar nisso mais adiante.
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7.3.2 Procedimento nao-condicional

Pode ser demonstrado (veja Box, Jenkins e Reinsel, 1994, Cap.7) que o logaritmo :

da funcio de verossimilhanca nio-condicional é dado por

(&) = —nlog o, — ify’”
em que R i
S(n)=5(¢,0)= Y [a(n, W) (7.15)
t=—0a
é a soma de quadrados néo-condicional, com !
lae(m, W) = Eacln, W). (716) -

Segue-se que os EMQ, obtidos minimizando-se (7.15), serfo boas aproximacdes
para os EMV. Para calcular a SQ (7.15) para um dado n, devemos calcular as espe-
rangas condicionais (7.16) através de (7.1). -Para inicializar o processo serd necessério
usar o procedimento chamado “backforecasting” (“previsdo para o passado”) para
calcular [W_j] e [a—;], 7 =0,1,2,..., ou seja, gerando (prevendo) valores antes do
inicio da série. '

Suponha um modelo ARIMA usual

i GUBYW = 0(B)ag. - T - S (A i

Entdo, pode-se demonstrar, usando a fungio geradora de autocovaridncias, que

a estrutura probabilistica de W1,..., W, é igualmente explicada pelo modelo (7.17)
ou pelo modelo

$(F)W; = 6(F)es, (7.18)

onde F' é o operador transigio para o futuro e e; é um ruido branco com a mesma
varidncia que az; (7.18) é chamada forma “backward” do processo e fornece uma

representacdo estaciondria e invertivel na qual W; é expressa somente em termos de-

valores futuros de W; e de e;.

Desta maneira, o valor W_; tem a mesma relag8o probabilistica com Wy, ..., W,
que Wyij1 tem com W, W,_y, ..., Wy, ou seja, fazer previsio antes que a série se
inicie é equivalente a prever a série reversa.

Vamos ilustrar o procedimento com um exemplo.

Exemplo 7.2. Considere o mesmo modelo do Exemplo 7.1 e as mesmas observagdes
da Tabela 7.1. A forma “backward” do modelo é

I’Vt = (1 e GF)et, (719)

de modo que, por (7.16), temos que calcular
la] = [Wy] +0las—1], (7.20)
lee] = [Wi] +Olect]- (7.21)

(7.14)
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A relagio (7.21) vai gerar as previsGes “para trds” e (7.20) ird gerar os [a],
levando-se em conta os seguintes fatos:

(i) W] =W, t=1,...,n, e é previsto “para tris” se t < 0;
(i) os valores [eg], [e—1], ... s&o nulos, pois ep,e_1, ... sdo independentes de W

(iii) os valores [a—1], [a—3], ... serdo nulos, pois num modelo MA(q), a—g,a—g—1, ...
s8o independentes de W (mas, em geral, [ag], [a—1], -

ERE} [a—q+,1] Serao nao
nulos e obtidos prevendo-se “para tras”).

Na Tabela 7.2 temos ilustrado o célculo dos [a;], para § = 0, 8.

Tabela 7.2: Célculo recursivo de [a:], § = 0,8

P Z (o] (Wi [
-11153 0 0 0
601150 -3,0 -30 O
1]147 -54 -30 38
21143 -83 -40 85
3148 -16 50 156
41153 3,7 50 132

e 2 T e T 5 149 —lv,D —4,0», ]012 e T
6155 52 60 178
71162 112 7,0 147
8170 17,0 80 9,6
91172 156 2,0 20

Temos que
[eg] = [We] + 0, 8[exo].

Vamos iniciar o processo colocando [e10] = 0; segue-se que -
les] =2+ (0,8)(0) = 2.
Do mesmo modo calculamos [eg], ..., [e1]. Depois, teremos

leo] = [Wo] + (0, 8)[e1],
donde
0 = [Wo] + (0, 8)(83,8) = [Wp] = —3,0.

Depois, (W_;] =0,7=1,2,...
Agora, usamos (7.20) para obter os [a;]. Assim,

lao] = [Wo]+6lai] = [Wo] +0=-3,0,

[a1] = [W]+(0,8)(=3,0) =5,4 etc.
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7.3.

da f

em

s . H o

B Varia’no intervale (-1,1), Podemos obter )
intervalo e tep uma, j

—-0,5¢ +0,5, pa

uma, aproximacio do EMV de g

Também,

(Z]) =2, - W = 133,

Segue-se que a 5Q néo~condicional é

9
5(0,8) = D a)? = 809, 14,
=0

Veja Box, Jenking € Reinge] (1994), ‘Para detalhes.

Grifico da Soma de quadrados

Vimos no Exem

déia da forms, de 5,(8).

Mostra os valores de S:(8) e 5(8) para divers

Ta os dados dag Tabelas 7.1 e
Os grificos de S
0]

«(6) e S(8) estao ilustradog
minimo de 3, (8) ocorre ao redor de § —

A Tabela 7.3

03 valores de 6, entre
.2, r%pectivamente.

na Figura 7.7
—0,4de0d éncontrado serg o EMQe |

Tabela 7.3.

Valores de Si(8) e S(o

(6) para o modelo (0, 1, 1), para
9= (-0,5)(0,1)(0, 5)®, dados das

Tabelag 71le79
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. fungdes de verossimi
logaritmo de ) é bastante
- .14) fornecem o ARMA(p,q
As expressdes (7.8) :x(a,’?ta cza verossimilhanca do H;Odéeizias adicionais sdo Ansley
apromadas.fé éomifolvida por Newbold (1974). Refer
complicada e foi dese
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(1979), Nicholls e Hall (1979), Ljung e Box (1979) e Box, Jenkins e Reinsel (1994),

dentre outros.
Apresentamos aqui o desenvolvimento da funcio de verossimilhanca exata para
um processo AR(1). Considere a série estaciondria W, gerada pelo modelo

W= ¢Wi1 +as, [0l <1, (7.22)

em que Wi = Wi — e as ~ N(0, a'i) independentes.
Podemos escrever (7.22) na forma

Wt = Z ¢>7at~j (7.23)
=0
de onde segue que W; ~ N(0,02(1 — ¢%)7%). De (7.22) e (7.23) temos que

[ee]
W= Y Fal=u,
3=0 _
Wt = (lﬂ/i/t_]_ +ay, t=2,...,1, (724)

em que (vi,a9,. . .,a) ~ N(0,Z) e T = diag((1 — )02, o2, ..., o2).

- Segue-de{7.24) que a‘funcio de-densidade conjunta de (v, 82.:.:,0n) € -
_[a-e [ owia-e] [0
fl e, 580) = [ 2mo? P~ 202 | 2702
1 "
.eXp "—'7)—5 Z(Wt _— ¢Wt_1)2}
0 [y

e, conseqiientemente, o logaritmo da funcio de verossimilhanca exata de

(Wl, Wg, o, W) é
LW, €) = ~—g]n27r+%ln(1~¢2) *g—lnai—- %(%), (7.25)
em que
S(n) = (Wr — u)*(L = ) + D _[(We = p) = 6(Wes = 2. (7.26)

=2
Para obtermos os estimadores de “méxima verossimilhanga exata” derivamos 2
expressdo (7.25) com respeito a u, ¢ e o2 e igualamos a zero, obtendo as equagoes

n—1

o= R+n-2)0—du)H Wi+~ ) ZWt + Wy,
t=2

(W —a)?—(1- Sv) ot buy
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n

+ ;[(Wt — 1) = v Wiy — @))(Wimy — 2) = 0, (7.27)

&2 = nt {(Wl = 21 = B3gv) + D (Wi — 3) — bary (Wi — ﬂ)]z} :

=2

A_ude.rso? .(1971) e Hasza (1980) mostram que, para p conhecido, q7)MV‘ é a raiz
estaciondria da equagdo cibica ¢° + ¢16% + ¢y + c3 = 0, onde

n—1 -1 n
a = ~(=-2mn-17" ZWE} S WaWee,
= t=2
n—1 it
@ = omv e [Bw] S,
t=2 t=1
g = —(n—2)"tne.

Gonzalez-Farias (1992) mostra que i 5 § 5
, para 4 desconhecido é uma d

de um polinémio de ordem 5. v ? das solugoes
. Brc?ckwe]l e Davis (1991) e Box, Jenkins e Reinsel (1994) expressam a verossi-
.milhanca-exata .d'e;um processo ARMA(p, q), estaciondrio & inveztivel; em’termos -
dqs erros de previsdo a um passo, Wj — W; com W; = E(W;/Wi-1,...,W1), deno-
minados inovagGes. ’ ’
A verossimilhanga normal do vetor de observagdes W = (W7,

> veros W), bas
nas inovagoes, é dada por »), baseada

k3
L(&) = (2mo3) ™ (rg -+ rn1) W2 exp —,)(172 S (Wi~ W)2/rioa (7.28)
e g .

© em que

i .
Wirr = Y 605(Wirij — Wisi—y), 1 < < m = max(p, q),
j=1
~ q
Wivi, = Wit + GpWip1p+ Z Qij(m+1—j - m+1—j); 1 >m,
j=1 :

E(T’Vi_;_l - T/Vi+1)2 = 057‘,;, 7= 0, e, — 1.

O's coeﬁcifantes 8;; e os errosduadréticos médios r; sdo obtidos utilizando o
dgoritmo de inovagdes (Brockwell e Davis, p. 165, 1987).
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7.4 Estimacgao nao-linear 7.5 Varidncias dos estimadores

Vimos que os estimadores de méaxima verossimilhanca podem ser aproximadi
por estimadores de minimos quadrados, que minimizam

Para se ter uma idéia da precisdo dos estimadores encontrados, devemos construir
intervalos de conflanga para os pardmetros. Seja n = (¢, 8), de ordem k x 1, onde
k = p+q. Para n grande, os EMV tém uma distribui¢do assintética normal, de
modo que podemos escrever

n

Stm) = > la?
=400

= S fa? e e,

t=0

) 2 Ni(n, V), (7.31)

a2s(g) A 1(/)

ong OM1.0mk

em que e, = (W*,a*) é o vetor dos (p + g) valores iniciais e Qo2 = Cov \26*) V =202 : : . (7.32)
i Na prética S(n) pode ser aproxmla,da pela soma finita 3 1, olae]® usando psm s
o proce dimento “backforecastmg _ a‘ﬂﬂ'nk LT ——g—ank

9
Para o processo auto-regressivo, [a¢] = ¢(B)[We] e 3(¢] ~[Wi—s] + ¢’(B)—-

Pode-se também provar que o EMV de o2 é

Para u > 0, W] = W, e 7554 = 0, enquanto que para u < 0, (W] e 3, séo
. ambas funcdes de ¢. Assim, exceto para o efelto dos “valores iniciais”, [a;] € uma
; funcao linear de ¢.

" Para o processo de médias méveis, [at] = 9~H(B)[Wy] e 3{93 = §72(B)[Wi-;] +
] l(B ‘[LV*— de forma. que [a; [ ] é uma,_ f\mga.o nao-lin Qe i)

_sth)

[

SN

(7.33)

e que, para n grande, 62 e ) sdo nio-correlacionados. Substltumdo o2 em (7. 32)

por-2-e-caleulando as derivadas _@TS(_% “TiTHericanmente, obtemos estimativas das

_ varidncias dos estimadores e estimativas das covarifncias entre os estimadores. A

partir das estimativas das varidncias podemos obter intervalos de confianca para os
pardmetros n;, 1 =1,..., k.

o) obJetlvo ¢ mifiinizar

| | Smy= Y laeW,ml? Z lodf*
. : =1-Q S Para os modelos mais comuns a Tabela 7.4 mostra as varidncias aproximadas

Utilizando a expansdo de Taylor de [a] em torno de um valor inicial lat o], temq dos estimadores.

Tabela 7.4: Variancias aproximadas para os estlmadores dos pardmetros

[as] = [ato] Z(m 7,0)%t4, t=1— Q,. (7.29 dos modelos usuais

g=1
___l Modelo Variancia,
ue [a [ad| W, 0], Zts = — B In=n, € =P+ ¢ ] T
. ge X[ gol matriz, de ordem (n + Q) X k " formada pelos elementos {z;}, ent AR(1) Var(¢) = B .
as n + Q equacdes dadas por (7.29) podem ser expressas na forma AR(2) _ Var(dA;l) _ Var(qu) - 1 _;L p
2
[a0] = X (n —m0) + [al], (7300 MA(1) Var(f) ~ 122

em que e sio vetores coluna de ordem n + Q. MA(2 Var él = Var(fy) ~
% vaElog de[ }(n o) que minimiza S(n) = [al'la] pode entdo ser obtido pOI),“ ' (2) ‘ (A . (¢2§ . ¢9>2

minimos quadrados utilizando a regressdo (7.30). O resultado da minimiacao sera;”’ ARMA(L,1) | Var(@) ~ _ Lo

a nova estimativa inicial e o procedimento é repetido até convergir. A convergéncld: § - 2o

serd. répida se colocarmos como valores iniciais as estimativas de Yris-Walker. Var(f) ~ T
Para mais detalhes, ver Box, Jenkins e Reinsel {1994).

i . i

_92
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7.6 Aplicacces

Para a estimacio (e também verificagao) do modelo identificado, serdo utilizados
os programas S-PLUS, MINITAB, SCA e Eviews. Estes programas fornecem entre.
outras saidas, as seguintes:

(a) residuo a;:

(b) varidncia r=sdual estzmada >

(c) desvios padroes dos estimadores;

(d) estatistica ¢ e nivel descritivo \P) para testar H : 7; = 0;
(e) matriz de correlagdo das estimativas dps parametros;

(f) autocorrelagdes e autocorrelagdes parciais dos residuos;

(g) valores da estatistica @ (Box-Pierce) e nivel descritivo, para testar a aleatori-

edade dos residuos.

Exemplo 7.3. A estimagdo dos parémetrds das séries simuladas do Exemplo 6.1,

utilizando o programa MINITAB, resulta:

=(a) Modelo AR(L)e: £ I T T em e

¢ = 0,8286,
&(¢) = 0,0812.
P =0,0000.

(b

Nl

Modelo MA(1)
§ = 0,8241,
&() = 0,0804,
P = 0, 0000.

(c) Modelo ARMA(L,1)
0,9185, &(¢) =0,0714e P = 0,000,

¢ = (¢
§=0,3911, &(6)=0,1626 e P = 0,020.

Exemplo 7.4. Retornemos & série Ajg - ICV, para a qual identificamos o modelo

prehm_mar (6.14), ARIMA(1,1,0) com 8, para a série In ICV.

O programa MINITAB forneceu as seguintes estimativas de méxima verossimi- -

]hanf;a condicional i
? =0, 5119, &(Qb)Az 0,0833, P = 0,000,
8y = 0,01036, &(fy) = 0,0009. P =0,000.

Exemplo 7.5. Vamos estimar, ztiizando o MINITAB, os parametros do modelo
preliminar ajustado no Exempic 6.4 3 série de Umidade: AR(1) com 8 (equagdo -

6.15). Obtemos:
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$=0,05321, P =0,000;
fy = 38,0116, P = 0,000.

Exemplo 7.6. Voltemos ao Exemplo 6.5, em que identificamos preliminarmente o
.modelo AR(3) com flp, para a série Ag- In (CO) (equagdo 6.17). Obtemos:

¢ =0,7222, a(qﬁl) =0,0523, P = 0,000,

(ég = —0, 2736, q(ng) = 0,0632, P =0,000,

¢3=10,1739, &(?3) =0,0523, P =0,001,

Gy = 0,4619, &(6y) =0,0163, P = 0,000.

Exemplo 7.7. Para a série de retornos didrios da Petrobrés, do Exemplo 6.6, um
modelo AR(9) foi sugerido pelos critérios AIC e BIC. O programa EViews forn,eceu
as segumtes estimativas:
q{)l = 0,09821, & ¢1) = 0,0256, P = 0,0001,
= -0, 05099, o(wg) =0,0255, P = 0,048,
¢9 =0,08017, &(dg) = 0,0254, P = 0,0016.

Veremos que para esta série serd necessario ajustar um modelo da famflia ARCH
A . . ~ ’

para levar em conta a varidncia (condicional) nfo-constante presente.
O procedimento de estimagdo dos modelos preliminares, ajustados a cada uma

 das séries, néo fornece, necessariamente, modelos adequados. Para chegarmos a essa

mfconclusao teremos. que aphcar algu_na testes 208 resuiuos dos modelos ajustados, ...
COmo Veremos na segdo 8.2.° T

7.7 Resultados adicionais

Apresentaremos nesta segdo algumas propriedades dos estimadores apresentados
anteriormente.

1. No caso de um modelo AR(p), os estimadores de Yule—Walker dados por (7.2)
e os estimadores de méxima verossimilhanca (exata e condlclonal) tém as mes-
mas propriedades assintéticas:

Vi(d = 8) > N (0,315,
em que I'p é a matriz de covarifncias [y} ;_,. Além disso,

= P
g, — 0,

SRS
SRS

No caso particular em que o processo é AR(1), temos que
V(= 8) = N(0, (1 - ¢2),

pois 15 = I% Veja Brockwell e Davis (1991) para detalhes.
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2. Shaman e Stine (1988) mostram que:

' (a) Para um processo AR(1), E(bym — ¢) =~ (1 —49).
(b) Sob a hipétese u = 0, W; ~ AR(co) que é aproximado por um AR(p),
2 )
__E(_lﬁl 1 =1

E(&?Z\‘/IM—UZ) = 2
20@ -1
‘_—TT (¢1,¢2)+0(TL )2 p:27

onde
_ (L+ 2 — 267 — 3¢3 — 343 + 207¢)
T A —d)(l+ )1+ de—1)

3. Mentz et al. (1998) mostram que, para 0s Processos AR(1) e AR(2) com
médias desconhecidas, Co .

f(o1, {152)

242
1— 2

2021 —

E(63m —00) = - +o(n™h)

91+ 221 + 212
E(6hm — o2) Q+az)0taz) 5

% (
. n \(22-1)(z2 = 1)(z122 — 1)
o BT T e m—.._:.—:u’i;_‘li@-i)ﬂv._:—

respectivamente, em que z; e z; sd0 as rafzes de 22 — 1z — ¢ = 0. Esse tltimo
resultado também foi obtido por Paulsen e Tjgstheim (1985).

A T SE-SL. )

4. Shaman e Stine (1988) provam que para processos AR(1) e AR(2),

1-3¢ +o(n7h)
n

E(puq—9) =

R 1 B
E(¢pg— @) = (=1 — 2,2 - 4do) 4+ o(n™1),
respectivamente.

5. Mentz et al. (1998) mostram que para um processo AR(1) com média desco- ]

nhecida,
E(630—0)) = —2—({52”- +o(n™h).

Para o caso de um processo AR(p) com um valor de p fixo e arbitrario,

E(&Z — o) = _E_Oj_ +o(n™1), quando =0
Yo — s - , g H

(p‘+nl)ag + O(n-l)

E(63g—02) =—

para o caso da média ser desconhecida.

.7.7. RESULTADOS ADICIONAIS

195

6. Tanaka (1984) € Cordeiro e Klein (1%84) mostram que:
(i) para p desconhecida

20%" 3 .
E@y, -0 =1 ., +o(n™), modelo AR(1),
——2 Lo(n™!), modelo AR(2).
(i) para pu=0:
.-_O'_é N -1
By —o2) = n ; o(n™"), modelo AR(1),
“&na +o(n!), modelo AR(2).

7. Para o caso particular em que o processo é um MA(L) temos os seguintes
resultados:

~ (i) Brockwell e Davis (1991) mostram que

i D 9i(0)
Orre — N (8, T)’
em que o3 (6) = (1+ 6%+ 46* + 65 + 98) /(1 — 62)2.
- Entretanto, os autores-tambérd mostiaii que éM' M & ineficiente-guando -
comparado com outros estimadores, dentre eles o de méxima verossimi-

Ihanga.
(i1) Mentz et al. (1997) mosiram que
AGYYE) ,
__1(1+060-26%—76% 4+ 20* — 465 — 265 + 67 + 6° 4 69)
n (1—82)3"
+o(n™h)
e

E(5hum — 03)

02 (2 - 66 — 26° + 150 + 46° — 405 — 267 + 68)
n (1—62)3

+o(n™1).

(iii) Tanaka (1984) e Cordeiro e Klein {1994) mostram que

= . 1+26
Efymy —0) = Z +o(n™h)
e
2 5 22
EGiy —o5)=— I“‘ — o{n™"), u desconhecido.
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(=" Mentz et al. (1999) mostram que

. a2 (662 + 186%)
E(6%q—02) = —fw‘)‘r

+c+o(nh),
onde ¢ inclui covarincias entre éMQ ec;, 7=0,...
8. Pzrz 7m processo ARMA(1, 1) temos
Tanaka (1984) e Cordeiro e Klein (1994) mostram que
30'3 —2 .
. , ——2 4+ 0(n™*) , u desconhecido,
E(oyy —03) = Ug
'——2‘{"0(”-2) ’ ,Ll.=0
n .
(i) Mentz et al. (2001) mostram que

o2 M8, )

a

T n (L= 62)(¢® - 1)(09 — 1)2

em que M (8, ¢) é um polinémio em ¢ e 6.

E(63m —o3) = +o(n7Y),

s

. Obtenha os valores constantes da Tabela 7.3.

[N

processo AR(1) e de um MA(1), utilizando os resultados da segéo 7.5.

3. Construa os intervalos de confianga com coeficientes de confianca igual a 0,95, '

para os parametros ¢ e 8y do Exemplo 7.4.

4. Suponha que para um modelo ARMA(L, 1), com NN = 152, obtemos é=0,85,
f = —0,6, 62 = 0,086. Obtenha intervalos de confianca para ¢ e 8, com .

coeficiente de confianga 0,95.

5. Considere o processo MA(1): W; = (1 — #B)a; e suponha que as autocova- -
ridncias de W; sejam conhecidas e indicadas por v;(w). Queremos estimar 6 e -

2 .

(a) Mostre que se (6*,02) é uma solugdo, entdo (1%, *202*) também é;
(b} mostre que dos dois modelos, correspondentes as solugdes de (a), um nao
¢ invertivel;

{cy mostre que o modelo ndo-invertivel pode ser escrito na forma
W = (1 ~ 6*F)e;, onde Var(e:) = Var(az).

Obtenha as formas para os intervalos de confianga para os pardmetros de um: E
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/

6. No problema anterior, mostre que

a; = Wi+ 0W +PWy g+ -,
& = Wt + GVVt.;.]_ -+ 92Wt+2+

7. Considere os dez valores de Z; dados na Tabela 7.1. Calcule a soma de qua-
drados incondicional para o processo ARIMA(1,d, 1),

(1-¢B)W; = (1 - 8B)ay,

W: = A%Z;, supondo E(W;)=0e¢=0,50=0,7

Sugestdo: use [e;] para gerar as previsdes de W; para trés e depois [as]. Des-
preze [W_;], para j > 4.

8. Seja Z1, ..., Z7 uma amostra de um processo estacionario AR(): Zy = ¢pZp_q+
Q.

(a) Defina o estimador de MQ condicional ¢ de ¢ e d uma expressado explicita
para ¢.

(b) Mostre que a varidvel aleatéria Up = ('T’l—_l ST, Yf_l) (¢ — #) pode ser

a e b ST . E—
expressa na forma @”ﬂ?;vf—ﬁlﬁ-_zf:??y G e e R e

(c) Utilizando a segunda expressio para Uy em (b), mostre que

9
E(Ur) =0e Var(Ur) = ; 701.

9. Estime os parametros do modelo ajustado & série identificada no Problema
6.15 (retornos dirios do Banespa).

10. Ajuste o modelo preliminar identificado para a série Ag(d) (Problema 6.16).

11. Identifique um modelo preliminar para a Série A,- Temperatura e estime seus
pardmetros.

12. Mesmo problema, para Série Ag- PM;p.




CapriTULO 8

‘Diagnéstico de Modelos ARIMA

8.1 Imtrodugio

Apoés estimar o modelo temos que verificar se ele representa, ou nao, adequada-
mente, os dados. Veremos, também, que qualquer insuficiéncia revelada pode sugerir
um modelo alternativo como sendo adequado.

Uma técnica que pode ser utilizada, se suspeitarmos que um modelo mais ela-
borado (contendo mais pardmetros) é necessério, é o superajustamento. Estimamos
um modelo com parimetros extras e examinamos se estes sio significativos e se sua

* inclusdo diminui significativamente a variancia residual. Este método é 1til quando
sabemos -a prioriceri”que dirécacpode estar ocorrendo a’inadediacac do modelo, ~

A verificagdo pode ser feita analisando os residuos. Suponha que o modelo ajus-
tado seja

¢(B)W; = 0(B)ay,

com

W = Az,
Se este modelo for verdadeiro, entdo os “erros verdadeiros” a; = 6~1(B)é(B)W,;
constituirdo um ruido branco. '
8.2 Testes de adequacao do modelo
Nesta secdo apresentaremos alguns testes de diagnéstico de um modelo ajustado a

uma Serie. Estes testes sGo baseados, em geral, nas autocorrelacoes estimadas dos
residuos.

8.2.1 Teste de autocorrelacio residual

Estimados ¢ e 6. as quantidades

a = 071 (B)$(B)W, (8.1)
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sdo chamadas residuos estimados ou simplesmente residuos. Se o modelo for adequ
do, os &; deverdo estar proximos dos a; e. portanto, deverdo ser aproximadamente.
nao-correlacionados. Se indicarmos por 7 as autocorrelagdes dos residuos d;, ent
deveriamos ter #; ~ 0. Em particular, deveriamos ter, aproximadamente,

i

Fe ~ AD, =), (8.2)

sempre sob a suposicic §ue o modelo ajmswasc 4 apropriado. As autocorrelagdes
sdo calculadas por
n -
N Zt—--x:—-1 At0i—k

Tk = S—«n A‘) (8

Contudo, o desvio padrio de 7, pode ser consideravelmente menor que 1/4/7
especialmente para pequenoé valores de k, como mostrou Durbin (1970). Ele provoy
que para um AR(1), Var[fg] =~ ¢*/n, que pode ser bem menor que 1/n. Box, Jenkins
¢ Reinsel (1994) provaram que, para um modelo AR(1), tem-se

11—+ D1 - 2],

o},

<
E
=
12
S|=3 e

g
<
A
o
,\:3
—~—
12

{65 — 6" 2(1 - (8.4)

e Daqu temmos que, para & grande o Tiode-
rado, a varidncia de g é, aprommadamente, 1/n e as autocorrelagbes sdo ndo-
correlacionadas. Lembremos que n=N-d.

De qualquer modo, a comparacdo de 7 com 08 limites +2/y/n fornece uma
indicagio geral de possivel quebra de comportamento de rufdo branco em a;, com
a condicio de que seja lembrado que, para pequenos valores de k, estes limites '
subestimardo a significincia de qualquer discrepéncia.

8.2.2 Teste de Box-Pierce

Box e Pierce (1970) sugeriram um teste para as autocorrelagdes dos residuos .
estimados, que, apesar de ndo detectar quebras especificas no comportamento de
ruido branco, pode indicar se esses valores sao muito altos. Uma variagio desse .
teste foi sugerida por Ljung e Box (1978). :

Se o modelo for apropriado, a estatistica

55

~—1

ters aproximadamente uma distribuicic ¥y~ com K — p — ¢ graus de liberdade. A _
distribuicio assintética é obtida sob a hipétese que K = K(n) — oo, quandon — o0, _ }
e condigtes adicionais em Box e Pierce {1870} a saber:

TESTES DE ADEQUACAO DO MODELO 2

-8.2. Gl

- —1/2y . = .
(a) ¢j/ = O(n / ), 7 = K(n), onde os 1; s8o os coeficientes na expansio em
médias méveis de Wy; '

(b) K(n) =0(n'?), n — co.

A hipGtese de ruido branco para os residuos é rejeitada para valores grandes de
Q(K). Em geral basta utilizar as 10 ou 15 primeiras #. Para outra modiﬁcagio da
estatistica de Box-Pierce veja Dufour e Roy (1986).

Recentemente tem havido critica ao uso de Q(K), no sentido que esta é uma
medida de correlagdo e ndo de dependéncia. O teste baseado em (8.5) tem uma forte
tendéncia de deixar passar modelos com estrutura nos residuos. Um exemplo é o caso
de modelos ARCH (veja o Capftulo 14). Aqui, além de modelar a série modela-se
também a chamada varidncia condicional (volatilidade) da série. Veja (14—9)—(1410)
para um caso bem simples. Temos que Var(X:|Xi—1 = z) = ag + @122, contudo
Cov{X:, X¢—r} = 0, para todo k # 0 e o teste fa].hara em detectar esta estrutura.
Veja Tjgstheim (1996) para mais detalhes.

8.2.3 Teste da autocorrelacio cruzada

A verificagio das autocorrelagdes 7, d4 informagcio sobre novos termos de médias
mdveis a serem incluidos no modelo. Por exemplo, se |fg| > 2/+/7, um termo fga:-3

. devera ser incluido no modelo.

-Um outro teste-que pode auxiliar-no: procedimento-de identificacio. é- aguele™

baseado na correlagao cruzada entre valores passados da série e o valor presente do
ruido.

De fato, se o modelo for adequado, entdo ay e Z;_; serao nao-correlacionadas,
para k > 1, logo Cov{as, Zi_x} = vaz(k) = 0, k > 1. Isto sugere investigar a funcio
de correlacio cruzada (fcc)

— Zat(Zt..k - 7)
(ZafT(Z; - Z)21/2

Se para um dado ko, s, tem valor “grande”, isto sugere que o modelo é

madequado. Em particular, se 0 modelo tentativo ¢ um AR(p), um novo termo

auto-regressivo no lag kg deve ser incluido no modelo. Como ndo conhecemos os
verdadeiros a;, consideramos os residuos estimados &; e substitufmos Sk por

A Z?:k.;q at(Zt—lc - —2)

k=1,2,3,... (8.6)

8 = k=1,2,... (8.7
N 1/9? Pl /
[ ?——1 a;’ t—l(Zt ) ] /2
Pode-se demonstrar que, se Z; for estacionério, com fac pi, entdo
E(sk) —
Var(sg) —

COV{Sk, S)C_;_,g} —




202 CAPITULO 8. DIAGNOSTICO DE MODELOS ARIM4

As relacBes (8.8) e (8.9) mostram que 7q,(k) ¢é significativamente diferente d
zero se |sg| > 2//n. Mas (8.8) e (8.9) ndo sdo vilidas quando usamos os residug
estimados a;.

Contudo, Hokstad (1983) mostra que 1/n é um limite superior para Var(3;)
quando Z; ~ AR(p). Portanto, o critério de julgar sy significante quando |3y
2/+/n é razodvel, exceto para k pequeno. Observe que para k pequeno o mesm
problema ocorre para o teste da fac dos residuos.

Assim, podemos utilizar esses resultados para construir um modelo ARMA:

(i) comegando com um AR(p) de baixa ordem, podemos incluir novos termo
auto-regressivos, analisando a fec 3g;

(i) quando s ndo se apresentar mais significante, a fac 7 pode indicar termos d
médias mdéveis a serem incluidos;

(iii) se termos de médias méveis sdo incluidos num estégio anterior de identificagao
a interpretagio de valores grandes para |si| ndo é tao 6bvia.

Exemplo 8.1. Vamos apresentar um exemplo analisado por Hokstad (1983). Con-
sidere a série de manchas solares de Wolfer, com N = 264 observagoes (1705-1968)."

As autocorrelagdes e autocorrelacdes parciais sugerem um modelo AR(2), que est
mado resulta

DB T 305 = 0,70 By F ag, 62 =253 on (8.11)

Os residuos no modelo (8.11) forneceram as autocorrelagoes 7% e 3, calculadas d'e:; .
acordo com (8.3) e (8.7), respectivamente. Essas autocorrelacbes estdo apresentadas :

na Figura 8.1.

05
04
a3

_ 02
¥ o
¢ : .
.mJ 357 9 BIBT N BB

-02
0.3

Figura 8.1: Funcdo de autocorrelagdo estimada de a; e fungdo de correlacdo
cruzada estimada de a; e Z;_g, modelo (8.11).

As autocorrelacdes 7, sugerem que termos de médias mdveis de ordens 9, 10 e
11 podem eventualmente ser incluidos no modelo (8.11). O novo modelo estimado
fica

Z,=13,941,27Z1 — 0,57Zs—5 + as + 0, 23az_g + 0, 22a;_10 + 0, 20a;_11, (8.12)
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com 62 = 224, 8.

Por outro lado, as 8 sugerem que um modelo aato-regressivo de ordem nove
deve ser incluido, resultando

Zy=6,5+1,23Z;1 — 0,54Z; 5 +0,18Z; g +a,, 67 =221,4. (8.13)

As correlagles 7, e 8 resultantes do modelo (8.13). dadas na Figura 8.2, sugerem
que um termo auto-regressivo de ordem 18 deve ser mxcizido em (8.13), obtendo-se

Zy=9,8+1,19Z; 1 —0,53Z; 5~ 0.24Z, s — 0,102_.s +a;, 62 =220,8 (8.14)

que, por sua vez, apresenta correlactes residuais 7¢ e 8¢ adequadas. Como (8.13)

e (8.14) apresentam varifincias residuais muito préximas, o modelo (8.13) deve ser
prefendo Neste exemplo, 3¢ = 0,32 (modelo 8.12) 513 = 0,135 (modelo 8.13) e
2/4/mn = 0,12, de modo que ambas sio significativas.

0,1

s 0

ozl
|
|

13579111315'&5%2123

02

g e

Figura 8.2: Funcio de autocorrelacio estimada de g, e funciio de correlagio
cruzada estimada de a; ¢ Z;_j, modelo (8.13).

8.2.4 Teste do periodograma acumulado

Suponha que az, t = 1,...,n, sejam observacdes de um processo estocdstico; um
estimador do espectro p,(f)do processo é

1 n 2 . 2 n 2 . 2
e
Ia(fi) = -2—7;% ( E a; Cos —*T'I:—'t) + ( E atSGD%t) . (815)
t=1 i=1

0< fi < —%—, chamado periodograma. Este estimador foi um dos primeiros a serem
propostos nos estigios iniciais da Anilise Espectral de séries temporais, com a fina~
lidade de detectar periodicidades nos dados. Um pico na freqiiéncia fi= % indica
uma periodicidade de perfodo 1/f;. Para mais detalhes. veja o Capitulo 16.

Pode-se provar facilmente, usando a defini¢o de espectro (ver Morettin, 1979)
que se a; for ruido branco, entdo seu espectro é constan:= = igual a ')a no intervalo
o, 1], ou seja,

Pa(f):‘?'a'z: 0<f<

(RN
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Segue-se que
f 0, f <0
1
Rf)= [ paladg =} 293h, 0S7<}
0 Ugl _>_ p)

Veja a Figura 8.3; P,(f) é o “espectro acumulado” (ou fungdo de distribuicio es-

ectral). o ,
? Como I(f) é um estimador de pg(f), vem que uma estimativa de Pu(f;) 6

LS L(f)e .
v C(fg) — Zg=l Ia.(f'i) (816

- 2 )
neé

é uma estimativa de Py(f;) /o2, C(f;) é o periodograma acumulado (normalizado).

po P (/o2

IT) -\-'r-

o 1/2 f 0 1 t
Figura 8.3: Espectro e espectro acumulado do ruido branco.

Para um ruido branco, o grafico de C(f;)  f; estaria espalhado ao redor da reta
que passa pelos pontos (0,0) e (0,5;1) (Figura 8.4).

0 12
Figura 8.4: Valores de C(f;) para ruido branco.
Se o0 modelo nao for adequado, haverd desvios sisteméticos desta reta. Podemos

usar um teste do tipo Kolmogorov-Smirnov para avaliar se os desvios observados sao-
compativeis ou ndo como o que esperarfamos se Gy fosse ruido branco.

8.3. USO DOS RESIDUOS PARA MODIFICAR O MODELO 205

Podemos obter limites de confianca ao redor da reta tedrica, tragados a uma
distancia Ko/,/q desta; valores criticos de X, para alguns valores de o sdo dados
na Tabela 8.1 extraida de Box, Jenkins e Reinsel (1994)

Tabela 8.1:  Coeficientes para o calculo de limites de confianga para o
teste do periodograma acumulado -
a 0,01 0,05 0,10 0,25
Ky | 163 1,36 1,22 1,02

Aqui, g = [”——211} Se o gréfico de C(f;) cruzar as linhas paralelas numa proporgao
maior que 100a% de vezes, os residuos nio serdo aleatérios.
8.3 Uso dos residuos para modificar o modelo

Suponha que os residuos b; do modelo ajustado

$o(B)A® Z, = f(B)b; (8.17)

ndo sejam aleatérios. Usando o método de identificacio da segdo anterior, podemos
descrever os residuos através do modelo

Substituindo (8.18) em (8.17) temos um novo modelo
¢o(B)&(B)ABAYZ, = 04(B)8(B)as, (8.19)

cujos residuos séo aleatérios, e que devers ser ajustado aos dados. O ciclo de identi-

ficacdo, estimacfo e verificacio deve ser continuado, até que um modelo satisfatério
seja encontrado.

8.4 Aplicagoes

Exemplo 8.2. Vamos agora testar se o modelo ARIMA(1,1,0) com 8y, proposto
para a série In(JCV), é adequado.

O Quadro 8.1 apresenta os valores dos pardmetros estimados e os respectivos
valores da estatistica ¢, além dos niveis descritivos (p-valores). Temos, também, os
valores das estatisticas modificadas de Box-Pierce. A Figura 8.5 apresenta as fac
e facp dos residuos com os correspondentes intervalos de confianca. Analisando os
valores dos niveis descritivos, observamos que todos os pardmetros sao significante-
mente diferentes de zero. Os valores das autocorrelagtes e autocorrelaces parciais
140 indicam nenhuma quebra de comportamento de ruido branco nos residuos. O va-
lor da estatistica Q(K), para K = 12, também é um indicador do bom ajustamento
do modelo ARIMA(1,1,0) com fq.

i
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Assim, o modelo ajustado & série In(JCV') é dada por

(1—0,5119B)(1 — B) In(ICV) = 0,01036 + a,

com &2 = 0,0000923.

ARIMA model for lnicv

Final Estimates of Parameters

Type Coef Sthev T P
AR 1 0.5119 0.0833 6.14
Constant. 0.0103600 0.0009040 I1.46 0.000

(=]
«
(<)
Q

Differencing: 1 regular difference

Number of observations: Original series 114, after differencing 113

SS = 0.0102405 (backforecasts excluded)

Residuals: =
MS = 0.0000923 DF = 111

Modified Box-Pierce (Ljung-Box) Chi-Square statistic

Lag 12 24 36 48
Chi-Square 10.5 34.1 43.3 67.1
DF 10 22 34 46
P-Value 0.398 0.048 0.132 0.023

" Correlation matrix of the estimgéédtggraﬁeteré

1
2 0.031

Quadro 8.1: Ajustamento de um modelo ARIMA(1,1,0) & série In(ICV).

Series : resirs

a2 0

T g —

PariuACF
FYRFTI T

B " »
]

Figura 8.5: Fac e facp dos residuvs do modelo AR1~-1.1,0) ajustado & série

m{ICV).
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Exemplo 8.3. Vamos verificar se 0 modelo AR(1) com 6, (equagdo 6.15) proposto
para a série A7 - Umidade é adequado.

O Quadro 8.2 apresenta um resumo do-ajustamento feito pelo MINITAB; podemos
notar a significincia dos parametros do modelo (¢1 € 6p). Entretanto, ao analisarmos
a Figura 8.6, notamos que ro = —0,12 e 4322 = —0,13, com valores das respectivas
estatisticas T', em médulo, maiores que 1,96, indicando que a autocorrelagdo e a
autocorrelagdo parcial de segunda ordem sio diferentes de zero e, conseqiientemente
que o modelo nio é adequado. Vamos, entdo, modificar o modelo, introduzindo un;
parametro auto-regressivo de ordem 2, isto &, considere

(1~ ¢1B — $2B%)Z; = g + as. (8.21)

O Quadro 8.3 apresenta um resumo do ajustamento do modelo (8.21). Apesar do
nivel descritivo de ¢g ser igual a 0,056, decidimos manter o parametro ¢ no modelo
uma vez que ele conseguiu destruir as autocorrelacdes (comum e parcial) de lag 2
conforme podemos notar na Figura 8.7. A anslise dessa figura mostra, também, um

- valor alto de 715 e $15,15 nos residuos do modelo AR(2), motivo pelo qual resolvemos

introduzir o parfmetro ¢15 no modelo (8.21), isto é, considerar o modelo AR(15)
dado por ’

(1~ ¢1B — $2B* — ¢15B"%)Z, = g + a; (8.22)

ARIMA model for umidade

Final Estimates of Parameters

Type Coef StDev T P
AR 1 0.5321 0.0449 11.86 0.000
Constant 38.0116 0.3578 106.25 C.OOO
Mean 81.2413 0.7646

Number of observations: 358

Residuals: SS = 16312.4 (backforecasts excluded)
: MS = 45.8 DF = 356

Correlation matrix of the estimated parameters
1
2 0.001

Quadro 8.2: Modelo AR (1) ajustado & série de Umidade.




1,0
0.8
0,6
04
02
0,0
-0.2
-0,4
0,6
-0.8
-1,0

fac

Lag Corr T

1005 101
2 0,12 -2,33
3 0,04 073
40,02 0,41
5 007 1,30
6 0,00 -0,08
7 0,08 -1,41

8- 02

£ ;;ijm;;‘;“_,@? L
-0,4

-0,6

-0,8

-1,0

Lag PAC

1 008
2 -0,13

0,06
-0,08

0,09
-0,03
-0,05

~N O ;oo

Figura 8.6; Fac e facp dos residuos do modelo AR(1)
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LBQ

1,02
8,55
7,19
7.37
9,17
9,18
11,32

T

1,01
-2,40
1,08
-0,86
1,69
-0,52
-0,96

10

Lag Corr T

8 -0,01 -0,14
9 000 0,01
10 004 0,75
11 -0,00 -0,01
12 -0,04 -0,80
13 0,02 032
14 0,07 1,19

LBQ

11,34
11,34
11,96
11,96
12,68
12,79
14,37

Lag PAC T
8 -001 -024
90,01 -0,16
10 0,04 o078
11001 .08
12 0,02 044
13 002 040

14 0,08 -1,51

Lag Corr T

15 0,17 303
16 0,12 2,18
17 001 0,17
18 0,05 093
19 007 1417
20 002 037

Lag PaC T

15 0,19 3,54
16 008 145
17 007 126
18 005 0,91
19 008 1,54
20 0,01 0,14

LBQ

24,79
30,47
30,51
3157
33,27
33,44

ajustado 3 série de Umidade.

bo
S
©

ARIMA model for umidade

Final Estimates cf Parameters

Type CeeZ StDev T P
AR 1 0.5z2z2¢ 0.0530 11.07 0.000
AR 2 -0.2IZ2 0.0533 -1.92 0.056
Cerstant 11,832 0.3564 117.54 0.000
Mean 81.233z 0.6913

Number of observaczions: 358
Residuals: SS = 16145.6 (backforecasts excluded)
MS = 45.5 DF = 355

Quadro 8.3: Modelo AR(2) ajustado & série de Umidade.

. . __:-A-estimago.do modelo incompleto (8.22) é feita-utilizandc™s pacote estatistico

SCA. O Quadro 8.4 apresenta uma saida editada do ajustamento do modelo (8.22).
Com um nivel de significincia de 0,06, temos que todos os pardmetros sio signifi-
cativos. Analisando a Figura 8.8, vemos que as fungdes de autocorrelagio e auto-
correlagao parcial dos residuos do modelo (8.22) ndo indicam nenhuma quebra de
comportamento de ruido branco nos residuos. A utilizagio da estatistica Q(K) de
Box e Ljung para vérios valores de X forneceu os seguintes resultados:

= 10; Q=09,1; X3.005 = 14,067
K =20; Q = 16, 30; X105 = 27,587
= 30; Q =27,5 X37.005 = 40,113

Comparando os valores de Q(-) com os valores criticos da distribui¢dio x? com
K — 3 graus de liberdade, podemos concluir que o modelo

(1-0,5713B + 0.1015B? - 0,1846 B%) Z, = q; + 28,0147 (8.23)

com &2 = 44,4315, é um modelo adequado para ajustar a série A - Umidade.
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:):g B REDUCED CORRELATION MATRIX OF PARAMETER ESTIMATES
06 —
: oy 1 2 3 4
- g oo ey odelboniienr nivfvnsiiul i Wit s Sl 1 1.00
=02 o Tt T T T T T T T T T 2 -.33 1.00
) Pyl 3 -.38 -.5¢ 1.00
08 - 4 -.64 . . 1.00
1,0
I ] ] T
’ 5 10 15 20 SUMMARY FOR UNIVARIATE TIME SERIES MODEL -- UMIDADE
-~ Lag Corr T LBQ Lag Corr T LBQ tLag Cor T LBQ : PARAMETER  VARIABLE NUM./ FACTOR ORDER VALUE STD T
LABEL NAME DENOM. ERROR  VALUE
1 0,01 020 0,04 8 000 005 8,65 15 0,417 3,13 23,10
: 2-0,06 -1,11 128 9 -001 040 866 16 012 2,09 2829 1 CNST CNST 1 0 28.0147 5.3743  5.21
3 010 1,82 466 10 004 071 920 17 002 028 2838 2 FIL UMIDADE . AR 1 1 5713 .0527 10.84
4 -0,02 0,34 4,78 11 0,00 0,03 ‘9,20 18 0,07 1,15 30,01 3 FI2 UMIDADE AR 1 2 -.1015 .0529 -1.92
5 0,08 1,45 6,97 12 0,04 -0,70 9,74 19 0,07 126 31,98 4 FI15 UMIDADE AR 1 15 .1846 . 0450 4.10
6 -0,00 -0,01 6,87 13 0,04 0,81 1045 20 0,02 0,32 32,11
7 0,07 -1,25 8,64 14 -0,07 -11,24 12,15
TOTAL SUM OF SQUARES . . . . . . . . 0.227543E+05
. . TOTAL NUMBER OF OBSERVATIONS . . . . 358
| ’ : RESIDUAL SUM OF SQUARES. . . . . . . 0.152400E+05
1 10 R-SQUARE . . . . . . . . . . ..
08 EFFECTIVE NUMBER OF OBSERVATIONS
RESIDUAL VARIANCE ESTIMATE

3 i 06

T

RESTDUATL STANDARD ERROR. .

s
[&]
qg -02 -~
04 )
. -0,6
[ .0‘8 - . N P .
40 Quadro 8.4: Modelo AR(15) ajustado & série Umidade.
T T | x
5 10 15 20
tag PAC T Lag PAC T Lag PAC T
1 0,01 0,20 8 0,01 026 15 0,18 3,50
2006 -1,11 9 -001 0,15 16 009 176 Exemplo 8.4. Vamos analisar o modelo AR(3) com g (equacio 6.17) proposto
3 010 186 10 004 083 17 006 123 para a série In(CO).
4002 -046 11 000 -0,02 18 004 068 ‘
5 009 172 12 0,02 -042 19 007 137 O Quadro 8.5 apresenta o ajustamento feito pelo MINITAB; podemos notar a
3 '3’22 ?‘31 :3 z'g‘; ?’Zg 20 000 -008 significincia de todos os pardmetros. Entretanto, os valores da estatistica Q(K)

indicam a rejeicdo da hipStese dos resfduos serem ruido branco, para valores de
K = 24,36 e 48. Observando as fungdes de autocorrelacio e autocorrelacio parcial
estimadas, Figura 8.9, podemos notar que 721 = 0,17 e que ele se encontra fora
do intervalo de 95% de confianga; tal comportamento pode ser indicativo de um
pardmetro de média mével de ordem 21 (f5;) no modelo. Assim, sugerimos adicionar
a0 modelo proposto um termo isolado de médias méveis, isto ¢, indicar o modelo

Figura 8.7: Fac e facp dos residuos do modelo AR(2) ajustado 4 série Umidade.

(1= ¢1B — ¢2B* — ¢3B3)Y; = 8y + (1 — 621 B )a. (8.24)
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AUTOCORRELATIONS
1- 12 .01 -.07 .10 -.03 .07 -.01 -.06 .02 .01 .04 -.01 -.08
ST.E. .05 .05 .05 .05 .05 .06 .06 .06 .06 .06 .06. .06
Q .0 1.8 5.0 5.3 7.1 7.1 8.5 8.6 8.6 9.1 9.1 11.2
13- 24 .04 -.05 .00 .01 ~.02 .06 .08 -.00 .02 -.05 ~-.05 03
ST.E. .08 .06 .06 .06 .06 .06 .06 .06 .06 .06 .06 .06
o) 11.7 12.7 12.7 12.7 12.8 13.9 16.3 16.3 16.4 17.5 18.4 18.8
-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0
B R it R R e
I
1 0.01 + I +
2 -0.07 +XXI +
3 0.10 +  IXX+
4 ~-0.03 + XTI +
5 0.07 +  IXX+ -
6 -0.01 + I+
7 -0.06 +XXI  +
8 0.02 + IX +
g 0.01 + I o+
10 0.04 + IX +
11 -0.01 + I &
12 -0.08 +XXI  +
13 Q.04 + IX +
14 -0.05 + XTI  +
15 0.00 + I +
PARTIAL AUTOCORRELATIONS
1- 12 .01 -.07 .10 -.04 .09 ~.03 -.04 .00 .01 .04 -.02 -.086
ST.E. .05 .05 .05 .05 .05 05 .05 .05 .05 .05 .05 .05
13- 24 .03 -.086 .02 ~-.01 .01 .04 .08 .00 .02 -.06 -.05 .01
ST.E. .05 .05 .05 .05 .05 Qs .05 .05 .05 .05 .05 .05
-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0
B e e e i i e D e P S
I
1 0.01 + I o+
2 -0.07 +XXI  +
3 0.10 +  IXX+
4 -0.04 + XI +
5 0.0% +  IXX+
6 -0.03 + XI o+
7 -0.04 + XI +
8 0.00 + I +
9 0.01 + I o+
10 0.04 + IX +
11 -0.02 + I +
12 -0.06 +XXI o+
13 0.03 + IX +
14 -0.06 +XXI  +
15 0..02 + IX +
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Final Estimates of Parameters

Type Coef StDev T P
AR 1 0.7222 0.0523 13.81 0.000
AR 2 -0.,2736 0.0632 -4 .33 0.000
AR 3 0.1739 0.0523 3.33 0.001
Constant 0.46192 0.01630 28.33 0.000
. Mean 1.22349 0.04319

Number of observations: 358

Residuals: 88 = 33.6910 (backforecasts excluded)
MS = 0.0952 DF = 354

Modified Box-Pierce (Ljung-Box) Chi-Square statistic
Lag 12 24 36 48
Chi-Square 6.8 38.4 68.0 87.7
DF 8 20 32 44
P-vValue 0.557 0.008 0.000 0.000

Quadro 8.5: Modelo AR(3) ajustado & série de In(CO).

O Quadro 8.6 apresenta uma saida editada dos resultados do ajustamento do
modelo (8.24), utilizando o pacote SCA. Podemos notar que, com um nivel de sig-
nificincia de 5%, todos os pardmetros sio significantes. Analisando as funcgdes de

“autocorrelagdo-e autocorrelagdvo atcial estimadas-doFTesidios, Figura 8.10, nfo re- = ©

jeitamos a hipétese de que o residuo do modelo seja um ruido branco. A utilizagao
da estatistica (Q(K) para varios valores de k forneceu os seguintes resultados:

K =10, Q=35,5, X&00s = 12,592
K =20, Q = 23,4, Xi6:0,05 = 26,296
K =25, Q = 31,4, X310,05 = 32,671

Assim, comparando os valores da estatistica Q com os valores criticos da distribuigao
x? com K — 4 graus de liberdade, conclufmos que o modelo

(1-0,7032B +0,2885B" - 0,17528%)Z; = 0,5060 + (1 + 0, 162782 )a,, (8.25)
com &, = 0,09097, é um modelo adequado para ajustar a série In(CO).

Exemplo 8.5. Vamos analisar o modelo AR(9) incompleto ajustado & série de
retornos da Petrobrds (Exemplo 7.7). Uma estimativa da variancia residual é 62 =
0,0011. No Quadro 8.7 temos a fac e facp amostrais dos residuos, mostrando que
podemos aceitar a hipétese de ruido branco dos erros. Além disso, a estatistica Q0),
para K = 10 e 15 indicam o mesmo resultado.
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10 4 SUMMARY FOR UNIVARIATE TIME SERTES MODEL -- LNCO
8 1l R e
04 | PARAMETER VARIABLE NUM./ FACTOR ORDER VALUE S T
o 02 - LABEL NAME  DENOM. ERROR VALUE
& 00
b 02 -~
04 4 1 CNST CNST 1 0 L5060 .0680 7.44
06 2 TE2L  INCO M 1 21 -.1627 .0515 -3.16
byl 3 FIL INCO AR 1 1 70320522 13.46
! ‘ - T 4 FI2 INCO AR 1 2 -.2885 0624 -4.62
s 15 25 5 FI3 N0 AR 1 3 1752 L0519 3.38
lag Comr T LBQ. Lag Cor T LBQ tag Cor T LBQ iag Cor T LBQ EFFECTIVE NUMBER OF OBSERVATIONS . . 355
‘ R-SQUARE . . . . . ... ...... 0.417
1-001-026 007 & 001 014 58 15 005 096 1459 22 0,02 029 3783 RESIDUAL STANDARD ERROR. . . . . . . 0.301608E+00
2 001 021 011  9-005-089 669 16 013 229 2052 23 0,04 061 3831
3 -0,05 -096 1,05 10 0,02 030 678 17 0:08 138 2278 24 0,01 0,25 38,39
4 005 088 185 11 001 0,13 680 18 002 029 2286 25 0,13 -2,17 4454 A
437 . s
§-002-033 19 12 001 009 681 19 006 112 2 Quadro 8.6: Modelo ARMA(3,21) ajustado & série de In(CO).
6 -0,04 -0,78 2,59 13 0,03 058 7,17 ) 20 0,01 021 2442 »
7 009 1,71 5,62 14 0,13 242 1354 21 0,19 332 3772
PAC Q-Stat Prob
. R - 170.0018
I [ 2 -0.029 -0.029 1.2769
A o P 3-0.001 -0.001 1.2774
Pt o Pt 4 -0.012 -0.012 1.4752 0.225
o o Pl 5 -0.037 -0.087 3.5249 0.172
o a (. . 6 -0.054 -0.055 7.8795 0.049
0o ) P Pl 7 0.028 0.026 9.0921 0.059
B = - o Il 8 0.033 0.080 10.729 0.057
S a 1o Lol 9 -0.013 -0.012 10.970 0.089
by 7 il Eo 10 0.020 0.019 11.574 0.115
o Pyl o o 11 -0.015 -0.019 11.891 0.156
; ! I T i (o il 12 -0.027 -0.026 12.994 0.163
s 15 25 b Pl 13 0.031 0.036 14.481 0.152
1o [ 14 -0.001 0.000 14.482 0.207
i 0ol 15 -0.019 -0.020 15.053 0.239
Lag PAC T lag PAC T tag PAC T Lag PAC T tod o 16 -0.014 -0.014 15.345 0.286
' o o 17 0.039 0.035 17.609 0.225
1-001 -026 8 001 012 15 005 093 22 006 1,12 (I ol 18 -0.002 -0.003 17.613 0.284
2 001 020 9 0,06 -1,12 16 015 275 23 004 078 [ [ 19 0.021 0.029 18.265 0.309
3 005 -096 10 003 056 17 0098 1,79 24 004 071 o o 20 0.018 0.016 18.767 0.342
4 005 086 i1 0,00 -0,02 18 0,02 -0.45 25 0,12 2,21 | | | | 21 0.058 0.055 23.836 0.160
50,02 0,30 12 0,00 -0,03 19 009 170 [ o 22 -0.031 -0.027 25.336 0.150
- i 20 002 045 P ol 23 -0.046 -0.039 28.566 0.097
6 -005 -086 13 005 082 ! y 1 1 24 0.032 0.032 30.106 0.090
7 0,0 181 14 0412 230 21 017 3,31
. P Quadro 8.7: Fac e facp dos residuos do modelo AR(9) ajustado & série de retornos
i .9: facp dos residuos do modelo AR(3) ajustado 4 série de In(CO). ¢
Figura 8.9: Fac e facp ) ~ da Petrobris.
i
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Problemas
AU‘E?Cgi—‘@?g?S 02 - 05 06 -.03 -.05 .06 -.00 -.03 .01 .00 .00 . Suponha que o modelo proposto para uma série foi um MA(1); queremos

ST.E. .05 .05 .05 .05 .05 .05 .05 .05 .05 .0S 05 .05

. verificar se um modelo mais elaborado é justificdvel e para isto superajustamos
2.4 2.8 3.7 5.1 5.1 5.5 5.6 5.6 5.6

Q -0 .1 .o um modelo MA(2) e um modelo ARMA(1,1) segundo a tabela abaixo. Qual
13- 24 56 .12 .06 .12 .06 -.00 .08 .02 .02 .02 .03 .04 o modelo superajustado é justificdvel?
ST.E. .25 .05 .05 .06 .06 .06 .06 .06 .06 .06 .06 .06
2 -3 12.4 13 . .6 20.6 23.2 23.4 23.6 23.7 24.1 24.7 — _ .
124139192 20 . Modelo Estimativas Variancias 52
. : -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 dos parfimetros | dos estimadores
~~~~~ T e e e e it St

T oer A T MA(T) =076 0,009025 0,892
2 0.0z o MA(2) 61 =0,81 0,009604
3 -0.05 + XI + I
4 0.06 +  IXX+ 9} =0,15 0,0144 0,856
5 -0.c3 x4 ARMA(L,1) | ¢ = -0,54 0,03802
6 ~-0.G5 + XI- + ~
7 0.06 s IXX+ 6=0,27 0,03920 0,845
8 0.00 + I =
. :gi : Xi : . Suponha que 0 modelo ajustado para Z; tenha sido

-00 + I o+

.00 + L.+ = (1—

.06 +  IXX+ AZt (l 0, SB)bty

12 +  IXXX ) o o .

06 +  IXX+ mas os residuos b; ndo sido aleatérios. Se o modelo posteriormente identifi-

B
'

. cado para b; foi um IMA(0,1,1); com.§ =

0
considerar para Z;?

¥, AUTOCORWELATTONS e N R
.01 .02 -.05 .06 -.03 -.05 .07 -.01 -.04
05 .05 .05 .05 .05 .05 .05 .05 .05

. Suponha que os residuos obtidos, ajustando-se 0 modelo AZ; = (1-0,6B)b; a

2 .08 .11 .06 .14 .07 -.00 .11 .03 .02 uma série com N = 127 observagdes, forneceram as seguintes autocorrelagdes:

.05 .05 .05 .05 .05 .05 .05 .05 .05

9]
3
=N

-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 O.

F 1121314 5 617890

e e e e bk kel St stk st - h
1 -0.01 LT+ 7 (b) |-0,40|0,02]-0,07|-0,01|-0,07|-0,02| 0,15 |-0,07 | 0,04] 0,02
2 0.02 T
3 -0.05 s RL -+ (a) Verifique se ha valores anormais.
4 0.08 +  IXX+
5 -0.03 + g + (b) Use o teste de Box-Pierce para verificar se o modelo é adequado.
6 -0.05 + + v
7 0.07 +  IXX+ (c) Os residuos sugerem que o modelo deva ser modificado? Em caso afirma-
8§ -0.01 - s tivo, qual modelo deveria ser considerado?
3 -0.04 + X1 +
10 0.Q2 + IX +
11 -0.01 + I o+ 4. Suponha que 100 observacdes de uma série temporal fornegam as seguintes
I . . . .
ig g'gg : ;:xx: estimativas: cp = 250, 11 = 0,8, 12 = 0,7, r3 = 0,5. Use as estimativas
14 0.11 +  IXXX de Yule-Walker para determinar se a série é adequadamente ajustada por um
15 0.06 +  IXX+

modelo AR(1) ou por um modelo AR(2). Para ambos os modelos obtenha
estimativas para os parametros, incluindo a varidncia residual.

5. (a) Explique por que é importante fatorar os operadores auto-regressivo e
médias méveis, quando verificamos o ajustamento de um modelo ARMA
a uma série observada.

+8, qual o modelo.que-devemos=. .
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(b) No ajustamento de um modelo ARMA(2,1) a um conjunto de dados, a
convergéncia do programa de MQ néo-linear foi muito lenta e as esti-
mativas dos coeficientes em iteragBes sucessivas oscilavam bastante. As
estimativas da iteracido final foram

$1=1,19, ¢y =-0,34¢e 6 =0,52.

Sugira uma explicagdo para o comportamento instével na estimacio do
modelo. Como vocé poderia alterar o modelo preliminar, a fim de evitar
o problema?

(¢) No ajustamento de um modelo IMA(0,2,2) ndo se conseguiu convergéncia

no programa de estimacio de MQ. A tltima, iteragio forneceu os valores

6, =1,81"e 6, =0, 52.

Vocé pode explicar o problema? .

. Suponha que os residuos d; do modelo (1-B)Z; = (1+0,6B)as, ajustado a

uma série de 80 observagdes, forneceram as seguintes autocorrelacdes

i |1 2 3 4 5 6 7 .8 _ 9 10

Analise a adequacidade do modelo ajustado e se existe alguma indicacio de
falta de ajustamento do modelo. Se isto ocorreu, sugira um modelo modificado
e teste-o.

. Suponha que a uma série temporal com 144 observacdes foi adequadamente

identificado e estimado um processo ARMA(2,1),

Zy~ 1211 — ¢paZso = 0y + ay — Oay_q,

com estimativas de méxima verossimilhanca iguais a q31 = 0, 60, qu =0,37Te .

6 = 0,40. Explique por que podemos ajustar, adequadamente, a esta mesma
série um modelo AR(p), dando o valor de p e estimativas aproximadas para os
pardmetros.

[Sugestao: Obtenha os pesos m; do modelo ARMA(2,1).]

. Considere a Série Ay - Manchas. Faca um grafico da série e ajuste um modelo

ARIMA apropriado.

. Verifique se os modelos ajustados nos Problemas 7.9 e 7.10 sdo adequados.

Caso nao sejam, proponha modelos alternativos e estime-os.

" r2(3)]0,35 0,20 0,09 0,04 0,09 0,13 0,05 0,06 0,1T 0,02 .

8.5. PROBLEMAS

10. O modelo ajustado ao conjunto de dados 1, .

11.

12.

<y 2100 é
X+ 0,4X; 1 = Q¢, Qg ~ N(O, 1)

As fac e facp amostrais dos residuos estdo na tabela abaixo. Vocé acha que o
modelo ajustado é adequado? Justifique. Se a resposta for negativa, sugira um
modelo melhor para {X;}, fornecendo estimativas iniciais dos seus coeficientes.

Jji 1 I 3 T4 5 6 7§ vy 0O .
7, [0,799 0,412 0,025 -0,228 -0,316-0,287 -0,198 -0,111 -0,056 -0,000 0,048 0,133
$5310,799 -0.625 -0,044 0,038 -0,020 0,077 -0,007 0,061 -0,042 0,089 0,052 0,125

Verifique se os-modelos ajustados nos problemas 7.11 e 7.12 sio adequados.
Caso algum n3o seja, proponha um modelo alternativo.

Escolha uma série temporal real de sua preferéncia. Proponha um modelo,
faca a sua estimagao e diagnéstico.

I

i



CAPITULO 9

Previsao Com Modelos ARIMA

9.1 Introducao

Nos Capitulos 6, 7 e 8 vimos a filosofia de construgiio de um particular modelo
ARIMA(p, d, q), seguindo o ciclo iterativo de identificacio, estimacao e diagnédstico.
Veremos agora como utilizar o modelo identificado e estimado para fazer previsdes.

Como j4 sabemos, estamos interessados em prever um valor Zivh, h > 1, supondo
que temos observagoes ..., Z;_9, Zr 1, Z;, até o instante ¢, que é chamado origem
das previsdes. Ver Figura 1.4.

A previsdo de origem ¢ e horizonte h serd denotada por Zf(h)

“Durante Tods esse Capitulo assumiremos que W; = (1-B)z ¢ estamonamo CRR

invertivel e os pardmetros do modelo sio conhecidos.
Vamos supor o modelo ARIMA (p, d, q) escrito nas trés formas bésicas estudadas
no Capfitulo 5 com ¢ + h no lugar de ¢:

(a) forma de equacdo de diferencas
Zixh = P1Zpspy + 0 F PprdZirh—p-d — N aprn
—02Giihn — = Ogliph—g + Gein; (9.1)
(b) forma de choques aleatérios

t+h

Z Wi 4he iy ——Z%Gﬁh —j (9.2)

]_—OO
onde g = 1 e os demais pesos 1; sdo obtidos de (5.83);

{¢) forma invertida

[}
(%]
~

e o]
Zivn =) T Zspnj + o, (¢

j=1

onde os pesos 7; sa0 obtidos de (5.86).
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0.2 Previsdo de EQM minimo

T razodvel supor que Zt(h) seja uma fun¢do das obse~rva<;6es até o insta.nf:e‘t

Z4, Zy—1, - - -» conseqientemente, por (9.2), serd uma fungado de ai, at—1, . - ...ﬂAmda,

m;is suponha que Z4(h) seja uma. fungdo linear. Indicando a melhor previsao por .
b)

Z4(h) = Yhor + Yhprat-1 + Yhaott—2 T (9.4)

queremos determinar os pesos Y7 que minimizem o EQM de previsdo. Este é dado

por 5

(o] co
ElZusn— B0P = B |3 bsaeen—g = 2 Bhajor

§=0 =0
usando (9.2) e (9.4). Notando que a primeira soma pode ser reescrita na forma

S YhtjGt—j, Ve que o erro de previsgo é dado por
j==

ee(h) = Zign — Zi(h) = Yoasrh + Vr0eh-1

e ]

+o o Bpoate + ) (Whes — Yhag)a—- (9.5) :
4=0

.. . Portante;. . R i e e

e e

Bles(h)2 = (1 + 92+ +9h_)os + wa — )00, (9.6)

=0

devido ao fato de que os a; 80 nio-correlacionados. Segue-se que (9.6) é minimizado
se U _:wh+j]j:0,1,2,...,hﬁ3§0. . o
lggrjtanto, a previsdo de erro quadratico médio (EQM) minimo ¢ dada por

[ee]
Zy(h) = Ynas + Yrar0e-1 + o = > Uhiat-j

7=0
e o erro de previsdo (9.5) por
h—1
er(R) = g + YrGerh1 T+ Vho10e41 = Z¢jat+h—j~
o =0

Também, X
Ziyh = et(h) + Zt(h), h>1.

Vamos denotar por

(Zesn) = ElZosn | Zt, Zt-1, - - )

Ent3o, temos as seguintes conclusdes:
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(a) Zi(h) = [Zy4n)], usando (9.9); ou seja, a previsio de EQM minimo é a esperanca
condicional de Z;p, dadas as observagdes passadas da série;

(b) de (9.8), temos que [ez(h)] = 0 e a varidncia de erro de previsio é

V(h) = (L+ 97 + 943+ +i_1)os; (9.11)
(c) o erro de previsdo a um passo é
et(l) = Zt—{-—l — Zt(l) = Qg41, (912)

o que nos diz que os erros de previsdo a um passo sGo nao-correlacionados;

(d) no entanto, os erros de previsdo para horizontes maijores que um serao cor-
relacionados, 0 mesmo acontecendo com os erros de previsao para o mesmo
horizonte h, de diferentes origens ¢ e t — j (ver Problemas 3 e 4).

9.3 Formas basicas de previsao

- 9.3.1 Formas bésicas

* Podenios expressar aprevisdo 2;(h) de trés maneiras utilizando as-diversas for: -~ =

mas de modelo ARIMA, dadas na secao 9.1.
(a) Previsdo utilizando a equa¢3o de diferencas

Tomando a esperanga condicional em (9.1), obtemos

Zi(h) = olZipna]+ -+ OpralZernipd]
—thlatrh-1] = -+ — Oglarsn—ql + [arsn], (9.13)
para h > 1. Aqui, devemos utilizar os seguintes fatos
[ZH-IC] = Zt(k)a k> 07
[Zevk) = Zyr, k<0,
’ 9.14
[a"t-'l-k] = O) k> 01 ( )
[at+k] = Gk, E<O.

Observagoes:

(i) note que os termos de médias méveis desaparecem para h > g;

(i) para calcular Z;(h) precisamos de Zs(h — 1), Z;(h — 2), ... que sdo calculados
recursivamente;
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(iii) existe uma certa aproximagao quande urilizamos esse procedimento, pois, na
prética, s6 conhecermos um nimero finito de dados passados. Portanto, na

realidade, a nossa previsdo é E[Z;_'Z:,..., Z1], que é diferente da previsgo -

&tima E[Ziyn | Ziy Zt-1,-- .. Entretanto, as duas férmulas fornecem resulta-
dos semelhantes para um valor grande de ¢. Essa aproximacéo é introduzida
quando atribufmos valores iniciais para calcular os valores da seqiiéncia {a;};

(iv) as previsdes para um AR(p; sa0 exz1as. uma vez que pode ser demonstrado
que, para esse mos=io,

E(Zin | Z4, Zer,-.) = E(Zien | Zay oo Zer—p);

(v) as inovagdes a; sdo-calculadas recursivamente.

Exemplo 9.1. Suponha que o modelo construido para uma série temporal Z1,..., *

Zy foi um ARIMA(3,1,1),

(1—¢1B — ¢9B? — 93B%)(1 — B)Zy = (1 — 61 B)ay.

Entéo,
(1~ ¢1B=¢3B? — 3B (L= B) Zyyn = (L = OrB)agar, - =
ou seja,
Ziyn = (14 61)Zern1 — (91— 92) Zen—2 — (;,bz — ¢3)Zi1h-3

—3Zs i h—d + Qpyn — Barn-1.

Assim, temos que

Z:t(l) = (14 ¢1)Z: — (o1 — ¢2)Ze—1 — (¢2 — ¢3) Z1—2 — 3213 — bay,
Z:(2) = (1+61)2:(1) — (b1 — $2)Z: — (p2 — ¢3)Zs—1 — $3Z1—2,

Z:(3) = (1+61)Z:(2) — (¢ — ¢2)Z:(1) — (¢2 — $3) 2t — d3;1,
Zi4) = (1+01)Z(3) — (61— $2)Z:(2) — (d2 — ¢3)Z:(1) — $37Z: e
Zuh) = (1+¢1)Zi(h—1) = (61— d2)Ze(h — 2) — (2 — b3) Zo(h — 3)

—p3Zi(h —4), h > 5.
(b) Previsdo utilizando a forma de choques aleatérios

De (9.2) temos

Zt(h) = i {a’t"‘h—ll T v iaz—h.-—'z] + -+ ‘l,/}h—l[at+1]

+nled + -+ el

9.3. FORMAS BASICAS DE PREVISAO
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Exemplo 9.2. O modelo MA(1), com constante,

Zt = 90 -+ (1 - QB)at,
j4 esté escrito na forma (9.15), 56 que inclui a média B, de ﬁnodo que

Z(1) = 6y — fay,
Z:(2) = 6

e Zi(h) = 0, para h > 2. Ou seja, a partir de A = 2, a previsdo coincide com a

média da série. No caso de um MA(q), as previsdes coincidem com a média para
h>gq.

(c) Previsdo utilizando a forma invertida

De (9.3) obtemos

Ze(h) = Y w5 Zerng] + [asen). (9.18)
=1

Exemplo 9.3. O modelo MA(1)

Zt = (l —§B )Clt
pode ser escrito em termos de a; como

a=(1-6B)""Z, = (9B)'Z,
=0

de modo que
Zt = 0t — 9275_.1 —QZZt—z ——,
Segue-se que a previsdo de Z, 4, feita no instante t, é dada por
Zy(h) = ~0Zy(h —1) — 0*Zy(h - 2) — +--

ou seja,

co
Zi(hy=>_ —#Zy(h—j), h>0.
-




ze 1

22, Z(p ).

. Exemplo 9.4. ARIMA(0,1,1), com fy:
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9.3.2 Equacao de previsao

De acordo com 9.3.1(a), a equacgio de previsdo, considerada como uma funcio
de h, com origem ¢ fixa, satisfaz a equaciio de diferengas

~ p+d -~
Zih) =S @b -1), h>q,
i=1

ou
©(B)Zy(h) = (1 — B)*¢(B)Z:(h) =0, h>g,

com @(B) operando sobre h.
Utilizando os resultados do Apéndice A, temos que, para h > ¢ —p—d, a fungio
Z:(h) consistir4 numa mistura de polindmios, exponenciais e sendides amortecidas
com sua forma exata determinada pelas raizes G;* do operador (B) = 0.
A soluc8o geral terd, entdo, a forma

Zub) = & fu(h) + 8 falh) + -+ S fpralh), B> q—p—d

onde fi(h), h=1,...,p+ d, sBo fung¢des de he cgt), cee cg:)_d sdo coeficientes adap

taﬁvos, isto é, dependem da origem de previsdo e sao determinados por Zt(l)

" Pode’se demonstrar que, para grandes valores de h,Zt(h) ser dotninada pelo
termos polinomiais associados com os fatores ndo-estaciondrios (raizes de (1—B)? =
0).

(1-B)Z:; =6y + at — baz-1,

entao,
Zioh = 00 + Ziyho1 + atrn — 0044p—1, Yh.
Assim,

Zt(]_) = 90 -+ Zt - Gat,

Zt(Q) = g+ Zt(l) = 20g + Z; — Bay
e, em geral, . R

Zy(h) = Ze(1) + (h — 1)6p, h 2>1,

ou ainda

Zy(h) = Z¢ + hby — fay, h > 1.

De (9.17) vemos que a funcio de previsio é uma reta com inclinacdo fp e um

intercepto adaptativo, Zt(l). Ver Figura 9.1.
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2z

T -3 S t

Figura 9.1: Fungao de previsao para um processo ARIMA(0, 1, 1) com #y.

No caso em que § = 0 (passeio aleatério) temos

Zi(h) = Zi + hby, h> 1.

Exemplo 9.5. ARIMA(0,1,1), sem 6q:

(1 - B)Zt = ay — 90.,3”1,

Ztph = Zipn1 + aepn — Bagpny.

1) = Zt——édt; S
Zt(l)‘-:Zt—@at

o

==
® ~
!

e, em geral,

Zi(h) = Zy(h —1), h>1, (9.19)
ou .

Zy(h) = Z; —ay, R>1. (9.20)

Uma outra maneira de se obter a expressdo (9.20) é analisar a expressio (9.19)
e observar que ela satisfaz a equacio de diferencas

(1-B)Ziy(h)=0, h>1.

()

% x x % x

t 23w t

Figura 9.2: Funggo de previsdo para um processc ARIMA(0,1,1) sem 6p.
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Assim, utilizando os resultados do Apéndice A, temos
Zt (h) = c(lt)’
onde c(lt) é um coeficiente adaptativo determinade por Z:(1). Portanto, c(lt)
Z:(1) = Z; — fay.
De (9.20), vemos que a fungdo previsdo, para ¢ fixo, é uma reta parzisia 30 eixo
das abscissas, isto é, as previsdes sdo constantes qualquer que seja o vakx = h. Ver ;‘lf
Figura 9.2. : e

Exemplo 9.6. ARIMA(0,2,2), sem 0y:
(1-B)?Z; = (1 — 618 — §2B%)ay,
'entﬁo
Zooh = 2Z4in1 — Zirh—2 + Qpph — 01014h—1 — 201 4h—2
Zt(h) == QZt(h - 1) - Zt(h hd 2), h > 2.

Assim, a equacio de previsio satisfaz

(1= BY)Z(hy=0
que, de acordo com o Apéndice A, tem solucao dada por

Ty =+ Ph, 1> 0

onde c&t)

por Z:(1) e Z:(2).

Dessa maneira, a previsao é uma fungéo linear de h, com coeficientes que depen-

dem da origem ?.

Se compararmos as expressoes (9.17) e (9.21), veremos que a funcao de previsao
do modelo ARIMA(0,2,2) sem 6 pode ser vista como um generalizagdo da funcéo
de previsdo do modelo ARIMA(0,1,1) com . Isto porque a funcéo de previsao do.
primeiro tem um coeficiente angular adaptativo em vez de constante, como € o caso
do modelo ARIMA(0,1,1) com fp.

Exemplo 9.7. ARIMA(1,1,0):
(1—¢B)(1—B)Z; = a.
A funcdo de previsdo satisfaz

(1-¢B)(1-B)Z:(h) =0, A>1,

e c(;) sio coeficientes adaptativos (em relagdo a origem t), determinados =
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que tem solugdo geral dada por

Zi(ry = + g,

@ . .0 5 : '

onde ¢;’ e cy’ sdo coeficientes adaptativos, determinados por Z 7
ec ) r Z:(1 2 4
da solugao do sistema ° (e 7u(2) airaves

Zt(l) = 1+¢)Z:—¢Zy1 = Cgt) + Cg;)¢',
Zi(2) = (1+¢)Z(1) - 62 =P + P2,

Em ambas as equagdes, a primeira igual .
) gualdade usa (9.22
usa (9.23). (9.22) e a segunda igualdade

9.4 Atualizacdo das previsdes
Vamos calcular as previsdes de Z;ipq1 feitas a partir de duas origens:

(a) t4+1: Zepq (h) = Ypa41 + Ypr10: + Uhaobi1 + -+

A (9.24)
(d)  t:Zy(h+1) = Yry10s + Vhaoasg + - - (8.25)

- Subtraindo (9.25) de.(9.24), temos que . - .
Zesr(h) = Zy(h +1) + Prase. (9.26)

Assim, a previ}séo de Z;1p41, feita no instante ¢, pode ser atualizada, quando um
nOVO da,fic?, Dyt é obse}'vado. Deste modo, faremos a previsdo de Z;j41, na origem
t+1, adicionando-se & Z;(h+1) um multiplo do erro de previsao asy1 = Zyo1—Z5(1)

Exemplo 9.8. Seja Z; um processo AR(1),

Zy = ¢Zy 1 + ay.

O valor da série no instante (¢ + h) é

Ziph = 0Zp1n1 + Gipn

€ a previsao deste valor, feita no instante ¢ (origem), é

Zy(h) = ¢Zu(h - 1), h>0,
ou seja,
Zy(h) = ¢"Z:(0) = ¢"Z,, B> 0.
Analogamente,
Zii(h+1) = $Z, () = " Z1-1(1)
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e subtraindo Z_1(h + 1) de Z(h), temos
2i(k) = Zis(h+ 1) = 612 — 2o (1)
e como Zi — Zi—1(1) = a;, vem que v
Zu(h) = Zea (h+ 1) + 8" as.

Exemplo 9.9. Consideremos o In(ICV), para o qual ajustamos um modelo ARI-
MA(1,1,0) com 6y (veja a equagdo (8.20)),

(1-0,5119B)(1 — B)InICV = 0,01036 + as

ou
(1—1,5119B + 0,5119B8%)Y; = 0,01036 + a;.
Assim, .
Y;H-h = l, 5119§ft+h~1 - 0, 51191/1;4.}7,_2 + O, 01036 + At+h
. ,

Vi(h) = 1,5119(Viyp—1] — 0,5119(Y;4 o] + 0,01036 + [a¢in].

- - Segue-se.que as preyisdes.de origem ¢ sao dadas por

Vi(h) = 1,5119%;(h — 1) — 0,5119%;(h — 2) 4+ 0,01036, h > 1.

Na Tabela 9.1 temos as previsdes feitas a partir da origem ¢ = 114 (junho d
1979) para h = 1,2,...,12 (isto é, previses para os restantes 6 meses de 1979

os primeiros 6 meses de 1980); tais valores ocupam a diagonal da matriz de ordem

12 x 12.

Tabels 9.1: Previsdes para o logaritmo da série Ajp - ICV, com origem
¢t = 114 (junho de 1979), usando o modelo ARIMA(1,1,0)
com §y = 0,01026 e ¢ = 0, 5119.

t | Y at TolD) | e | 7:(3) | %e(d) | Va(3) | Ye(®) [ Y(N [ ¥e(8) [ ¥2(9) | ¥2(10) | %, (A1) | ¥e (12}
113(6,6147 ’
11416,6867
115(6,6995| 0,0109 |6,6886
116 |6,7334 6,7318 | 6,7153
117 | 6,7441 © 16,7586 |6,7393
118|6,8416 6,7827|6,7619
1196,3878 56,8054 |6,7859
120 6,9556 6.8276 | 6,8057
121]6,9994 6,8490 | 6,8269
122 6.8704 | 6.8482
122 56,8518 | 6,5085
1247 6.9130 | 6,8907
125 | 7,177 6,934 | 6,9120
1267, 6,9555 | 6,9332
Valores de ¥ para | 1,5110|1,7730 | 1,0081 | 1,8767 | 2,0119 | 2,0299 | 2,0391 | 2,0438 2,0462 | 2,047 | 2,0480 [ 2,0484
2

=12, .., 12
Valores de Vy (h), para| 923 | 303 | 594 | 93 _| 120 | 166 | 204 | 242 [ 281 [ 320 | 359 | 397,
h=1,2,..., 12 107 |x10~8 | x10-6 | x1073 | x1075 | %1073 | x1073 | x107% | x1075, | x1075 | x1078 | x107°
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No momento que obtivermos o valor Y115 poderemos atualizar as previsdes. con
forme exemplificado anteriormente. '

Como
o =Y —Yi1(1),
podemos calcular

a115 = Y115 — Y114(1) = 6,6995 — 6, 6886 = 0.0109.

Para a atualizagio, usamos (9.26). Precisamos, ento, calcular os pesos ©
i=1,2,...,12 '

Sabemos que devemos ter

p(B)y(B) = 6(B),
ou seja,
(1-B)1—-¢B)(1+ 1 B+ysB*+...)=1.
E ficil ver que obtemos
P =1,5119,
e = 1,5119%1 — 0,5119, logo 1n = 1,7739,

Y4 = P11h3 — 0, 5119, logo 1, = 1, 9767,
e, em geral,
Y5 = PY1thj1 — 0,511, 5> 2.

Os valores restantes de v; estdo na penﬁlﬁma linha da Tabela 9.1.
Usando (9.26) temos

1?115(1) = Y:114(2) + 114115 = 6, 7153 + 1,5119 x 0,0109 = 6, 7318,
Yis5(2) = Y114(3) +oai1s = 6,7393 + 1, 7739 x 0,0109 = 6, 7586
etc.

Estes valores atualizados ocupam a dia, ; . L.
gonal abaixo da diagonal al
matriz 12 x 12 da Tabela 9.1. ag principal da

9.5 Intervalos de confianca

o Sabemos como calcular a varidncia do erro de previsdo, que é dada por (9.11}.
fam podermos determinar um intervalo de confianca para Z..n, serd necessirio
zer uma suposicdo adicional para os erros, ou seja, além de supor que E(a;) = 0,

2
Z’;(a;) =0, para todo t e E(a;as) =0, t # s, iremos supor que a; ~ N (0, 02), parz
at.

e Wy =ity = 0,51199%1, logo 4 = 1,908, T L e e
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Segue-se que, dados os valores passaglos e presentes da série, Z;, Zt—1,-.., a
distribuicdo condicional de Z;p, serd N (Z(h), V(h)).

Logo, A
_ Zyn— Zy(h)

U=
[V ()2
e fixado o coeficiente de conflanga 7, podemos enconfrar um valor u, tal que
P(~uy < U < uy)=7~. Ou seja, com probabilidade v,

~ N(0,1) (9.27)

Zu(Rh) — ug (VY2 < Zisn < Ze(h) + u [V ()2, (9.28)

Em V (h), o valor o2 no é conhecido e é substituido por sua estimativa &2 obtida
no estégio de estimagio do modelo. Deste modo, obtemos

1/2 . 1/2

h—1 : h—1

Zy(h) —uyba |1+ D 03| < Zpn < Ze(h) +usda |1+ W3] . (929)
J=1 . j=1

Exemplo 9.10. Podemos determinar o intervalo de confianca para Y;., no Exemplo -

9.9, para cada valor de h, usando (9.29).
Assim, para h = 3,

o (3) = (1+ 4} +¢3)82, onde.s; = 0,0000923. . -

Logo,
V(3) = (1+ (1,5119)% + (1,7739)*).0, 0000923 = 0, 000594.

Para v = 95%, temos u, = 1,96, portanto (9.29) fica

94(3) — 1,96V (3)]/2 < Yius < Yi(3) + 1, 96[V(3)]"2

ou seja, o intervalo de confianca para Y117 é [6,6915; 6, 7871].

Da mesma maneira podem ser obtidos intervalos de confianga para Zii1, Zt+
etc. Observe que a varidncia aumenta com h, logo as amplitudes destes intervalo
aumentardo 3 medida que nos afastamos da origem ¢, caracterizando o aumento d
incerteza das previsdes para h passos & frente, h grande. '

9.6 Transformagoes e previsoes

No Capitulo 1 j4 discutimos o papel das transformacdes, a fim de tornar umsa. - f
da-

série estaciondria e destacamos uma classe geral de transformacoes (Box-Cox),
qual a logaritmica é caso particular.

Se 7, for a série original, seja ¥; = g(Z:) uma transformacdo (instantane
que ndo envolve Z;_j, j > 1) de Z. Uma das principais razdes de se fazer um

cular, se g admite inversa, temos que
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&0
(9]

transformagdo é que ¥; pode ser Gaussiana e, neste caso, a previsio &étima (no

sentido de minimos quadrados) é uma fungdo linear das observagdes.

Em Economia, é comum termos séries com tendéncia na média, de modo que
tomando-se diferencas obtém-se séries estaciondrias. Mas se a Vari)éncia. aumeita
com 0 tempo, s6 tomar diferengas pode ndo ser suficiente e uma transformagso dos
dados deverd ser tentada. O usual, para séries econdémicas, é tomar uma difere
do logafitmo da série original, desde que nfio haja valores nulos. Para que a tra,Irlfc_;a-L
formagdo logaritmica seja apropriada, a média e o desvio padrio (ou outra medid
de variabilidade) deverdo ser proporcionais, conforme Figura 1.6 (neste caso, A = D)a

O problema que se apresenta é o de obter previsdes para Zyy;, dado qlie tem; .
um modelo para Y; e temos previsées para, o >

Yien = 0(Zesn). (6.30)

: @ a ” 4 :
Uma maneira “ingénua” de proceder é considerar a equagio (9.30) e substituir

‘previsdes por valores futuros:

Yi(h) = g(Z:(h)). (9.31)
Depois, tentamos obter Z;(h) em funcio de Y(h) a partir de (9.30); em parti-

Zalh) = g (1),

Por exemplo, se
Yi=Inz, (9.32)

~ — Y P
entdo Z; = e**, e uma previsdo para Zi., sers

Za(h) = 50, | (033

‘J}

Contudo,' pode-se demonstrar (veja Granger e Newbold, 1976) que, no caso de
Y: ser Gaussiana, a previsio 4tima nesse caso é

e?:‘,(h)—i--?l-vy(h)’ (9.34)

onde V; (h) = Varle;(h)], sendo e.(h) o erro de previsio Y,y — ¥i(h). Vemos, entéo,

- que o procedimento (9.33) conduz a previsdes viesadas e, como conseqiiéncia, o erro

quadritico médio de previsdo aumentars.

i ge .Y} = log Z; seguir um modelo ARIMA, ent3o sabemos que a distribuigdo
ondicional de Y;14, dado o passado, é N (Y;(h), Vy(h)), e um intervalo de confianga
Para Y; .y, com coeficientes de confianca 95%, serd )

Vi(h) + 1, 96[V, (h)]Y/2, (9.35)
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Daqui, segue-se que um intervalo de confianca para Z:.p, com coeficienze de'f'.‘

confianca 95%, serd

(emh)—l,gen‘fy(h)}lﬂ; FFLI )

Lembremos que V,(h) é a estimativa de V,(h), com
mativa &2, obtida no ajuste do modelo para Y;.

9.7 Aplicacoes

Nesta se¢do vamos apresentar as previsdes para algumas das séries ajustadas no

Capitulo 8.

Exemplo 9.11. Vamos calcular as previsGes para a série Ao - ICV, no perfodo de?

jutho de 1979 a junho de 1980, com origem em julho de 1979 (¢ = 114), umhza.ndo

o modelo (8.20) ajustado & série In(JCV):
(1-0,5119B)(1 —
com 62 = 0,0000923 e Y; = n(ICV).

B)Y; = 0,01036 + as,

As previsdes para a série original, obtidas através de (9.34) estdo sumarizadas
na Tabela 9.2 e na Figura 9.3. Os pesos v, as previsdes Y;(h) e as varincias dos:

) ’erros de prevasao, Vy(h), encontram-se na. Tabela 9 1

Tabela 9.2: Previsdes para a série Ajg - ICV, com origem em ¢ = 114,
ARIMA(1,1,0) com 8y, ajustado ao In(ICV).

bl Zin(=) | Ze(h) | Zoon(+) | Zign es(h)
1 788,21 803,23 818,46 812,00 8,77

2| 797,26 825,06 853,56 840,00 | 14,94

3 805,55 845,22 886,31 894,00 | 48,78

4 | .814,14 864,68 917,52 936,00 | 71,32

5 | 823,45 884,08 947,94 980,00 | 95,92

6 | 833,59 903,73 978,14 | 1.049,00 | 145,27

7| 844,11 923,27 | 1.007,78 | 1.096,00 | 172,73

8 | 855,44 943,33 | 1.037,71 | 1.133,00 | 189,67

9 | 867,42 963,82 | 1.067,92 | 1.182,00 | 218,18
-10 | 879,92 984,66 | 1.098,36 | 1.237,00 | 252,34
11| 893,02 | 1.006,06 | 1.129,34 | 1.309,00 | 302,94
12 | 906,54 | 1.027,81 | 1.160,68 | 1.370,00 | 342,19

A dltima coluna da Tabela 9.2 apresenta o valor do erro de previsao da série
original, isto &,

et(h) = Zt+h - Zt(h)
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(9.36)

o> substituido por sua esti--

9
.

T(ICV) (Yi(1),t=115,.
1 ICV (Ze(1), t = 115,.
. ¢ 0s erros de previsdo da série original.
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Figura 9.3: Valores observados e previsdes (linha tracejada) para a série A1p-ICV,
com origem em t = 114, modelo ajustado ao In(ICV).

A cada nova observagio, Y;, t = 114, ..., 125, podemos atualizar as previsdes de

Yi1(In(ICVy1)) utilizando a equagdo de atualizagio (9.26), isto é,

Y1) = ¥(2) + tray,

Yt 1(1). A Tabela 9.3 apresenta as previsdes atualizadas da série
"125) bem como a5 previsdes atualizadas da série orwmal

1‘75) S30 apresentados, também, os intervalos de confianca

" onde a; = Y —

Tabela 9.3: Previsdes atualizadas para as séries In(ICV) (Yi_1(1)) e

ICV (Z;-1(1)) utilizando o modelo ARIMA(1,1,0) com 8
dado por (8.20).

bt Yea(1) | Ze1(1) | Ze(=) | Z(+) Zy | eea(1)
115 | 6,6886 803,23 788,21 818,46 812,00 8,77
116 | 6,7318 838,69 823,01 854,60 840,00 1,31
117 | 6,7611 863,63 847 48 880,01 849,00 30,37
> 118 | 6,7599 862,59 846,47 878,95 936,00 73,41
119 | 6,9019 994,21 975,62 | 1.013,06 980,00 | -14,21
120 | 6,9215 | 1.013,89 994,93 | 1.024,40 | 1.049,00 35,11
121 7,0008 | 1.097,56 | 1.077,04 | 1.118,37 | 1.096,00 | "-1,56
1221 70322 | 1.132,57 | 1.111,39 | 1.154,05 | 1.133,00 0,43
123 ) 7,0599 | 1.164,38 | 1.142,61 | 1.186,46 | 1.182,00 17,62
124 | 7,1071 | 1.220,66 | 1.197,83 | 1.243,80 | 1.237,00 16,34
1256 | 7,1540 | 1.279,27 | 1.255,35 | 1.303,52 | 1.309,00 11,73
126 | 7,2163 | 1.361,51 | 1.336,05 | 1.387,32 | 1.370,00 8,49
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As previsdes atualizadas para a série criginal Ajg - ICV, est8o apresentadas na
Figura 9.4.

1400
/
3 = A
400 —|

T T T T
e} 100 ©1o 120

Figura 9.4: Valores observados e previsdes (linha tracejada) atualizadas para a
série A1p-ICV, com origem em ¢ = 114.

Exemplo 9.12. Vamos calcular as previses para a série A7 - Umidade, no periodo:s

de 25 a 31 de dezembro de 1997 com orlgem em 24 de dezembro (t = 358), uti!izand
. o modele: (8.23)s s s S e T L i

(1 —0,5713B +0,10158% — 0,1846 B%)Z; = a; + 28,0147

com 62 = 44,4315.
Assim,

Ziin = 0,5T13Zs4p1 — 0,1015Z; 1 h—g + 0,1846Z; 1 p_15 + agrp + 28,0147

Z(h) = 0,5713Z;(h — 1) — 0,1015Z4(h — 2) + 0, 1846 Z4(h — 15)
+28,0147, h>1,

é a equagio de previsdo com origem ¢ e horizonte h.
Na Tabela 9.4 temos as previsdes feitas a partir da origem ¢ = 358 (24/12/97)
parah=1,...,7 ) que corresponde as previsoes para os ltimos 7 dias de 1997. Ut
lizando (9.29) calculamos, também, os intervalos de confianca, denotado (Zyn(—)
Zyyn(=)), com v = 0,95, para Zewp, h=1.2....,7.
Os pesos 1; utilizados no célculo dos intervalos de confianga foram deterrmnados
a partir da relacao

(1~ 61B — ¢2B? = 615B 51 —un B+ 1B  + ) = 1,
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‘ obtendo
Y1 = ¢1=0,5713
wg = ¢1’l!]l 4 (]_’)'_)‘ = 0, 2249
e

"/’J @le 1 'l‘qbﬂ[]g L 257514
Assim, w3 = 0,0705, ¥4 = 0,0174, 105 = 0,0028 e wg = —0,000166.

Tabela 9.4: Previsio para, a série A7 - Umidade, com origem em ¢ = 358,

a partir do modelo AR(15) com 6y (modelo 8.23).

Zoen(=) | Ze(h) | Zewn(+) | Zepn | ec(h)
70,12 83,19 96,26 | 83,12 | -0,07
65,12 82,47 99,81 | 77,15 | -5,32
64,60 82,60 | 100,60 | 69,42 | -13,18
64,36 82,93 | 100,99 | 78,35 | -4,58
63,66 81,73 99,80 | 75,47 | -6,26
63,16 81,23 99,30 | 71,41 | -9,82

7 63,68 81,78 99,85 | 79,94 | -1,84

EQMP355 = 51,72

Oy O = W ) =

- Apresentamos as previsdese os respectivos valores observados na Figura 9.5. Na

iltima linha da Tabela 9.4 temos o erro quadratico médio de previsio (EQMP3ss),
com origem em ¢ = 358, dado por

7
EQMPass = | > (Zasarn — Zass(h)?| /7,

h=1

que é uma medida Gtil para a comparagio entre dois modelos, quando o critério de
decisdo for adotar aquele que fornecer melhores previsdes.

n WW“

Umidads
o
(=]
f

70 -

t

Figura 9.5: Valores observados e previsdes (linha tracejada) para a série A; -
Umidade, com origem em 24/12/97, a partir do modelo AR(15) com &;.
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As previsdes a um passo, atualizadas a cada nova obervagao, Zt(l), t=399,...,
364 estdo na Tabela 9.5 e a respectiva representacao grafica na Figura 9.6. A Tabela
9.5 também contém os intervalos de confianga e os erros de previséo. ;

Tabela 9.5: Valores observados e previsdes (linha tracejada) atualizadas
para a série Ay - Umidade, utilizando o modelo AR(15) com
6o, dado por (8.20).

t | Zea(D) [ Z(-) | Zo(+H) | 2 | (D)
359 | 83,19 70,12 | 96,26 | 83,12 -0,07
360 | 8242 | 69,35 | 95,49 | 77,15 | -5,27
361 79,56 66,49 | 92,63 | 69,42 | -10,14
362 75,94 62,87 | 89,01 | 78,35 2,41
363 80,37 67,30 | 93,44 | 75,47 -4.90
364 | 7812 | 65,05 | 91,93 | 71,41 | -6,71
365 | 76,80 63,73 | 89,87 | 79,94 3,14

Figura 9.6: Previsdes atualizadas para a série A7 - Umidade, a partir do modelo
AR(15) com #g.

9.8 Problemas :

1. Obtenha a funcio de previsao {Z(h), h=1,2,...} para os seguintes modelos,
utilizando as trés formas do modelo ARIMA ’
(a) A2Zy = (1-0,9B +0,5B%ay ;
(b) (1-1,8B+0, 8B2)Zf = aq;
(C) (1 - 0,‘ SB)AZt = (1 - 0, SB)(Lt.

9. Obtenha Z;(h) em termos de Z;—;(h) para um modelo IMA(0,1,1).

9.8. PROBLEMAS

3. Prove que

0 i >
C h " — k) _ ) _ o J =2

4. Prove que

Corr(es(h). e:(h + 7)) =

h,
i=0 ¥i» J
<Al Yithiri
== Fi¥j+1i
. L 1/2°
R o e )
Zé—:.‘; i y.zm:O wm

5. Prove que, para o modelo IMA(1, 1), a previsao pode ser escrita nas seguintes

formas:

(a) Ze(h) = Zi-1(h) + Aae;

(b) Zi(h) = AZ:+ (1 — A)Ze-1(h), com A =1 — 4.

6. Considere o modelo Z; = 0,8Z;_; + a4, com a; ~ N(0, 1).

(a) Obtenha Z;(h), h = 1,2,3, 100.
(b) Calcule V(h), h = 1,2,3,100.
(c) Suponha os dados:

e e SN 3

R

s é = -~

Z; | 0,66 057 0,66

-1,47 -1,38 -1,9 -0,7

Calcule Z7(h), h = 1,2, 3, 100.

(d) Obtenha intervalos de confianca para Zg e Zg.

7. Suponha que, no Problema 6, obteve-se Zg = —0, 46.

(a) Calcule Zg(h), h = 1,2, usando (9.26).
(b) Calcule as previsdes de (a) diretamente.

8. Utilize o modelo (8.25) ajustado ao In(CO). Obtenha previsdes Y;(h), para '

t =358 eh=1,2...,7. Obtidos os valores Yasg, Y3e,

..., Y3g4, atualize

as previsdes um passo & frente. Em seguida, calcule as previsdes para a série
original (CO), utilizando (9.34). Faga, também, as atualizacBes a um passo,

utilizando as observagdes Zasg, Zago, -

(=N

., Zapa.

5 8eY ~ N(u, 0?), entdo X tal que log X = Y terd uma distribuigdo log-normal,

com E(X) = e#t9%/2 ¢ Var(X ) = e2#79%(¢7" — 1). Baseado nesta definigio,
prove que se Y; = log Z; e ¥; é Gaussiano, ent3o

Zy(h) = eFmF3Vaia

Vz(h) = e2Ve(M)+Vyin, ;ea',m) —1].
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11.

. Considere as previsdes calculadas utilizando a forma invertida do modelo ARI-

- encontrar os coeficientes a; na férmila de previsao

miZ:_; + a;. A previsao h passos & frente pode, entdo, ser
expressa Como Zt(h) Zz_ uzZt(h —1). onde Z,;( —1) = Zpih—i, para,i > h
em particular note que Zt(l) S, mZir1-i. Mostre que as previses 7 (h),
para valores grandes de h, podem também ser expressas COmo combmagoes‘
lineares das observagoes Zi, Z;—1, - . ., CC €ja,

MA, Z; = 32,

IERES

ZAn.)

—13

onde os coeficientes .-:z(’“) sdo determinados por

) _

; (h'l’? com T; = 7.

-1+ E T

i=1,2,...,

h
77.5 ) = TMi+h

[Sugestdo: derive, inicialmente, o resultado para h = 2 e entdo generalize.]

Considere o problema de encontrar a previsdo linear étima (erro quadratico
médio minimo) de um processo estaciondrio de média zero, {Z;}, baseado
em um ndmero finito de observagoes Zty..., Zi—r. Em resumo, queremos

Z (h\ = '\Zg -+ G‘LZt..l + et a;r‘Zt—r
que fornegam erro quadrético médio minimo.

(a) Mostre que

I

r T T
Y0 —2 Z aYirn+ ) Z 4305 Yi—j

=0 =0 j=0
= 70— 237, (h) +aTr2

B[(Zien - 2:(h))?)

onde
Yo T Tr Th ao
Thiy= ’7.1 ’)to ’Yr.—l v (B)= ’Yh:—x—l a= a1
2;r Fr-1 0 Vhtr ar

(b) Encontre os a; que minimizam o EQM e mostre que as equagoes resuk
tantes sdo Tr.1a = 7, (h), com sofugdo a = I} v, (h).

9.8.

12. As seguintes observagdes representam os valores Zo1, Zga, . .

13. Seja e = (e:(1),e:(2),...

14,

PROBLEMAS

(3]
Hx
[

., Z100, de uma
série temporal ajustada pelo modelo

Zy—Zy gy =a; — 1,1ai-1 + 0, 3a4-0 :

166, 172, 172, 169, 164, 168, 171, 167, 168, 172.

(a) Calcule as previsdes Zwo(h), h=1,2,...,10 (utilize agg = ag; = 0);

(b) sabendo que 42 = 1,1, calcule Var(ego(h)), h = 1,..

., 10, e construa
intervalos de confianga para os valores Zygg.p;

(c) determine os coeficientes Uy e, utilizando a nova observagao Zyor = 174,
calcule as previses atualizadas Z1p1 (), h=1,...,9.

yet(H)) o vetor dos erros de previsdo, com origem no
instante ¢, para h=1,..., H.

(2) Se a = (ag+1,at42,. - .,a105) é 0 vetor dos correspondentes choques ale-
atdrios nos instantes t + 1, t + 2,...,¢ + H, mostre que

1 0 0 0
P 10 0

. e=Ma, onde M= | ¥ 1 1 .00 -
YE-1 Y 1

(b) Mostre que a matriz de covariancia de e é dada por Yo = EMM’
E(e€).
(c) Para o modelo do problema anterior, (1~ B)Z; = a;— 1, 1as—1 +0, 3a;_2,

Var(a;) = 1,1, calcule as correlagSes entre os erros de previsio e;(1),
e(2), e:(3).

Counsidere o modelo (1 —1,4B +0,7B%)(1 — B)Z; = at, com &2 = 58.000 e
as ultlma.s cinco observagdes Zzg = 560, Zyr = 580, Z7g = 640, Z7g = 770 e

= 800.
(a) Calcule as previsdes para Zgi; Zgy € Zs3 com origem em t = 80.

(b) Encoutre os intervalos de confianga, com v = 0,95, para Zg1, Zgo e Zss
utilizando as previsGes calculadas em (a).

(c) Suponha a nova observagio Zg; = 810. Enconire as previsdes atualizadas
para Zgg € Zgs.

. As vendas mensais de um certo produto sdo representadas pelo modelo

Zy =34 a;+0,5a4-1 — 0,25a;-9, o- =4.
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16.

17.

18.

19

(a) Obtenha Z;(£), £=1,2,3, 100.

(b) Calcule Varle;(4)], £ =1,2,3,100.

(c) Dados Z1 = 3,25, Zo = 4,75, Z3 = 2,25 e Z4 = 1,75, calcule Zy(¢
{=1,2,3,100.

(d) Utilizando as previsdes calculadas em (c), obtenha intervalos de confiang
com v = 0, 95.

—

Considere o modelo (1 —0,43B)(1 — B)Z; = a: € as observagdes Zsg = 33,4 ¢ :

Zso = 33, 9.

(a) Calcule as previsdes Zso(h), h =1,2,3 e construa os intervalos de confi
anga com 7y = 0, 98.

(b) No instante ¢ = 51 observa-se Zs; = 34, 1. Atualize as previsdes obtidas

em (a).

Utilizando o modelo ajustado para a-série de retornos didrios da Petrobrés -

(Exemplo 7.7), obtenha as previsdes 7;(h), para t = 1498 e h = 1,2, 3. Calcule
as previsdes para a série original de pregos das a¢Oes, usando (9.34).

Mesmas questGes do problema anterior para a série de retornos didrios do
Banespa (veja o Problema 7.9).

g X i e el TR L T

Faca previééeg 12 passos & frente, utilizando os modelos ajustados nos Proble- -

mas 8.11 e 8.12.

CariTUuLO 10

Modelos Sazonais

10.1 Introducao

No Capitulo 3 estudamos com algum detalhe o problema da sazonalidade e os
procedimentos de estimacédo e eliminagio da componente sazonal deterministica de
uma série temporal.

E possivel que, mesmo apds eliminar a componente sazonal deterministica, ainda
reste autocorrelacio significativa em:

(i) “lags” de baixa ordem, indicando que os residuos ainda sio correlacionados,
- podendo-se. ajustd-los_através de um modelo ARIMA, por-exemploy -+

(i) “lags” sazonais, isto é, miltiplos de perfodo s. Isto significa que ha necessidade
de se considerar uma. sazonalidade estocéstica, ou seja, ajustar & série original
um modelo ARIMA sazonal (SARIMA).

Consideremos, por simplicidade de exposicao, dados observados mensalmente e

sazonalidade de perfodo s = 12. Tratemos, separadamente, os dois tipos de sazona-
lidade. '

10.2 Sazonalidade deterministica

Quando {Z;} exibe um comportamento sazonal deterministico com periodo 12, um

. modelo que pode ser Gtil é

Zy = pg + Ny, (10.1)
onde p; é uma funcio deterministica periédica, satisfazendo pe — pe—12 = 0, ou
(1-B¥)u =0 ‘ (10.2)

e N; é um processo estacionario que pode ser modelado por um ARMA (p, q).
Dessa maneira, N; satisfaz & equagio

&(B)N; = 8(B)a, (10.3)
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onde a; é ruido branco e y; tem solu¢io dada por

2

(2mjt) (2rjt)
Ut = L +Z {aj cos P +,3jsen——i—2—- ,
=1

(10.4)

com 4, aj, B3, j =1,...,6, constantes desconhecidas.

Assim, para um modelo sazonal deterministico, aplicando a diferenca sazonal -

(1 — B'?) & expressdo (10.1), obtemos
(1-B®Z;=(1-B¥u+(1- BN,

e de acordo com (10.2), temos

(1-B%Z = (1 - B¥)N,. (10.5)
Substituindo (10.3) em (10.5), obtemos
¢(B)(1 ~ B*)Z, = §(B)(1 — B®)a,
ou
d(B)W; = 6(B)(1 — B®)a, (10.8)
“onde W; = (1- B?)Z,. o R o
10.2.1 Identificacdo
A identificacdo de modelos da forma (10.6) é feita em dois passos:
1. Obtemos estimativas preliminares [, &j;, B, de p,aj e B, 5 =1,...,6 em
(10.4), por meio de uma an4lise de regressdo de Z; sobre 1, senl’ll.)lE ogt, f

ji=1,...,6.

2. Calculamos os residuos

. 8 omjt  ~  2mit
NtzZt-u—;[ajcos—ﬁ—-%—ﬁse 12]

e examinamos-as fun¢tes de autocorrelagdo e autocorrelagao parcial para iden-
tificar um modelo ARMA(p, q) para N;.

10.2.2 Estimacao

A estimacdo de méxima verossimilhanga dos parfmetros u, oj, B;, 0; e Ok
i=1,...,6,7=1,...,gek =1,.
dlscutldos na estimacao dos pardmetros de um modelo ARMA.

..,p, é obtida por métodos similares a,queles :
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10.2.3 Previsao

As previsdes de valores futuros Z;14, dados Z1,. .., Z;, sic obtidas notando que

Zy(h) ElZyin\ 2, Zyq, .. ]
E[/"’t‘*‘h + Nt+h|Y;‘.th—1) .. ]

pirn + E[Nypn| Y, Yior, . ]

i

1

e, portanio

Zy(h) = pesn + Ny(h),

onde pisn e Ni(h) sio calculados utilizando os modelos (10.4) e (10.3), respecti-
vamente. Na prética, esses modelos ndo tém pardmetros conhecidos, entfo wtili-
zamos ji; no lugar de p:, que é obtido através de (10.4), substituindo cada um

dos pardmetros por seus estimadores de minimos quadrados e substituindo NV; por
1\7} = Zt -

(10.7)

Exemplo 10.1. Identificagfo, estimagio e verificagao de um modelo para a série
A4 - Ozbnio.
O objetivo do exemplo é ajustar um modelo da forma

) Zt Bt + N o (1.8
Passo 1: Ajustamos, inicialmente, o modelo
77r 7rjt in o
g = u+z; Q5 CO8 ——=— +,6] 5| Te (10.9)
i=

A Tabela 10.1 mostra os coeficientes estimados e seus desvios padrdes, que s&o
menores do que seus valores reais, porque a hipStese de erros ndo autocorrelacionados
em (10.9) ndo é vélida.

Analisando a Tabela 10.1, vemos que as varidveis cos g’, sen2g’, j=3,45¢
6, tém coeficientes na0—51gmﬁcat1vamente diferentes de zero, com um nivel de 5%.
Assim, supondo que os desvios padrdes reais dos coeficientes estimados néo sejam
muito maiores do que os fornecidos pela Tabela 10.1, um modelo preliminar para p
é dado por

27t
1 5502se 111—9 )

&

g = 5,08 — 20082cos?1ﬂ~

27t
—0, 2634 cos —g— +0, 5253sen~2—g:t—. (10.10)
Passo 2: Ajustamos um modelo ARIMA para os residuos

Ny =2~
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As fac e facp de N, sdo apresentadas na Tabela 10.2. Se construirmos o IC
[~1,96/+/n; +1,96/+/n] = [0, 1460; 0, 1460|, observamos que r; est4 fora do inter-

valo, indicando que os residuos nio sdo um processo de ruido branco. Da mesma

maneira, podemos observar que somente ¢1; é diferente de zero.

Tabela 10.1: Resultado da Anilise de Regressdo de Minimos Quadrados
do Modelo (10.8), aplicado & série A4 - Ozdnio.

Varidvel | Coeficiente Desvio Padrdo Teste ¢
Estimado  do Coeficiente

L 5,0795 0,0730 69,59
cos 2Tt | - -2,0082 0,1032 -19,45
sen?;l%t -1,5502 0,1032 -15,01
cos 22t -0,2634 ©0,1032 -2,55
sen?7t 0,5253 0,1032 5,08
cos 22t -0,0233 . 0,1032 -0,22
sen 2% -0,0266 0,1032 -0,25
cos 27t -0,1778 . 0,1032 1,19
sen 27t 0,1230 ©0,1032 0,43
cos 5% 0,0450 0,1032 0,43

__sen®™ | 00199 0,1032 019

cos Tt 20,0950 70,0730 -0,34

Tabela 10.2:  Fac e facp dos residuos (N;) do modelo (10.8), ajustado &
série A4 - Ozbnio.

T bis | I Ti b4
0,155 0,155 | 13 -0,054 -0,062
0,137 0,116 | 14 0,006 0,014
0,050 0,014 | 15 0,087 0,108
0,039 -0,066 | 16 0,108 0,069
0,023 -0,017 | 17 0,098 0,070
-0,007 0,011 | 18 0,126 0,057
-0,063 -0,056 | 19 0,014 -0,017
0,063 0,081 |20 -0,031 -0,072
0,111 -0,124 | 21 0,053 0,097
-0,005 0,015 |22 0,064 0,069
11 -0,052 0,039 | 23 -0,014 -0,050
120,007 0,035

N R RN R G

Devido ao comportamento da facp (somente ¢1; % 0) tentamos ajustar, como

modelo preliminar, um processo AR(1). O Quadro 10.1 mostra esse ajustamento.
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ARIMA model for ozonio

Final Estimates of Parameters

Type ) Coef StDev T

AR 1 0.1557 0.0738 2,11

Number of observations : 180

Residuals: SS = 175,641 (backforecasts excluded)

MS = 0,981 DF = 179

Quadro 10.1: Ajustamento de um modelo AR(1) aos residuos (N;) do modelo
(10.8) aplicado & série A4 - Ozbnio.

Analisando o Quadro 10.1, notamos que ¢; é significativamente diferente de
zero. Para verificar se o modelo é adequado, fazemos uma anslise de residuos. A
Tabela 10.3 mostra as autocorrelacdes residuais, que caem todas dentro do intervalo
[0, 1460; 0, 1460].

Assim, podemos concluir que os residuos do modelo AR(1) sdo um processo de
ruido branco e que um modelo para N; é

e TRl A"(1“0,1557B)Nt =ay, Cevmern T L L

logo X
Ny = (1-0,155B)ta;. (10.11)
De (10.8), (10.10) e (10.11) temos que

~ 2rt
2, = 5,08—2,0082cos 2% — 1, 55025602 — 0. 2634 cos 2
12 12 6
2t :
+0, 5253sen—~ + (1-0,1557B) 'a;, &7 = 0,981, (10.12)

Tabela 10.3: Fac residual do modelo AR(1) ajustado a Nj.

o 1J T
0,010 [ 13 -0,058
0,111 | 14 0,000
0,037 | 15 0,073
-0,045 | 16 0,084
-0,017 | 17 0,066
0,006 | 18 0,115
0,074 | 19 -0,001
0,094 | 20 -0,043
0,126 | 21 0,050
0,021 | 22 0,061
-0,055 | 23 -0,038
12 0,024

M E©ow~o ot w i =[S
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Observagdo: Os coeficientes do modelo (10.12) poderiam ser reestimados conjun-
tamente, entretanto ndo o fizemos por nao ser esse o objetivo do nosso exemplo.

Utilizando (10.10) e (10.11), podemos fazer previsSes para ; e Ny e, conseqiien- -
temente, para Z¢. A Tabela 10 4 mostra essas previsdes para 12 meses a frente, isto

é, Zlgo(h) para h=1,.

Observamos que, para h > 6, as previsoes Nigo(h) sdo nulas, de modo que
predomina a parte deterministica do modelo.

A Pigura 10.1 apresenta as observages Zg, para t = 1,...
Ziso(h), para b =1,...,
semelhante ao da série.

, 180, e as previsGes
12. Observamos que as previsdes apresentam um padrio

Tabela 10.4: Previso para a série F - Ozdnio, com origem em
t = 180, utilizando o modelo (10.12).

Periodo

180 + A | Niso(h) fuso(h) Ziso(h)
181 -0,03369 2,58782 2,55413
182 -0,00524 3,61925 3,61400
183 -0,00082 4,39321 4,39239
184 -0,00013 4,71961 4,71948
185 -0,00002 5,15986 5,15984
186 - | -0,00000 6,22758-6,22758 .
187 -0,00000 7,61942 7,61941 -
188 -0,00000 8,31350 8,31350
189 -0,00000 7,49230 7,49230
190 -0,00000 5,39315 5,39315
191 -0,00000 3,22735 3,22735
192 -0,00000 2,20688 2,20683

" Ozénio

T T T
t 50 100 150

Figura 10.1: Previsdo (linha tracejada) para a série A4 - Ozdnio, com origem em
t = 180, utilizando o modelo (10.12).
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B 10.3 Sazonalidade estocdstica

Pode ser apropriado considerar p: em (10.1) como um processo estocdstico sa-
tisfazendo

1= B =Y, (10.13)
onde Y; é um processo estacionério.
Aplicande. agora. - sperador (1 — B'?) & equacdo (10.1), obtemos
- B¥)Z; = (1- B¥)u, + (1 - B?)N,

e, de acordo com (10.13), temos

(1-B™Z, =Y; + (1 - BN, (10.14)

com

oy (B)Y; = 0y(B)ay,
(ﬁN(B)Nt = QN(B)Et,

onde a; e & sdo ruidos brancos independentes.
Pode~se demonstrar que a expressao (10 14) e eqmva.len’ce a

(1-@ BY ... —3,BP"Y1-B®*Pz, =(1-0,B®—.. - eQBl”Q)aI, (10.15)
ou
®(BARZ, = 6(B?)ay (10.16)
onde
(B?)=1- ;B2 — ... - 8pB'P ¢ o operador auto-regressivo sazonal de

ordem P, estacionario;

©(B?) =1-©;B1? -

— ©gB2? ¢ o operador de médias méveis sazonal
de ordem Q, invertivel;

2 P .
Aqs = (1 — B'?) é o operador diferenca sazonal;
D _ 12 i p :
AL = (1 - B)P, D indicando o ntimero de “diferencas sazonais”;
a; pode ser, eventualmente, ruido branco; neste caso, a fac do processo Z;

€ zero para todos os “lags” ndo-sagonais e o modelo (10.15) é denominado
modelo sazonal puro.

o Suponha, agora, que o processo oy em (10.16) satisfaga um modelo ARIMA
3 d? q)?

p(B)ay = 0(B)ay, (10.17)
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onde p(B) = (1—B)%¢(B) e a; é um processo de ruido branco. Entio, demonstra-se

= - dezembro, novembro, etc., de 1979, implicando que oy, a;—1, ebc., sejam relacionados.
que Z; satisfaz o modelo

Para descrever esta relagio introduzimos, para os o, 0 modelo ARIMA usual

#(B)®(B?)(1— B*»)P(1 — B)4Z; = §(B)©(B")as, (10.18) &(B)A%; = 0(B)a,, (10.23)
onde : onde agora a; é ruido branco. Substituindo (10.23) em (10.22), obtemos
6(B) = 1—6B—---—0,B9, ¢(B)®(B)AAL Z, = §(B)©(BY)as, (10.24)
= 1- —.— . BP
#B) = 1-0B . 1 queé(1018).
e os demais polinémios j4 foram definidos em (10.16). 0 rflodelol(}O.QAL) implica que devemos tomar d diferengas simples e D diferengas
O modelo (10.18) é denominado ARIMA sazonal multiplicativo (SARIMA) de ]  SaZonais da série Z;, de modo que o processo
ordem (p,d, q) x (P, D, Q)1a. 1 ) b »
§ Existe uma maneira mais simples de se “construir” modelos sazonais da forma t = A*ApZ; (10.25)
; (10.16) ou (10.18). E essa construgdo que veremos 2 seguir. ) ) seja. estaciondrio.
g Do mesmo modo que podemos modelar uma série Zy, observada més a més, por
" um modelo ARIMA, por exemplo, Exemplo 10.2. Um modelo de médias méveis puro, SMA(Q), é da forma
K Zt = (ﬁZt__]_‘ - g, (1019) ‘ Zt = gy — 91%_12 —_— e — 6Q0t~12Q
by N
W poderiamos modelar uma associagio ano a ano na série Z; através de um modelo - e sua fac serd ndo-nula somente nos “lags” 12, 24, ...,120Q.
- ARIMA sazonal, asaber, o caiie v L - Correspondentes 3 equagdo (5.49).para pj, j.= 1,...,q, teremos
Zy = ®Zy 12 + ay, (10.20) - :
: -6 cee
_ correspondente a (10.19). Do mesmo modo, podemos considerar um modelo de - p12 = ! 41_ 616922 oo ezQ—leQ,
P médias méveis sazonais, como ' +O1++05
L Zt = Q¢ — 8&1;..12. ; (10.26)

._@Q
1+6i+---+63

) P12
Consideremos a Tabela 3.5 do Capitulo 3. Pelo que dissemos acima, a idéia 9

é relacionar uma observagio Z;, correspondente a um determinado més, janeiro * § P !
~ . . . , 1 T
por exemplo, com observacGes correspondentes a janeiros anteriores, através de um . - or exemplo, o modelo SMA(1),

modelo ARIMA sazonal da forma .
7 Zy = at — BOas12

I2\AD 7 _ (B2 1) )
B(B¥)ARZ: = O(B)ay, (10.21) . tera autocorrelacdo ndo-nula, somente no “lag” 12, ou seja,

que é (10.16).

' : -0
Analogamente, terfamos um modelo andlogo & (10.21), que relacionaria os meses .| pl2 = 1767 p; =0, j#0, £12.
de dezembro ’ B
8(B*)ADZ,_1 =6 B¥ay_1, (10.22) Exemplo 10.3. Um modelo auto-regressivo sazonal puro, SAR(P), é da forma

e assim por diante, onde eventualmente os polindmios ®(-) e ©(-) seriam os mesmos
que em (10.21).

Uma diferenca com o modelo ARIMA usual é que o8 o, &1, . . . ndo seriam ruido A fac serd ndo-nula somente nos “lags” miltiplos de 12. O modelo SAR(1)
branco. Considere, por exemplo, a série Ay - Lavras; a precipitacio em janeiro de = ' )
1980, além de ser relacionada com janeiros anteriores, ser4 também relacionada com — {

Zy =917y 194+ ®pZy_19p + az.

Zy = D7 19 + ay.
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tem fac dada por
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°
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1
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o
X
e
o1
—_
—
(]
[}
-3
~

P12 = Qj: j=0717""

Observamos também que o modelo SAR(1) ¢ estaciondrio se |®] < 1 e o efeito
sazonal ¢ transitério e vai se amortecendo. Do mesmo modo, o modelo SMA(1) é
invertivel se |©] < 1.

Exemplo 10.4. Um modelo SARIMA(0,1,1) x (0,1,1)12 tem a forma
(1-=B)(1-B™Z, =(1-6B)(1-0B%)a

o 2 ) 12 13
m = (l — B)(l — Bl“)Zt = (l — 9B —-©B* +600B )at.

Este modelo é fregilentemente utilizado em aplicacdes e é chamado “airline mo-
del” (veja Box, Jenkins e Reinsel, 1994).
Calculando a fungéo de autocovaridncia temos

e T ) g2 (1 4% @2 4RO, T e T
7(1) = o*(--60%,
7(2) = @) =--=7(10)=0;
7(11) = o*(98),
v(12) = o*(-© -6%9),

7(13) = 02(99)’
7@) = 0, j>13,

ou seja, a fac tem valores diferentes de zero nos “lags” 1, 11, 12 e 13 com p(11) =
p(13)4 2 ~ - -

Um modelo um pouco mais geral, com p(11) # p(13) é o modelo nao-multiplica-
tivo

Wi = (1—60B— 6B — 85B)a,

com
v(0) = oH1+6%+67+63),
v(1) = *(=0+ 6:162),
~v(11) = o3 (86y),
¥(12) = o*(~b6; + 662),
v(13) = —o%65 #~(11).
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Exemplo 10.5. O programa X-12-ARIMA de ajustamento sazonal, do Bureau do
Censo dos Estados Unidos, talvez seja o procedimento de ajustamento sazonal mais
utilizado na préatica, notadamente por agéncias governamentais.
O procedimento consiste, basicamente, em aplicar filtros lineares (médias méveis)
simétricos. A composicdo de tais filtros pode ser escrita na forma
M
Si=>":.Z ;j=v(B)Z, (10.28)
- L..
onde M = 82, 84 ou 89, de acordo com o filtro usado para remover a tendéncia.
Cleveland (1972a) e Cleveland e Tiao (1976) tentaram identificar modelos ARI-

MA que fossem compativeis com (10.28) e encontraram dois modelos que sio da
forma

(1 - B)(1 - B®)Z, = 6(B)as,

onde 6(B) é um operador de médias méveis de ordem 24 em B.

10.3.1 Identificagao, estimacio e verificacio

Nao hé, em principio, nenhuma dificuldade adicional na identificagdo, estimacio
e verificagio de modelos sazonais. A diferenga é que temos que diferencar a série
com respeito a A e A1z (por simplicidade, estamos considerando s6 séries mensais

“com perfods 5= 12); a fimn de produzir estacionariedade. C6m isto obtemos V&IULé\ e

para d e D que, na maioria das vezes, assumem valores no maximo iguais a 2.

Depois, inspecionamos as fac e facp amostrais da série adequadamente dife-
rencada nos “lags™ 1, 2, 3, ... para obter valores de p e g e nos “lags” 12, 24, 36, ...
para obter valores de P e Q, selecionando-se, desse modo, um modelo tentativo.

Em seguida, estimamos os valores dos parametros identificados, utilizando esti-
madores de maxima verossimilhanga, de maneira andloga ao que foi feito na SeCAC
7.3. '

Finalmente, para verificar se o modelo proposto é adequado, utilizamos os testes
de autocorrelagao residual, Box-Pierce e periodograma acumulado, como na se¢io
8.2. ,

Pode-se calcular a previsio para um modelo sazonal multiplicativo de modo

andlogo ao do modelo ARTMA(p, d, q), utilizando-se uma das trés formas da secio
9.3.

Exemplo 10.6. Suponha que o modelo ajustado seja
(1-B)(1-B"Z, = (1-6B)(1 -0B%)q,

ou seja, um modelo SARIMA(0,1,1) x (0,1,1)1p.
Desenvolvendo, temos que, no instarte t + A

Ziin = Zpyipor ~Zep 10— Zipno13 + Gap

—barn: — Basrp 12 + 00asp_13.
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operadores auto—regresswos

Portanto, a prewsao de EQM minimo, feita na origem ¢, é
Ze(h) = [Zerh—1] + [Zepn—12] + - + [09at1n-13],

onde continuam a valer as regras (9.14).
Se A = 4, temos

Z4(4) = Z4(3) + Zi—g — Zi—9 — Oas_g + 0Oas—9
ou
= Z4(3) + Zig — Zi—g — OZs—5 — Zy—o(1)] + 00[Zs—g — ZAt—lO(l)])i
do que decorre, finalmente,

Zi(4) = Ze(3) + ©Z;_9(1) — 00 Z;_10(1) ’+ {1 ~0)Zig — (1 —00)Z; .

Pode-se verificar que a fungdo de previsdo é a solugdo da equacdo de diferencas

#(B)®(B'?)(1 — B)4(1 — B®)PZ,(h) =0.

Box, Jenkins e Reinsel (1994) fornecem a solu¢éo da equagdo acima para vério

Exemplo 10.7. Vamos con51derar a Sene A3 - Lavra.s, com 384 observagoes me

sais (janeiro de 1966 a dezembro de 1997). Utilizaremos 372 observacdes para a
idemtificacdo, estimagdo e verificagio do modelo; as 12 ltimas observagles servirao
 como base para comparar as previsoes. :
A Figura 10.2 apresenta o grafico da série, o periodograma e as funcdes de auto-

correlagdo e autocorrelagao parcial amostrais. O periodograma apresenta um pi

na freqiéncia - 384 ciclos, indicando (como veremos no Capftulo 16) uma componente:
periédica de 12 meses. A existéncia dessa componente periédica também se reflete.
no comportamento senoidal do correlograma e indica a necessidade de se aplicar
uma diferenca sazonal de ordem 12, & série original, com o objetivo de eliminar es 3

componente.

A Figura 10.3 apresenta as fac e facp da série (1 — B'2)Z;, com os respectivos

intervalos de confianca. A andlise do correlograma revela, nitidamente, a presenca
de correlagdes altas nos “lags” 12, 15 e 16. Além disso, as demais autocorrelacd
s3o nao significantes, indicando um comportamento estaciondrio na série com uma
diferenca sazonal. Isto sugere, como modelo preliminar, um SARIMA(0,0,0) x
(0,1,1)12 com uma constante:

(1-B™Z; = (1 - ©61B"%)as + bo. (10.29)

O Qmadro 10.2 apresenta a estimacdo dos parfmetros utilizando o MINITAB.
As fac e facp dos residuos do modelo (10.29) estdo na Figura 10.4. A_nahsa.ndo
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os resultados do Quadro 10.2, vemos que fy nio é significante devendo, portanto,
ser retirado do modelo. A anilise residual (Figura 10.4) sugere a introducio de

@ polinémio a,uto.regl.'esswo no modelo, pois ¢11, gog € ¢15,15 sdo significantemente
diferentes de zero, indicando como modelo alternativo

(1—¢1B — ¢oB° — $15B19)(1 — B*?)Z, = (1 — ©,B2)a,. (10.30)

‘ Analisando ° Quadro 10.3, podemos verificar que todos os pardmetros sio sig-
nificantes. A Figura 10.5 indica um bom ajustamento do modelo, uma vez que o
comportamento da fac residual é compativel com a de um processo de rufdo branco.

400 800
10

Lavias
o 200
e
perlodograma
105

[

50 100 180
o — - ! R mm . .
, - Series- lavras - CSeriesiavias C e
s 1l }‘ ’ il “ R [
g 1 EANE NENN Eg T
o 5 10 L2g 18 20 25 o 5 10 25

Figura 10.2: Série A4 - Lavras, periodograma e funcdes de autocorrelacio e
autocorrelagio parcial (S-PLUS).

Assim, um modelo proposto para a Série Az - Lavras é dado por
(1+0,1143B —0,1207B° + 0,1248B'%)(1 — B'%)Z, = (1 — 0,9797B%)a,, (10.31)

com &2 = (76,41)2.

As previsGes para precipitacio em Lavras durante o ano de 1997, com origem em
dezembro de 1996 (¢ = 372), estdo na Tabela 10.5. O EQMP de origem 372 é dado
por 2276,20. As previsdes atualizadas a cada nova observacio estio na Tabela 10.6.
A representacio grifica dessas tabelas estdo nas Figuras 10.6 e 10.7, respectivamente.
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Series : d12lavras

1.0

05
L

ACF

Partial ACT
0u
o

0.0

-0.6
L

08 04
A S
1

Final Estimates of Parameters

e
Type Coef SE Coef
SMA 12 0,9468 0,0271
Constant 0,2792 0,3741

i i 2
fferencing: 0 regular, 1 seasonal of order 1 ‘ .
o 5 one: Original series 372, after differencing 360

Number of observations:
Residuals: SS = 2201414
MS =

6149 DF =

T P
34,92 0,000
0,75 0,456

(backforecasts excluded)
358

Quadro 10.2: Ajustamento de um modelo SARIMA(0,0,0) x (0,1, 1)12 com fp &
série Az - Lavras (MINITAB).

Exemplo 10.8. Vamos analisar agora a série Ag - IPI, no periodo co%npreendido‘;
entre janeiro de 1985 e julho de 2000. Observamos, Figura 10.8, que a série apresenta

uma componente sazonal de periodo

i ico signi féncia —% ci iodograma. A |
existéncia de um pico significante, na freqaéncia Eid ciclos, do per.1o Jexs o
existéncia da componente sazonal implica na necessidade de se aplicar nos 8-
uma diferenca sazonal de ordem 12, com o ob==ivo de eliminé-la ou mesmo atenua-.

la.

12 meses. Tal observacio é comprovada pela ,::: 4
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PARAMETER VARIABLE NUM./ FACTOR ORDER VALUE STD T
LABEL NAME DENOM . ERROR VALUE
1 CHUVA MA 1 12 .9797 .0202 48.62
2 CHUVA AR 1 1 -.1143 .0528 -2.17
3 CHUVA AR 1 S .1207 .0527 2.29
4 CHUVA AR 1 15 -.1l248 .0524 -2.38
EFFECTIVE NUMBER OF OBSERVATIONS . . 345
R-SQUARE . . . . . . . . . . . . .. 0.8609
RESIDUAL STANDARD ERROR. . . . . . . 0.764146E+02

Quadro 10.3: Ajustamento do modelo (10.30) & série Aj - Lavras (SCA).

Tabela 10.5: Previsdes para a série Ag - Lavras, utilizando o
modelo (10.31), com origem em ¢ = 372 ¢ A =
1,2,3,...,12.
t+h| Zy(h)  Erro padrio Zyop,
373 | 277,2163 76,4146 383,3000
374 | 204,9797 76,9122 114,5000
375 | 147,3592 76,9187 96,5000
376 84,2264 76,9188 61,1000 . ) A
e oBTT 36,1203 C 76,9188 L 41,0000 -0 e e e
378 43,3006 76,9188 52,6000
379 16,4859 76,9188 5,6000
380 36,8743 76,9188 1,2000
381 70,1048 76,9188 38,8000
382 | 123,3342 77,4694 164,1000
383 | 205,4861 77,4981 194,8000
384 | 275,8692 77,4990 253,6000

Tabela 10.6: PrevisGes atualizadas para a série Az - Lavras,
utilizando o modelo (10.31).

t Zy—1(1)  Erro padrio Zyih
373 | 277,2163 76,4146 383,3000
374 1 192,8538 76,4146 114,5000
375 | 157,7015 76,4146 96,5000
376 | 90,0398 76,4146 61,1000
377 | 38,7638 76,4146 41,0000
378 | 42,7428 76,4146 52,6000
379 | 15,4229 76,4146 5,6000
380 | 38,1187 76,4146 1,2000
381 | 74,0926 76,4146 38,8000
382 | 139,7024 76,4146 164,1000
383 | 189,9089 76,4146 194,8000
384 | 270,9539 76,4146 253,6000
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1,0
o 08
QL 06 A
W 04
B 02 o e e e e
E oottt e et e
Q -02
8 04
= .06 -
Z 08 -
< -1,0 —
T T
4 14 24
Lag Comr T LBQ Lag Cormr T LBQ Lag Carr T LBQ Lag Comr T LBQ
1 -0,11 2,17 473 8 -0,06 -1,06 9,08 15 -0,12 -2,22 23,64 22 -0,07 -1,20 29,82
2 0,06 1,19 6,20 9 0,13 2,32 14,89 16 0,09 1,53 2643 23 0,06 1,06 3122
3 0,04 073 6,77 10 -0,05 -0,85 15,70 17 -0,03 -0,51 26,75 . 24 -0,06 -1,00 32,49
4 001 0,18 6,80 11 002 032 1581 18 0,05 094 2782
5 0,05 087 761 12 -0,05 -0,97 16,87 19 -0,00 -0,00 27,82
6 -0,02 -0,40 7,78 13 -0,05 -0,98 17,97 20 -0,01 -0,26 2780 i
7 -0,02 -0,30 788 14 0,00 0,02 17,97 21 -0,02 -0,33 28,04 ‘
[ e -
LT T -
o 08 -
® 06 o
E 04 S
c 02— " — . — . — — . —— . — - — Y — . —
§ wlErmrmimimrmr e e e
‘5‘ -0,2 -
< -0,4 ~
— 06 -~
B 08 -
}% 41,0 4
o I T
14 24
Lag PAC T tag PAC T Lag PAC T Lag PAC T
1-0,11 -2117 8 -0,07 -124 15 -0,11 2,13 22 -0,07 -1,42
2 0,08 097 9 0,92 222 16 0,08 145 23 005 087
3 005 1,00 10 -0,01 -0,24 17 0,02 042 24 -0,00 -0,02
4 002 032 11 0,00 0,09 18 0,05 086
5 0,06 085 12 -0,06 -1,09 19 0,01 0,18
6 0,02 -029 13 0,07 -1,28 20 0,03 -0,50
7 -0,08 -0,52 14 -0,02 -0,38 21 -0,04 -0,67

Figura 10.4: Fac e facp dos residuos do modelo (10.29) (MINITAB).
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AUTOCORRELATIONS

1- 12 .01 .05 06 .03 .05 -.01 ~-.035 -.04 -.01 -.02 -.00
ST.E. .05 .05 .05 .05 .05 .05 .05 .05 05 05 .05
Q .0 .8 2.0 2.2 3.0 3.0 3.% &.6 4.7 .9 4.9
13- 24 -.07 -.04 .01 .07 .01 -.00 -.06 .05
ST.E. .05 .05 .06 .G6 .06 .06 .06 .06
Q 7.6 8.3 8.3 3.3 9.9 10.7 11.9 12.7
-1.0 -0.8 -0.6 -0.%4 -0.2 0.0 0.2 :>.4¢ 0.6 0.8 1.0
R ittt T T R, B i e
1 0.01 + I 4+
2 0.05 + IX +
3 0.06 + IX +
4 0.03 + IX +
5 0.05 + IX +
6 =-0.01 + I +
7 -0.05 + XI +
8 -0.04 + XTI +
9 -0.01 + I +
10 -0.02 + XTI +
11 0.00 + I +
12 -0.05 + XI  +
13 -0.0Q7 +XXT - +
14 -0.04 + XI +
15 0.01 + I +
DARTIAL -AUTOCORRELATIONS - - == = ’ R -
1- 12 .01 .05 .06 .02 .04 -.02 -.06 -.05 -.01 ~.02 .01
ST.E. .05 .05 .05 .05 .05 .05 .05 .05 .05 .05 .05
13- 24 ~-.07 -.04 .02 .Ga .02 .¢a .41 -.01 -.03 -.07 .05
ST.E. .05 .05 .05 .05 .05 .05 .05 .05 .05 .05 .05
-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0
e e e e Attt Sl T S
1 0.01 + I o+
2 0.05 + IX +
3 0.06 + IX +
4 0.02 + IX +
5 0.04 + X +
6 -0.02 + I o+
7 -0.06 + XTI o+
8 ~0.05 + XTI+
9 -0.01 + I o+
10 -0.02 + I+
11 0.01 + I o+
12 -0.04 + XTI +
13 -0.07 +XXT  +
14 -0.04 + XI  +
15 0.02 + IX +

-.05
.05
5.8

-.02
.06
12.9

-.04

.05

-.01

.05

Figura 10.5: Fac e facp dos residuos do modelo (10.30) (SCA).
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"
g
3 200
100 —
0 -
T T

v g 34

T
9 359

Figura 10.6: Série Az - Lavras, observacdes de jan. 94 a dez. 97 e previsSes (linha
tracejada) para o ano de 1997, utilizando o modelo (10.31), com origem em dez. 96
eh=1,2,...,12.

Lavras

0 —

Figura 10.7: Série Aj - Lavras, observages de jan. 94 a dez. 97 e previsdes (linha
tracejada) atualizadas para o ano de 1997, utilizando o modelo (10.31).

Na Figura 10.8 temos a representacdo gréfica da série, o periodograma e as
funcdes de autocorrelacio e autocorrelagdo parcial. Como no exemplo anterior, a
fac reflete a componente sazonal existente na série.

A Figura 10.9 e a Tabela 10.7 apresentam as fac e facp das séries (1 — B)Zy,
(1-B®)Z; e (1 - B)(1— B?)Z;. Uma anélise dessas fungbes sugere dois modelos
preliminares:

10.3. SAZONALIDADE ESTOCASTICA 261
. is
L
v

t frequencia

Series : IP1

AL
02 0.6
Padial ACF
02 04 06 08

-
2

Figura 10.8: Série Ag - IPI, periodograma e fungdes de autocorrelacio e
autocorrelagado parcial.

(1) SARIMA(0,0,1) x (0,1,1)15 com 6y, isto é,

(ii) SARIMA(0,1,1) x (0,1, 1)1, isto §,

(1-B)(1-B%Z, = (1 - 6:B)(1 — ©,B%)a,, (10.33)
que serdo estimados, verificados e comparados com relagio ao ajustamento e 3 ca-
pacidade de prever valores futuros da série. Tendo em vista o objetivo de comparar
previsoes, separamos as 7 Gltimas observagdes da série (jan./2000 a jul./2000); isto
significa que todo o ajustamento serd feito com 180 observagdes (jan./85 a dez./99).
Vamos iniciar, agora, a andlise dos dois modelos propostos.

(a) Modelo preliminar (10.32)

O Quadro 10.4 e a Figura 10.10 apresentam o ajustamento do modelo (10.32)
e as funcdes de autocorrelagdio e autocorrelagio parcial dos residuos. Verificamos,
utilizando o Quadro 10.4, que todos os parAmetrso sio significantes, entretanto, a
analise da Figura 10.10 nos mostra que o modelo no é adequado, uma vez que vérias
autocorrelagdes residuais sdo significativamente diferentes de zero. Valores altos de
9, zfﬁgg e q7)14714 sugerem 0 modelo alternativo

(1-BR)(1-22° - ¢1uB")Z, =g+ (1 - 1B — 62B%)(1 — ©:BP)a; (10.34)

(10.32)
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que tem seu ajustamento e fac e facp residuais apresentados no Quadro 10.5 e
Figura 10.11, respectivamente. Analisando o Quadro 10.5, constatamos que todos
os pardmetros sdo significantes; além disso, a anilise das fac e facp residuais nao
revelam nenhuma quebra de comportamento de rufdo branco.

Assim, um primeiro modelo adequado & série Ag - IPI é dado por

Series : d1IP! - Series : d1IP!

ACF
05 00 05 10

i
Padial ACF

(1— B'?)(1 - 0,2053B° — 0,282984) Z,
= 0,2025+(1+0, 596980, 2131 B2)1 -0, 6061B%)a;, (10.35)

com 62 = (5,23)2.

04 08

ACF

-0.2

o s 0 " a PARAMETER VARTABLE NUM./ FACTOR ORDER VALUE  STD T
,,,,,, e LABEL NAME ~ DENOM. ERROR VALUE
t
fu ries : d1121P!
oy Series 1 cNsT cwsT 1 0 2.3943 .3313  7.23
o . { .......................... ‘ ..... t ........................... [ J 2 1T VA 1 1 S S002 0670 -7.47
. ::H 52 M “\, - 3 IPT MA 2 12 .5489 .0664  8.27
< - H L ‘
2° b 2= NN 0 V15 0L SO 16 (SUVURPUUR! [ SURUOR SORPSIRREPROS
} RN B T 29 |l EFFECTIVE NUMBER OF OBSERVATIONS . . 168
. o 2 R-SQUARE . . . . . . . . . . . . . . 0.906
R

RESIDUAL STANDARD ERROR. . . . . . . 0.563744E+01

ST Saeman et

Figura 10.9: Fac

s

e facp das séries (17~ B)Z;, (1 "Bmy)zt e"(l ‘"‘B)(i - BlQSZt'

- 777 Quadro10i4: Ajustamento do-mhodelo (10.32) &-série-Ag - IPL(SCA). — ==+
e
: : 412 12
L Tabela 10.7: Fac e facp das séries (a) (1-B)Zt, (b) (1-B'?)Z;, (¢) (1-B)(:-B ) Zs.
i (a) (®) (0) PARAMETER VARIABLE NUM./ FACTOR ORDER VALUE  STD T
. lag | acf | pacf | acf pacf | acf | pacf LABEL NAME DENOM. ERROR  VALUE
1 0,141 0,14 | 0,51 0,51 [ -0,17 -0,17
5 | 021 019 | 0,19 |-0,10 | -0,19 | -0,23 1 owst ST Lo aoss 4301 2.80
3| 001 |-005| 006 | 0,01 |-0,01 |-0,10 2 1w 1 0 2 ot 20
4| -031|-0,36 | -0,07 | -0,11 | -0,14 | 0,22 3 e va 1 2 -.2131 0804 -2.65
31080026 009 | 005 | 0o | 003 5 o 1% e o s
6 | -0,49 | -0,39 -0,04 | -0, s -0, . . 4 R
7 1-034 | -031 | -0,12 | -0,11 | -0,20 | -0,27 6 IPI AR 1 14 .2829  .0762  3.71
8 | -0,25 | -0,37 | 0,00 0,15 | -0,03 | -0,20 ok EFFECTIVE NUMBER OF OBSERVATIONS . . 154
o | 008 |-015| 04| 01| 029 0,13 SFFECTIVE NUMBER OF OBSERVATIONS - - s
10 | 021 |-0,16 | -0,01 | -0,20 | -0,02 | 0,00 w RESIDUAL STANDARD ERROR. . . . . . . 0.523181E+01
11 0,23 | -0,36 -0,12 | -0,11 |. 0,07 | 0,13 o
12| o701 0,33 | -0,31 -0,26 —8,32 —8,%% S
13 | 011 |-020 | -0.21 | 019 | -0,18 | -0,2 ] .
14 0,27 0,01 0-06 0,20 0,22 —(0),35 Q]ladro 105 AJUStamento dO modelo (1034) é, SéI‘ie AS _ IPI (SCA)
15 | -0,04 | -0,08 | 0,11 -0,01 } 0,08} -0,05
16 | -0,28 | -0,03 | 0,10 8,28 %ig -8%2 | A presenga de um termo constante no modelo indica a existéncia de uma ten-
It 8‘”5‘? ggg 81’3 007 | 0,00 | 0,00 déncia deterministica na série original, que pode ser “visualizada” na Figura 10.8,
19 -0125 0,02 | 0,07 | -0,03 | -0,03 | -0,10 { principalmente na segunda metade das observagdes.
20 | -0,16 | 0,05 | 0,04 8,82 8,& *g:g S As previsdes, com origem em t = 180 (dez./99), para os meses de janeiro a julho
% 8:3% :8:(132 :8’22 017 :0:15 0,02 1 de 2000 encontram-se na Tabela 10.8 e a respectiva representagdo grafica na Figura




* com ajustamento e fac e facp residual apresentados no Quadro 10.8 e Figura 10.186,
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10.12. A Tabela 10.9 e a Figura 10.13 apresentam as previsdes atualizadas a cagd
nova observagao. Observe que, na dltima linha dessas tabelas, apresentamos os ery
quadritico médio de previsdo, que serdo utilizados na comparagio dos dois mode]
propostos para a série Ag - IPL

(b) Modelo preliminar (10.33)

O Quadro 10.% = a Figura 10.14 apresentam o ajustamento do modelo (10.33)
2s fac e facp residzax. Todos os pardmetros do modelo sgo significantes, entretant,
o comportamento ¢a fac mostra que o modelo é inadequado. Os valores grandes
4_%44 e 47377 sugerem a inclusdo de um polindmio AR no modelo, isto é,

(1—¢sB*—¢:B)(1 - B)(1—B*¥)Z; = (1 -6.B)(1 — ©:B%)a;. (10.36).

O ajustamento do modelo (10.36) bem como o comportamento dos residuos sig
apresentados no Quadro 10.7 e Figura 10.15, respectivamente. O comportamento
das fac e facp revela que o modelo (10.36) pode ser melhorado, introduzindo um
pardmetro AR de ordem 5 no modelo (<;355 = —{, 18 estd no limite do intervalo de
confianga). Assim, o novo modelo proposto é,

(1 — ¢4B* — ¢sB® — ¢7B7)(1 — B)(1 — B*)Z; = (1 — 61 B)(1 — ©1B*)a,, (10.37)
respectivamente.

Tabela 10.8: Previsdes pafa a série Ag - IPI, utilizando o mo-
delo (10.35), com origem em ¢t = 180 e h =

1,2,...,7.
t+h Zt(h) Erro padrio Zern
181 | 107,7847 5,2318 100,1300
182 98,0502 6,0929 99,9000
183 | 108,4795 6,1941 105,3800
184 | 106,1330 6,1941 101,9600
185 | 126,0244 6,1941 116,1900
186 | 130,8871 6,1941 124,6600
187 | 144,3677 6,1941 131,1000

EQMPrgg = 57,22

b
(&)Y
(513

10.3. SAZONALIDADE ESTOCASTICA

Tabela 10.9: Previsdes atualizadas para a série Ag - IPI, uti-
lizando o modelo (10.35).
t+h Zt(l) Erro padrao Zyih,
180 | 107,7847 5,2318 100,1300
181 93,4812 5,2318 99,5000
182 | 110,6794 5,2318 105,3800
183 | 104,3379 5,2318 101,9600
184 | 123,4756 5,2318 116,1900
185 | 126,0315 5,2318 124,6600
186 | 141,9963 5,2318 131,1000
EQMP(1) = 43,89 '
180 ~f
140 —| !
130 —|
120 —
_ 110 —
= 100 ~
90 —
- ey
70 —
80 T T T
t 50 100 150

Figura 10.12: Série Ag - IPI, observacdes de jan. 90 a jul. 2000 e previsdes (linha
tracejada) para os meses de janeiro a julho de 2000, utilizando o modelo (10.35),

com origem em dez. 99 e h=1,2,...,7.
180
140 —f 1
130 —
120 —
_ 110
T
100 —
90 ~f
80 —
70 —
80 — T T T
t 50 100 150

Figura 10.13: Série Ag - IP1, observagdes de jan. 90 a jul. 2000 e previsces
atualizadas (linha tracejada) para os meses de janeiro a julho de 2000, utilizando o
modelo (10.35).
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AUTOCORRELATIONS AUTOCORRELATIONS
1- 12 .08 .22 .14 -.06 -.04 .06 -.14 -.00 .23 -.04 .11 .07 1- 12 .02 .1 .15 ~-.06 -.09 .05 -.15 -.07 -.00 -.01 .02 .04
ST.E. -08 .08 .08 .08 .08 .08 .08 .08 .08 .09 .09 .09 ST.E. .08 .08 .¢c8 .08 .08 .08 .08 .09 .08 .03 .09 .09
Q 1.0 9.1 12.5 13.1 13.4 14.1 17.4 17.4 26.8 27.1 29.2 30.2 Q 1 2.2 5.7 6.3 7.7 8.1 12.0 12.7 12.7 12.8 12.8 13.1
13- 24 -.12 .21 .02 -.00 .14 .04 -.00 .10 -.02 -.12 .13 -.16 13- 24 -.06 .38 -.03 .06 .03 .02 .07 -.01 -.08 .01 -.08
ST.E. .09 .09 .09 .09 .09 .09 .09 .09 .10 .10 .10 .10 sT.E .09 .3% .09 .09 .09 .09 .09 .09 .09 .09 .09
Q 32.9 40.9 41.0 41.0 44.5 44.8 44.8 46.8 46.8 49.4 52.7 57.4 2 13.8 14.% 13.3 15.4 16.1 16.2 16.3 17.1 17.1 18.3 18.3 19.6

-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0 L0 -c.3 ot s 0.2 0.0 0.2 0.4 0.6 0.8 1.0
it B e T et Saia e ————— B et T
1 Q.08 . + IXX + ey 0.02 + T +
2 0.22 +  IXXX+X 2 0.11 +  IXXX+
3 0.14 + IXXX+ 3 0.15 +  IXXXX
4 -0.06 + XXT o+ 4 ' -0.06 + XXI o+
5 -0.04 + XI o+ 5 -0.09 + XXI o+
6 0.06 + IXX + g 0.05 + IX +
7 -0.14 +XXXT + 7 -0.18 XXXXT  +
8 0.00 PR 8 -0.07 + XXI  +
'2 ] 0.23 + IXXZX+XX g 0.00 + I +
i 10 -0.04 + XTI o« 10 -0.01 + I+
) 11 0.11 + IXXX+ 11 0.02 +  IX o+
iy 12 0.07 +  IXX + 12 0.04 +  IX o+
il 13 -0.12 FXEKT 4 13 -0.06 + XXI | +
14 0.21 + IXXX+X 14 -0.05 s XI o+
J 15 0.02 + IX o+ s 0.08 + IXX +
i 16 0.00 + I + 16 -0.03 + XI +
ol 17 0.14 + IXXX + 17  0.06 +  IXX «+
e 18 0.04 + IX o+ 18 0.03 +  IX o+
i 19 0.00 + I + i3 0.02 + I 4
! 20  0.10 + IXXX + 20 0.07 +  IXX +
. PARTIAL ‘AUTOCORRELATIONS = - . S - = - © 7 TBARTTAL AUTOCORRELATIONS o N
o 1- 12 .08 .21 .12 -.13 -.09 .10 -.10 -.02 .28 -.02 -.04 .01 1- 12 .02 .11 .15 -.08 -.13 .05 -.11 -.05 .00 .04 .03 -.00
,,15. ST.E. .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 ST.E. .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08
i
o 13- 24 -.09 .23 .02 -.01 .09 -.02 .00 -.00 .03 -.06 .02 -.10 13- 34 -.c8 -.g8 .28 .01 .06 -.00 .02 .0S -.06 -.09 .01 -.02
e ST.E. .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 8 ST.E o8 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08
i
?5;3 : -1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 4 0.6 0.8 1i.0 -1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0
L R e e et Ry B e T et L e R
- 1 o0.08 + IXX + : 1 0.02 + I+
2 0.21 + IXXX+X 2 0.11 + IXXX+
3 0.12 + IXXX+ 3 0.15 +  IXXXX
4 -0.13 +XXXI 4 -0.08 + XXI o+
5 -0.09 + XXI o+ 5 -0.13 +XEXI o+
6 0.10 + IXXX+ 6§ 0.05 +  IX o+
7 -0.10 + XXT o+ 7 -0.11 FEKKT o+
8 -0.02 + XTI o+ 8 -0.05 + XTI+
9  0.28 + IXXX+XXX s 0.00 + I+
10 -0.02 + XI o+ 10  0.04 +  IX 4
11 -0.04 + XI o« 11 0.03 +  IX o+
12 0.01 + I o« 12 0.00 + I+
13 -0.09 + XXI o+ 13 -0.08 + XXI o+
14 0.23 + IXXX+XX 14 -0.08 + XX+
15 0.02 + I o« 15 0.08 +  IXX +
16 -0.01 I+ 15 0.01 + I
17 0.09 £ IXX + 17  0.08 +  IXX +
18 -0.02 + XTI+ 18 0.00 + I
19 0.00 + I + 1 0.02 + IX +
20 Q0.00 + I + 20 0.05 + IX +
N Figura 10.11: Fac e facp dos residuos do modelo (10.34) (SCA).
Figura 10.10: Fac e facp dos residuos do modelo (10.32) (SCA). .
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[S]
WD

Substituindo os valores estimados dos parfmetros em (10.37), temos que wy

segundo modelo adequado & série Ag - IPI é dado por AUTOCORRELATIONS
1- 12 .06 -.12 -.01 -.25 -.13 ~.00 -.26 -.03 .25 -.03 .07 .03
: ST.E. .08 .08 .08 .08 .08 .08 .08 .09 .08 .09 .09 .09
. 5 7 2 o] .7 3.2 3.2 13.7 16.7 16.7 28.3 28.5 39.4 39.5 40.4 40.5
-+ Ju—— —_
(l +0,2562B" + 0, 15378 + 0, 29848 )(1 B)(l B )Zt 13- 24 -.1% .16 -.00 -.09 .10 .0l -.04 .11 -.06 -.10 .15 -.0S
. 12 ‘i ST.E. .09 .10 .10 .10 .10 .10 .10 .10 .10 .10 .10 .10
= (1 =0, 54093)(1‘0’65843 )at’ e Q 47.3 52.1 52.1 53.6 55.4 55.4 55.7 58.1 58.8 60.8 65.3 66.8
) -1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0
o 9 R e e e e e — m — e — =
com o, = (5,51)". 1 o0.06 . TXX + )
2 -0.12 FEXXI o+
3 -0.01 + I -
4 -0.25 XX+XKXT  +
5 -0.13 FEERT o+
6 0.00 + I +
7 -0.26 XX+XXXT  +
8 -0.03 + XI +
9  0.25 + IXXX+XX
10 -0.03
§ PARAMETER VARIABLE NUM./ FACTOR ORDER VALUR  STD T e 3.27 ¥ X;XX :
o LABEL NAME  DENOM. ERROR VALUE 12 o0.03 . Ix .
£l 13 -0.19 XXXKXT +
o 1 IPT MA 1- i .3842  .0725  5.30 1 0.1s r o Do
izl . + +
: 2 IPI MA 2 12 .6361  .0614 10.36 16 -0.09 Do .
! 17  0.10 + IXK  +
EFFECTIVE NUMBER OF OBSERVATIONS . - 167 - 18 0.01 N T .
ol 0.895 19 -0.04 +  XI +
o R-SQUARE . . . . . . . . . . . . .. . B 20 o.a1 -
v?d‘q” RESIDUAL STANDARD ERROR. . . . . . . 0.595373E+01
o PARTIAL AUTOCORRELATIONS
o o - 2 200" -:27 /10 -.06 =.32 - .11 . T0"S.14 =T0E ~ .11
N Do - TR - A Eeno T e T ; - 08" ":g8 .08 .08 .08 .08 .08 .08 08 .08
Al am .33) A série Ag - IPI (SCA). - 13- 24 -.1% .11 -.15 -.00 .0l -.05 .00 -.00 -.01 -.01 .08 -.03
9"‘3';" Quadro 10.6: AJuSt ento do modelo (10 ) As ( ) ST.E. .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08
b
' -1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0
e e i e e e ek T T pey
1 0.086 + IXX +
2 -0.12 LXXXT o+
N 3 0.00 + I +
o 4 -0.27 XXX+ EXKT +
5 -0.10 FXXXI o+
6 ~-0.06 + XXI +
7 -0.32 XXXK+XKKI  +
8 -0.11 FEXXT o+
2 0.10 + IXXX+
10 -0.14 XXKKI  +
PARAMETER VARIABLE NUM./ FACTOR ORDER VALUE STD T 11 -0.04 . XT 5
ERROR VALUE 12 -0.11 +XKKI o+
LABEL NAME DENOM. 13 -0.19 X+XXZTI 4
14 0.11 +  IXAX+
1 IPI MA 1 1 .5315 .0679 7.82 15 -0.15 XXKKI +
2 IPT MA 2 12 .6405 .0585 10.76 is 0.00 " T +
4 -.2827 0728 -3.88 7 0.0t b
3 IPI AR 1 - - - 18 -0.05 . XI 4
4 IPT AR 1 7 -.2872 .0739 -3.88 19 0.00 + I +
20 0.00 + I o+
EFFECTIVE NUMBER OF OBSERVATIONS . . 160
R~SQUARE . . . . . . . . . . . . .. 0.507
RESIDUAL STANDARD ERROR. . . . . . . 0.559879E+01

Figura 10.14: Fac e facp dos residuos do modelo (10.33) (SCA).

Quadro 10.7: Ajustamento do modelo (10.36) & série Ag - TPI (SCA).
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RRELATIONS

AUTg?olz' .11 -.11 -.09 -.05 -.16 -.07 .
ST.E. .08 .08 .08 .08 .08 .08 -

Q
13- 24 -.11 .10 -.01 .04 .03 .05 .
ST.E. .09 .09 .09 .09 .09 .09 .

Q
-1.0 -0.8 -0.6 -0.4 -0.2 0.0 O.

+‘“‘+—-~~+‘-"—+——"-+"——'+"‘—"+—-""+—"'—+""—+

1 Q.11 + IXXX+
2 -0.11 +XXXTI +
3 -0.09 + XXI +
4 -0.05 + XI +
5 =-0.16 XXXXT +
6 -0.07 + XXI +
7 0.02 + I +
8 =-0.08 + XXI +
] 0.14 + IX¥XX
10 0.00 + I +*
11 -0.05 + XI +
12 -0.03 + XI +
i3 -0.11 +XXXT +
14 0.10 + IXX +
15 -0.01 + I +
i6 0.04 + IX +
17 0.03 + IX |+
i8 Q.05 + IX o+
19 0.01 + I +
20 -0.03 +  XI +

02 -.08 .14 .00 -.05 -.03
08 .08 08 .09 .09 .09

2.1 4.2 5.4 5.9 10.4 11.3 11.3 12.4 15.8 15.8 16.2 16.3

0L -.03 .00 -.10 .04 -.00
09 .09 .09 .08 .03 .09

18.3 20.0 20.0 20.2 20.4 20.9 20.9 21.1 21.2 22.9 23.2 23.2

PARTIAL AUTOCORRELATIONS

T k2 -
ST.E.
13- 24
ST.E.
1 0.11
2 -0.13
3 -0.086
4 -0.05
5 -0.18
6 -0.08
7 -0.02
8 -0.14
g Q.15
10 -0.10
11 -0.04
12 -0.02
13 -0.17
14 Q.17
15 -0.10
18 Q.02
17 c.07
18 -0.06
19 0.08
20 -0.03

F11..-.23 -.06 -.05 = 18.—08
.08 .08 .08 .08 .08 .08

-.17 .17 -.10 .02 .07 -.06
.08 .08 .08 .08 .08 .08

-1.0 -0.8 -0.6 -0.4
e e T

+ XXI
+ XI
+ I

:

L2 Ly
.08 .08
.08 -.03
.08 .08

0

+ + +

:

]

P
H A
nod
oE b+

o]
H

2 0.4 0.6 0.8 1.0

.2 0.4 0.6 0.8 1.0

B e e e

Pigura 10.15: Fac e facp dos residuos do modelo (10.36) (SCA).
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AUTOCORRELATIONS
1- 12 213 -.12 -.14 -.03 -.03 -.06 .02 -.12 .11 -.02 -.06 -.04
ST.E. .08 .08 .08 .08 .08 .08 .08 .08 -.08 .09 .09 .09
Q 2.6 4.9 8.0 8.2 8.4 9.0 9.0 11.5 13.7 13.8 14.1 14.7
13- 24 -.11 .12 -.00 .05 .03 .05 .03 -.04 -.0Q -.13 .04 -.00
ST.E. .09 .09 .03 .09 .09 .09 .09 .09 .09 .09 .Qs .09
Q 16.8 19.4 15.4 19.9 20.0 20.5 20.6 21.0 21.0 24.0 24.3 24.3

-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 G.8 1.0

e i e e e il . LT Ly Rup,
1 0.13 + IXXXK+
2 -0.12 +XXXT +
3 -0.14 +XXXT +
4 -0.03 + XI +
5 -0.03 + XI +
6 -0.06 + XXT +
7 0.02 + IX +
8 -0.12 ’ +XXXT +
9 0.11 + IXXX+
10. -0.02 + XI +
11 -0.06 + XI +
12 -0.04 + XI +
13 ~-0.11 +XXXT +
14 0.12 + IXXX+
15 0.00 + I +
16 0.05 + IX +
17 0.03 + IX +
18 0.05 + X +
19 0.03 + IX o+ .
20 -0.04 + XI +

PARTIAL AUTOCORRELATIONS
- . 13 =

13 -.14%-.11 -.02 -.05 -.0Q7 167 s . -
.08° "J08 .08 .68 .08 .08 .08 .08

13- 24 --15 .14 -.08 .02 .08 -.02 .05 -.02 -.03 -.04 .00 -.02

ST.E. -08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08

-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0

Fm———— === e e i T et
1 0.13 + IXXX+
2 -0.14 +XXXT +
3 -0.11 +XXXT +
4 -0.02 + I +
5 -0.05 + XI +
6 -0.07 + XXT +
7 0.02 + IX +
8 ~0.16 XXXXT +
9 0.14 + IXXXX
10 -0.10 +XXXT +
11 -0.0s + XI +
12 -0.02 + I +
13 -0.1s5 XXXXT +
14 0.14 + IXXX+
15 -0.08 + XXT +
1is 0.02 + IX +
17 0.08 + IXX +
i8 -0.02 + I +
i3 Q.08 + IX o+
20 -0.02 + I +

Figura 10.16: Fac e facp dos residuos do modelo (10.37) (SCA).
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PARAMETER VARIABLE NUM./ FACTOR ORDER VALUE STD T
LABEL NAME DENOM. ERROR VALUE
1 IPI MA 1 1 .5409 .0669 8.09
2 IPI MA 2 12 .6584 .0586 11.23
3 IPI AR 1 4 -.2562 .0728 -3.52
4 IPI AR 1 5 -.1587 L0737 -2.15.
5 IPT AR 1 7 -.2984 .0727 -4.10
EFFECTIVE NUMBER OF OBSERVATIONS . . 160
R-SQUARE . . . . . . . . . . . . .. 0.810

RESIDUAL STANDARD ERROR. 0.551065E+01

Quadro 10.8: Ajustamento do modelo (10.37) & série Ag - IPT (SCA).

As previsdes para os meses de janeiro a julho de 2000, com origem em dez./9
fo (t = 180), encontram-se na Tabela 10.10 e Figura 10.17. As previsdes atualizadas a
cada nova observagao sao apresentadas na Tabela 10.11 e Figura 10.18.

| Ag - IPI, expressdes (10.35) e (10.38), apresentamos algumas medidas de ajustamen-
" to e adequacdo de previsao na Tabela 10.12.

- 10.11. Os valores AIC e BIC, das expressoes (6.21) e (6.24), respectivamente.

i
i

o Tabela 10.10:  Previsdes para a série Ag - IPT; utilizando o modelo (10:38),

"y com origemem t =180e h=1,2,...,7.
N t+h Zt(h) Erro padrao Zirh
) 181 | 106,4046 5,5106 100,1300

7y ' 182 98,2554 6,0637 99,9000

o 183 | 109,5588 6,5704 105,3800
184 | 109,7577 7,0407 101,9600
185 | 125,3837 7,1290 116,1900
186 | 131,6298 7,1998 124,6600
187 | 143,4999 7,3504 131,1000
BQM Pigy = 58,17

Tabela 10.11: Previsdes atualizadas para a série Ag - IPI, utilizando o mo-
delo (10.38).

t+h Z:(1) Erro padrao Zerh
180 | 106,4046 5,5106 100,1300
181 95,3746 5,5106 99,9000
182 | 108,7557 5,5106 105,3800
183 | 107,4047 5,5106 101,9600
184 | 122,1383 5,5106 116,1900
185 | 124,6206 5,5106 124,6600
186 | 136,7436 5,5106 131,1000

EQMP(1) = 24,02

oot Finalmente, com o objetivo de comparar os dois modelos ajustados para a série

B Os valores EQMP150 e EQMP(1) foram obtidos das Tabelas 10.8, 10.9, 10.10 e
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Tabela 10.12:  Medidas de qualidade de ajuste e previsdo para os modelos
{10.35) e (10.38).

Modelos Ajustamento Previsgo
52 AIC BIC | EQMPig EQMP(1)
(16.35) | 27,35 3,38 3,48 57,22 43,89
(1538} | 30,36 3,47 3,56 58,17 24,02
150 —
140 — i
130
120 —
_ 110
g
100 —
90
80 —
70 —
6(: - T T T
50 100 180

Figura 10.17: Série Ag - TPI, observagGes de jan. 90 a jul. 2000 e previsdes (linha
tracejada) para os meses de janeiro a julho de 2000, utilizando o modelo (10.38),
com origem em dez. 99e A=1,2,...,7.

150
140 —
130 —
120 —
110 —
100 —

Pl

80 —|
80 —|

70 —

80 |

T T T
50 100 150

Figura 10.18: _Série Ag - IPI, observagoes de jan. 90 a jul. 2000 e previsdes
atualizadas (zinha tracejada) para os meses de janeiro a jutho de 2000,
utilizando o modelo (10.38).
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7

i delo -
i i Ses da Tabela 10.12 podemos concluir que o mo :
Analisando 23 Somne rie Ag - IPI e, também, o que faz melhores

35) é o que melhor se ajusta a sé‘ :
Srgvis%es para os meses de janeiro a julho de 2000 quando fixamos a origem da

previsdo em dezembro de 1999. Entretanto, o modelo (10.38) se comporta melhor
quando se faz previsdes atualizadas.

10.4 Problemas
1. Considere o modelo SARIMA(0,1,2) x (0,1, 1)12:
AAppZ; = (1 — ©B2)(1 - 6B — 6:B%)ax.
(a) Escreva o modelo na forma de um modelo ARMA.

(b) Qual a ordem do modelo ARMA resultante?
(¢) Obtenha a fac do modelo.

9. Para o modelo SARIMA(0,1,1) x (0,1,.})12:

(a) escreva-o explicitamente;
_(b) obtenha a regiao de jmvertibilidade;

" (c) obtenha as autocorrelagoes do processo.

3. Usando um programa de computador apro b :
estimadas para Zs, AZi, DaZy, ANy Z:, sendo Z; a série de consumo de gasolina

da Tabela 3.14.

(a) O que vocé pode observar nas autocorrelacdes de Z;7 -

(b) A mesma pergunta para AZ;.

(¢) Qual das séries vocé consideraria estacionaria?

(d) Utilizando um programa de identificacio, sugira um ou mais modelos

adequados para a série;
rametros.

(e) Obtenha as estimativas finais para os pardmetros do(s) modelo(s) atraves -

de um programa de estimag3o; verifique se o(s) modelo(s) é(sdo) adequa-
do(s). |
(f) Obtenha previsdes para 1974 utilizando o(s) modelo(s) estimado(s).

4. Considere a série A; - Cananéia do Apéndice A

(a) Utilizando um programa de identificacio, sugira um ou mais modelos
adequados para a série; obtenha as estimativas preliminares para oS pa-

rametros.

priado, obtenha as autocorrelagbes

obtenha as estimativas preliminares para os pa- "
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(b) Obtenha as estimativas finais para os parametros do(s) modelo(s) através
de um programa de estimagao; verifique se o(s) modelo(s) é(séo) adequa-
do(s).

(c) Obtenha previsdes para 1986 utilizando os modelos estimados.

5. Mesmas questSes do Problema 4 para a Série As - Energia, obtendo previses
para os tltimos trés meses de 1979.

6. Identificar um modelo para a série que fornece a fac amostral da tabels a
seguir. :

1 2 3 4 5 6 7 8
0,99 098 097 09 0,9 0,94 0,93 0,93
0,35 0,10 0,00 -0,16 -0,24 -0,22 -0,12 0,01
0,29 0,02 0,00 -0,11 -0,13 -0,08 0,05 0,10

9 10 11 12 13 14 15 16
092 092 091 09 10,89 083 0,87 0,86

| 001 004 -002 000 000 -007
Fonte: Nerlove et al. (1979), p. 209.

-0,07  -0,02

7. Obtenha as estimativas dos parametros do modelo identificado no Problema
6.

8. A tabela abaixo déd as distdncias percorridas por avides do Reino Unido, de
janeiro de 1963 a dezembro de 1970.

Série de milhas Apercorrida,s por avides do Reino Unido (milhares)
Meses | 1963 1964 1965 1066 1967 1968 1969 1070

Jan. | 6.827 7.269 8350 8186 3.334 8.639 0.4917 10.840
Fev. | 6.178 6.775 7.829 7.444 7.899 8772 8.919 10.436
Mar. | 7.084 7.819 8.829 8484 9.994 10.894 11.607 13.589
Abr. | 8.162 8371 9.948 9.864 10.078 10.455 8.852 13.402
Mai. | 8.462 9.069 10.638 10.252 10.801 11.179 12.537 13.103

Jun. | 9.644 10.248 11.253 12.282 12.950 10.588 14.759 14.933
Jul. 110466 11.030 11.424 11.637 12.222 10.794 13.667 14.147
Ago. |10.748 10.882 11.391 11.577 12.246 12.770 13.731 14.057
Set. | 9.963 10.333 10.665 12.417 13.281 13.812 15.110 16.234

Out. | 8194 9.109 9.396 9.637 10.366 10.857 12.185 12.389
Nov. | 6.848 7.685 7.775 8.094 8.730 9.290 10.645 11.595
Dez. | 7.027 7.602 7.933 9.280 9.614 10.925 12.161 12.772

Fonte: Kendall (1973).

0,07 0,17 0,20 0,16 0,02 0,00 -0,06 -0,15

0,07 011 -0,02 -046 -0,17 0,01 0,00 -0,02

17 18 19 20 21 22 23 %4

0,85 084 034 083 082 082 08 0,1
1-013. -0,09 .=0,08 ~0,01--0;00-- 0;04—~0;08--=0:11= = « . -—=
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(a) Identifique um ou mais modelos para a série.
(b) Obtenha as estimativas dos parametros para cada modelo.

(c) Através da andlise das autocorrelagdes dos residuos, do periodograma
acumulado e da estatistica @ verifique quais modelos sdo adequados.

(d) Escolha o melhor modelo, segundo o critério da varidncia residual minima.
(e) Obtenha as previsdes para o ano de 1971.

9. Suponha que médias mensais de determinada varidvel atmosférica possam ser

representadas pelo modelo

(1—B™)Y; = (1+0,2B)(1 —0,9B®)a;, o* = Var(as) = 2,0.
(a) Calcule os pesos ;. '

(b) Calcule os desvios padrdes dos erros de previsdo para h = 1,2,3 e 12
meses a frente.

(c) Obtenha a fungdo de previsdo para “grandes” valores de h.

(d) Suponha que as observacdes de 4 anos da série sdo dadas por:

2,9 3,7 58 55 9,5 7,2 11,0 13,0 10,6 538 4,1 3,6

28 45 52 63 86 9,1 12,3 12,8 114 69 51 28
) 34 47 48 56 51 88 109 96 82 58 42 23 |
9743 63759 68 8E100 68 60734750 23

Utilizando o modelo acima, calcule as previsdes para os proximos 24 meses
(utilize os valores iniciais dos a;’s iguais a zero).

10. Uma série trimestral de dados econémicos com 60 observagSes apresenta além

11

de uma tendéncia crescente um padrao sazonal. A seguinte tabela fornece as
12 primeiras autocorrelagdes de algumas diferencas da série original.

T 1 2 3 4 5 6 7
=(1-B%5Z 75| 0,21 0,06 -0,14 -0,38 -0,12 0,03 -0,10
=(1 B)(1— B*)Z,|r;|-0,39 0,04 0,03 -0,31 0,10 0,18 0,01

778 9 10 11 12 W ¢
W, = (1- BYZ, r;]-0,12 0,03 0,04 0,10 0,05 10,4 25,8
= (1 - B)(1 - B4 Z,|r;|-0,11 0,09 -0,05 0,06 -0,10 0,4 382

Sugira um ou mais modelos apropriados e calcule estimativas preliminares para
os pardmetros do(s) modelo(s), incluindo o2.

Suponha que o modelo
(1-B%Z:=3,0+a;+1,0as-1 — 0,50;_4, 0p =2,25

foi ajustado s observagdes de uma série de dados trimestrais.

10.4. PROBLEMAS

(3]

13.

14.

15.

16.
17.

(a) Suponha que as observagdes e residuos dos tltimos quatro trimestres séo

dadas por
Trimestre | I o m Iv
Zy 124 121 129 139
at 2 -1 1 3
Encontre as previsdes Z:(h), h =1,2,3.4

(b) Determine os pesos ¢,. ;7 > 0.

(c) Calcule as varifncias dos erros de previsao eq(h) = Zyin—Z:(h), h =1,2,3
e 4 e utilize-as para construir intervalos de confianca para os futuros
valores Ziip, h =1,2,3 e 4.

(d) Determine a equagio de diferengas satisfeita pela fun¢éo de previséo Z4(R)
para valores grandes de h e ent3o obtenha explicitamente a forma da
fungio de previsio. (Por conveniéncia expresse Z;(h) como uma fungio
de h = 4n +m, onde m = 1,2, 3,4 representa o semestre e n =0,1,2,...
representa o ano.)

. Prove as equagdes (10.26) e (10.27).

Obtenha a fungdo de previsao {Zt(h) h =1,2,...} para o modelo Aj2Z; =

(1 = 0,6B'%)a;; titilizando as trés formas do modelo SARINIAF— 7770 T T

Identifique um modelo apropriado para uma série temporal que tem a seguinte
funcgio de autocorrelagdo amostral:

1 2 3 4 5 6 7 8 9 10 |média varidncia

r(k) | 0,92 0,83 0,81 0,80 0,71 0,63 0,60 0,58 0,50 0,42/1965,6 376,6
r4- (k) |-0,05 -0,86 0,04 0,79 -0,02 -0,77 0,00 0,78 -0,07 -0,75| 22,1  102,9
r,--(k)}-0,40 -0,11 0,43 -0,61 0,22 0,15-0,26 0,15 0,01 -0,10{-0,16 53,77

n=56, z*(t)=(1-B)X;, z**(t)=(1-B)(1 - B"X..
Calcule estimativas preliminares para os pardmetros.

Seja {Y;} um processo estaciondrio com média zero e sejam a e b constantes.

(a) Se X = a+bt+S;+Y;, onde S; é uma componente sazonal deterministica
com periodo 12, verifique se (1 — B)(1 — B'?)X; é estacionério.
(b) Se X; = (a + bt)S; + Y;, onde S; é como no item (a), verifique se (1 —
B!2)(1 — B?)X, é estacionério.
Ajuste um modelo SARIMA apropriado & Série Az - PFL

Ajuste um modelo SARIMA & série de concentracao de ozdnio, Série A4 Com-
pare os resultados com os obtidos no Exemplo 10.1.
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13. Considere a Série A~ - Manchas. Verifique se existe algum modelo SARIMA
adequado para descrever seu comportamento.

19. Ajuste um modelo sazonal deterministico para a série Ag - PFI.

CariTUuLO 11

Processos com Memoéria Longa

11.1 Introducao

O processo ARMA(p, q) é referenciado como um processo de “memdria curta”,
uma vez que a fac p; decresce rapidamente para zero, como vimos na secao 5.2. Na
realidade pode-se demonstrar que

lojl<Cr, j=1,2,... (11.1)

onde C' > O e 0 <r<1. A expressio (11.1) garante que a flmgao de autocorrelaga.o
mente hlmta,da . N ~ S

cesso de memdria longa 6 um processo estacmnano em que a ﬁman de
autocorrelagdo decresce hiperbolicamente (suavemente) para zero, isto §,

p; ~C32471 § - oo, (11.2)
onde C>0e0<d<0,5.

Estudos empiricos, principalmente em Climatologia e Hidrologia (década de 50)
revelaram a presenca de memdria longa (ML) em dados de séries temporais e es-
paciais. Estas séries apresentam persisténcia nas autocorrelacdes amostrais, isto
é, dependéncia significativa entre observagdes separadas por um longo intervalo de
tempo. Estas autocorrelacdes apresentam o comportamento dado por (11.2). Outra
caracteristica desse tipo de série € que sua fun¢io densidade espectral é ndo limitada
na freqiiéncia zero, o que equivale a dizer que sua funcio de autocorrelacio ndo é
absolutamente somével.

Formalmente, suponha que X; tenha autocorrelagio p;. Dizemos que X; possui
memdéria longa se

Jim i 3 o | (11.3)

J=—n
é nio-finita.
O fenémeno de ML foi notado por Hurst (1951, 1957), Mandelbrot e Wallis
(1968) e McLeod e Hipel (1978), em conjungao com problemas na érea de Hidrologia.

a
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Modelos de ML também sio de interesse na anélise de estudos climéticos, como no
estudo da aparente tendéncia crescente em temperaturas giobais devido ao efeito
estufa. Veja Seater (1993), por exemplo.

Recentemente (década de 80), os economistas notaram que hé evidéncias que -

processos de ML descrevem de modo satisfatdrio dados econdmicos e financeiros, tais
como taxas de juros e de inflagio. Estudcs recentes na modelagem da volatilidade
de ativos financeiros mostram que tais processos sao de gzrande utilidade. Uma
excelente revisdo sobre processos de ML em econometria ¢ fa por Baillie (1996).

A Figura 11.1 mostra a conhecida série de indices de pregms de trigo de Beveridge
(1925) e suas autocorrelagdes amostrais, notando o seu lento decaimento.

Beveridge
200
.
=
e

100
%
_—
=
] l\"t—'
L

Series : Beveridge

T

ACF

; : . M

Figura 11.1: (a) Série de indices de pregos de trigo de Beveridge (b) fac amostral.

Uma outra caracteristica de séries com meméria longa é que as autocorrelacdes
da série original indicam n8o-estacionariedade, ao passo que a série diferencada pode
parecer ser “super-diferencada’”.

Procurando respeitar as caracteristicas de uma série de memdria longa, citadas
anteriormente, foram definidos dois modelos importantes. nos quais a funcido de
densidade espectral é proporcional a A™7, 1 < r < 2, parz A préximo de zero e o
decaimento da funcgo de autocorrelagio é do tipo {11.2). Primeiro foi introduzido 6
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ruido gaussiano fraciondrio por Mandelbrot e Van Ness (1968). Mais tarde Granger
e Joyeux (1980) e Hosking (1981) introduziram o modelo ARIMA fracionério (ou
ARFIMA), que é uma generalizacio do modelo ARIMA.

H4 trabalhos recentes incorporando ML & processos GARCH, como nos proces-
sos FIGARCH (“fractionally integrated generalized autoregressive conditional he-
teroskedasticity”), introduzidos por Baillie at al. (1996). Também, processos de
ML associados a modelos de volatilidade estocéstica foram considerados por Harvey
(1998) e Breidt et al. (1993). Estes assuntos nio serdo discutidos neste livro. No

Apéndice F apresentamos um teste para memodria longa, baseado na estatistica R/S,
devida a Hurst (1951).

11.2 Modelo ARFIMA

Para qualquer nimero real d > —1, define-se o operador de diferenca fracionsria

1-B¢ = S (Dpr 174
;(k) (114)

1-dB+— (d-—1)52—él—,cz(d—l)(d~2)33+«-~

I

" Dizemds que {Z;} é um processo auto-regressivo fraciondrio integrado de média

mduveis, ou ARFIMA(p,d,q) com d € (—1,1), se {Z;} for estaciondrio e satisfizer a
equacgéo

#(B)(1 — B)?Z;, = 6(B)as, (11.

N

3y
')

&

onde {a;} é ruido branco e ¢(B) e 6(B) sio polindmios em B de graus p e g,
respectivamente. ,

A razdo da escolha dessa famfilia de processos, para fins de modelagem das séries
com comportamento de meméria longa, é que o efeito do pardmetro d em observagdes
distantes decai hiperbolicamente conforme a-distincia aumenta, enquanto os efeitos
dos pardmetros ¢ e § decaem exponencialmente. Ento, d deve ser escolhido com o
objetivo de explicar a estrutura de correlacdo de ordens altas da série, enquanto os
pardmetros ¢ e 0 explicam a estrutura de correlacdo de ordens baixas.

A) Estacionariedade e Invertibilidade
Hosking (1981) demonstra que o processo ARFIMA(p, d, ¢), dado por (11.5) é:

(i) estacionério se d < % e todas as raizes de ¢(B) = 0 estiverem fora do circulo
unitario;

(ii) invertivel se d > —1 e todas as rafzes de 8(B) = 0 estiverem fora do circulo
unitario.
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B) FungBes de autocorrelagio e densidade espectral

Hosking (1981) também mostra que se Z;, dado por (11.5), for estacionério e
invertivel e se f(A) for a funcio densidade espectral de Z;, entdo

(i) Hmy—o A2 £()) existe e é finito;
(i) limg—.co k'~ py, existe e é finito.

Exemplo 11.1. O caso mais simples é o ruido branco fraciondrio, ou seja, um
ARFIMA(O, d,0), dado por
(1-B)%Z; = a;. (11.6)

Q,uando d < %, Z; é um processo estaciondrio e tem representacdo na forma,
= 1(B)a com os pesos dados por

b = dl+d)---(k—=1+d) (k+d-1)!
B ] T R@-D
Como I'(d+ k) =d(d+1)---(d+ k — 1)/T(d), podemos escrever
b = I'(k+d)
T P@I(ED
e temos
kd—l _ k,d—-l i
P ~ Zd——l)' = B — 00

sendo ¢; uma consta.nte

Quandod > ~— 0 processo é invertivel e tem representacio na forma 7 (B)Z; =
com 0s pesos da,dos por

—d(l—d)---(k—1-d) (k—d—1)
B k! T E(=d-1)V
ecomo I'k—d)=(k—-d—-1)--- (1 - d)(~d)I'(—d), podemos também escrever
= ['(k—d)
FTTEAT(E+1)
e
—k———d:i- =k %k — o0
Tr/c (_d _ 1), =2 3 2

¢ constante.

A seguir, assumiremos ——% <d< %
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As fungdes de densidade espectral, autocorrelagdo, autocorrelacio parcial e a
varidncia s8o dadas, respectivamente, por

f(/\) = { ;‘l\_ (95611 (%)) 4 §< ’\OS U (11_7)
- 7
(— d)!(h+d—1)! _ k=1+d
o= @tk AL Ema e (11.8)
d
Shn = ppawt h=1,2,.
_ (-2d)
N = e
Em particular, temos que
d
o= T (11.9)
—d)lp2e-t
Ph (*(Td-)t—l—)‘—” = Cghgd“l, h — o,
sendo c3 constante e
e R O P e “(11.10)

A Figura 11.2(a) apresenta N = 100 observagdes de um modelo ARFIMA (0, d, 0)
com d = 0,45. A Tabela 11.1 (a) e a Figura 11.3 (a) apresextam os valores e os
respectivos graficos das autocorrelacdes e autocorrelaces parciais amostrais.

Exemplo 11.2. Consideremos, agora, o processo ARFIMA(1,d, 0), dado por
(1-B)*1-¢B)Z: = a

que é um processo estacionario e invertivel se |d| < 3 e |¢] < 1.
Além disso, temos que
(a) os pesos 9; e m; das representagdes Z; =

¥(B)a; e 7(B)Z; = a; sdo dados por

G- i
W S A gy
e
(j—d—2)

:@ﬁ}~£§§%gﬁ*,

. ab_ . ala+l)B(E=-1Y 2 |
respectivamente, em que Fa,bjc,z) = 1+ CET e - T

minada fung¢Go hipergeométrica e a aproximacao vale para j — oc;

TS G Dd- it ?

- é deno-
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(b) a funcdo densidade espectral é

2 (2sen(3))
;—ﬁ£+¢~—;¢cosA’ 0<A< 7T’

)= e
=2 A—=0;

(¢) a expressdo para a fac é bastante complicada mas, em particular, temos que

QA+ AF(Ld1-dig)— 1
AT TRFA &1 -4 ¢) — 1]

_ (=)L + ¢)j24 1
P A- - @) FL 1t a1~ d; )

j — co.

Além disso,

o (—Qd)!F(l; 1+d;1—d;¢)
N G [ (WA

A Figura 11.2(b) apresenta N = 100 observagdes de um processo ARFIMA(1, 4,0)
ocom ¢ =0,8 ed =0,45. A Tabela 11.1 (b) e.a Figura 11.3 (b) apresentam os valores

e 0s respectivos graficos das fac e facp amostrais.

Exemplo 11.3. Processo ARFIMA(0, d, 1), dado por
(1-B)2Z; = (1 —8B)ay,

que pode ser visto como uma média mdvel de primeira ordeni de um rufdo branco
. fraciondrio. Z; é estacionério e invertivel se |§] < 1 e |d| < 5. Além disso, temos
que:

(a) os pesos ¥; e m; das representagdes auto-regressiva e de médias méveis infinitas
sdo dadas por

j—d—1)! . . jat
. e
Grd=-t [, _, Q+d] (=0 4
”zu-nw—wilg j ] @

respectivamente, em que F(-) é a fungio hipergeométrica dada no Exem-
plo 11.2 e a aproximacio vale para j — o0;

—24

(®) FA) = ‘2’—52;—[1 +6% —20cos A [2sen (3)] T ~ [(1 — 6)*A~%] quando A= 0;

-e-gutocorréldctes parciais:
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(¢) a expressdo para a fac é bastante complicada mas, em particular, temos que

(L+6%)d(2—d) — 201 —d+ &)

S I TG ) ¥ - ¥ 7 G e
e
pj = ‘-———(é—_di!)!aj%“l, j— o0,
(1-6%)

€M QUe & = mrprspg gy -
A Figura 11.2 (c) apresenta N = 100 observagdes de um processo ARFTMA

(0,d,1) com d = 0,45 ¢ § = 0,3. A Tabela 11.1 (c) e a Figura 11.3 (c) apresentam
os valores e os respectivos grificos das fac e facp amostrais.

Em todos os exemplos citados do processo ARFIMA(p, d, q) podemos notar que
o comportamento da fungdo densidade espectral, quando A — 0, indica que para

d >0, Z; é um processo de meméria longa, que também pode ser caracterizado pelo
decaimento hiperbélico da fungéo de autocorrelagéo.

Para mais detalhes, veja Hosking (1981) e Granger e Joyeux (1980).

Exemplo 11.4. Finalmente, a Figura 11.2 (d) apresenta N = 100 observagdes de
um processo ARFIMA(1,d,1) com ¢ = 0,8,0 = 0,3 ed = 0,45. A Tabela 11.1 (d) e
a Pigura 11.3 (d) apresentam os valores e os respectivos grificos das autogg;rg}agées e

ody
° e
5

agi

5 g
‘§

u

g

an
8 4 w34

Figura 11.2: Séries ARFIMA(p, d, q) geradas de acordo com os
Exemplos 11.1 a 11.4.
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” Series : arfimacd0 Series : arfima0d0 1 11.3 Identiﬁcagé.o
5 T ‘ §§ 1 1 . (N : - | - Nest? se¢ao daremos dois exemplos em que os modelos de meméria longa podem ser
I ] T 7§ prore e razoéveis.
o LI; 15 k- o 5 I:; 15 20 ) L.
Saios : rmatd Sores - At Exemplo 11.5. Retf)m'emos a série A7- Umidade, identificada no Exemplo 6.4.
. Um o,u1':ro modelo preliminar que pode levar em conta uma possivel dependéncia de
.2 I 1 l l { Ty | memdria longa na série é um processo ARFIMA(0, d,0) dado por
%y N R - I oo s j :
o O e ieeeezieiiee el 3. e
’ °a 5 10 s = ] s 0 15 2 | (l - B)dZt = ag, (llll)
Lag tag |
Series : arfim=0a1 Series : arfima0d1 | com0<d<0,5.
: : R Y f ‘
53 o1 e | Ll |  Exemplo 11.6. Voltemos ao Exemplo 6.5, em que identificamos um i
3 ERR L T e i3 T ™ T . . modelo preli
’;::[t g Lo S "l ............................. B I OO ‘ ................................. ] minar AR(3) com 90’ para a Série AS "III(C’O) Um outro modelo pre]_j_rnmar com o
' - @ 1 V. . N o . N
‘:Aﬁ - : o - - . - . » objetivo de incorporar o fendmeno de memdria longa, é o processo ARFIMA (0,d,0)

dado por (11.11).

11.4 Estimacado de modelos ARFIMA

ACF
0z 02 08 10
e
TR
i
Partiul ACF
02 o

e ;:,wsr_ —ﬁfaw.s o ,«v,:_»-'.s;a:,.avsr L R o* “-;i v ‘;3;5, @;w_::a“;r E\Tesgasegé.oxvamos estudar:d'ejvs;métngg de estimacgdo do parametro d: mzxitia vz oo
' ‘ rossml’ha.nga e estimacio semi-paramétrica no dominio da freqiiéncia. O parimetro - *
Figura 11.3: Fac e facp amostrais das séries ARFIMA(p, d, q) geradas de ;i)tambem pade Ser est_m?ado por métodos semi-paramétricos no dominio do tempo.
acordo com os Exemplos 11.1a11.4. ara detalhes, veja Baillie (1996).

Tabela 11.1:  Fac e facp amostrais dos modelos ARFIMA gerados de acor-

11.4.1 Estimagao de méxima verossimilhanca
do com os Exemplos 11.1 a 11.4 :

A funcdo de verossimilhanga de Z = (Z1,...,Zy) proveniente de um processo

a b c d ARF
lag acf( )pa.cf a.cf( )pacf a.cf( ) pacf acf( )pa.cf IMA(p, d, q) pode ser expressa na foram (7.28), isto &,
T 1055 035 093 0931 009 0,09 0,93 0,03 ‘
3104 074| 0% 036| o3t 029 079 -ood ‘ n |
A7 014 0,69 -026| 031 0, 79 -0, | 2y _ —n/2 _ 1 .
4|04 011! 055 003| 017 008 072 -0,03 [ Lmog) = @rog) ™ (ro - rny) Mexp ~53 2 (2= 2 /i), (1L12)
51039 011| 043 000| 024 009 | 0,66 0,00 | , 98 =
6 | 027 -001| 032 -001| 022 010/ 0,60 -0,01 |
ok Ja) o8 Btk fa 88 Ad e W 09,2
8020 -001| 019 -001| 0,06 -0, 470 , = (d,$1,...,¢p,61,..., L i=1,....n, sio . 5
9 1017 -010| 016 002 | 0.0 -008 | 042 0,03 frente e rj_y = (02)"1E(Z; — 2,)%. J 2T S0 85 Previsoes um passo a
10 | 023 001 015 -002|-004 -0,16 | 0,37 -0,03 Os esi a 234
111019 002| 014 000 015 010]| 031 -014 s estimadores de méixima verossimilhanga dos pardmetros sdo dados por
12 | 0,09 000 013 -001|-004 -0,05| 0,24 -0,10
13 | 021 -0,09| 012 003 |-005 -0,08| 0,18 -0,02 o e
14 | 015 -006 | 011 -004 | -001 -0.02| 0,10 -0,16 v =n""S(fyy), (11.13)
15 | 013 009 | 009 003 |-001 010 0,04 0,08
16 | 0,08 000 | 0,08 -005| 004 0,13 |-0,02 -0,06 onde
17 | 011 020 0,06 003 | 0,02 .8’8; 0,08 -0,06 .
18 | 013 -017 003 -011|-505 -0,09 | -0,12 0,06 N -
19 | 002 003|-001 -0D13| 002 002|-0,16 0,02 S(aev) =Y (% — Z;)*[ria
20 | 0,06 -0.26 | -0.06 -0.01 | 004 -0.06|-018 0,04 =
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e 71y é o valor de 77 que minimiza 11.4.2 Meétodo de regressao utilizando o periodograma

) = In(S(mln) + 01 Sy,

=1

Este método para estimagio do pardmetro de longa meméria foi proposto por -
Geweke e Porter-Hudak (1983) e se baseia na equacio que exibe relacio enire
a funcdo densidade espectral de um processo ARFIMA(p,d,q) e de um proces
ARMA(p, q). Tal equacdo foi reescrita para que se assemelhas
de regressao linear, onde o coeficiente de inclinag¢do é dado por

SO
S€ a uma equagio
b = —d. De uma

Entretanto, o célculo de £(n) é bastante lento. Um procedimento alternativo é
considerar uma aproximacéo para £(n) dada por

i maneira simplificada o processo de formacso desse método é relatado a seguir.
Un) = t(n) =1n 1 Z In(w;) (11.14 : Considere a fun¢éo densidade espectral do processo Z; que é um ARFIMA(p, d, a,
= n 2 I flwg )’ 14) , )
’ ’ () =1 —e 72,00, (11.16)
em que
a 1 n 2 em que . o
In(w;) = = |S Z,e—itw; PO G
"2 2= e
?:;] € o periodograma dos dados, é a fungo densidade espectral do DProcesso
{ I
% flogm =gl = tpep =B —
t. (L= gremvs — — PpeT| que é um ARMA(p,q). Multiplicando ambos os lados de (11.16) por fu(0) e apli-
o5 € a fungdo densidade espectral do processo Z; e 3. é a soma sobre todas as cando o logaritmo obtemos
b freqiéncias de Fourier, w; = 2rj/n € (—m, 7). ) RN
»§ ) R e - p - ‘ A:—,‘v;, P e —i\i2 . N . e
o -, .- Hannan (1973) e Fox e Taqqu (1986) mostram que: - - 0 fe) =10 ful0) = dinfl e AP 4 1n (fu(O)) ' (11.18)
w Z (i) o estimador Ay que minimiza (11.14) é consistente; Substituindo A por A; = 27 /n e adicionando In(Z,(};)) a ambos os lados de (11.18),
) 4:3‘;1 ‘ e d em que I;(A;) é o periodograma de Z, (veja o Capitulo 16), temos
(el (H)sed>0, -
Ei. o arv == N (n,n ™ A7L(n)), (11.15)7%
¢
ENN

InL() = mfu(0)~d1n<4sen2 (A‘TJD

4

fuo\j)> (Iz(’\j)> ; y
In | =22 = 19)
(5 e 20w (1)
Como veremos, I,()\;) é um estimador de f2(A;). O termo ln(f—“(—’\i-

= 0;) pode ser
desprezado quando se considerar apenas as freqiiéncias \

j bréximas de zero. Assim,
podemos reescrever (11.19) como um modelo de regressdo linear

em que A(7) é uma matriz de ordem (P+a+1)x (p+g+1

) com (5, k)-ésimo ¢
elemento dado por

L) = = [T f(An) dln f(Nm)
A]]ﬂ(n) - dr . 6777 67719 d/\7

(iii) a variancia o2 § estimada por

Y 12 In(wg) Y;ZUI’"dX] +Ej, j:l,...,m, (1120)
Gy = — T s Ca—
MV T n = 27 f (w55 Ay ) em que
: Y; = InIL(\)),
Exemplo 11.7. Vamos estimar os parametros do modelo (11.11), ajustado as séries A X: = In(dsen? A
A7-Umidade e Ag-Concentracio de CO, utilizando o S-PLUS. Obtemos: . 7T (4sen (?) ),
o R .. (A
(a) Umidade : d = 0, 4488, Var(d) = 0, 2056; , & = (f E/\JD )
z(Aj
(b) In{CG; : d=0,4126, Var(d) = 0,2347. a = Inf(0)em=n% 0<a<l.
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A relagdo linear (11.20) sugere a utilizagdo de um estimador de minimos qua- =

o drados para d, isto §, =
: . (G -X)(%-Y)
dmQ = = (X - X)2 (11.11).

. A Figura 11.4 apresenta a série livre de

Geweke e Porter-Hudak (1983) demonstram que N bem como suas fungdes de autocorrelacio e

" 0 comportamezzo dessas funcdes, podemos perceber que 71 € T3 tém valores que
mmdicam a sigznrficancia de P1 € p2, a um nivel de 5%. Podemos notar, tamhbém,
varias autocorrelagdes parciais estimadas fora do intervalo de confianga, sendo que

a maior delas ocorre no lag 1. Assim, decidimos modificar o modelo proposto,
indicando um modelo ARFIMA(1, d,2), isto é,

caso. para verificar se o modelo ARFIMA (0,d,0) é adequado, temos que aplicar
o filtro (1 — B)®*88 3 cérie de Umidade corrigida pela média (Z, — Z;) e verificar
se a série filtrada tem um comportamento de ruido branco. Caso is

t0 ndo ocorra,
utilizamos as mformagcdes das fac e fac

p da série filtrada para modificar o modelo

(11.21)

componente de longa meméria (Ty)
autocorrelagdo parcial. Analisando
2
N D T
N d’ ————*—-—————-—;—_———) 5
e =N\t SEn
= tante qualquer.
em que m = g(n) =7 0 < a < 1ecuma cons . ; . )
l%stimando d por meio de (11.21) podemos, agora, identificar e es‘clmai os 1;a.ra- o
metros do processo livre de componente de longa memdria, U; = (1 — B)?Z;. Para:
isso utilizamos o seguinte procedimento:

(1=B)(1-$:B) (2~ Z) = (1~ 61B~0,B%a,.

(11.22)
: i érie original Z,
) (i) Calcule a transformada discreta de Fourier da série original Z,
ke
- n ‘ 27;
it —Ait e N R 0,...,n—1.
o dz(Mi) = E ZeT, A= n LR
“E t=1 ' Coefficients value std. Error « value  Pr(s|t|)
sl
B s (Intercept) 2.5559 0.8911 2.8681 0.0112 - ..
o (i) Calcule )= i/\')CZM'Qd (M), i=0 n—1 ;20:4488 - 0.2056 - 2.1824% g.Qagg e :
[ —tA¢ . =4yU,... - L. 5 o . S e e s I T -
Y dy(A) = (1= e )™2dz(Xy), i=0,...,n— 1. R
bt - A i L e T - R :
e s T3 ST -~

Residual standard error:
Multiple R-Squared:
F-statistic:

= Demonstrase (veja Brockwell e Davis, 1991) que dyr(A;) ;, aproximadamente, -
a transformada de Fourier da série filtrada U; = (1 — B)éMe Z;,

1.358 on 16 degrees of freedom
0.2294

4.763 on 1 and 18 degrees of freedom, the
P-value is (0.04433

et : i Correlation of Coefficients:
B, (iif) Calcule a transformada inversa de Fourier Torocton

i 4 ( pt)

".:1«..‘1 n—1 X 0.9333

7 - 1 s

LA U= = e™itdy()y),

o n j=0

81i dro 11.1: Estimacio inicial do pardmetro do parimetro de longa meméria da
T, & imati érie li componente de longa memdéria, Qua ; : .
em que U; € uma estimativa da série livre da P série Umidade utilizando o método do periodograma.
Uz. i

(iv) Utilize as fac e facp de Uy para identificar os pardmetros peq.

a 2 j e, utilizando
(v) Estime os parametros ¢1, ..., ¢p, 61,...,0, o5 e d, conJun_ta,ment ,
o método de maxima verossimilhanca, mencionado na secio anterior.

A vantagem da utilizacdo desse procedimento ¢ que podemos estimfa,r d ?gm c;
nhecer os valores de p e ¢. A série U, podemos aplicar as fgnamenta:s de ident ca.t; °
adequadas aos processos ARMA(p, q) e, finalmente, utilizar o metoiz dedma;Gm
verossimilhanca para estimar todos os pardmetros do modelo ARFIMA (p, d, q).

Exemplo 11.8. Vamos ajustar um modelo de meméria longa 3 série A—,-«Umida.df.?,
utilizando o método de Geweke e Porter-Hudak. O Quadr(? 11.1 apresenta a ;:;tl; :
magao dos parametros de memdria longa; o valor obtido foi dyrg = 0,4488. :

A estimacdo do modelo (11.22) é feita utilizando o S-PLUS. O Quadro 11.2
apresenta os resultados do ajustamento. Podemos notar g

ue os pardmetros d, ¢; e
82 sdo significantemente diferentes de zero o que ndo ocorre com 6. Entretanto, é

impossivel, devido a restrigbes do S-PLUS, quando estima modelos de longa, memdria,

eliminar somente 8; do modelo. Assim, um modelo de longa memdria, para a série
A7 - Umidade - é dado por

(1-0,6171B)(1 — B)%0406( 7, _ g1 24) = (10,0458 ~ 0,216952)q,, (11.23)
com In(verossimilhanca) = —1188, 56.
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N O Quadro 11.3 apresenta a estimacéo do parametro de longa memdria utilizan-
: ] k | do o método de regressdo; o valor obtido foi dyg = 0,4126. Vamos ignorar 5 “nio
ZLNWWVWMNMAMM/W’W“ MWMI/WAW& M significAncia” do pardmetro d (nivel descritivo igual a 0,0979) pois o estimador uti-
° - = lizado € apenas um estimador inicial. Aplicando o filtro (1 — B)%4126 3 série In(CO)
Series : uS.f corrigida pela média, obtemos os resultados que sio apresentados na Figura 11.5.
A andlise das fungSes de autocorrelagio e autocorrelacio parcial estimadas da série
filtrada apresentam valores de un e (,322 fora do intervalo de confianca, indicando
a significAncia de ¢11 e ¢92. Por outro lado, a fungo de autocorrelacio amostral
estimada apresenta, na pior das hipéteses, valores de rj proximos dos limites de
conflanca. Assim, indicamos um modelo ARFIMA(2,d,0), isto é,

L 'M (1= Bl 4B~ 6:5°)(% ~ Z) = o (11.24

100

08

00 04

tag
Series : us.ii

' e
N 0
watrs w0 . . 15

20
ey

=

A estimagdio do modelo (11.24) é feita utilizando o S-PLUS. O Quadro 11.4
g2 memdria, fac e fac apresenta os resultados do ajustamento. Podemos notar que todos os pardmefros
’ P . sio significantemente diferentes de zero. Dessa maneira, o modelo de longa memdria

para a série In(CO) é dado por

= F igu;a 11.4: Série de umidade livre da componente de lon
T da série filtrada.

Lo
5?-‘1?:: ' 0,2764 ‘ 2 1.25)
Y ‘ (1—-B)"™%(1-0,4031B +0, 2308B<)(Z; — 1,2267) = a3, (11.25) .
b - : :
gy ! 3 o .
o smodelsar: com In(verossimilhanga) = —83, 07.
o {11 0.6171369 )
W .
,.dh? !
W.;‘ H sSmodeldma :
[fvg:;ff; [1] 0.04450662 0.21588628
;
el
) " $modelsd:
[1] 0.04058956 ]
Coefficients: Value std. Error t wvalue Pr{s>|t])
Svar.coef: V
4 ari (Intercept) ~3.5864 1.0173 -3.5255 0.0028
x mal ma2 X -0.4126 0.2347 -1.7578 0.0979
d 0.00002129  -0.00004940 -0.00001495 0.00001186
arl -0.00004940 0.02091042 0.01885289 0.008455 Residual standard error: 1.55 on 16 degrees of fresedom
mal  -0.00001455 0.01886289 0.01962174 0 ooesooe3 Multiple R-Squarsd: 0.1619
maz2 0.00001186 0.008455 : I -00931487 F-statistic: 3.09 on 1 and 16 degrees of freedom, the
. 45563 0.00931487 0.00732124 p-value is 0.09789
$loglik: . et
[1] -1188.566 Co(;‘g:l;té;zz) of Coefficients:
X 0.9333
Quadro 11.2: Ajustamento do modelo ARFIMA 2) 3 séri : : imac3o inici 5 1 Sria da série In{C'O
0 (1,d,2) & série de Umidade. Quadro 11.3: Estimag8o inicial do pardmetro de longa memdria da série n{CO)

utilizando o método do periodograma.
Exemplo 11.8. Ajustaremos agora, ; S

) , Um modelo d 3 série A —
In(CO). g €0 de memoria longa & série As
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Smodels$ar:
13 0.4031536 -0.2308117
$modelsma:
[
S$modelsd:
%1 0.276378
$var.coef:
a arl ar2
<3 1.63426Le-007 -1.426582e~007 -4.218618e-008
arl ~1.426582e~007 2.513338e~-003 ~7.870353e~004
ar2 -4 .218618e~008 ~7.870353e~004 2.535176e~003
$loglik:
{1] ~-83.06899
Quadro 11.4: Ajustamento do modelo ARFIMA(2,d,0) & série In(CO).
ZE AL e e e o ekl B . RN
o
: MMW\U WW
3
g WMW \
300
Series : usc
3
.
3
e pob ey e il i
a 5 10 1§ 20 )
tag
Series : uSc
aminni |
. Ll T
SR | I I
' 5 10 15 20 25
tag
Figura 11.5: Série In(CO) livre da componente de longa memoria, fac e facp da

série filtrada.
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11.5 Previsao de modelos ARFIMA
Considere o processo ARFIMA(p, d, q) estacionério e invertivel,
#(B)(1 — B)¥Z; = §(B)a;, —0,5<d < 0,5. (11.26)
Podemos reescrever o processo na forma de choques aleatérios,
o0
Zy=> tia; (11.27)
J=0
e na forma invertida -
> % =an, (11.28)

7=0
" onde -
> ;B =0(B)¢p~ (B)(1— B)™
=0
€ J [ee] .
> miBl = ¢(B)0(B)(1 - B)™.
7=0

Assim, podemos fazer previsdes de valores futiiros do processo %, utilizando as
equagbes (11.27) ou (11.28) e as expressdes (9.15) ou (9. 16) A varidncia do erro de

-previsdo, também é dada por (9.11).
Uma outra forma de reescrever (11.26) é a da equagéo de diferengas

¢(B)Z; = 6(B)ay
em que ¢(B) = ¢(B)(1 — B)?

polinémio em B, com coeficientes dados por

~T(j —d) k—1-d
. -~ —_— i=0,1,2,...
77 TG + DE(=d) 0<Hkgj PR

e I'(:) é a funcdo gama, dada por

oot teTtat, >0,
[(z) = 4 oo, =0,
7 T(1+z), z<0.

= ¢(B)D(B) e D(B) = 1 —d1B — dyB? —

(11.29)

- é um

(11.30)

Utilizando (11.29) e as expressdes (9.13) e (9.14), podemos fazer previsdes para

a série de meméria longa Z;.

Note que D(B) é um polindmio de ordem infinita. Na prética, quando temos uma
série com n observacoes, utilizamos somente os L primeiros termos desse polindmio,

L<n.
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~1

Para mais detalhes, ver Brockwell e Davis (1591). Tabela 11.2: Coeficientes do polindmio ¢(B) (truncado em L = 50), do modelo

de memdria longa, expressio (11.23), ajustado & série de Umidade.
Exemplo 11.10. Vamos calcular as previsGes para a série A7-Umidade, no period

de 25 a 31 de dezembro de 1997, com origemn em 24 de dezembro (¢ = 358), utilizand

o modelo (11.23) [1] 0.6577000000 -0.0055784400 0.0007017787 0.0015614177 0.0016448754
Para calcularmos as previsdes de Z;, vamos reescrever (11.23) na forma (11.29 ’ [6] 0.0015610455 0.0014429288 0.0013258764 0.0012193481 0.0011250135
com [11] 0.0010421404 0.0009693547 0.0009052337 0.0008484952 0.0007980406
p(B) = (1-0,6171B)(1— B)*** [16] 0.0007529486 0.0007124516 0.0006759117 0.0006427970 0.0006126627
= — 71 — —dsB —---
51 0’;1“3 ); B -dB---) [21] 0.0005851349 0.0005598978 0.0005366834 0.0005152627 0.0004954395
= Ll—=P1b —@Y2H — -
[26] 0.0004770447 0.0004599318 0.0004439732 0.0004290578 0.0004150878
com coeficientes d; dados pela expressdo-(11.30). ) .
Utilizamos o valor I = 50 para truncar o polinémio (B). Os coeficientes desse [31] 0.0004019773 0.0003896504 0.0003780397 0.0003670852 0.0003567335
o polinémio estio na Tabela 11.2. [36] 0.0003469368 0.0003376519 0.0003288402 0.0003204669 0.0003125003
# | Assim, o modelo utilizado para fazer previsdes & um modelo ARMA(50,2). Os - 41] 0.0003049117 0.0002976752 0.0002907670 0.0002841655 0.0002778509
v ot valores dessa previsdo, com origem em 24/12/97, Zssg(h), h = 1,2,...,7, estdo na [ : e a0 i MR
| Tabela 11.3. As variéncias dos erros de previsao, necessrias para a construgso dos - [46] 0.0002718050 0.0002660112 0.0002604542 0.0002551198 0.0002499952

intervalos de confianca, foram calculadas com o auxdlio do S-PLUS e estdo na dltima
coluna da Tabela 11.3. 3

" Comparando os EQMP3ss, que aparecem nas Tabelas 9.4 e 11.3, podemos con- -
Yw - .. cluirque o modelo de meméria longa (expressdo (11.23) fornece previsdes melhores - of oo oo s o o LR m el e S
que o modelo AR(15) (expressio (8.23). S :

A representacdo gréfica das previsdes do modelo de longa memdria (11.23) encon- :

Tabela 11.3: Previsio para a série Ay - Umidade, com origem em t = 358, uti-
tra-se na Figura 11.6.

lizando o modelo de memdria longa, dado pela expressao (11.23).

h| Zeyn(=) | Zs(B) | Zen(+) | Zepn | ex(h) | Va(h)
1| 70,37 |84,10| 97,83 |83,12| -0,98 | 49,00

o ; 64,90 |81,00| 97,10 |77,15| -3,85 | 64,40
° 64,78 |81,07| 97,36 |69,42|-11,65| 69,06
64,76 |81,13| 97,50 |78,35| -2,78 | 69,72
64,78 | 81,18 | 97,58 |7547| -5,71 | 70,06
64,79 |81,21| 97,63 |71,41| -9,80 | 70,07

Figura 11.6: PrevisGes (linha tracejada) para a série A; - Umidade, com ori- 64,80 |81,23| 97,66 |79,94] -1.29 70,22
gem em 24/12/97, a partir do modelo ARFIMA (p, d, q) dado pela EQMP3sg = 41, 36
expressdo (11.23).

e
[

T
10 20 0
dezembro de 1997

-~ O Ot s W
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11.6 Problemas

1. Mostre que um processo ARFIMA (0, d,0) com —0,5 < d < 0,5 tem represen-
tagio nas formas Z; = ¥(B)a; e n(B)Z; = a;, com pesos dadso por

_(k4+d-1)! _(k=d-1)!

(L o Ll ¥ G g

respectivamente.

2. Considere um processo ARFIMA (0,d,0), com d = 0,43. Represente grafica-
mente 0s pesos Py, e T, k=1,2,3,.. ., encontrados usando o problema anterior.

3. Considere um processo ARFIMA (0,d,0). Mostre que a funcio densidade es-
pectral é dada por (11.7)(Sugestao: utilize as propriedades de filtros lineares).

4. Considere a Série Ay - Temperatura.

(a) Verifique se existe necessidade de uma transformagio na série a fim de
estabilizar sua variincia.

(b) Verifique a necessidade de tomar diferengas com o objetivo de tornar a
série estacionaria.

... (¢) Apés as transformacdes adequadas, 1den_ﬁque um- modelo ARFI\/IA(O d,0).

“estimando d através do método de” TegTessac. |

5. Deduza a expressdo da fun¢do densidade espectral de um processo ARFI-
MA(0,d, 1) estaciondrio e invertivel.

6. Mostre que a func@o densidade espectral de um processo ARFIMA(l d,0)
estaciondrio de invertivel é dada por

[2sen(0, 5))] 2

F) = 1+ @2 —2cos A
e que g
7. Simule N = 1000 observacdes (Z;) de um processo ARFIMA(1,d,0), com qﬁ =
0,6 ed=0,45.

(a) Faga, um grafico dos dados simulados e comente.
(b) Calcule as fac e facp amostrais e comente.

(c) Estime os parimetros do modelo, testando a significAncia de cada um
deles.

(d) Ajuste um modelo ARMA a X =(1— B)Zt
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(e) Compare o ajustamento dos modelos ARFIMA (item {ci) e ARMA (item
(d)).

8. Considere a série de Vazdes do Rio Paranaiba (Z;), medida na Estacdo 3 -
Gamela e dada na Tabela 11.4.

(a) Calcule as fungdes de autocorrelagao e autocorrelagio parcial amostrais
e comente.

(b) Faga o teste de periodicidade de Fisher para comprovar
um periodo anual.

a existéncia de

(c) Aplique a transformagdo X; = (1—

12)Z; a fim de eliminar a componente
sazonal deterministica da série.

(d) Identifique um modelo de meméria longa para a série X, utilizando o
método de regressao (secio 11.4.2).

(e) Utilizando os itens (c) e (d), identifique um modelo de meméria longa &
série Z;.

9. Refaca o Problema 4 utilizando a série Ag - NOs.

10. Estime o modelo de memoria longa da série de vazdes do rio Paranaiba, iden-
tificado no Problema 8. Faga uma andlise residual para verificar a adequagao
g6 modelo e, caso rietessirio; faga as modificacdes necessérias. 7 7T

11. Utilize o modelo ajustado no Problema 10 para fazer previsoes, a partir da
dltima observagao, das vazdes do rio Paranaiba, considerando h = 1,2,...,12.

12. Ajuste um modelo SARIMA & série de vazdes do rio Paranaiba (Tabela 11.4).

Compare esse modelo com aquele de meméria longa ajustado no Problema 10.
Comente os resultados.

13. Estime o modelo de memdria longa ajustado & série Ag - NOs, identificado
no Problema 9. Verifique se 0 modelo é adequado e, caso necesséario, faca as
modifica¢bes necessérias para torni-lo adequado. Utilize 0 modelo final para

fazer previsGes até 12 passos a frente. Faga um grifico da série original e das
previsdes obtidas.

14. Ajuste um modelo ARIMA & série Ag - NO;. Compare esse modelo com o
modelo de longa meméria ajustado no Problema 13. Comente os resultados.
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Tabela 11.4: Vazoes histéricas mensais do rio Paranaiba, Es-
tacio Gamela (Companhia Furnas).

Ano | Jan Fev Mar Abr Mai Jun Jul Ago Set Out Nov Dez
1955|202 183 129 198 68 51 41 30 26 48 78 405

1956 1238 163 271 113 131 106 67 46 46 36 145 282 CAP fTULO 19
1957|489 389 458 465 231 148 108 86 69 62 92 254

1958|242 305 195 139 108 81 67 54 50 64 51 49 A » 1 o d

19591206 136 211 102 65 51 40 33 27 45 95 381 ! ;: -~

1960222 310 260 153 101 73 58 43 34 37 122 264 ; Alla 1S€ € Int ervengag

1961|602 568 384 109 172 108 83 68 48 40 57 95 !
1962|333 374 396 150 136 95 75 62 62 56 82 541 %
1963|377 278 163 106 77 62 47 40 32 20 42 42
1964(203 234 121 104 77 49 43 35 29 56 97 207 12.1 Introducio
e 1965|343 473 508 242 145 107 85 7L 57 74 148 305 1
he 1966|667 499 285 233 144 111 86 65 54 129 184 362

Por uma intervencdo ent énci i

M | 1967|444 403 307 189 128 97 77 61 53 51 110 317 stonte do t - gaon;n endemos a ocorréncia de algum tipo de evento em dado
" 1068|305 288 272 143 103 79 65 56 54 69 74 187 ms ante de tempo 7', co "ec1d0 a priori. Tal ocorréncia pode manifestar-se por um
W] 1060|147 146 125 92 67 51 42 36 32 54 9236 280 mterYalo de tempo subseqiiente e que afeta temporariamente, ou permanentemente,
| 1970 | 437 404 251 164 109 84 70 55 58 74 82 85 a série em estudo. A analise de intervengé.o tem por objetivo avaliar o impacto de
2 1971 57 57 91 59 39 37 30 27 30 55 92 344 tal evento no comportamento da série.
B 19720 19 201 172 145 82 66 61 49 39 113 218 104 Usualmente, as séries indicadoras de intervencdes podem ser representadas por
e 1973|253 225 230 264 134 101 79 62 51 87 139 147 dois tipos de varidveis bin4rias:
! .. .. 1974|167 110 250 225 126 92 7259 45 57 44 113 e e - e
19757229 192 104 116 72 53 52 40 32 53 - 95 102 (a) funcad degran (“step function”)
",{‘Mﬂn Fonte: Companhia Energética de Sdo Paulo (CESP). X = 5T _ 0, t<T, )
w2 ‘ PTRETL, 6> T (12.1)
R
) T 0, t#£T

X =1 = {1 L (12.2)

No caso da fungdo (12.1), o efeito da intervencio é permanente apés o instante
T ao passo que, para a funcéo (12.2), o efeito é temporario.

Uma classe geral de modelos, que leva em conta a ocorréncia de multiplas inter-
vengoes, é dada por

k
Zi = v(B)Xj; + Ny , (12.3)
em que ~
e Xjt, j=1,2,...,k, sdo varidveis de intervencio do tipo (12‘15 ou (12.2);
s v;(B),j=1,...,k, sdo fungBes racionais da forma %;}i, onde
wj(B) =wjo —wjiB—  —w;j ;B ed(B)=1- djpB — =65,
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sio polinomios em B, b; é a defasagem no tempo para o inicio do efeito da
j-ésima intervengdo e

e N, é a série temporal livre do efeito das intervencdes e é denominada série

residual.

O modelo da série residual é um modelo SARIMA representado de forma geral
por

@(B)Ny = 6(B)ay (12.4)

e identificado utilizando os procedimentos citados nos Capftulos 6 e 10 e os valores
da série temporal Z; antes da ocorréncia de intervencoes.
Em geral, o efeito de uma intervengao ¢ mudar o nivel da série ou, entdo, a

inclinagdo. Entretanto, hd trés fontes de “ruidos” que podem obscurecer o efeito da N

intervencao:

(i) tendéncia;

(i) sazonalidade e
(iii) erro aleatrio.

O fato de existir tendéncia numa série pode levar a falsas conclusSes. De fato, se
o instante T, o fato do nivel pds-intervencio

A utilidade dos modelos SARIMA ¢ que os trés elementos citados anteriormente sdo
levados em conta quando a componente residual N; de (12.3) é modelada.

12.2 Efeitos da intervengao

Uma intervencio pode afetar uma série temporal de interesse de varias maneiras.

Na sua manifestacio, ela pode ser abrupta ou residual; na sua duragdo, pode ser
permanente ou tempordria. Os tipos mais comuns de efeitos de uma intervencgdo
estio resumidos na Figura 12.1 (Glass et al., 1975, McDowall et al., 1980).

Pode haver, também, mudanga na variabilidade da série, apds a intervencao,
bem como um efeito de evolucdo pode aparecer: a série decai inicialmente e depois
retoma o crescimento, até atingir um novo nivel.

Para cads efeito de intervencio tem-se uma forma apropriada para a fungio de
transferéncia v;(B) de (12.3). Consideremos, por simplicidade, o caso de uma tnica
funcdo de transferéncia,

Z: = v(B)Xs + Ni, (12.5)

com v(B) = ‘—;’—((%.

A Figura 12.2 mostra algumas formas de v(B), para X; da forma (12.1) ou (12.2)
(ver Pack, 1977, e Box, Jenkins e Reinsel, 1994).

ser maior do que o nivel pré-intervencao pode sérdevido-simplesméiite 3 tendéncia: ™~
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Duragdo

Permanente Temporéria

Gradual

Abrupta :
b

Figura 12.1: Efeitos da intervencio.

t<T,

0
a) Suponh =39
(a) Suponha u; { iST

wo,

e ob.te,n?os a situacdo (c) da Figura 12.1, isto é, um efeito permanente, apés
um inicio abrupto (imediato) de mudanga de nivel. Y

t#T,

0
b) Neste caso, uy = ¢ '
) v { t="T,

wo,

de modo que tem-se uma mudanga do nivel da série apenas no instante 7.
(c) Aqui, v(B) = &5, Zt = 6Z;—1 + wo X + N;. Segue-se que

0, t<T,
k

wo > 8, t=T+kk=012,...
=0

Ug =

de ~modo que uw — wo/(1 — §), quando t — co, e tem-se uma manifes-
tacao g‘ra.dua’l da intervencdo, com duracio permanente, até atingir a assintota
wo/(1—=6). E o caso (a) da Figura 12.1.

- zrPara‘os casos da Figura 12:2-chmemos u; =(B)X;. Entao temos os casos: = ==




304 CAPITULO 12. ANALISE DE INTERVENGAO

12.3. EXEMPLOS DE INTERVENCAO 305

- 0 b T, 12.3 Exemplos de intervencao
(d\xu’::{éku)o, t=T+k k=0,1,2,..., ‘ -

Nesta secdo apresentaremos uma resenha dos principais trabalhos que utilizaram
a técnica da andlise de intervengfo. Nao temos a intencio de ser exaustivos mas t3o
somente ilustrar situagBes onde a técnica foi utilizada com sucesso.

entdo a série muda abruptamente de nivel, sendo wg o valor da mudanca, e
depois decal exponencialmente para zero. E o caso (d) da Figura 12.1.

_ N o A utilidade da anélise de intervengdo pode se manifestar nas mais diversas 4reas:

(e) Aqui, 6 =1le apés a intervencdo o modelo torna-se nao-estaciondrio: Z = ciéncias sociais e politicas, economja,,gsoc?ologia, histéria, psicologia, meio ambiente
Zoo: FwoXi+ Ny e etc.

0, t<T, f As primeiras propostas de tal tipo de andlise parecem ter sido feitas na rea de

Ug = { (k+ 1wy, t=T+k k=012 3,.... ciéncias sociais, com Campbell (1963) e Campbell e Stanley (1966), que introduziram

a nogdo de quase-ezperimentos com séries temporais. Eles estavam interessados em
avaliar o impacto de uma intervengdo num processo social. O termo intervengio
fol introduzido por Glass (1972), baseado no artigo de Box e Tiao (1965). Uma
exposigao detalhada sobre intervencgio é dada por Glass et al. (1975).

Esta situacdo, ndo explicitada na Figura 12.1, corresponde’a.uma mud.anga
de direcdo da série, apresentando uma tendéncia deterministica a partir. do
instante 7. :

0, t<T,

i (F) Neste caso, ut = {wo, E>T

12.3.1 Intervencgao e meioc-ambiente

w e obtemos novamente a situacio (c) da Figura 12.1. Tiao, Box e Hamming (1975) usaram anslise de intervencio para avaliar o im-

pacto de certas medidas sobre a polui¢do em Los Angeles, no periodo de janeiro de
Observe que em todas as situagOes apresentadas na Figura 12.2, o v/alor do 1955 & dezembro de 1972. Tais medidas incluiram a aberbura, om 1960, da Golden
parametro de atraso é b = 0. A alteracdo que teremos quando b >‘O ¢ que o e »State Freeway, que poderia ter influéncias benéficas sobre o nivel de Dobientes, bom.
" efeito’ da inteTvengao ocorrerd no instante = b, no-caso (b), 6.8 partii (inclusive) ==
do instante T + b para os demais casos.

iFy

tos na gasolina vendida em Los Angeles. Entre 1966 e 1970 apareceram, também,

o leis regulando a emiss@o de poluentes pelos novos veiculos produzidos.
o Um modelo da forma (12.3) foi utilizado, com
AN ®) {7 e {OHT 0, antes de 1960
s, T 1r=T , antes de ,
x“ _ n(B) = wio Xip= {1, a partir de 1960,
Ca o _wap [0, até 1966, .
“o ———~T0 -------- — vn(B) = 1— B2’ Xap = { 1, a partir de 1966, nos meses de verio,
@ ® ws0 0, até 1966
vs(B) = 1-B12’ XM“{ 1, a partir de 1966, nos meses de inverno.
Lo ﬂl: g k‘_
18 - e Os dados eram medigbes (hordrias) de poluentes primérios (hidrocarbonetos,
Isi<i @ monéxido de carbono, didxido de enxofre) e de poluentes secundérios (ozdnio, dié-
xido de nitrogénio) em diversos locais. Os autores consideraram médias mensais de
—_— concentracdo de ozénio no centro de Los Angeles. ‘
% ___A“’o _______ Estimado o modelo, obteve-se @19 = —1,09, significativo, indicando que as
T medidas de 1960 reduziram o nfvel de ozdnio de 1,09 ppcm (partes por cem milhes),
]

W = 0,25, também significativo, indicando um aumento no verdo de 0,25 ppem;

- W30 = —0,07, com desvio padrio 0,06, indicando qué w3 ndo é significativamenie
Figura 12.2: Estrutura da funcéo de transferéncia. diferente de zero.

commo a introdug¢ao de regulamentacses que reduziram a proporgao de hidrocarbore-
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Uma outra aplicacdo a dados de poluicao em New Jersey foi feita por Ledolter
et al. (1978). Ver também Box e Tiao (1975) e Reinsel et al. (1981).

12.3.2 Intervencao e leis de transito

Bhattacharyya e Layton (1979) analisaram o efeito da introducdo de legislagio
sobre o uso de cinto de seguranca em automdveis, no estado de Queensland (Aus-
trélia), sobre o ndmero de mortes por acidentes rodovidrios. As intervengdes ocor-
reram em trés anos, a saber: (I;) em 01-01-1969 tornou obrigatéria a instalacao
de cintos dianteiros em vefculos novos; (I3) em 01-01-1971, a instalagio de cintos
dianteiros e traseiros foi considerada obrigatdria. Mas em ambos os casos, o uso dos
cintos era voluntdrio; (I3) em 01-01-1972, o uso de cintos foi considerado obrigatério,
se eles tivessem sido instalados previamente nos veiculos. Multas foram impostas
a quem ndo cumprisse a lei.Os dados consistiam de observagbes trimestrais sobre
mortes em acidentes rodovidrios em Queensland, de 01-1950 a 04-1976.

Vé-se que a intervencdo aqui nio é do tipo permanente, havendo vérias possi-
bilidades em jogo, num dado instante do tempo 7. O modelo univariado ajustado
foi .

(1- B“)Zt =0+ (1 + 64B*) (1 + 6383 + 05B%)a;

e d01s modelos de mtervengao foram conmderados Para o prlmelro,

“"'wol—B N 0;' LT
vl(B) = 1—1(__-55“2, 1t = {1 > T
v(B) = wayp, Xog=X14.

Neste modelo, wyg e § ndo foram considerados estatisticamente diferentes de zero,
de modo que um segundo modelo foi ajustado, com ve(B) = wa g € X1 como acima.
Agora @q 0 = —5,49 (com desvio padrio 1,15) de modo que w2 o é significativamente
diferente de zero. Conclui-se que a intervengao alcangou &xito em reduzir o nimero
de acidentes fatais.

Qutros modelos foram considerados pelos autores, incluindo uma varidvel exé-
gena adicional, o consumo de gasolina por vefculo no estado.

Outras aplicacdes nesta drea sio os artigos de Campbell e Ross (1968), Glass
(1968) e Ross et al. (1970). '

12.3.3 Intervencao e previsio de vendas

A série de vendas do medicamento fabricado por Lydia E. Pinkham foi analisada
por muitos autores, notadamente com o objetivo de determinar a relagao desta série
com a de gastos com propaganda. Resenhas destes trabalhos foram feitas por Pereira
et al. (1989) e Pollay (1979). Ver também Bhattacharyya (1982). Pack (1977)
utilizou anélise de intervencdo para avaliar o efeito da propaganda nas vendas. Os

vﬁzf' .
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dados compreendiam 78 observagdes de janeiro de 1954 a junho de 1960 para as
séries de venda e propaganda.

Diversos modelos foram considerados por Pack, sendo que ° modelo de inter-
vencao analisado foi da forma (12.3), com

n(B) w10 Xy, = 0, taté fev:ereiro de 1956,
1-B ’ 1, t a partir de margo de 1956,
. . Wap __ | 0, t até outubro de 1956,
":'\B> - ] X2 t .
1-B ’ 1, t a partir de novembro de 1956.

Isto porque ocorreram duas elevagGes de pregos, uma em margo de 1956 e outra em
novembro do mesmo ano. Dada a pequena diferenca de tempo entre as intervengges,
as estimativas de wy g e wy sdo fortemente correlacionadas. Obteve-se w10 = 2,83
e verificou-se que o modelo baseado sé na primeira intervencio é o melhor.

12.3.4 Intervencao e epidemiologia

Saboia (1976) analisa a série de indices de mortalidade infantil do municipio de
Sao Paulo e tem por objetivo verificar a influéncia do poder aquisitivo das familias
sobre esta série. Verifica-se que o saldrio mfimo real apresenta um acréscimo con-
siderdvel entre 1952 e 1957, _estabilizando-se em 1961. A partir de 1962 sofre uma

onério.
Um modelo da forma (12.3) com ’U(B) =wp e
0, t<1962,
Xy = {1, t > 1962

foi utilizado, levando a um valor de &g = 0, 05, significativo, significando um aumento
anual de 5% no indice de mortalidade infantil a partir de 1962..

12.3.5 Intervencao e economia agricola

Pino e Morettin (1981) aplicam a analise de intervencio para avaliar o impacto
de variacoes climdticas e medidas de politica agricola sobre séries de producio e
produtividade de leite no Estado de Sao Paulo e sobre séries de producio e prego
de café no Brasil.

Virios fatores afetaram a produgido e a produtividade de leite na década de 70:
(a) pregos desestimulantes forgaram produtores ineficientes e eventuais a sair do
mercado; (b) bons pregos da carne levaram pecuaristas de corte a usar leite como
alimento de bezerros, diminuindo sua participagio na produgao de leite; (¢) geadas
afetaram pastagens em alguns anos, prejudicando a alimentacio do gado; (d) a maior
rentabilidade de outros setores (como as culturas da soja e cana-de-agicar) levou
produtores a abandonar a atividade leiteira (Pino, 1980). O efeito destes fatores

~quéda devida ¥inflacio e, & partir de 1964, 3 pohtlca. -de cotitrole salarial o inflacis —= -
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parece ter sido a diminuigdo do nimero de produtores, o aumento da produtividade
média no estado a partir de 1976/1977 e a ligeira diminuicio seguida de pequeno
aumento na producao.

O modelo de intervengiio para produtividade considerou

0, t=1,...,11,

v(B) = wy, Xt:{l t=12,...,48,

sendo que a intervencdo foi localizada apés o inicio do ano agricola 1976 /1977 (N =
48 observagdes mensais, de 12/75 a 11/79). O valor @y = 0,1590 foi significativo,
implicando um aumento da produtividade. Veja.as referéncias citadas onde outros
modelos foram utilizados para as demais séries.

12.3.6 Outras aplicacoes

Ledolter et al. (1978) estudaram dados de poluicio atmosférica em New Jersey
e verificaram o efeito de vérios eventos: leis regulando a emissfio de CO, crise de
energia em 1973, etc.

Hipel et al. (1975) estudaram o efeito da construgdo da represa de Assua no
Egito sobre a vazio do rio Nilo. AplicagSes andlogas foram feitas por Hipel et al.
(1977) e D’Astous e Hipel (1979).

Neves e Franco (1978) estudaram o efeito do depésito compulsério, instituido em

- junho de 1976, sobre 0 movimerto mensal de passageiros das linhas aéreas entre o = R

Brasil e a Europa, de 1/70 a 3/77.
Cunha (1997) estudou 2 relagdo de causalidade entre séries de consumo, renda e
juros e, para tanto, usou anélise de intervencao para modelar as séries, que sofreram

os efeitos dos diversos planos econdmicos instituidos no Brasil a partir de 28 de
fevereiro de 1986 (Plano Cruzado).

12.4 Estimacao e teste

Suponha que temos N = Ni + Ny observagbes de uma série temporal Xy, com

N, anteriores & ocorréncia de uma mtervengao e N3 posteriores. Se as observagoes
' fossem independentes, com X1,..., Xy, ~ N (u1,0%) e Xnjt1, o, X ~ N (pa, 0 n,
ent3o poderfamos testar a hipdtese Ho : 6 = §p, onde 0 = pa—p1, usando a estatistica

onde X e X2 sdo as médias amostrais das duas sub-séries e S ¢ a estimativa de o.
A estagistica tem distribuicio ¢ de Student, sob Ho.

Contudo, as observacBes de uma série temporal sdo usualmente correlacionadas
e = =& pode ser nio-estaciondria, apresentando tendéncias e /ou componentes sazo-
nais. Logo, o procedimento sugerido ndo pode ser aplicado.
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O que fazemos, entdo, para testar os efeitos de intervencSes é utilizar a teo-
ria desenvolvida anteriormente, para estimar os pardmetros do modelo de FT que
inclui varidveis indicadoras, descrevendo eventos que ocasionam intervencdes. A sig-
nificncia estatistica dos parimetros correspondentes a estas varidveis indicaré se o
efeito da intervencdo foi significativo.

Box e Tiao (1976) sugerem o seguinte procedimento alternativo para testar in-
tervencoes:

(a) Identificamos e estimamos um modelo estocéstico para a parte da série anterior
& intervencgio.

(b) Usamos este modelo para fazer previsdes dos valores posteriores & iﬁtefvéﬁgéo:

estas previsGes sdo comparadas com os valores reais para avaliar o efeito da
intervencao.

(¢) Calculamos funcdes apropriadas dos erros de previsdes, que possam indicar
possiveis mudancas no modelo postulado.

Para um modelo ARIMA escrito na forma de choques aleatérios

co
Zi=> tiaj, to=1,
S . oL
considere a estatistica

Q=3 a}/c (12.6)
=1

onde a; = e;—1(1) = Z; — Z;_1(1), j = 1,...,m, sdo os erros de previsdo a um
pa§s<3 e m é o comprimento do perfodo pds-intervengdo. & tem uma distribuicic
qui-quadrado, com m graus de liberdade, se m for grande. Seé Q for maior que o

valor tabelado, as previsdes sdo consideradas significativamente diferentes dos valores
observados.

2 ~ 7 . ~ . .
Como o7 ndo é conhecido, usamos 2 obtido no ajustamento do modelo identi-

ficado e estimado no item (a), obtendo-se

P LQ

m
=2/
]

i Se o ntimero total de observacgdes for relativamente pequeno, este procedimento
nao é adequado. Ver também Bhattacharyya e Andersen (1976).
Um procedimento alternativo sugerido por Glass et al (1975) é transformar o

modelo ARTMA no modelo linear geral e entdo usar os procedimentos usuais. Ver
Pino (1980) para detalhes.
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12.5 Valores atipicos

Os valores de uma série temporal podem, muitas vezes, ser afetados por eventos
inesperados tais como mudancas de politica ou crises econdmicas, ondas inespe-
radas de frio ou calor, erros de medida, erros de digitaco etc. A conseqiiéncia da
ocorréncia desses tipos de eventos é a criagao de observagdes esptrias que sdo incon-
sistentes com o resto da série; tais observagdes sio denominadas valores atipicos ou
“outliers”. A presenca de valores atipicos tem efeito no comportamento da fac e facp
amostrais, na estimacio dos pardmetros do modelo SARIMA e, conseqiientemente.
na especificagio correta do modelo e nas previsdes de valores futuros.

Quando o instante T de ocorréncia de um valor atipico é conhecido, podemos
utilizar a andlise de intervencgdo, discutida nas segbes anteriores, para modelar o
efeito de tal ocorréncia. Entretanto, no inicio de uma anélise, a presenca ou nio
de valores atipicos dificilmente é conhecida, o que faz necessario o desenvolvimento
de procedimentos para detectd-los e, posteriormente, inclui-los no modelo ou, entéo,
remové-los.

A detecgdo de valores atipicos em séries temporais foi introduzida por Fox (1972)
que apresentou dois modelos estatisticos para valores atipicos: aditivo e de inovagio.
Outras referéncias sdo: Pefia (1987), Hotta e Neves (1992), Hotta (1993), Chen e
Liu (1993) e Pefia et al. (2001).

Q.efeito da presenca de valores atipicos na previsdo de séries temporals fo1 ana-
lisado por Hillmer (1984) e Ledolter (1990).

12.5.1 Modelos para valores atipicos

Para um dado processo ndc-estaciondrio homogéneo, seja Z; a série observada

e Y; a série livre de observacoes atipicas. Assumimos que {Y;} segue um modelo
ARIMA geral (sazonal ou nao),

(B)Y = 6(B)a, (12.7)

definido com detalhes nos Capitulos 5 e 10.

Uma observacgo atipica aditiva (AQ, de “additive outlier”), no instante 7', pode
ser modelada por

7 = Y, t#T,
T Witw, t=T,
= Y},—%—wI(T)
6(B)

= @ +wI(T),
e(B)

(12.8)

onde It(T) é a fungao pulso dada pela expressdo (12.2).

— ’a" -
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Uma observagio atipica de inovagdo” (10, de “innovation outlier”), no instante
T, pode ser modelada por

_ 8(B) 7
Z; = Y+ (B) wl
(B
= ((B))(awr wIf). (12.9)

De (12.8) e (12.9), podemos notar que uma observacio atipica aditiva afeta so-
mente o nivel da T-ésima, observagio enquanto que a de inovacio afeta as observacdes
Zr, Z141,- - ., de acordo com a meméria do modelo, dada por 6(B)/¢(B).

De uma forma geral, uma série temporal pode conter k valores atipicos de dife-
rentes tipos e pode ser representada pelo modelo

k
Zi ="y w (B + ¥,

=1

(12.10)

em que Y; = —é@%at, v;(B) = 1 para um valor atipico aditivo e v;(B) = —i(—g—)) para
um valor atipico de inovagdo, no instante t = T}.

Para mais detalhes, ver Fox (1972).

12.5. 2 Estlmagao do efelto de observa(;oes atipicas

Vamos considerar a estimagdo do impacto w de uma observagio atfpica, quando T
e todos os pardmetros de (12.7) sdo conhecidos.

Consideremos 7(B) = 671(B)p(B) = ey T e definamos e; = 7(B)Y;,
t=1,...,N. Com essa notagio podemos reescrever os modelos (12.8) e (12.9) nas
seguintes formas:

e = wr(B)I +a, : AO, (12.11)
e = wi +a : 10, (12.12)
" respectivamente.
Observando que
- -1, t=T++>T,
(BT = {0, t<T,
T = 1
e utilizando o método de minimos quadrados, temos que
N-T
. er — X1 mer+j 7w (Fes
DA = ZN — 2 «ZN —= 2, (12.13)




com 7 (F) =1~ mF — mF? - a7 FN-T ¢

(12.14)

540 os estimadores do Impacto w de uma ob 3 ipi
; Servacao at 1tiv; i a
respectivamente. De (12.13) e (12.14) temos que i aditive o de fnovagio,

2
Var(c = Iq ” -
ar(war) Z“\i}?*’ e Var{dpr) = =2, (12.15)

Além disso, vemos que o melh
tiva é uma combinagio linear
da estrutura da série tempor
observacdo atipica de inovag
Var(@ar) < Var(@y).

Testes de hipéteses podem ser utili
vagao atipica do tipo aditivo ou de in

or estimador do efeito de uma

ajios residuos ez, egq, ... €N, com pesos dependendo
€nquanto que o melhor estimador do

80 é o resf ) i
siduo er. De (12.15) podemos concluir que

zados para verificar a presenca de uma obser-
Ovagao, no instante ¢:

Hy:w=0, em (12.8) e (12.9),
Hy:w+#0, em (12.8) ou (12.9).

A Sta i Cas d t (] a raza v anca para, as Servacoes at picas- do
S e tlS‘ll Q teste d o] de
€ OSSlImlh I Ob 1
tlpo adl» t,luo € ;de Anovae a0 .80 dadas por e e o - T

by —

Wi :
e Mg = —‘—'U‘a , (12.17)

1
N N— 3
ar (DIT )
AT N0 )

Oq

A=

respectivamente. Sob a hipétese Hy (w = 0)

N(0,1).

, ambas as estatisticas tém distribuicio

12.5.3 Deteccdo de observacoes atipicas

Na prética, o instante T de ocorra

0s parametros do modelo sio desconheci um
: ecidos. Chang e Tiao (1983) props
. . . v O
proced‘lrcéento iterativo para identificar observagdes atipicas eajust?arpu.tiozimd 1
apropriado, quando for de interesse. Os passos desse procedimento s3o: oo

(1) Ajustar um modelo para a série orj

i su d 3 i
P . ginal Z;, supondo que nao existe -
vagoes atipicas e caleular og residuos do modelo . obser

¢80 atipica, bem como

61z _ OE)
2 W(B)Zt-%;?é}Zt (12.18)

€ uma estimativa inicial de o2 dada por G2 = +>e2
N £L5t

B CAPITULO 12. ANALISE DE INTERVENCAO

observagdo atipica adi-

efeito de uma -
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(if) Calcular /A\u e Moy, t=1,..., N, utilizando o modelo estimado e as expressoes
(12.13), (12.14) e (12.17). Em seguida calcular

Ar = maxmax{|;.},
onde T é o tempo em que ocorre 0 maximo. Se Ay = [Ai,7| > C, onde C é uma
constante positiva pré-determinada, assumindo valores entre 3 e 4, entio existe

uma, observac¢io atipica do tipo aditivo no instante T, com efeito estimado dado
por w4 7. Os dados sdo, entdo, corrigidos por meio da expressio

5 . T
Zt = Zt - wA7TIt< )
e, utilizando a expressdo (12.11), pode-se calcular novos residuos

& =6, — Gapi(B)ID, (12.19)

Se Ap = I:\g,Tl > C, ent@o existe uma observagio atipica de inovacio no
instante T, com efeito estimado dado por dr;. Essa observagio pode ser
eliminada utilizando (12.10), isto é,

).
R

*mmaT T R TESIE

& pode-se calcular novos residuos, utilizando (12.12),

e =é —arrIh), (12.20)
Finalmente, calcula-se um novo estimador de o2, denotado por &2, utilizandn
os residuos dados pelas expressSes (12.19) ou (12.20), dependendo do tipo de
observacio atipica detectada.

(iii) Recalcular ;\l,t e 5\2,,3, t =1,...,N, utilizando os residuos modificados e 57.
Repetir o passo (ii) até que todas as observacdes atipicas sejam identificadas.
Observe que as estimativas iniciais #(B) permanecem inalteradas.

(iv) Suponha que tenham sido identificadas preliminarmente k observagdes atipicas
nos instantes 17, T, ..., k. Assumindo esses instantes de tempo conhecidos,
podemos estimar simultaneamente os pardmetros das observacdes atipicas w1,

wa,...,wg € 08 pardmetros da série de tempo, utilizando o modelo
k
iy . 0(B)
Ty = wius (BT 4 ——tay, (12.21)
T ; 7 z( ) 1 (p(B)

com v;(B) = 1 para uma observacio atipica aditiva e v;(B) = %(—g% para uma

observagio atipica de inovagfo, no instante T;.
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A estimag3o do modelo (12.21) leva a novos residuos o modelo (12.24) no procedimento iterativo para detecgdo de observacdes atipicas

& ‘ apresentado na secdo 12.5.3. O Quadro 12.2 apresenta o resultado desse procedi-
égl) =+V(B) |z, - Z &v;(B) ]t(TJ') mento, indicando o seguinte modelo ajustado para valores atipicos:

Jj=1

e a uma nova estimativa para o2.

Repete-se 0s passos de (ii) a (iv), até que todas as observagdes atipicas sejam
identificadas e seus impactos estimados simultaneamente.
Assim, o modelo ajustado com observacoes atipicas é dado por

k
ZFZ@W( BI™) + ((g (12.22)

Zy=

wo i) O(B)w* (s I 8(B)
1—w1BS + (B)I +wsly 4wy +w Y(B) at, (12.25)

onde (B)w* = (1 — 6;B)(1 — ©1B})w* = v; + asB! + a3B~ - ayB™, com as
restricbes v1 = w*, ag = ~w*, a3 = ~wW'B1 e a4 = W' $:01; 53] = (1 - B)(1 -
B2)(1 — ¢uB* — ¢5B® — ¢;B").

O modelo (12.25) foi estimado, revelando alguns parimetros nao significantes
(a2 e a4). O modelo final obtido, Quadro 12.3, é dado por

com @;, ¢(B) e O(B) obtidos na iteracio final.
Para mais detalhes ver Tsay (1986a), Wei (1990) e Box, Jenkins e Reinsel (1994),

. - ) : PARAMETER VARIABLE NUM./ FACTOR ORDER VALUE STD T
12.6 Apllcagoes NAME  DENOM. ERROR
- - . . o _ L. B} - wa INT1 NUM. 1 o .8131 .5436 1.50
Vamos utilizar as andlises de intervengio e deteccio de valores atipicos nas séries = Wi INT1 DENM 1 1 9613 .0427  22.51
i THETAL IPI MA 1 1 .5859 .0648 9.04
Ag - IPI, Ag - Bebida e A1y~ Consumo. THETA12  IPI MA 2 12 .6614 .0588  11.25
- SR T e . o . PHI& _ IPT_  D-AR _ . 4 -.2628 . .0727 ..-3.61
s e (a)-Série AgemlPl, oenzor o : ST T e - TR T e e s P BT T penR- -5 S.x664% . .0735 - =227
" g PHI7 1PI D-AR 7 -.3065 L0721 -4.25
") Esta série foi analisada na segdo 10.3.1, Exemplo 10.8. Um dos modelos adequa- EFFECTIVE NUMBER OF OBSERVATIONS 160
" dos para a série ¢ um SARIMA(7,1,1) x (0,1,1)12, dado pela expressio (10.38), R-SQUARE . . . . . . . . . ... 0.1z
‘jw " s . 12 RESIDUAL STANDARD ERROR. . . . . . . 0.546378E+01
R (1+0,2562B* +0,1587B° + 0,2984B7)(1 — B)(1 — B¥?)Z,
*:I".J!‘ = (1~ 0,5409B)(1 — 0, 6584B%)q,,
com &2 = 30, 36. ' Quadro 12.1: Ajustamento do modelo de intervencdo (12.24) & série
Analisando o gréfico da série, apresentado na Figura 10.8, notamos uma possfvel Ag - IPT (SCA).
mudanga na inclinacdo da série, a partir da observacdo Ziii, referente ao més de -
marco de 1994. Para verificar a significincia dessa afirmacao, vamos introduzic uma
intervencao do tipo fun¢do degrau, expressio (12.1), com coeficiente dado por 22~ =45 INITIAL RESIDUAL STANDARD ERROR = 5.3184
isto &, wo ) . TIME ESTIMATE T-VALUE  TYPE
w(B)p = s, (1228 EoonE o or B
‘ - 61 11.15 3.00 A0
Dessa forma, o novo modelo que serd ajustado ¢é dado por 2 11.42 3.21 a0
Z, = S(lll) + N, (12.24) ADJUSTED RESIDUAL STANDARD ERROR =  4.5948
1-— 6B
12 .. s
com N; = (1= 6:B)(1 — 6,8%)a, Quadro 12.2: Detecgao de observacdes atipicas da série Ag - IPL utilizando o

(1= B)(1 ~ BY2)(1 — ¢4 B* — ¢sB° — ¢7B7)’ modelo (12.24) (SCA).

O Quadro 12.1 apresenta o ajustamento do modelo (12.24). Embora o pardmetro
wy seja nao significante, decidimos manté-lo no modelo. Dessa forma, utilizaremos
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PARAMETER VARIABLE NUM./ FACTOR ORDER VALUE STD T
NAME DENOM. ERROR VALUE
WO INTL1 NUM. 1 0 L7970 L4461 1.79
Wl INT1 DENM 1 1 .9607 .0365 26.33
Vi INT2 NUM. 1 0 14.3371 3.8596 3.71
A3 INT2 NUM. 1 12 -8.4378 3.9341 -2.14
FI4 INT2 DENM 1 4 -.2563 .0678 -3.78
FIS INT2 DENM 1 5 -.1770 .0696 -2.54
FI7 INT2 DENM 1 7 -.3743 .0686 -5.45
W3 INT3 NUM. 1 0 ~17.3405 3.6351 -4.77
W4 INT4 NUM. 1 0 12.3383 3.5920 3.44
W5 INTS NUM. 1 0 12.2329 3.6595 3.34
THETAL IPI MA 1 1 5893 .0641 9.19
THETAL2 IPI MA 2 27 L6425 .0600 10.72
PHI4 IPI D-AR 1 4 -.2563 .0678 -3.78
PHIS IPI D-AR 1 5 ~-.1770 .0696 -2.54
PHI7 IPI D-AR 1 7 -.3743 .0686 -5.45
EFFECTIVE NUMBER OF OBSERVATIONS . . ) 160
R-SQUARE . . . . . . . . . . . . .. 0.933
RESIDUAL STANDARD ERROR. . . . . . . 0.474142E+01

Quadro 12.3: Ajustamento do modelo (12.26) & série Ag - IPT (SCA).

_ 0,7970 (111)
Z = 3 —0,96OTBSt
N (14,3371 — 8, 4378 B12) I{™®
(1= B)(1 - B2)(1 +0,2563B% + 0, 1770B° + 0, 3743B7)

~17,34051% + 12,3393V + 12, 23201{*?)
v (1—0,5893B)(1 — 0, 6425B'2)
(1= B)(1 - B2)(1 + 0,2563B% + 0, 1770B° + 0, 3743B7) *

(12.26)

com &2 = 22,46.

Comparando esse modelo com o univariado, dado pela expressdo (10.38), temos
uma reducio de 26% na varidncia residual.

O modelo (12.26) revela uma mudanca de tendéncia em marco de 1994, além
de um valor atipico de inovacio em abril de 1990 que afeta a série a partir desse
momento. O modelo revela, também, valores atipicos aditivos em outubro de 1988,
janeiro de 1990 e agosto de 1988.

As previsdes obtidas utilizando o modelo (12.26) séo apresentadas nas Tabelas
12.1 e 12.2. Comparando os EQM de previsdo com aqueles obtidos utilizando o
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modelo univariado, Tabelas 10.10 e 10.11, podemos concluir que, além de fornecer
um ajuste melhor, o modelo (12.26) também fornece melhores previsdes.

Tabela 12.1:  Previsdes para a série Ag - IPI, utilizando o mo-
delo (12.26), com origem em t = 180 e A =

1,2,....7.

t+h| Zyh) FErropadrac Z;+kh
181 | 105,2993 4,7414 100,1300
182 97,7652 5,1257 99,9000
183 | 108,2443 5,4831 105,3800
184 | 108,4673 5,8186 101,9600
185 | 124,5250 5,8645 116,100
186 | 130,6709 5,8960 124,6600
187 | 1425333 5,9984 131,1000

EQMPygg = 45,45

Tabela 12.2: PrevisGes atualizadas para a série Ag - IPI, uti-
. lizando.o modelo (12.26).

Origem | Z:(1) FErropadriao Z;+h
180 105,2993 4,7414 100,1300
181 95,6422 47414 99,9000
182 107,8700 4,7414 105,3800
183 107,0704 4,7414 101,9600
184 122,3540 4,7414 116,1900
185 125,0117 4,7414 124,6600
186 136,7177 4,7414 131,1000

EQMP ;) = 29,98

(b) Série Ag - Bebida.

A Figura 12.3 apresenta o grifico da série, de janeiro de 1985 a julho de 2000,
com IV = 187 observagdes, o periodograma e as fungdes de autocorrelacio e autocor-
relacdo parcial. A anélise da fac indica a presenca de tendéncia na série enquanto

~que a andlise da facp indica a presenca de uma componente periédica de periodo 12

meses.

A Figura 12.4 apresenta as fac e facp das séries (1 — B)Z;, (1 - B*)Z; e (1 -
B)(1~B")Z;. A andlise do comportamento dessas funces indica a necessidade de
uma diferenca simples e uma diferenca sazonal para tornar a série essaciondria.
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Pigura 12.3: Série Ag - Bebida, periodograma e fungdes de autocorrelagdo e
autocorrelagao parcial.
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Figura 12.4: Fac e facp das séries (1 — B} Z;

. (1-B2)Z, e (1~ B)(1-B?)Z,.
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Aplicando sucessivamente o ciclo de identificacdo, estimacio e verificacdo, che-
gamos a0 modelo univariado SARIMA(10,1,1) x (0,1, 1)12, dado por

(1- B)(1— B'*)(1+0,2286B)Z; = (1 — 0,5688B)(1 — 0, 7239B%)a;, (12.27)
com &2 = 69, 69.

O ajuste do modelo (12.27) e as fac e facp dos residuos sio apresentados no
Quadro 12.4 e na Figura 12.5, respectivamente.

Analisando com mais cuidado o grifico da série (Figura 12.3), notamos uma
mudanca de patamar no nivel de agosto de 1993 em diante (Z116, Z117,.. ., Z187).
Para verificar a significAncia dessa afirmacio, introduzimos no modelo (12.27) uma
intervencao do tipo

v(B)I1; = wy. SO (12.28)

PARAMETER VARIABLE NUM./ FACTOR ORDER

VALUE  STD T

LABEL NAME DENOM. ERROR VALUE

1 BEBIDA  MA 1 1 .5688 .0647 8.80

2 BEBIDA  MA 2 12 -7239  .0633 1l.44 )
s LZToe o "3 0 TUBEBIDA T AR L weeisllow L0 T IU2286°F L0811 -2.82

EFFECTIVE NUMBER OF OBSERVATIONS . .

le4
R-SQUARE . . . . . . . . . . . ... 0.831
RESIDUAL STANDARD ERROR. . . . . . . 0.834828E+01

Quadro 12.4: Ajustamento do modelo (12.27) A série Ag - Bebida, (SCA).

Assim, o novo modelo que serd ajustado é da forma

(1-6:B)(1—©;B?)a;

- (116) 9
Zt CU().St + (1 — B) (1 — Bl2)(l — (]51()310) g (1429)

com resultado apresentado no Quadro 12.5. Esse modelo é entdo utilizado no pro-

cesso iterativo para detecgfio de observagdes atipicas. O Quadro 12.6 apresenta o
resultado desse procedimento, indicando o seguinte modelo:

_ . g  0(B) 7(76) (160) (123) 783, 9(B)

Zt = wpS; + ——-—(p(B)w e+ wsly + wyly + wsl; + o(B)

onde §(B)w* = (161 B)(1—-OB2)w* = v; +ayB+a3B2 + 4B com as restricdes

U =W ay = —wl, a3 = ~w*B) e ay = w*0:101; p(B) = (1 - B)(1 — B2)(1 —
¢10B9).

ag, (1230)
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LATIONS
AUT??QiiE .03 -.12 .08 -.01 .04 .0L -.09 ~-.14 -.02 .04 .10 -.07
ST.E. .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08
Q .1 2.4 3.6 3.6 3.9 3.9 5.3 8.7 8.7 9.0 10.6 11.5
13- 24 -.00 -.08 -.04 ~-.08 .11 -.07 -.08 .10 -.03 -.00 -.00 .09
ST.E. .08 .08 .08 .08 .08 .09 .09 .0% .09 .09 .08 .09
Q 11.5 12.7 13.0 14.4 16.6 17.4 18.1 20.0 20.2 20.2 20.2 21.9
-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.8 0.8 1.0
B e T e e e it et
1 0.03 + IX o+
2 -0.12 +XXXT +
3 0.08 + IXX +
4 -0.01 + I +
5 0.0¢ - + IX o+
5 0.01 + I +
7 -0.09 + XXI +
8 ~0.14 +XXXT +
9 -0.02 ; + I o
10 0.04 + IX +
11 0.10 + IXX +
12 -0.07 + XXI +
13 0.00 + I +
14 -0.08 + XXI +
15 ~0.04 + XI +
16 ~-0.09 + XXI .
17 0.11 + IXXX+
18 -0.07 + XXI +
19 -0.06 + XXT -
20 0.10 + ITXXX+

PARTIAL AUTOCORRELATIONS )
1e 127777 L03 =1L 08 fU03. .07 -.00 -t

07 ~.15~-.02- .02 .12 -.07
ST.E. .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08
13- 24 .04 -.14 -.03 -.17 .16 -.10 .06 .02 -.01 -.07 -.02 .08
ST.E. .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08

1
2 -0.
3
4 -0.
‘s
6
7 -0.
8 -0.
9 -0.
10
11
12 -0.
13
12 -0.
15  -0.
16 ~-0.
17
18 -0.
19
20

Figura 12.5: Fac e facp dos residuos do modelo (12.27) ajustado & série
Ag- Bebida (SCA).
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PARAMETER

VARIABLE NUM./ FACTOR ORDER VALUE STD T
NAME DENOM . ERROR VALUE
INTL NUM. 1 Qg 19.5281 5.8531 3.34
BEBIDA MA 1 1 .6184 .0618 10.00
SEBIDA MA 2 12 L7117 .0637 11.17
BEBIDA D-AR 1 10 -.2321 .0811 -2.35
SC¥SER OF OBSERVATIONS . . 164
. L. 0.841

- - .+« . . . 0.8095952E+01

Quadro 12.5: Ajustamento do modelo (12.29) & série Ag - IPI (SCA).

INITIAL RESIDUAL STANDARD ERROR =

8.0097
TIME ESTIMATE T-VALUE TYPE
76 25.45 3.27 I0
160 -21.16 -3.38 A0
123 19.95 3.34 a0 )
I R To21.81 3.43 RO T
ADJUSTED RESIDUAL STANDARD ERRCR =  6.9793

Quadro 12.6: Procedimento para detecgio de outliers para o modelo (12.29) (SCA).

Ajustando o modelo (12.30), verificamos que os pardmetros ay € a4 sio nio-

significantes. Retirando esses parametros e re-estimando o model
(Quadro 12.7)

19,4643 — 19, 085482)

Z; = 20,41545%19) (19, : 75)

‘ S (1-B)(1 - B™®)(1+0,2732B10) I
~24,239278% 4 20, 88321% + 20, 03067(15% a

(1-0,6041B)(1 — 0,6392B'%)
"(1 - B)(1 — B)(1 +0,2732B810)

com 62 = (7,0851)% = 50, 198.

o temos o resultado

Comparando o modelo (12.31) com o modelo univariado (12.27), temos uma

reducado de 28% na ~variancia residual estimada.

Uma andlise mais detalhada do modelo (12.31) revela uma mudanca permanente
de nfvel em agoste de 1993 (U = 20,42) e alguns valores atipicos do tipo aditivo
em abril de 1993 {f = 160), margo de 1995 (¢ = 123) e margo de 2000 (¢ = 183).
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Em abril de 1990, temos a presenca de um valor atipico de inovagio que afeta o
comportamento da: série desse més em diante. '

PARAMETER VARIABLE NUM./ FACTOR ORDER

VALUE STD T
LABEL NAME DENCM. ERROR VALUE
Wo INT1 NUM. 1 0 20.4154 5.0520 4.04
Vi INT2 NUM. 1 0 15.4643 5.6766 3.43
A3 INT2 NUM. 1 12 -19.0854 5.6728 -3.36
FIl0 INT2 DENM 1 10 ~.2732 .0752 -3.63
W3 INT3 NUM. 1 0 -24.2392 5.6644 -4.28
W4 INT4 NUM. 1 0 20.8832 5.5817 3.74
WS INTS NUM. 1 0 20.9306 6.4128 3.26
THETAL -BEBIDA MA 1 1 .6041 .0629 .60
THETAL2 BEBIDA MA 2 12 .6392 .0641 9.98
PHI1O0 BEBIDA D-AR 1 10 -.2732 .0752 -3.63
EFFECTIVE NUMBER OF OBSERVATIONS . . 164
R-SQUARE . . . . . . . . . . . . .. 0.878

RESIDUAL STANDARD ERROR 0.708517E+01

Quadro 12.7: Ajustamento do modelo (12.30) & série Ag - Bebida (SCA).

" (c) Série A7 = Consumo: -

O objetivo da andlise dessa série de consumo fisico da regifo metropolitana de

S&o Paulo, de janeiro de 1984 a outubro de 1996, com' N = 154 observacdes, é
detectar intervengoes governamentais causadas por um ou mais dos seguintes planos
econdmicos:

Plano Cruzado - 28/02/86, correspondente a t = 26;

Plano Bresser - 15/06/87, correspondente a ¢ = 42;

Plano Verdo - 18/01/89, correspondente a ¢t = 61;

Plano Collor I - 15/03/90, correspondente a ¢t = 75;

Plano Collor II - 31/01/91, correspondente a t = 85 e

Plano Real - 30/06/94, corréspondente at=126.

Vamos, inicialmente, ajustar um modelo para a série e depois utilizar o procedi-
mento da secao 12.5.3 para verificar se existem valores atipicos, ou seja, valores que
n3o estdo sendo bem explicados pelo modelo.

Uma andlise revela uma diminuicdo da variabilidade com o tempo, sugerindo
a utilizagdo de uma transformacdo logaritmica para estabilizar a varidncia. Desta
forma, serd considerada o transformagio Y; = In(consumo). A Figura 12.6 apresenta
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o grafico da série transformada, o periodograma e as funcdes de autocorrelagéo e
autocorrelacdo parcial.

03

in{Consumo)
44 486 48 50 52 54

podadograma
02

0.1

0 16 20 30 40 50 & 70 8

frequencia

0.0

{"“””W\M

t

Series : Inconsumo Series : inconsumo

04

ACF
02 04 068 08 10

0.0

A S

Partial ACF

02

0.4
il

TFigura 12.6: Série In(consumo), periodogratna e fingdes de autocorrelacio 6~~~

autocorrelagdo parcial.

O decaimento lento da fac revela a presenca de uma tendéncia na série e, pro-
vavelmente, a necessidade da aplicagio de uma diferenca simples para torni-la es-
taciondria. O periodograma apresenta picos em freqiiéncias préximas a 27 /12
j = 1,2,...,6, indicando uma periodicidade de 12 meses e, conseqiientemente, a
necessidade de uma diferenca sazonal, além da diferenca simples j4 mencionada.
A Figura 12.7 apresenta as fac e facp de vérias transformacGes, reforcando a ne-
cessidade de utilizar a série transformada (1 — B)(1 — B*)Y; no ajustamento do
modelo.

Um modelo adequado para o In(consumo) é o ARIMA(0,1,1) x (0,1,1)12, com
ajustamento apresentado no Quadro 12.8 e fac e facp residuais na Figura 12.8.
Assim, o modelo univariado para a série ¥; é dado por

(1-B)(1-B®¥Y;=
(0,068)2

Utilizando o modelo (12.32) no processo iterativo para deteccio de observacdes
atipicas, verificamos a existéncia de cinco observacdes atipicas, ver Quadro 12.9, que
incorporadas & expressdo (12.32) sugerem o seguinte modelo:

G(B) I(gg) 9(3)
o(B)” 9(B)”

(1-0,3223B)(1 — 0,9995B?)a;, (12.32)

onde 42 =

Y = wll™ 4+ 220 wa I




324 CAPITULO 12. ANALISE DE INTERVENCA 12.6. APLICACOES

325

o ©99) , 8(B) 3 0(B) :
L +wy I8 4 222 SB wsIt%) 4 (B (12.33)

PARAMETER VARIABLE NUM. / FACTOR RTER VALUE STD

RDER T
LABEL NAME DENOM.

ERROR VALUE
onde 8(B)wz = (1 — 61B)(1 — ©1B)wy = v1 + a2B + agB + a4B', com as :

7 . i 1 1 THETAL  CONSUMO M2 1 i 03223 .0796  4.05
restrigdes U1 = wa, Gz = —~wal), a3 = —~w201, a4 = W‘Zel_e_l: f(B)ws = (1-6:B)(1 . 2 THETA12 CONSUMO MA 2 1z .9995 .0506 19.77
©1B%)ws = y1 + boB + b3B'? + by B3, com as restrigbes y1 = ws, by = —wsfy,

P VE NUMB s . 141
b= 51, be = LB OBl = 5 + 2B + csB + B com as et e SR
21 = ws, ca = —wsby, cg = —wsO1q, ¢y = w5h101; w(B) = (1 — B)(1 — B*). RESIDUAL STANDARD ERROR. . . . . . . 9.683s73z-21

Ajustando o modelo (12.33) verificamos que alguns pardmetros nio séo signifi--
cantes sendo, conseqiientemente, retirados e fornecendo como resultado o modelo

Quadro 12.8: Ajustamento do modelo (12.32) & série Ay - Consumo (SCA).

v, 0.258717) 4 (~0,2173 + 0,1898B'%) 7(39)
= - t
¢ ’ ¢ (1- B)(1— B1?)
-1 (0,1907 — 0,2060B') ;128 . 5397 7(59)
b | + w1 — 0,2021L; (12.34) 7+
?,” (1-B)(1-B1?)
a0 12 12
| - 218 1-0,3639B)(1-0,99808
NE (0,1693 0,10 )[(63)+( : )(1-0, ) INITIAL RESIDUAL STANDARD ERROR = 0.67303E-01
= 12 t 12 t)
| (1-B)(1-B2) (1-B)(1-B1)
! ‘ TIME  ESTIMATE T-VALUE TYPE
B com &2 = (0,05407)?; ver Quadro 12.10. i 75 -0.21 -3.93 20
R C 39 -0.21 -3.47 10
P . 128 0.15 3.17 Io
5 B 99 -0.15 -3.26 a0 .
LV - . s et - o . - =
e !} Sergssdiincongumo-~ Series  d1inconsumo : . e L 3.31 o
¥ K
g } 2 “ ADJUSTED RESIDUAL STANDARD ERROR = 0.54779E-01
o 3
e 8 T N
o \ 23 g- “lwt ..... [ L S
ey &
ok ‘ - 3 Quadro 12.9: Detecgao de outliers no modelo (12.32) para a série
&l
{] ; 0 5 10 15 20 0 s fa 15 2 Au - Consumo (SCA)
b it | tag tag -
b
i Series : di2inconsumo Series : d12Inconsumo
o
- @
9 5°
o <
éw I { l i %g PARAMETER VARIABLE NUM./ FACTOR ORDER CONS -~ VALUE 8TD T
s I i y[ ey ‘ IH & LABEL . NAME DENOM. TRAINT ERRCR VALUE
o f 1 A o
® ‘ 1 W1 INTL NUM. 1 o NONE ~.2587 -0474 -5.46
o 8 0 s » 0 s I 1 & 2 Vi INT2 NUM. 1 0 NONE  -.2173  .0589 ~-3.63
¢ 3 A3 INT2 NUM. 1 12 EQ 01 .1898 .0721 2.63
B . i . 4 Y1l INT3 NUM. 1 o} NONE .1907 .0528 3.51
Series : d112inconsumo Series : d112inconsumo 5 B3 INT3 NUM. 1 12 EQ 02 -.2060 .0817 -3.34
a e e T GEeeee e e s 6 W4 INTZ NUM . 1 0 NONE -.2021 .0473 -4.27
- o Ly ; | ] \ 7 Z1 INTS NUM . 1 0 NONE .1693 L0714 2.37
u_"c’ Qe T | | ! 8 c3 INTS NUM. 1 12 EQ 03 -.1021 .0550 -1.88
g EM l ........................................................ 9 THETAL CONSUMO MA 1 1 NONE .3639  .0816  4.45
E i 10 THETAl12 CONSUMO MA 2 12 NONE .9980 .0471  21.20
@ b
? i EFFECTIVE NUMBER OF OBSERVATIONS . . 141
0 s 10 5 2 0 s 1 s » R-SQUARE . . . . . . . . . . . . . . 0.s33
L9 = RESIDUAL STANDARD ERROR. . . . . . . 0.540762E-21

Figura 12.7: Fac e facp das séries (1 — B)Y;, (1 — B1?)Y; e (1 — B)(1 — B¥)Y;. Quadro 12.10: Ajustamento do modelo {12.33) & série A1; - Consumo (SCA).
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AUTOCORRELATIONS
1- 12 .03 -.1% .11 .03 -.05 ~.03 .02 -.07 -.07 .06 -.00 ~-.14
ST.E. .08 .8 .09 .09% .09 .09 .08 .09 .08 .08 .03 .09
Q -3 3.C 4.6 4.8 5.1 5.3 5.3 8.0 6.7 7.3 7.3 10.2
13- 24 -.04 8 -.35 -.09 .08 .04 -.08 .03 -.06 -.10 .03 ~-.158
ST.E. -08 .09 .09 .09 .09 .09 .09 .09 .09 .08 .10 .10
o] 10.4 S 3 15.8 17.2 18.5 18.7 19.6 19.8 20.3 22.0 22.1 25.8

1

2

3 - +

4 0.03 + IX o+

5 ~0.05 + XTI +

6 ~-0.03 + XTI +

7 0.02 + i +

8 -0.07 + XXI |+,

8 -0.07 + XXT +

10 0.06 + IXX +

11 0.00 + I +

12 -0.14 +XXXT +

13 -0.04 + XI +

14 0.18 + IXXXX

15 -0.05 + XI +

16 -0.09 + XXI o+

17 0.09 + IXX  +

18 0.04 + IX *

19 -0.08 + XXI +

20 0.03 +°  IX o+
PARTIAL AUTOCORRELATIONS

1- 12 .03 -.14 .12 .00 -.02 ~-.04 .01 -.07 -.05 .05 -.02 -.11

ST.E. .08 .08 .08 .08 .08 .08 .08 .o8 .08 .08 .08 .08

13- 22 -.05 .13 ~-.06 -.04 .04 .02 -.058 .02 -.11 -.06 .03 -.22

ST.E. .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08 .08

-1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0
B it e e et h b et Sl 3

1 0.03 + IX o+ -

2 -0.14 XXXKKI  +

3 0.12 + IXXX+

4 0.00 + I +

5 -0.02 + I +

6 -0.04 + XI +

7 g.01 + I +

8 -0.07 + XXT +

9 -0.05 + XTI +

10 0.05 + IX +

11 -0.02 + I +

12 ~-0.11 +XXXT +

13 -0.05 + XI +

1a 0.15 + IXXXX

15 ~0.06 + XTI +

i6 -0.04 + XI +

17 0.04 + IX +

18 0.02 s I o+

19 -0.0%5 + XI +

20 0.02 + T o+

Figura 12.8: Fac e facp dos residucs do modelo (12.32) (SCA).
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Aplicando novamente 0 processo iterativo, agora com o modelo (12.34), iden-
tificamos mais duas observagdes atipicas, apresentadas no Quadro 12.11, que sio
incorporadas & expressdo (12.34), levando ao modelo final dado por

—0,1904 4 0, 1982B12) (39
(1-B)(1-B2)
(0,1815 — 0,1933B12)
(1-B)(1-B™)

(0,1694 — 0,10218™%) (53)  (0,1534 — 0,2060B'2) (55
(1-B)1-B2) * (I=-B)(1-B%2)

(—0,171840,1921B2) o5y (1—0,4684B)(1—0, 99995'2)
1-B)1-B2) ¢ 1-B)(1-B3  *

com 62 = (0,04857)%; ver Quadro 12.12.

Y, =

—0,2877(™ 4.

1% _ 0,210518°9 (12.35)

INITIAL RESIDUAL STANDARD ERROR = 0.52920E-01

TIME ESTIMATE T-VALUE TYPE
28 Q.17 3.25 I0
95 ~0.16 -3.22 IO

ADJUSTED RESIDUAL STANDARD ERROR = 0.49240E-01

Quadro 12.11: Deteccao de outliers no modelo (12.34) para a série
Ay - Consumo (SCA).

PARAMETER VARIABLE NUM./ FACTOR ORDER CONS - VALUE STD T
LABEL NAME DENOM. TRAINT ERROR VALUE
1 W1 INTL NUM. 1 0 NONE -.2877 .0446 -6.46
2 Vi INT2 NUM. 1 [¢] NONE -.1l904" .0533 -3.57
3 A3 INT2 NUM. 1 12 EQ 01 .1982 .0625 3.17
4 Y1l INT3 NUM. 1 ¢] NONE .1815 .0452 4.02
S B3 INT3 NUM. 1 12 EQ 02 -.1833 .0529 -3.65
6 W4 INT4 NUM. 1 Q NONE -.2105 0446 -4.72
7 z1 INTS NUM . 1 o} NONE 1694 L0611 2.77
8 c3 INTS NUM. 1 12 EQ 03 -.1021 .0473 -2.16
9 H1 INT6 NUM. 1 o] NONE 1534 .0526 2.91
10 D3 INTE NUM . 1 12 EQ 04 -.2060 .0479 -4.30
11 G1 INT7 NUM . 1 0 NONE ~-.1718 .0463 -3.71
12 E3 INT7 NUM. 1 12 EQ 05 L1921 .0481 3.9¢9
13 THETAL1 CONSUMO MA 1 1 NONE .4684 .0808 5.80
14 THETAl2 CONSUMO MA 2 12 NONE .9999 .0504 19.83
EFFECTIVE NUMBER OF OBSERVATIONS . . 141
R-SQUARE . . . . . 0.946

RESIDUAL STANDARD ERROR. 0.485754E-01

» Quadro 12.12: Ajustamento do modelo (12.35) & série
Ay - Consumo (SCA).
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Valor Instante de Tipo Duracdo | Relacdo com os
. 8tPICO. er o LOCOTTBNCIA sormmes e U planos econdmicos.- -
1 margo/90 (¢t = 75) aditivo | instantdnea | Plano Collor I
2 marco/87 (¢t =39) | inovacio i permanente nfo tem
3 agosto/94 (¢ = 128) | inovagdo | permanente 2 meses apds
o.Plano Real
4 margo/92 (t = 99) aditivo | instantinea nio tem
5 marg/89 (¢ = 63) inovagdo | permanente 2 meses apds

Um resumo da presenca de valores atfpicos na série In{ consumo) ¢ dado p
Tabela 12.3. A andlise dessa tabela revela:

(a) Efeito instantdneo do Plano Collor I, acarretando uma diminuigéo no consume

(b) Efeito apds dois meses de implantacdo do Plano Real, acarretando um aumento
permanente no consumo;

(c) Efeito apés dois meses de implantacdo do Planc Verao, acarretando um au
mento permanente no consumo;

(d) Efeito apds dois meses de implantac¢do do Plano Cruzado, acarretando também
um aumento permanente No CONSUMO. :

A Figura 12.9 apresenta a série In{consumo) com o ajustamento do modelo uni-
variado (12.32), juntamente com vérios sub-frechos da série, centralizados nos ins-
tantes de ocorréncia de cada uma das sete observacOes atipicas.

Tabela 12.3: Presenca de valores atipicos na série In(consumo).

o Plano Verao
6 abril/86 (t = 28) inovagdo | permanente | 2 meses apds o

Plano Cruzado

7 novembro/91 (¢ = 95) | inovagdo | permanente n3o tem

Efeito permanente significa que as observagbes subseqiientes ao
instante de ocorréncia também sao afetadas, de acordo com
a memodria do modelo.
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4,2+ - .
few/8s fav/86 few/87 favi88 fevi89 few/80 fevig1 favi92 few/83 fevi94 few95 VL

valor atipico 1 valor atipico 2

b

In{Cansumo)
PN
LhoN@OGO-N

In{Consunw)
= o w
PP A

F

. . - 46+
marf89 jul/89 now8S mar/90 k90 nowSO mari9t mar/86 juli86 now86 mar/87 uU87 nov/B7 mar/88

i In{Cansurmo)
aoa o
Neo oo

In(Consumo)
PN

valor atipico 3 valor atipico 4

-.agold3: dez/93_ abr/94 ago/94 . .dezi9d abri95.agol@E. . . o

oee. .maAR9Y U9t nov/81 mar/92 Y82 -now92 mar/I3 - -

valor alipice 5 valor atfpico 6

In{Consuma)
apnnan O
naNmo e

In{Consumo}
PO o oo oo
R RN VR

mar/88 [u/88 nowB8 mar/89 juUB9 nov/B9 mar/S0 abr/B5 ago/B5 dez/85 abr/B6 ago/B6 dez/86 abr/A7

valor atipico 7

5.1
5
2438
2 4.8
8§47
46

4.5

4.4 1

nowiS0 mar/81 U871 novi91 mar/92 jul92 nowe2

modelo (12.32) e valores atipicos (linha cheia).

Figura 12.9: Série In(consumo) (linha com pequenos quadrados, ajustamento do
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12.7 Problemas

1. Considere as seguintes fungdes de transferéncia ou funcdes resposta de inter-
vengoes:

(a) ont(T), wp = 1,5.
wgB
®) (1-0B)

weB (T
(c) I’;—B‘It( ), wo =0,5.

I wy=1e6=0,5.

wo w1 (T) _ _ _
) (1~5B+1-—B)It ywo=1,6=0,5ew =0,3.

w1 B
(e) <w0+ lj5B> It(T),wozl,S, wi=-1ed=0,5.

wo (T)
O Tma-p”
(i) Faga o grifico de cada uma delas.

,wp=1ed=0,5.

(ii) Discuta possiveis aplicagGes dessas vérias intervencoes.

2. Considere a série Ajg — ICV.

T () Utilize o modelo” ARIMA(0,1;,1) com 6o (expressdo- (8.20)) ajustade-ac—

In(ICV) com N = 114 observactes (até junho de 1979), para verificar a
existéncia de observagdes atipicas.

(b) Caso existam observagdes discrepantes, ajuste um novo modelo com a in-
clusdo desses valores atipicos e compare o ajustamento desse novo modelo
com.-o do modelo anterior. Qual foi a reducdo na varidncia residual?

(c) Faga previsdes para as observagdes de julho de 1979 a junho de 1980. As
previsdes feitas com esse modelo sdo melhores do que as realizadas com
o modelo (8.20), ver Tabela 9.2.

3. Considere a série As - Lavras para a qual foi ajustado um modelo SARIMA
(15,0,0)(0, 1, 1)12, Quadro 10.3, utilizando 372 observacoes, de janeiro de 1966
a dezembro de 1997.

(a) Utilize esse modelo para verificar a existéncia de observagdes atipicas.
Localize-as no tempo e explique os significados de suas ocorréncias.

(b) Ajuste um novo modelo, incorporando essas observacoes atipicas. Com-
pare o ajustamento desse novo modelo com o do anterior. Houve reducao
na variancia residual?

(c) Utilizando o modelo ajustado no item anterior, faca previsCes para o ano

de 1980, com origem em dezembro de 1997. Compare essas previsGes com
as realizadas utilizando o modelo univariado, ver Tabela 10.5.
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4. Refaca o Problema 3 utilizando a série A7 - Umidade e o modelo dado pela
expressdo (8.23) no item (a). No item (c), faca previsdes para o periodo de
25 de dezembro a 31 de dezembro de 1997, com origem em 24 de dezembro:
compare-as com aquelas obtidas na Tabela 9.4. ,

5. Considere a série Az - Energia.

(a) Ajuste um modelo SARIMA adequado.

(b) Utilizando o modelo ajustado no item (a), verifique a exsszéncia de valores
atipicos na série.

(c) Modifique o modelo ajustado na parte (a), inserindo os valores atipicos
encontrados no item (b). Comente a influéncia que esses valores t&m na
série.

6. Refaga o Problema 5 utilizando a série A; - Cananéia.

7. Refaga o Problema 5 utilizando a série F' - Ozdnio.




CAPITULO 13

Modelos de Espaco de Estados

13.1 Introducao

Uma classe bastante geral de modelos, denominados modelos de espago de es-
tados (MEE) ou modelos lineares dindmicos (MLD), foi introduzida por Kalman
(1960) e Kalman e Bucy (1961). Tais modelos tém sido extensivamente utilizados
para modelar dados provenientes da Economia (Harrison e Stevens, 1976, Harvey e
Pierse, 1984, Harvey e Todd, 1984, Kitagawa e Gersch, 1984, Shumway e Stoffer,
1982), da 4rea médica (Jones, 1984) e de ciéncias do solo (Shumway, 1985), dentre
outras areas. o
... Neste capftulo-estaremos-interessatios em*estidaros chamados modelds estruti-”
rais, que podem ser postos facilmente na forma, de espacos de estados. A referéncia
bésica para o estudo desses modelos é Harvey (1989). H4 um enfoque bayesiano ao
MLD que néo serd discutido aqui. Veja West e Harrison (1997) para detalhes.

13.2 Repi‘esentagéo em espaco de estados

Todo modelo linear de séries temporais g-dimensionais tem representacio em
espago de estados, que relaciona o vetor de observacBes {Z;} e o vetor de ruidos
{vt}, através de um processo de Markov {X:}, p dimensional, denominado vetor de
estados. Assim o modelo de espaco de estados (MEE) ou modelo linear dinamico
(MLD), em sua forma bisica, é constituido por duas equagdes: . - - i

Zt = AtXt + Ve, (131)

Xy = G Xi 1 +we, t=1,...,N, ) (132)
em que

A; é a matriz do sistema, de ordem (gxp)

3

vz € o vetor rufdo da observagio, de ordem (gx 1), ndo correlacionado, com média
Zero e matriz de covarifincias R,
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G é a matriz de transi¢do, de ordem (p x p) e

wy é um vetor de ruidos ndo correlacionados, representando a perturbagdo do
sistema, de ordem (p x 1), com média zero e matriz de covariancias Q.

A equacdo (13.1) é denominada equagdo da observagdo, enquanto que (13.2) é a
equagdo do estado ou do sistema.
No MLD supde-se que:

(a) o estado inicial X tem média g e matriz de covaridncias Xo;

(b) os vetores de ruidos v; € wy a0 ndo correlacionados entre si e ndo correlacio-
nados com o estado inicial, isto é,

E(vw)) =0, todo t,s =1,...,N, e
E(th{)):OeE(thé) =O, t_—-’l,...,N.

~ Dizemos que o modelo de espago de estados é gaussiano quando os vetores de
ruidos forem normalmente distribuidos.

No modelo univariado g = 1 e, consegiientemente, A; é um vetor e v; é um ruido
com média zero e varidncia 0. ' :

As matrizes A; e Gy sdo nao estocisticas; assim se houver variagdo no tempo,
esta serd pré-determinada. Quando essas matrizes forem constantes no tempo o
. sistema, serd-dito invarignte no- tempo-od” homagéneo no tempo.~Um caso especial -
desse tipo de modelo sdo os modelos estacionarios. Além disso, se houver elementos
desconhecidos, nessas matrizes, eles poder@o ser estimados utilizando o método de

méxima verossimilhanca. '

A anslise de (13.1) e (13.2) indica que o vetor de estados nao ¢ diretamente
observado; o que se observa é uma versao linear dele, adicionada a um ruido.

O modelo bésico (13.1) — (13.2) pode ser modificado incluindo varidveis exdgenas
e/ou erros correlacionados; ver Shumway e Stoffer (2000).

Exemplo 13.1. Modelo AR(2)
Uma representacdo em espago de estados do modelo

Zy=¢1Z_1 + $2Zs—2+ay, t=1,...,N,

é dada por
ARERENC

= == —1+ .

i [@Zt-l] [¢2 (N R
Uma representacio alternativa é

Z; = [1 0]z}, (13.4)
= _ Zy _ ¢1 ¢2 * at
= [ ]=[% S]]
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Em ambas as representacdes, (13.3) e (13.4), temos o2 = 0.
Exemplo 13.2. Modelo MA(1) A
Uma representacio em espaco de estados do modelo
Zy = ay — faz1
é dada por
Z. = [1 O]Q:t N
10 -1 | o
T, = {0 0 ]xt_1+[0], (13.5)
em que Ty = [ yt }
Oat
‘ Exemplo 13.3. Modelo de regressio linear
Esse modelo tem a equagio de observagao dada por
Zy =Y/ B+ e, (13.6)
em que
- g: ObSEIVagEOescalar; ~ s - mE e T el e T e T e
Y;: vetor de varidveis independentes;
Bt: vetor de coeficientes desconhecidos.
Se o modelo for estético, a equagido do sistema serd redundante, isto é,
Be=Pt1=--=Po . (13.7)
Se os coeficientes forem dinadmicos, entdo a equacgio do sistema serd dada por
B = Pr-1+ 605 . (13.8)

Ambos os modelos, (13.7) e (13.8), sdo MLDs particulares em que X; = [,
A=Y, ¢ =1, vy = €; e wy = 65, no caso dindmico, e aﬁ, = 0 no caso estatico.

13.3 O filtro de Kalman

_O filtro de Kalman, um algoritmo de estimacio recursiva, representa uma das
maiores contribuicdes na teoria moderna de controle e sua importancia pode ser
constatada através de suas numerosas aplicagdes. No modelo de espago de estados

gaussiano, o fltro de Kalman fornece estimadores de minimos quadrados do vetor
de estados z;, utilizando o conjunto de observacdes Zs = (Z1, ..., Zs)-
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Daqui em diante utilizaremos a seguinte notacao:

X{ = EB(X4|Zs)

Bty = Bl(Xe = X3) (X, — X))

Quando ¢; =t = ¢, escreveremos simplesmente P§ em (13.10).
Quando utilizamos a suposigdo de normalidade para os ruidos v; e w= Zas equa-
¢Bes (13.1) e (13.2), temos que

E (X,

ou seja, a matriz de covaridncias do erro serd; também, uma matriz de covarincias
condicional.

O filtro de Kalman fornece as equagdes de filtragem (s = t) e as eguacies de
previsio (s < t). O nome filtro deve-se ao fato de que z% é uma combinacio linear
de Z1,2,...,27;.

(13.10)

bite = = X5 ) (X, — X8)1Zs] (13.11)

Filtro de Kalman

Para o modelo (13.1) - (13.2), com condigdes iniciais X3 =
parat=1...,N

p e PY =g, temos

e X QX [T - -~ (13.12)
Pt = GPIIG+Q, (13.13)
com
X; = X'+ Ky(Z - AcXETY), (13.14)
Pf = [I—KAlP™, (13.15)
eﬁ que .
Ky = Pt A AP AL + RT (13.16)

é denominado ganho de Kalman.
As previsdes para t > 1 sdo calculadas utilizando (13. 12) -
iniciais X7 e PS.

A demonstraga,o das equagdes do ﬁh:ro é dada em Harvey (1989) e Shumway e
Stoffer (2000).

(13.13) com valores

Suavizador de Kélman

Para o modelo (13.1) ~ (13.2) com condigdes iniciais X3
zando (13.12) — (13.15), temos parat = N,N — 1,...,1,
X=X+ dea(x) - X,
PL = PO +Ja(BY - B,

e P¥, calculadas utili-

[
wow

—~
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(13.9)

13.4. ESTIMADORES DE MAXIMA VEROSSIMILHAN CA

em que
Jiy = PGP (13.19)

Assim, o suavizador de Kalman fornece as estimativas do vetor de estados e
da matriz de covaridncias no instante ¢ — 1, utilizando como informagéo todas as
observagoes Z1, Zs, ..., Zy da série temporal.

13.4 Estimadores de mdxima verossimilhanca

O objetivo é estimar os pardmetros © = {10, Zo, ¢, @, R} que especificam o mode-
lo de espago de estados (13.1) - (13.2). Sob a suposi¢do que o estado inicial tem dis-
tribuigao gaussiana, isto é, Xo ~ N(uo, £o) e que os ruidos wy, ..., wy € vy, ... JUN
sdo varidveis nio correlacionadas e conjuntamente normais, podemos caleilar a
funcdo de verossimilhanga utilizando as inovagdes, definidas por

&t = Zt - E(ZtIZt_l)
= - AXIY t=1,...,N. (13.20)
Note que
E(Et) =E(Zt) —E(Zt) = (1321\
z:,ﬁ = Var(st) Var(Z; — A X1
= Var(A:X; + v — A XP) = Var(Ay(X; — XD + )
e, portanto,
Ty =APITIAL LR (13.22)

Considerando que, por definicio, as inovacdes sio vetores aleatérios com distri-
buigdes normais independentes, temos que a log-verossimilhanca é

~—Zlni2t|—-——25t2 €

que é uma fungio ndo-linear em ©. Uma possivel solugdo é utilizar o algoritmo de
Newton-Raphson sucessivamente, até que a log-verossimilhanca seja maximizada.
Os passos para esse procedimento de estimacéio sio dados por:

In L(9]|Z) = (13.23)

1. Selecionar valores iniciais para os parimetros, denotados por ©©),

2. Utilizar o filtro de Kalman e os valores 1mc1als 0| para obter o conjunto de
inovagdes e as matrizes de covaridncias, {Vt ,z§°),t =1,...,N}

3. Executar uma iteragdo do algoritmo de Newton-Raphson utilizando os valorss
obtidos no passo 2 e obtendo um novo conjunto de estimativas, o),
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4. A cadaiteracioj (j = 1,2,...), repetir o passo 2 utilizando ©U) para obter um
novo conjunto de inovacdes e as respectivas matrizes de covarilncias, {575J ) , Z‘.,EJ ),
t = 1,...,N}. Repetir entdo o passo 3, para obter uma nova estimativa

@+, Parar quando as estimativas ou a log-verossimilhanga estabilizar, ou

seja, quando [[OU+) — 60| ou |In L(8U+D|Z) — In L(©W|Z)| for menor do

que uma quantidade pequena e pré-estabelecida.

Este procedimento é sugerido por Jones (1980), Gupta e Mehra (1974), Ansley

e Kohn (1985).
A distribuicdo assintética do estimador de maxima verossimilhanca é dada pelo
resultado a seguir.

Teorema 13.1. Sob condicées gerais, seja On o estimador de mdzima verossimi-

lhanca de ©, obtido mazimizando a ezpressao (13.23). Entdo, para N — oo,
VN(©y ~©) 2> N(0,1(8)™), (13.24)

em que I(©) € a matriz de informacdo assintética dada por

1(0) = lim N7'B[-6" In L(8/Z)/500¢).

A demonstracio-do-teorema.é.dada em Caines (1988) e.em Hannan e Deistlerw -

(1988). .
Uma solugo alternativa, apresentada por Shumway e Stoffer (1982), é utilizar
um procedimento de estimacio baseado no algoritmo EM, desenvolvido por Demps-

 ter et al. (1977). Para mais detalhes, ver Shumway e Stoffer (2000).

13.5 Modelos estruturais

7

A esséncia dos modelos estruturais é considerar as observagOes de uma série
temporal como sendo uma combinagio linear de um nivel (permanente ou aleatério)
e uma componente irregular. Esse nfvel pode representar tendéncias fixas ou ale-
atérias, além de periodicidades.

A selecio de um modelo na metodologia de modelos estruturais, ao contrério
da metodologia de Box e Jenkins, d4 menos énfase & andlise de correlogramas de
vérias transformacoes da série original. A &nfase na formulagio das componentes do

~ modelo se dé no conhecimento da série (observagdes mensais ou ndo, por exemplo) e

em uma inspecdo grifica que pode sugerir uma possivel tendéncia nas observagdes.
Apés a estimacio do modelo selecionado, podemos fazer testes residuais do mesmo
tipo que sdo utilizados em modelos ARIMA. O teste de Ljung-Box, por exemplo,
pode ser aplicado aos residuos do modelo, com um nimero de graus de liberdade
igual ao niimero de autocorrelagdes utilizadas, menos o nimero de hiperpardmetros
estimados. Além disso, pode-se acrescentar aos grificos dos residuos; gréficos das

(b) Modelo de tendéncia local

i . vi .
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componentes suavizadas, que permitirdo ao usudrio verificar se os movimentos dessas
componentes correspondem ao comportamento da série original.
Apresentamos a seguir os principais modelos estruturais em séries temporais.

(a) Modelo de nivel local
E o modelo estrutural mais simples e é édequado quando o nivel da série muda
com o tempo de acordo com um passeio aleatério, isto &,

Zy = pp+e, t=1,...,N,
M = pea+m, t=1,...,N,

(13.25)
(13.26)
em que ¢ ~ N'(0,02), n; ~ N'(0,52) independentes e nio correlacionadas entre si.
O modelo (13.25) — (13.26) pode ser colocado na forma de espaco de estados com
. Atzl,XtZ;Lt, Gt::l,ut:e:tewt=17t.

Uma caracteristica importanté desse modelo é que o estimador do nivel, uf, é
dado por uma média mével das observacfes passadas com uma constante de suavi-
za¢do que € fungdo da razdo sinal-ruido, f = 02/02. Para mais detalhes, ver Muth
(1960). A previsdo é constante, ou seja, a fun¢ao previsdo é uma reta horizontal.

Esse modelo ¢é descrito peias equagoes

Zi = m+er, (13.27)
Bt = p1+ B+, (13.28)
Br = Bi1+4&, (13.29)

em que &; ~ N(0,02), n: ~ N(0,02) e & ~ N(0, 0Z) com 7 e & mutuamente nio
correlacionados e ndo correlacionados com e;; p; é denominado nivel local e B a
inclinagao local. ’

O modelo (13.27) — (13.29) pode ser colocado na representacio de espagos de
estados, com: .

Z = [1 0]{’5:}%“ (13.30)

5] - [z
Be L0 1] B & |

A igten;idade como que y; e B; mudam com o tempo depende das quantidades
@ = 0;/0 e g2 = oz/ oZ. A fungio previsio é uma reta com nivel e inclinagio
estimados no final da amostra: [.L% e BY.

O modelo (13.27) — (13.29) corresponde a uma especificacio bastante geral: com-

ponentes de nivel e inclinacio, ambas estocisticas. Alguns casos particulares desse
modelo séo:

(13.31)
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1. Nivel local ou passeio casual + ruido; neste caso a tendéncia é um passeioc

aleatdrio, isto €, ndo existe a componente f;.

B

Nivel local com “drift”; neste caso o7 = 0.
3. Tendéncia suave; neste caso o;?, = 0.

4. Tendéncia deterministica; neste caso o = o7 = 0.

A especificacio da tendéncia é baseada em informagdes a priori da seme =/ou no
grafico das observagdes. Na divida estima-se o modelo geral e testa-se a significincia
de cada componente no vetor de estados. Em particular, se ag é estimada como sendo

zero, podemos testar se a inclinagdo 3, agora fixa, também é zero.
(c) Modelo com tendéncia local e componente sazonal (modelo basico)

Pode-se incluir, quando necessédrio, uma componente sazonal nos modelos estru-
turais. O modelo bésico é escrito na forma
Zt = Lt + St‘-l- [ (1332)

em que S; é a componente sazonal, em sua forma geral estocéstica, com p; dado por
(13.28) - (13.29) e &; ~ N(0, 02) ndo correlacionado com os demais ruidos do modelo.

~Paraque (13:32) seja verdadeiro, muitas vezes temos que aplicar uma transformacao |

logaritmica nos dados originais.
Existem vdrias maneiras de modelar a componente sazonal. Daqui em diante
estaremos supondo que s é o periodo dessa componente. '

(1) Representacao da componente sazonal com varidveis dummy:

S+ Si1 4+ Sesgr = 01 (13.33)

A expressdo (13.33) nos diz que a componente sazonal é estocdstica, indicando
um padrao sazonal que se desenvolve no tempo. Esse padrio torna-se deterministico
quando.o? = 0; essa opgao é mais conveniente quando se tem uma série temporal com
um nimero pequenc de observagdes, ou seja, informagio insuficiente para modelar
mudancas no padrdo sazonal.

A representacdo em espago de estados do modelo (13.32) — (13.33), supondo
s =4, é dada por

Ze =[1010 0 X;+er, (13.34)
fet 11 E 0 .”t—l-f Tt
Bt 0L L _____ N I Bi-1_ &

..Xt = S | o= L= -1 -1 St...l - | a; '\1335)
e Q! 0 1|5 0 | \
S;—s b0 1 0] {Ss 0|
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(2) Representagao utilizando funcdes trigonométricas:

(3]

S = Zsj,t ,

j=1

(13.36)

com S+ gerado por

Sje | _ | cosA;  sen); Sji—1 aj; _
[ S } B [ —SenA; Cos\; 8% + al, | (13.37)

i=L2. L8 = ?, aj;: e a3, ruidos brancos com média zero e mutuamente

néo correlacionados e com a mesma varidncia o2, j = 1,..., (5] Além disso, St

aparece por construgdo, para formar S;;. '
Para s par, [§] = § e a componente j = £ se reduz a

Sj't = Sj,t—l Cos /\j +ajs -

A representacdo em espago de estados do modelo (13.36) — (13.37), com s = 4,
é dada por

Zt:[l 01 0]X¢+Et,

(w] i1 o0 0 0] [ma] [m]
By 01 0 0 0|8 | [&.
Xi= |Sit|=100 Ecos(%) sen(%) EO S1p-1|+ | a1y (13.39)
Tt 00 :h—sen(g) cos() ;O STiq ai;
[ Sae] {00770 0T [3500] [agy
A vantagem de se modelar a componente sazonal utilizando o modelo (13.36)

- (13.37) é que ele permite uma evolugio mais lenta do padrdo sazonal. Se em
(13.39) eliminarmos o vetor de ruidos (o2 = 0), a componente sazonal se tornars
deterministica.

(d) Modelo com ciclo

O modelo ciclo mais ruido é dado por

Zt=m+0i+st, t=1,...N. (1340)
Um ciclo deterministico pode ser expresso por uma sendide, isto §,
Ci = acos At + BsenAt, t=1,...,N, (13.41)

em que 0 < A; < 7 é a freqiiéncia, medida em radianos, correspondente ao ﬁeﬁodo
do ciclo (2m/A.); (o + #%)1/2 ¢ a amplitude da onda e arctg (—3/a) é a fase.
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. Um ciclo estocdstico é modelado por

C; —, cos A,  SenA. Ci—1 n Py ’ (13.42
Cy¥ —senl, COs A. Cy Wi

com 0 < p < 1, denominado fator de desconto, C; é o valor corrente do ciclo e C}

~—

aparece por construgio para formar C;. Além disso, 94 e ¥} sdo rufdos brancos com -

a mesma variancia e ndo correlacionados.
Pode-se demonstrar que a fac de ¢; é dada por

pe(T) = pTcos Aer, T=0,%1,... (13.43)

O espectro tem um pico em torno de )., denotando um comportamento pseudo-

ciclico. Esse pico torna-se mais acentuado & medida que p se aproxima de um. No

caso em que p = 1, ele se manifesta como um salto na funcio densidade espectral.
Um teste para testar Hy : p = 1 contra Hy : p < 1 é dado em Harvey e Streibel =~

(1998). »
Componentes ciclicas desse tipo sao tteis para modelar ciclos econdmicos e pre-
cipitagio pluviométrica; ver Harvey e Jaeger (1993) ¢ Koopman et al. (1995).

O ciclo pode ser combinado com uma tendéncia de védrias formas. As duas

formulacdes mais importantes sdo:

Neste caso,
Zy = wm+Citer, , (13.44)
pe = pi-1+B-1+me, (13.45) -
B = Bia+b (13.46)

e C; dado por (13.42).
A representagdo desse modelo em espago de estados é dada por

Z=01010X +e, (13.47) |
s 110 0 ) Mt
Bt 0oL 0 0 Bi-1 & ;
Xe= [FCE | = bo-tmommmemma oo | |22 -2l 13.48
i Ci 00 pcosh. psenh. Ci1 + (A ( ) ,
Cy 0 0 —psenA. pcos A, 1 N

(ii) modelo com tendéncia ciclica

Neste caso o ciclo é incorporado junto com a tendéncia.

Zy = pr+er, (134:9)
e = prg—1 + Comr + Bro1 + 1, (13.50) - |
Bt = Be-1+& (13.51) = §

10V, utilizando N
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e C; é dado por (13.42).
A representac@o em espago de estados é dada por
Zy = [1 00 O]Xt + &, (13-52)
e 1L 0 0 Bi-1 ™
Be 01 0 0 B
X; = Sotl = b DL | LE =1, LSt =
¢ Cs 00 pcosA; psen), Ce1 | | oy (13.33)
Cy 0 0 —psen). peos . | | CF P!

Em ambos os casos, (i) e (i), a componente ciclica é suposta estacionéria. Desta
forma, 0 < p < 1.

Nos exemplos a seguir, utilizamos o pacote computacional STAMP 6.0 (veja
Koopman et al., 2000).

Exemplo 13.4. V.

T ppm. T o T

_2justar um modelo estrutural ao logaritmo da séri
26. 6bserva,§o‘es." I i - T

AA in.spegéo gréfica (Figura 6.3) revela que um modelo apropriado € o modelo de
tendéncia local, dado pelas expressGes (13.27) — (13.29). Os resuttados do ajusta-
mento, Quadro 13.1, nos revelam que

pie 7,2255
= , ' (13.54)
B8 0, 04639

&2 = 0,0000, 67 = 0,00010941 e 67 = 3,533 x 10~°, indicando que o ruido da
observagao é nulo.

Para verificar a adequagio do modelo, apresentamos no Quadro 13.2 a fac resi-
dual e os resultados da aplicacio do teste de Lyung e Box. O valor Q(20) = 17,5211
(0,4198) nos diz que o modelo é adequado.

As estimativas suavizadas da tendéncia e da inclinagio est3o na Figura 13.1.

As previsdes do In(ICV), para o periodo de julho de 1980 a julho de 1981, estdo
na Tabela 13.1, enquanto que as previsdes para a série original ICV estao na Tabeia
13.2. Os respectivos graficos sao apresentados nas Figuras 13.2 e 13.3.
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Method of estimation is Maximum likelihood
The present sample is: 1 to 126

Equation 1: Inicv = Trend + Iregular

Eq 1 : Diagnostic summary report.

Estimation sample is 1. 1- 126.1. (T = 126,n= 124).
Log-Likelihood is 553.74 (-2 LogL = -1107.48).
Prediction error variance is 0.000128837

Eq 1 : Estimated variances of disturbances.
Component Inicv (g-ratio)

Irr 0.00000 ( 0.0000)

Lvi 0.00010941 ( 1.0000)

Sip 3.5332e-006 (0.0323)

Eq 1 : Estimated coefficients of final state vector.

Variable  Coefficient R.m.s.e. t-value
Lvl 7.2255 0.00000
Slp 0.046390  0.0046376 ~ 10.003 [0.0000]

Gooduess-of-fit resuits for Residual Inicv

Prediction error variance (p.e.v) 0.000129
Prediction error mean deviation (m.d) 0.000085
Coefficient of determination ~ R2 0.999811

Information criterion of Akaike AIC -8.893469
... of Schwartz (Bayes) BIC -8.803429

Quadro 13.1: Ajustamento de um modelo estrutural ao logaritmo da
: = : série-A1g~ ICV. .. A R Cosail

Serial correlation statistics for Residual Inicv.
Durbin-Watson test is 1.86223.
Asymptotic deviation for correlation is 0.0898027.

Lag dF SerCorr BoxLjung ProbChi2(dF)
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7. lendéncia

ey

inclinagdo

Figura 13.1: Estimativas suavizadas das componentes de tendéncia e inclinacdo do
logaritmo da série A;jg - ICV, utilizando o modelo de tendéncia local.

inICV e previsées
8.0+

75+

7.0}

1 0 0.0492

2 0 0.0103

3 0 -0.1322

4 1 -0.1237 4.5700 [ 0.0325]
5 2 -0.1100 6.1573 [ 0.0460]
6 3 -0.0244 6.2362 [ 0.1007]1
7 4 0.1528 - -9.3547 { 0.0528]
8 5 -0.0551 9.7630 [0.0822]
9 6 0.0901 10.866 [ 0.0926]
10 7 -0.0993 12.2180 { 0.0936]
11 8 -0.0724 12.9424 [0.1138]
12 9 0.0035 12.9441 [0.1652]
13 10 0.0489 13.2810 { 0.2084]
i4 11 0.0096 13.2942 - [0.2745]
15 12 -0.0031 13.2955 {0.3479]
16 13 0.1347 159197 [0.2535]
17 14 0.0136 15.9468 [0.3166]
18 15 -0.0201 16.0064 [0.3816]
19 16 -0.0713 16.7636 [ 0.4010]
20 17- -0.0710 17.5211 {0.4196]

55+

Quadro 13.2: Anilise residual do modelo de tendéncia local ajustado &
série In (ICV).

Figura 13.2: In ICV e previsdes para o perfodo de julho de 1980 (¢ = 127) a junho

de 1981 (t = 138).
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ICV e previsdes

3500+

L L . L L . L :
70 80 %0 - oo 1o 120 130 140

R
e - L

Figura 13.3: ICV e previsdes para o periodo de julho de 1980 (¢ = 127) a junho de
1981 (t = 136).

" Tabela I3.1: Previsdes para a série In (ICV) utlhza.ndo o modelo de
i tendéncia local.
G Periodo Previsdao Erro padrio

! 127 7,2719 0,011442
iy 128 7,3183 0,017561
o ' 129 7,3647  0,023226
130 7,4110 0,028831
131 7,4574 0,034507
132 7,5038 0,040312
133 7,5502 0,046273
134 7,5966 0,052406
135 7,6430 0,058716
136 7,6894 0,065206
137 7,7358 0,071876
138 7,7822 0,078726
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Exemplo 13.5. Vamos agora ajustar um modelo estrutural sazonal 3 série Ag -
Lavras, com N = 384 observacoes.

A Figura 10.2 apresenta o gréfico da série, o periodograma e as fac e facp amos-
trais. Com o objetivo de comparar o ajustamento e a capacidade de previsio de um
modelo estrutural com o de um modelo SARIMA, expressdo (10.31), utilizaremos as
primeiras 372 observacdes para o ajustamento do modelo, sendo que as 12 dltimas
servirao como base para a comparagio das previsoes.

O comportamento da série indica como apropriado o modelo bésico sem incli-
nacao, isto é,

Zy = pp+ St +er,
B = pe1 -+ (13.55)

e S; a componente sazonal em sua forma trigonométrica, utlhzando as expressoes
(13.38) — (13.39), com s = 12.

Tabela 13.2: Previsdes para a série Ajp - ICV utﬂizando o modelo
de tendéncia local.

127 1439,3 16,562
128 1507,8 26,708
129 1579,6 37,107
130 1654,8 48,384

131 1733,7 60,833
132 1816,4 74,659

133 1903,2 90,040
134 1994,2 107,14
135 2089,6 126,15

136 21897 147,22

O Quadro 13.3 apresenta o ajustamento do modelo (13.55). As estimativas das
varidncias indicam que o nivel é constante e a componente sazonal fixa, isto &,

Zy = p+S;+é&,
Sy = Si—12 (02 =0). (13.56)

I

.«Perfodo .Previsdo~ Erropadrio.. - -l -mwr  eese mse
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Method of estimation is Maximum likelihood
The present sample is: 1966 (1) to 1996 (12)
Equation 1:CHUVA = Level + Trigo seasonal + Irregular
Eq 1: Diagnostic summary report.
Egﬁmaﬁozinample is 1966. 1 - 1996.12. (T = 372, n= 360).
Log-Likelihood is -1633.08 (-2 LogL = 3266.16).
Prediction error variance is 7913.22
Eq 1 : Estimated variances of disturbances.
Component CHUVA (q-ratio)
Ir 4088.5 ( 1.0000)
Lvl 0.00000 ( 0.0000)
Sea 0.00000 ( 0.0000)
Eq 1 : Estimated coefficients of final state vector.
Variable Coefficient R.m.s.e. - t-value
Lvl 134.77 15.535 8.6751 [0.0000]
Sea_1 134.36 21.314 6.3038 [ 0.0000]
Sea_2 48380 . 22.607  2.1401 [0.0330]
TSea3 21728 20314 7 1.0194 030877
Sea_4 22.607 0.1946 [ 0.8458]
Sea_5 21.314  -0.3422 [0.7324]
Sea_6 22.607 0.0149 [0.9881]
Sea_7 21314 02591 [0.7957]
Sea_8 -37.660 22:607 -1.6659 [0.0966]
Sea_9 16.688 21.314 0.7829 [ 0.4342]
Sea_10 -19.358 22.607 -0.8562 [0.3924]
Sea:11 -4.4929 15.535  -0.2892 [ 0.7726]
Eq 1: Seasonal analysis (at end of period).
Seasonal Chi*2(11) test is 58.5142 [0.0000].
Seas 1 Seas 2 Seas 3 Seas 4 Seas 5
Value 100.55 159.79 16972 -78.696 -45.655
Seas 6 Seas 7 Seas 8 Seas 9 Seas 10
Value --120.99 -132.96 -123.17 -40.397 -30.389
Seas 11 Seas 12
Value 12845 166.51
Quadro 13.3: Ajustamento de um modelo estrutural sazonal & série Asg - Lavras,

considerando componente sazonal trigonométrica e estocistica (STAMP).
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O ajustamento do modelo sazonal deterministico (13.57) é apresentado no Qua-
dro 13.4.

Method of estimation is Maximum likelihood
The present sample is: 1966 (1) to 1996 (12)
Equation 2: CHUVA = Level + Fixed seasonal + Irregular
Egq 2 : Diagnostic summary report.

Estimation sample is 1966. 1 - 1996.12. (T = 372.n= 371).
Log-Likelihood is -1589.62 (-2 LogL = 3179.24).

Prediction error variance is 5829.59

Eq 2 : Estimated variances of disturbances.
Component CHUVA (g-ratio)
6020.7 ( 1.0000)

Eq 2 : Estimated coefficients of final state vector.
Variable Coefficient R.m.s.e. t-value

vl 127.94 4.0230 31.803 { 0.0000]
Sea_ 1 155.00 13.343 11.617 [ 0.0000]
Sea_ 2 75.901 13.343 5.688 [ 0.0000]
Sea_3 41.324 13.343 3.097 [ 0.0021]
Sea_ 4 -58.670 13.343 -4.397 [ 0.0000]
Sea_ 5 -78.528 13.343 -5.885 [ 0.0000]
Sea__ 6 -101.66 13.343 -7.618 [ 0.0000]1
Sea_ 7 -107.72 13.343 -8.073 [ 0.0000]
Sea_ 8 13.343 -7.956 {.0.0000]. —
FEAE Sea_. 9 86 -~ 13.3437 . - =4.046 [ 0.6001]
Sea_10 13.343 -0.475 [ 0.6344]
Sea_11 80.182 13.343 6.009 [ 0.0000]

Quadro 13.4: Ajustamento de um modelo estrutural sazonal deterministico & série
A3 - Lavras (STAMP).

Para verificar a adequagio do modelo, analisamos as autocorrelagdes residuais e
os resultados dos testes de Ljung-Box, apresentados no Quadro 13.5; o valor Q(20) =
26,37 (0,1538) indica um bom ajust
sazonal constantes.

A Tigura 13.4 apresenta a série original e a estimativa do nivel (4 = 127,94) e,
também, a estimativa da componente sazonal.

As previstes 2372(h), h = 1,...,12, correspondentes acs meses de janeiro a
dezembro de 1997, estdo na Tabela 13.3 com representacdo grafica na Figura 13.5.
Comparando o EQM de previsio, dado na Tabela 13.3, com aquele fornecido pelo
ajustamento do modelo SARTMA (expressdo (10.31)), e apresentado na Tabela 10.5,
podemos dizer que o modelo SARIMA fornece melhores previsoes, para a série Az-
Lavras, que o modelo estrutural (13.56).

Entretanto, se compararmos o ajustamento dos dois modelos, podemos dizer
que o modelo estrutural com 62 = 5829, 52 (Quadro 13.4), se ajusta marginalmente
melhor que o modelo SARIMA, que fornece 62 = (76,41)% = 5838, 48 (Quadro 10.3)

amento do modelo com nivel e componente
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Serial correlation statistics for Residual CHUVA.
Durbin-Watson test is 2.16426.
Asymptotic deviation for correlation is 0.0519174.

Lag dF SerCorr Boxljung ProbChi2(dF)

i 0 -0.0870

2 1 0.0825 5.3794 [ 0.0204]
3 2 0.0601 6.7385 { 0.0344]
4 3 0.0249 6.9731 [ 0.0728]
5 4 0.0543 8.0894 [ 0.0884]
6 5 -0.0159 8.1847 [ 0.1463]
7 6 -0.0077 82073 [0.2233]
8 7 -0.0509 9.1955 [0.2389]
9 8 0.1229 149694 [ 0.0597]
10 9 -0.0416 15.6318 [0.0750]

11 10 0.0241 15.8553 {0.1038]
12 11 -0.0330 16.2759 [0.1312]
13 12 -0.0343 167299 [0.1600]
14 13 0.0079 16.7541 [ 0.2108]
15 14 -0.1036 20.9232 [0.1036]
16 15 0.0978 24.6481 [ 0.0549]
17 16 -0.0131 24.7149 [0.0750]
18 17 0.0629 26.2680 [ 0.0697]
19 18 0.0158 26.3666 [0.0917]
20 19 0.0023 26.3686 [ 0.1202]
21 20 -0.0035 26.3734 .[0.1538]
22 21 -0.0507 27.3932 [0.1582]
23 22 0.0743 29.5859 [0.1289]
24 23 -0.0493 30.5562 [0.1341]

cA e . o B S
Bln efe BT e TR e R R e s

Quadro 13.5: Anélise residual do modelo (13.57) ajustado 4 série
Aj - Lavras (STAMP).

Série original e nivel suavizada
600

RN

2008 M{A ) , ﬂ“lk
A

componente sazonal

=]

1970 1978 ‘980 1990 - . 1995

Figura 13.4: Série Az - Lavras. nivel suavizado e estimativa da componente sazonal.
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Figura 13.5: Previsdes da série A3 - Lavras, do nivel e da componente sazonal.

(13.57) (STAMP).

Periodo | Previsao Erro padrao Valor real
1997.1 | 28295 77,697 383,3
1997.2 | 203,85 77,697 114,5
1997.3 | 169,27 77,697 96,5
1997. 4 69,27 77,697 61,1
1997. 5 49,41 77,697 41,0
1997. 6 26,28 77,697 52,6
1997. 7 20,21 77,697 5,6
1997. 8 21,78 77,697 1,2
1997. 9 73,95 77,697 38,8
1997.10 | 121,59 77,697 164,1
1997.11 | 208,13 77,697 194,8
1997.12 | 288,61 77,697 253,6

EQMPg37q = 2.438,52

= - Tabela13:3v**Previsdes para. a-série Az - Lavras utilizando o modelo =77 - ===
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Exemplo 13.6. No Capitulo 12, se¢do 12.6, ajustamos um modelo de intervengao -

para a série As - Bebida. Vamos reanalisar esta mesma série utilizando um modelo
estrutural e separando as tltimas sete observagdes (janeiro de 2000 a julho de 2.000)
com o objetivo de verificar a capacidade de previsgo do modelo ajustado. A Figura
12.3 apresenta o grifico da série cujo comportamento sugere um modelo estrutural
bésico com componente sazonal estocdstica de perido 12, isto &,

Zy =y + St + €

pt = phe—1 + Be—1 + % »

B =B +6&,

St 4+ Sp—1 4+ -+ Sp11 = ax .

O Quadro 13.6 apresenta o ajustamento do modelo (13.57). As estimativas das
varidncias indicam que a inclinacio ndo é aleatéria, isto é, B; = B para todo t ou,
equivalentemente, o2 = 0. O Quadro 13.7 apresenta os resultados do ajustamento

_considerando constante Entretanto, verificamos que B =0, 3425 (0, 1821) ou seja,
~ elé ndo é 51gmncat1vamente “diferente de zéré™a um nfvel de 5% Assim, 6 modelo™

final a ser ajustado & série Ag - Bebida é

Zt——:/lt+5t+5t7 .
L = fe1 + T (13.58)
Si+ S+ + S-nn=az,

com os resultados apresentados no Quadro 13.8.

A adequacio do modelo pode ser verificada analisando as autocorrelagdes resi-
duais no Quadro 13.9. Os valores Q(24) = 28,67 (0,1219) indicam que o modelo
(13.58) é adequado para ajustar a série Ag - Bebida.

As estimativas suavizadas, para o nivel e a componente sazonal, encontram-se
na Figura 13.6.

A Tabela 13.4 apresenta as previsdes, com origem em dezembro de 1999, d?s
meses de janeiro de 2000 a julho de 2000 e o correspondente erro quadritico médio

de previsio (EQMP1g). O grifico da série original e das previsdes encontram-se n&

Figura 13.7.

-

MODELOS ESTRUTURAIS

(13.57)

Method of estimation is Maximum likelihood
The present sample is: 1985 (1) to 1999 (12)

Equation 1: bebida = Trend + Trigo seasonal + Irregular

Eq 1: Diagnostic summary report.

Estimation sample is 1985. 1 - 1999.12. (T = 180, n= 167).
Log-Likelihood is -367.75 (-2 LogL = 735.499).

Prediction error variance is 60.1579

Eq 1: Estimated variances of disturbances.
Component  bebida (g-ratio)

Ir 24.110 ( 1.0000)
Lvl 11.531 (0.4783)
Slp 0.00000 ( 0.0000)
Sea 0.049713 ( 0.0021)

Eq 1: Estimated coefficients of final state vector.
Variable  Coefficient R.m.se. t-value

Lvi 117.07  3.8908 30.088 [ 0.0000]
Slp 0.34259  0.2536 1.3399 [0.1821]
. Sea:- A T84 o 16081 . T 2.9715 [ 00034] i et BT Lo e
Sea_2 -3.8843 1.6342  -2.3769 [0.0186]
Sea_3 -0.28939 1.3701  -0.2112 [0.8330]
Sea_4 -6.3887 1.3893  -4.5983 [0.0000]
Sea_5 5.2781 13102 4.0284 [0.0001]
Sea_6 -2.9634 13263  -2.2343 [0.0268]
Sea_7 2.1849  1.2884 1.6958 [ 0.0918]
Sea_8 2.8210  1.3033 2.1645 [0.0318]

Sea_ 9 0.66519  1.2802 0.5195 [0.6040]
Sea_10 0.75506  1.2958 0.5827 [0.5609] .
Sea_11 0.49711 1.0793 0.4605 [0.6457]

Eq 1: Seasonal analysis (at end of period).
Seasonal Chi*2(11) test is 66.7579 [0.0000].
Seas 1 Seas 2 Seas 3 Seas 4 Seas 5
Value -5.7898 -15.001 1.8113 6.0637 -6.7346
Seas 6 Seas 7 Seas 8 Seas 9 Seas 10
Value -8.3291 -3.8581 -1.8524 2.1430 8.9867
Seas 11  Seas 12
Value  9.4456 13.114

Quadro 13.6: Ajustamento de um modelo estrutural 3 série Ag - Bebida, com

componentes, nivel, tendéncia e sazonal, estocasticas.
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Method of estimation is Maximum likelihood
The present sample is: 1985 (1) to 1999 (12)

Equation 1: bebida = Trend + Trigo seasonal + Irregular
Eq 1 : Diagnostic summary report.

Estimation sample is 1985. 1 - 1999.12. (T = 180, n= 167).
Log-Likelihood is -367.75 (-2 LogL. = 735.499).

Prediction error variance is 60.1579

Eq 1 : Estimated variances of disturbances.
Component bebida (g-ratio)

13.5. MODELOS ESTRUTURAIS

Method of estimation is Maximum likelihood
The present sample is: 1985 (1) to 1999 (12)

Eguation 1 : bebida = Level + Trigo seasonal + Irregular

Eg ! : Diagnostic summary report.
Eszzeation sample is 1985. 1-1999.12. (T = 180, u= 168).

Log-Likelihood is -366.779 (-2 LogL = 733.558).
Prediction error variance is 60.7306

Eq 1: Estimated variances of disturbances.

Trr 24.110 (1.0000) Component  bebida (g-ratio)

Lvi 11.531 (0.4783) I 23.946 ( 1.0000)

Sea 0.049713 (0.0021) Igvl 1 01 52958(7 2.?%407321)
ea . X

Eq 1: Estimated coefficients of final state vector.

Eq 1 : Seasonal analysis (at end of period).
Seasonal Chi*2(11) test is 66.7579 [0.0000].

Variable Coefficient R.mse. t-value Eq 1: Estimated coefficients of final state vector.
Lvl 117.07 © 3.8908  30.088 [0.0000] Varable Coefficient R.mse. t-value
Slp 03425 02556 13399 [0.1821] Lvl 116.67  3.8933  29.968 [0.0000]
Sea_1 47784 16081  2.9715 [0.0034] Sea_1 48207  1.6151  2.9847 [0.0033]
. L =3.8843, - 1634277-2:3769 (00186 .. - cooSeas 20 o -3.9168° 16412 T -2.3865 [O0181] iv ames
202893 13701 -0.2112 [0.8330] Sea_3 02641 13727 -0.1924 [0.8477] ‘
63887 13803  -4.5983 [0.0000] Sea_4 -6.4047 13919  -4.6014 [0.0000]
52781 13102  4.0284 [0.0001] Sea_5 53009 13113 4.0426 [0.0001]
29634 13263 -2.2343 [0.0268] Sea_6 29766 13273 -2.2426 [0.0262]
2.1849 12884  1.6958 [0.0918] Sea_7 22040 12888  1.7101 [0.0891]
2.8210 13033 2.1645 [0.0318] Sea_8 2.8188 13037  2.1621 [0.0320]
06651 12802  0.5195 [0.6040] Sea_9 06811 12804  0.5319 [0.5954]
07550 12958  0.5827 [0.5609] :
o T 008 L0645 Sea_10 07501 12960  0.5788 [0.5635]
: . : : Sea_11 05096  1.0794 04721 [0.6375]

Eq 1: Seasonal analysis (at end of period).
Seasonal Chi*2(11) test is 66.7338 [0.0000].

Seas 1 Seas 2 Seas 3 Seas 4 Seas 1 Seas 2 Seas 3 Seas 4 Seas §
Value -5.7898 -15.001 1.8113 6.0637 -6.7346 Value -5.8241 -15.040 1.7684 60358 -6.7831
Seas 6 Seas 7 Seas 8 Seas 9 Seas 10 Seas 6 Seas 7 Seas 8 Seas 9 Seas 10
Value - 83291 -3.8581 -1.8524  2.1430 Value -8.3533  -3.8741 -1.8565 2.1485 9.0192
Seas 11 Seas 12 Seas 11 Seas 12
Value 9.4456 13.114 Value 9.5067 13.252

Quadro 13.7: Ajustamento de um modelo estrutural & série Ag - Bebida, com
componentes sazonal e nivel estocdsticas e tendéncia constante.

Quadro 13.8: Ajustamento de um modelo estrutural & série As - Bebida, com
componentes, nivel e sazonal, estocasticas.
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Serial conrelation stzzistics for Residual bebida.
Durbin-Watson t=sz is 1.97404.
Asymptotic deviation for correlation is 0.0771517.

Lag dF SerComr BoxLjung ProbChi2(dF)
1

0 0.0004
2 0 00752

3 0 01060

4 1 00134 29479  [0.0860]
5 2 0024 30382 [02191]
6 3 00105 13558 [0.3831]
7 4 01435  =T304  [0.1508]
8 5 01128 23928 [0.1094]
9 6 00410 $3947 [0.1577]
10 7 01612 139942  [0.0513]
11 8 00456 143720 [0.0726]
12 9 00859 157215 [0.0729]
13 10 00161 157691 [0.1064]
14 11 -0.0481 16.1980 [0.1339}
15 12 -0.0478 16.6243 [0.1643}

16 I3 0.0697 175372 [0.1759]
17 14 01066 19.6866 . [0.1403]
18 15 -0.0500 20.1617 [0.1658]
19 16 -0.0557 20.7555 [0.1881]
20 17 0.1597 25.6755 [ 0.0806]
21 18 -0.0678 26.5691 [ 0.0874]
22 19 0.0297 267420 {0.1108]
23 20 00902 283437 {0.1015]
24 21 0.0411 286786 [0.1219]

Quadro 13.9: Anélise residual do modelo (13.58) ajustado & série Ag - Bebida.

Figura 13.6:
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Série Ag - Bebida e estimativas suavizadas do nivel e da componente
sazonal.
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Tabela 13.4: Previsdo para a série Ag - Bebida utilizando o modelo
(13.38).

Perfodo Previsdo Erro padrdo Valor real

2000. 1 110,85 8,0669 95,26
2000. 2 101,63 8,7908 93,55
2000. 3 118,44 9,4966 134,62
2000. 4 122,71 10,089 117,45
2000. 5 109,89 10,682 115,11
2000. 6 108,32 11,189 99,17
2000.7 112,80 11,701 101,10

EQMPig = 120,81

|20}  Bebidae previsges
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Figura 13.7: Série Ag - Bebida e previsbes para os meses de janeiro de 2000 a julho
de 2000.

13.6 Observagoes perdidas

Uma das vantagens da metodologia de espaco de estados é a facilidade em ana-
lisar séries observadas irregularmente no tempo.

Considere Z; = (Z;(l), Z;(Q))’ uma parti¢io, no instante ¢, do vetor de observacoes
de ordem g x 1, em que a primeira componente, de ordem g1; X 1, é observada e 2
segunda componente, de ordem go; X 1, ndo é observada, g1+ + go: = ¢. Com essa
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notagio podemos particionar a equacdo da observagdo (13.1), da seguinte forma:

(1) &) O]
%)=l )=+ (%) ras0)
Z, A Vg : :

em que Aﬁl) e A,EQ) constituem uma particio da matriz de observacdo, de ordens

(@1 x p) e (g2 X p), respectivamente. Além disso,

1
o Ryt Rigg
Cov @ | =
v Ro1t Raog
é a matriz de covaridncias entre os erros de medida das partes observada e nio
observada.

Stoffer (1982) encontrou as equagdes do ﬁltro de Kalman, no caso em que ocorrem 'Zf-

observagdes faltantes, e mostrou que as equagdes (13.12) — (13.15) permanecem
validas se substituirmos, em (13.1) — (13.2), Z;, A; ¢ R por

zo AW ' Riy: O
_ - Ry = , 13.61)
o < o)’ A 0 AR Rag -

respectivariente.

Stoffer (1982) também demonstrou que os valores suawzados no caso de obser--
vagles faltantes, podem ser obtidos utilizando as equagdes (13.17) — (13.19) com os

valores filtrados obtidos utilizando (13.61).

Em resumo, se existem observacoes perdidas no conjunto de dados, os estimado-
res filtrados e suavizados podem ser calculados substituindo as observagdes perdidas. . -
por zeros, zerando as correspondentes linhas da matriz A; e, também, zerando os
elementos fora da diagonal da matriz R, correspondentes a Ry e R ¢ nas equagoes v

de atualizagdo (13.14) — (13.16).
Utilizando esse procedimento, o estimador do vetor de estado é dado por

xP = Eix,|29, ..., 20,
com matriz de covaridncias do erro dada por

- P = Bl(X; — X (X, — XY,

13.7 Problemas

1. Considere a série Ag - IPL.

(a) Ajuste um modelo estrutural conveniente, utilizando as observagdes de
janeiro de 1985 a dezembro de 1999 (N = 180).

(13.60) -
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(b) Compare o ajustamento do modelo em ( a) com o do modelo SARIMA
(Quadro 10.5).

(c) Faga previsdes para os méses de janeiro de 2000 a julho de 2000, com
origem em dezembro de 1999; calcule 0 EQM de previsio.

(d) Compare as previsdes obtidas em (c). com aquelas obtidas utilizando um
modelo SARIMA, Tabela 10.8.

2. Considere novamente a série Ag - [PL

(a) Compare os modelos SARIMA (Quadro 10.5) e estrutural, ajustado no
Problema 1, com o modelo de intervenco apresentado no Quadro 12.3.
Faga os comentirios que julgar conveniente.

(b) Compare as previsdes do periodo janeiro de 2000 a julho de 2000 forne-
cidas pelos trés modelos. Comente.

3. Considere a série Aj - Energia.
(a) Ajuste um modelo estrutural conveniente, utilizando observagdes de ja-
neiro de 1968 a dezembro de 1978.

(b) Faga previsdes para o periodo de janeiro de 1979 a setembro de 1979, com
orlgem em dezembro de 1978 Calcule o EQM de prewsao

4. Con51dere a série Al - Ubatuba.
(a) Ajuste um modelo estrutural convemiente, separando as doze tiltimas ob-
servagBes (N = 108).
(b) Ajuste um modelo SARIMA.
(c) Compare os modelos ajustados nos itens (a) e (b).
(d) Faga previsdes para o ano de 1985, utilizando os dois modelos ajustados

anteriormente. Compare-as utilizando o EQM de previsio.

5. Refaca o Problema 4, utilizando a série Ag - PFI e considerando observagbes de

janeiro de 1985 a dezembro de 1999. Faca as previsSes para os sete primeiros
meses de 2000.

6. Considere os retornos da série Ag - IBV. Ajuste um modelos estrutural conve-
niente.

7. Considere os retornos da série Ay - Petrobras. Aj’uste um modelo estrutural
conveniente.




CapriTuLo 14

Modelos Nao-lineares

141 Introducac

.Neste capitulo iremos estudar alguns modelos apropriados para séries financeiras
que apresentam a varidncia condicional evoluindo no tempo. Os modelos lineares
do tipo ARIMA n#o s&o adequados para descrever esse tipo de comportamento.

H4 uma variedade muito grande de modelos no-lineares disponiveis na lite-
ratura, mas ndés vamos nos concentrar na classe de modelos ARCH (“autoregressive
conditional heterocedasticity”), introduzida por Engle (1982) e suas extensdes. Estes
modelos sdo nao-lineares no que se refere & varidncia, como veremos na segao seguin-
I L te. .Consideraremos; também, os medelos de volatilidade estocéstica,. quie também.
admitem que a volatilidade varia com o tempo, mas tém uma premissa diferenie
dos modelos da familia ARCH. Faremos apenas uma descrigdo suméria de alguns
modelos nio-lineares na préxima segfo. Para detalhes sobre outros modelos, veja
Tong (1990)e Tsay (2002).

Como dissemos acima, o objetivo serd modelar o que se chama de wolatilidade,
que é a varidncia condicional de uma vari4vel, comumente um retorno. Embora ndo
seja medida diretamente, a volatilidade manifesta-se de vérias maneiras numa série
financeira (Peiia et al., 2001, Cap. 9):

(i) a volatilidade aparece em grupos, de maior ou menor variabilidade;

(i) a volatilidade evolui continuamente no tempo, podendo ser considerada esta-
cionéria;

(iii) ela reage de modo diferente a valores positivos ou negativos da série.

Para fixar a notac8o, consideremos uma série de retornos, ou taxas de cresci-
mento, de uma varidvel P; (comumente o prego de um ativo financeiro), dada por

Xg = ID(Pt) - IIl(Pt_l), (141)

€ sejam
- Ht = E(Xﬁ]?t_l), he = Var(Xg!j‘-t_ﬂ (142)

=
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a média e varidncia condicional de X3, onde F;_; é a informacio até o instante ¢ —
que consideraremos ser {X;_1,..., X1}

Vamos supor que p; = 0 de modo que hy = B(X2|F;-1)

14.2 Alguns modelos nao-lineares

Na andlise de modelos n&o-lineares as inovacgdes (choques aleatérios) a; sdo em
geral supostos 1.i.d. e o modelo tem a forma
X =g(at-1,a-2, ..

de modo que g(-) representa a média condicional e h?(-) é a varidncia condicional, -
Se g(-) for ndo-linear, o modelo diz-se ndo-linear na média, enquanto se h?(.) for ki
nao-linear, o modelo diz-se ndo-linear na varidncia.

O modelo
X =a; + oaa%_1

é ndo-linear na média, pois g(-) = aa? ; e h(-) = 1, ao passo que o modelo ARCH(1)

Xt = a¢4/ OthQ_l

é nao-linear na varidncia, pois g(-) = 0, k(") = y/aX}7 | e X;—1 depende de a;_;.
- Vejamos-alguns-miodelos nab-lineares.> "~ e e

Exemplo 14.1. Modelos Polinomiais
Para este modelo, a funcdo g(-) fica

anat_l + ZZb”at_zat_J (14.4)

i=1 j=1

g(a’t~17 At—32, . - '

Esta é uma expansao de Volterra, envolvendo termos lmeares bilineares etc, das
inovagoes.

Exemplo 14.2. Modelo Bilineares :
Estes modelos, extensivamente estudados por Subba Rao (1981), Subba Rao e
Gabr (1984) e Granger e Andersen (1978), sdo tais que

9(ae-1,at-2, . )—Zaiat L+Z@Xt Z+ZZ%X13 iae—j . (145)

i=1 j=1

Exemplo 14.3. Modelos Lineares por Partes
Dentre esses modelos destacamos os modelos TAR (“threshold autoregressive”)
de Tong (1983, 1990). Por exemplo, um TAR(1) é da forma

S P1Xi-1+ ai, se Xp1 <,
L =
az + B2 Xi 1 +ao, se Xy >

)+ ath(at—1,a1-2,...), (14.3)

~?;:‘14 3 Modelos ARCH
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Aqui, o processo tem dois regimes, dependendo de X;_; ser menor ou maior do
que o limiar r. Em geral podemos ter um TAR(p), com k regimes. Podemos con-
siderar modelos TARMA(p, g), ou seja, modelos ARMA com limiares. Veja Safadi
¢ Morettin (2000) para detalhes. Modelos com quebras estruturais podem ser in-
cluidos nessa classe de madelos e um dos objetivos é estimar os pontos de mudancas
de regimes.

Exemplo 14.4. “Switching Models”

Esses modelos sdo semelhantes aos modelos lineares por partes, mas agora a troca
de regimes é governada por uma varidvel de estado, ndo-observada, que tipicamente
¢ modelada como uma cadeia de Markov. Por exemplo, considere

X, = { ay + P X1 +au, se S =1, (14.6)
oo+ BoXi1 +ag, se Sy =0

Aqui, S é uma cadeia de Markov com dois estados, 0 e 1. Veja Hamilton (1994)
e Kim e Nelson (1999) para mais informacao sobre esses modelos.

Uma outra classe de modelos n3o-lineares na varidncia é a dos modelos de volati-
lidade estocéstica. Estes serdo estudados na seco 14.6.

Os modelos ARCH, ou modelos auto-regressivos com heteroscedasticidade con-
dicional, foram introduzidos por Engle (1982), com o objetivo de estimar a varincia
da inflagio. A idéia bésica aqui é que o retorno X; é ndo-correlacionado serialmente,
mas a volatilidade (varidncia condicional) depende de retornos passados por meio
de uma fun¢do quadrética. :

Definigdo 14.1. Um modelo ARCH(r) é definido por

X = Ve, : (14.7)
he = ag+on X2+ + o X2, , (14.8)

onde &; é uma seqiiéncia de varidveis aleatérias independentes e identicamente dis-
tribuidas (i.i.d.) com média zero e varidncia um, ag > 0, o > 0, @ > 0.

Na pratica, usualmente supomos €; ~ N(0,1) ou & ~ t, (distribuigdo ¢ de
Student com » graus de liberdade).

Os coeficientes «; devem satisfazer certas condigdes, dependendo do tipo de
imposi¢ao que colocamos sobre o processo X;.

Pela prépria definicio, valores grandes de X: sao seguidos por outros valores
grandes.

o
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Para investigar algumas propriedades dos modelos ARCH, consideremos o casg -
especial 7 = 1, ou seja, temos o modelo

X = Ve, (14.9)
Bt = g+ X2, (14.10)

com ag >0, ap > 0.
Calculemos a média, a variidncia e a autocovaridncia incondicionais da série.

() B(X:) = E{E(X:|Fi-1)} = 0;
(i) Var(X;) = B(X?) = E{B(X?|Fi-1)} = Bloo + 1 X2 ) = o0 + cn E(X}2)).

Se o processo {X;} for estaciondrio de segunda ordem, entdo, para todo t,
E(X?) = BE(X?_,) = Var(X3), do que decorre

Qg

= . 14.
Var(Xe) T (14.11)
" Como Var(X;) > 0, deveremos ter 0 < oy < 1.
(ill) Cov(Xyrp, Xi) = B(XpepXe), k> 1,
= E[E(Xt16Xe)| Firi—1)] = E[XB(Xorp| Fern—1)]
e %.E,[:XLE(”-\“/ ht,.f.kst_’;;klft:}_k;»_l-):]:—:-o’. S e e e e B S e o i
Dessa forma,
vx(k) =0, k>1, (14.12)

indicando que X; é uma seqiiéncia de varidveis aleatdrias ndo correlacionadas
(ruido branco) com média zero e varidncia dada pela expressio (14.11).

Sabemos que os retornos apresentam geralmente caudas longas, de modo que a
curtose é maior do que 3. Para calcular a curtose, supondo que X; siga o modelo
(14.9) — (14.10) é necessério calcular o momento de quarta ordem de X;. Suponha
que os &; sejam normais, para facilidade de célculo. Entao temos

E(X}HFio1) = E(h2ed|Fi1) = 3(ap + a1 X2 1), (14.13)
do que decorre

E(X}) = 3E(ap + a1 X2.1)% = 3E(cd + 2001 X2 1 + 3 X1 ).

Admitindo-se que o processo seja estaciondrio de quarta ordem, o momento de
quarta ordem pode ser escrito py = F(X}) e teremos

Ly = 3(&8 + 2apa Var (X)) + Ol%/—h;)
3[op + 2c0a1 (co/(1 — 1)) + o pa]
303(1 +2a1/(1 — ) + 3a3pa -

i

I
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Daqui obtemos, finalmente.

3&%(1 + CZ}_)
1- 041)(1 - 301%) ’

by = ( (14.14)
Supondo-se que momentos de quarta ordem sejam finitos e positivos, de (14.14)
devemos ter 1 — 304% > 0, ou seja, 0 < a'f < 1/3. Portanto, quanto mais restri¢tes
impusermos 20 processo de retcrnos, mais restrigdes teremos para os coeficientes do
modelo. Isto é verdade para o modelo geral ARCH(r).
A curtose X; serd, entao. dada por

2 2 9 .

K Ha 0!0(1+(J{1) (]_—al) 1_..al . .
= —_— —_ 3 . y 3 ;:’
NVar(X)P ~ “(—en(-3a)) o  1-3a? (14.15)

Vemos, pois, que se admitirmos que X; siga um modelo ARCH, as caudas serdo
mais pesadas do que as da normal, o que é uma propriedade vantajosa do modelo.
Por outro lado, uma desvantagem do modelo é que trata retornos positivos e nega-
tivos de forma similar, j4 que quadrados dos retornos entram na férmula da volati-
lidade. Na prética, sabe-se que a volatilidade reage de modo diferente a retornos
positivos e negativos. Também, devido ao fato de termos retornos ao quadrado,
alguns retornos grandes e isolados podem conduzir a super-previsdes.

-Exemplo 14.5. Na Figura 14.1 temos:~(&) os retornos didrics da série Ag - Ibovespa,

(b) retornos didrios da série Ag - Petrobras e (c) retornos didrios da série Ag - Ba-
nespa, no perfodo de 3 de janeiro de 1995 a 27 de dezembro de 2000, num total
de N = 1498 observagBes, nas quais notamos as caracteristicas (chamados de fatos
estilizados) apontadas antes, quais sejam, aparente estacionariedade, média ao redor
de zero e agrupamentos de volatilidades. Periodos de alta volatilidade coincidem corn
épocas nas quais ocorreram crises em diversos paises e no Brasil, que influenciaram o
mercado brasileiro. Entre essas, destacamos a crise no México, em fevereiro e marco
de 1995 (£: 22 a 62), a crise na Asia, em outubro de 1998 (t: 687 a 709), moratdria
na Rissia, em agosto de 1998 (¢: 896 a 916), desvalorizagio do Real em janeiro de
1999 (¢: 1002 a 1020) e queda da bolsa Nasdaq, em abril de 2000 (¢: 1314 a 1332).
Na Figura 14.2 temos os histogramas dos retornos, nos quais se vé a presenca de
valores afastados da parte central das distribuicdes (caudas longas).
Utilizando (14.9) e (14.10) e calculando X? — h, temos que

X2~ (og + e X7 1) = hy(d — 1),

ou seja,

X =oag+ a1 X2+, (14.

et
s
~
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na qual

Bv
1 01 03

ve = hy(ef — 1) = ha(x*(1) — 1), (14.17)

o que mostra que temos um modelo AR(1) para X2, mas com erros nio-gaussianos.
Ainda, é ficil ver que {v;} é uma seqiiéncia de v.a. de média zero, ndo-correlacio-
nadas, mas com varidncia nio-constante.

De (14.16) temos que a fun¢do de autocorrelagio de X7 é dada por

Polrobtns
02 00 02

o = | - = pxa(k)=of, E>0. (14.18)
i Para um modelo ARCH(r), dado por (14.7) — (14.8), teremos
3 - L XP=aot Y eXP i+, (14.19)
a 500 x 1000 1500 . =1

onde os v; 580 como no caso r = 1. Ou seja, temos um modelo AR(p) para Xf, com
inovagbes ndo-gaussianas. Além disso, pode-se demonstrar que os retornos {X;}
também formam uma seqiiéncia de ruidos brancos.

Figura 14.1: Retornos didrios das séries
(a) Ag - IBV, (b) Ag - PETRO, (c) Ay - BANESPA.

Identificagao

" Um- primeiro passo na constricao de modelos ARCH é tentar ajustar modelos™
ARMA, para remover a correlagio serial na série, se esta existir. Se este for o caso,

—-i ‘ teremos
e ¢(B)X; = 6o + 6(B)ay ,
_I B

o o sendo que a; ~ ARCH(r). No que segue, quando nos referirmos a X;, estaremos
supondo que ou a série é ndo-correlacionada, ou entdo ela é o residuo da aplicacdo
de um modelo ARMA & série original. :

o 200 400

a1

g BEx Para verificarmos se a série apresenta heteroscedasticidade condicional, podemos
: BB B utilizar dois testes, examinando-se a série X7.
- w r— o = (i) Teste de Box-Pierce-Ljung para X2.
- (ii) Teste de multiplicadores de Lagrange (ML) de Engle (1982). O procedimento
5‘ Ii consiste em testar Hy : o = 0, para todo i =1, ..., 7, na regressio
5 e
: 2z M_—Hl Y "i—;1 02 03 Xf = ag + ale_]_ + et CYTX?_,,- + ug, (1420)

parat =r-+1,...,N. A estatistica do teste é
Figura 14.2: Histogramas dos retornos didrios das séries: ) ,
(a) Ag-IBV, (b) Ag-PETRO, (c) A;-BANESPA. T = NR* ~ x*(r) (14.21)

em que R? é o quadrado do coeficiente de correlacio miiltipla da regresséo
(14.20).
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Um teste assintoticamente equivalente, que pode ter propriedades melhores pars
amostras pequenas, é conduzido usando a estatistica

F= (SQRo — SQRy)/r
" SQR;/(N —2r—1)

~ F(r,N —2r — 1), (14.22)

na qual SQRo = Y (X7 —X)? e SQR: = SN 143, com X amédia amostral - "

dos X? e 4i; os residuos de MQ da regressdo (14.20). Se o valor de F' for significativo,
dizemos que h4 heterocedasticidade condicional na série.

Dada a forma (14.8) de modelarmos a volatilidade e dado que X7 é um estimador
(ndo-viesado) de hy, o valor atual do quadrado do retorno depende de quadrados de

retornos passados, comportamento similar ao de um modelo auto-regressivo. Segue-

‘se que a funcdo de autocorrelagio parcial de X7 pode ser usada para sugerir.a ordem = |

r de um modelo ARCH(r).
Estimagao
Os estimadores dos parimetros do modelo sdo obtidos pelo método de méxima

verossimilhanca condicional. Supondo normalidade dos &, a fungéo de verossimi-
lhanga condicional é dada por

- L(a[ml,zz,,%‘N) =
FenlFy-)f @n-1lFa-2) - fleral F) f@ o orle). (1429

Para N grande, o tltimo termo do produto do lado direito pode ser desprezado.
No caso particular do modelo ARCH(1), temos

L{ag, e1|x) = f(znlzy-1)f(zy-1lzn-2) - - f(22l21), (14.24)

em que (X X;—1) ~ N(0, hy). Assim,

Ko oalor) = (2m)¥ T (oo + cnh o) e (3 (==2))

3
it Qo + 1Ty

A log-verossimilhanca fica ‘

R

1 N N 3:2
£(ap, lT1) o -5 Zln(ao +ayzi )~ z (————f———————> : (14.25)
t=2

3
5 \&0 +onTy_q

A maximizagio da expressio (14.25) pode ser realizada através da utilizacao
de algoritmos de otimizacio numérica, tais como Newton-Raphson, Scoring, Gauss-
Newton etc.
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Em algumas aplicagOes é mais apropriado assumir que cs =: t8m uma distribuicio
+-Student padronizada, isto é, &; = v

V-2

com 1, ~ t-Student com v graus de

liberdade. Assim,

T 1)/2 2 N —(v+1)/2
fle) = s M (1 2
T(v/2)\/(v - 2)7 v—2
com Ia) = [;° y* le¥dy.
Considerando, novamente, o caso particular do modelo ARCH(1), construimos
a funcdo de verossimilhanca condicional substituindo (14.26), com e; = —:—Et—, em

(14.26)

(14.24). Assim, T
17 _Tv+D/2) 1 PR )
L(ao, a1, vlz1) = g m\/’ﬁ—; (1 + =2 (14.27)

e os estimadores de méxima verossimilhanca de ag, @1 e v sao obtidos maximizando-
se In L(ag, a1, v|z1), isto &,

N

+1 2

I [ e bR D e T L

_% In(h; — (N = 1)) In(T((v + 1)/2)

—InT(v/2) - 0,5In{(v — 2)r))] ] (14.28)

Veja Engle (1982) para detalhes.
Os programas EViews, S-PLUS (médulo S-+FinMetrics) e RATS podem ser utili-
zados para estimar modelos ARCH em geral. '

Verificagdo

Para um ARCH(r), as observagdes padronizadas (residuos do modelo),

. X
Xp= — (14.29)

hi—1(1)

580 varidveis aleatéridas i.i.d. com distribui¢ao normal padrao ou t-Student. Assim,
uma maneira de verificar a adequagdo do modelo é calcular a estatistica Q de Ljung-
Box para a seqiiéncia X;. Além disso, o cdlculo de coeficientes de assimetria e curfose
e um QQ-plot podem ser utilizados para testar a validade da distribui¢8o normal.

Pode-se, também, aplicar & seqliéncia X’f, o teste ML. dado pela expressic
(14.21), para verificar se ainda existe heteroscedasticidade condicional nos residuos
do modelo.
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Previsao

As previsGes para a volatilidade utilizando o modelo ARCH(r), dado pelas ex-

pressoes (14.7) — (14.8) s3o obtidas recursivamente. Assim,

é a previsao de h;.1. com orizem fixada no instante ¢. As previsdes | passos & frente,
com origem em ¢, sao dadas por

hel) = a0 + 3 awhali — 4) (1s1)

ge=1

em que h(l —i) = X Fisel—i<0.

Exemplo 14.6. Vamos ajustar um modelo ARCH(r) aos retornos didrios (¥;) da

série Ag - Petrobris.

O primeiro passo consiste em ajustar um modelo ARMA(p, ¢) & série de retornos,
para eliminar a correlagdo serial entre as observages. O Quadro 14.1 (EViews) |
apresenta as fac e facp amostrais; uma anslise da facp indica um modelo AR(9), pois :
bag = 0,071 é o segundo maior valor que a funcio assume e esté fora do intervalo -
a verificando -

de confianga. A adequacdo de um modelo AR(Q) também ¢ compr
" os valores de alguns critérios de ajustamento para “modelos AR()),
apresentados na Tabela 14.1.

O Quadro 14.2 (EViews) apresenta o ajustamento do modelo AR(9), de onde se
verifica que véarios coeficientes nao sdo significativos, a um nivel de 5%. Eliminando- -

0s, obtemos o modelo

Y; = 0,0082Y;_; — 0,0510%_3 -+ 0, 0802Y;_g + X, (14.32) -

com resultados apresentados no Quadro 14.3 (EViews).

A anslise de residuos do modelo (14.32) fornece Q(20) = 18,767 com P-valor
igual a 0,342, indicando que o modelo (14.32) eliminou a correlacdio serial da série

de retornos didrios.

O segundo passo é verificar se os residuos do modelo (14.32) apresentam he-
teroscedasticidade condicional; para isto examinamos as fac e facp dos quadrados
dos residuos, que estao apresentadas no Quadro 14.4. A fac indica a existéncia de he-
teroscedasticidade e as trés primeiras autocorrelagdes parciais indicam um ARCH(3).
Assim, o modelo proposto é dado por

Yi = 1Yo+ aYi3+deYio + Xt Xi =g,
hy = ag+ a1 X2 +aaXP o, +asXl,. (14.33)

Vamos ajustar o modeio {14.33) utilizando &; ~ N(0,1) e & ~ t,.

he(1) = ap + 0y X2 + ap X2 | + - + o X2, (14.30)
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Autocorrelation

Partial Correlation

AC

PAC

Q-Stat Prob

l*

“

|
|
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|
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I
I
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1
| 1
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|
|
|
|
|
|
|
I
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1 0111
2-0.020
3 -0.065
4 -0.037
5-0.083
-0.089
0.018
0.046
0.087

0.111

-0.033
-0.060
-0.024
-0.050
-0.054

0.025
0.032
0.071
0.015

-0.015 -0.016
-0.032 -0.018

0.029

0.047

-0.003 -0.002

6
7
8
9
0 0.032
1
2
3
4
5

-0.023

-0.016
16 -0.015 -0.012
17 0.031 0.025
18 0.007 -0.008
19 0.026 0.028
20 0.015 0.013
21 0.054 0.054
22 -0.023 -0.035
23 -0.052 -0.040

-24°0.014 0.035

18.387 0.000
18.993 0.000
25.288 0.000
27.309 0.000
31.569 0.000
36.803 0.000
37.317 0.000
40.461 0.000
51.793 0.000
53.323 0.000
53.656 0.000
55.161 0.000
56.429 0.000
56.442 0.000
57.233 0.000
57.582 0.000
59.008 0.000
59.078 0.000
60.095 0.000
60.450 0.000
64.914 0.000
65.728 0.000
69.856 0.000

70.145-6.000- " -

Quadro 14.1: Fac e facp dos retornos didrios da série Ag - Petrobris.

Tabela 14.1:  Valores da AIC, BIC e log-verossimilhanca de modelos

AR(j),7=1,...,10, ajustados aos retornos didrios da

série Ag - Petrobris. :
Modelo AIC BIC log—verossimilhanga
AR(1) | -3,00508 -3,80798 2924,95
AR(2) | -3,90486  -3,89421 2923,84
AR(3) | -3,90652  -3,89231 2924,12
AR(4) | -3,90953 -3,89176 2925,42
AR(5) | -3,91042  -3,88909 2925,13
AR(6) | -3,91808  -3,80408 2930,56
AR(7) | -3,91793  -3,88945 2928 .81
AR(8) | -3,92376  -3,89170 2932,20
AR(9) | -3,93185*% -3,89978* 2936,26*
AR(10) | -3,93076  -3,89510 2934,48
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Variable Coetficient  Std. Emor  t-Statistic Prob.

C 0.001152 0.000916 1.257480 0.2088

AR(1) 0.096626  0.025876  3.734266  0.0002

AR(2) -0.028843 0.025917 -1.112910 0.2659

" AR(3) - -0.049784 0.025919  -1.920727 0.0550

AR(4) -0.012391 0.025831 -0.479695 0.6315

AR(5) -0.040486 0.025815 -1.568352 0.1170

AR(6) -0.048841 0.025785 -1.884174 0.0584

AR(7) 0.028845 0.025773 1.119215 0.2632

AR(8) 0.027283 0.025762 1.059030 0.2898

AR(9) 0.072177 0.025596 2.819886 0.0049

R-squared 0.027453 Mean dependent var 0.001140

Adjusted R-squared 0.021535 S.D. dependent var 0.034144

S.E. of regression 0.033774  Akaike info criterion -3.931559

Sum squared resid 1.687069 Schwarz criterion -3.895925

Log likelihood 2937.045 F-statistic 4.638803

Durbin-Watson stat 1.998146  Prob(F-statistic) 0.000004

Inverted AR Roots 74 .61+.53i .61 -.53i .09+.75i

) .09 -75i -.34+.61i -.34 -.61i -.69 -.26i

-.69+.26i
Quadro 14.2: Ajustamento de um modelo AR(9) i)a.ra o Exemplo 1.6.
Variable Coefficient  Std. Error  t-Statistic Prob.
AR(1) 0.098212  0.025625  3.832709  0.0001
AR(3) -0.050991 0.025532 -1.897176  0.0460
AR(9) 0.080169  0.025384  3.158229  0.0016
R-squared 0.019290 Mean dependent var 0.001140
Adjusted R-squared 0.017970 S.D. dependent var 0.034144
S.E. of regression 0.033835 Akaike info criterion -3.932602
Sum squared resid . 1.701229  Schwarz criterion -3.921912
Log likelihood 2930.822  Durbin-Watson stat 1.995475
Inverted AR Roots 76 .59+.50i 59-50i  .15+.75i
: 15-751  -.36+.65i -.36 -.65i - 71+.25i
-.71-25i

Quadro 14.3: Ajustamento do modelo (14.32) para o Exemplo 1.6.
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Autocorrelation Partial Correlation AC PAC Q-Stat Prob

e e 0.357 0.357 189.92
| 0.260 0.152 290.74

| 0.262 0.151 393.25

| 0.174 0.023 438.31

I 0.185 0.077 489.46

| 0.124 -0.008 512.31

| 0.111 0.022 530.87

| 0.080 -0.002 543.01

| 0.179 0.135 580.90

| 10 0.137 0.020 619.04 0.000
| 11 0.107 0.009 636.11 0.000
| 12 0.124 0.023 659.21 0.000
|

|

|

|

|

|

|

|

I

|

|

|

il
[l
I*
I*
I*
I*

I*

CONOOTAOND =

|

|

l

|

|

|

|
=
o
[
<
[ 13 0.091 -0.001 671.54 0.000
| 14 0.067 -0.025 678.32 0.000

| 15 0.088 0.032 689.97 0.000

| 16 0.042 -0.030 692.61 0.000

| 17 0.084 0.057 703.21 0.000

| 18 0.071 -0.005 710.80 0.000

| 19 0.068 0.005 715.80 0.000

| 20 0.071 0.012 728.41 0.000

| 21 0.077 0.025 732.27 0.000

| 22 0.045 -0.028 735.35 0.000

| 23 0.065 0.034 741.78 0.000

| 24 0.045 -0.020 744.85 0.000

I*
*
!
*
d
|
*
*
|
|
|

Quadro 14.4: Fac e facp dos quadrados dos residuos do modelo (14.32).

(a) Assumindo & ~ A(0,1), temos no Quadro 14.5 (EViews) os resultados do
ajustamento do modelo, que revelam a nfo significincia dos parimetros ¢3 e dg.
Retirando-os do modelo, procedemos a um novo processo de estimagio que fornece
como modelo final (ver Quadro 14.6)

Y, = 0,1604Y; 1 + X;, X; = /ey,
By = 0,0004 + 0,1938X7 , + 0,2374X?2 , + 0, 2708 X7 ,, (14.34)
com todos os coeficientes significativamente diferentes de zero (P = 0, 0000).

O Quadro 14.7 apresenta as fac e facp dos residuos padronizados, dados pela
expressdo (14.29), juntamente com as estatisticas de Ljung-Box, com niveis descri-
tivos maiores ou iguais a 0,361 indicando a adequagdo do modelo para modelar a
dependéncia linear entre retornos sucessivos.

O Quadro 14.8 apresenta as fac e facp dos quadrados dos residuos padroniza-
dos; analisando as estatisticas de Ljung-Box podemos concluir que nio existe he-
teroscedasticidade condicional nos residuos do modelo. Para confirmar esse resul-
tado, aplicamos o teste ML, expressio (14.21), com p = 12; os resultados estdo
no Quadro 14.9, de onde extraimos os valores T = 10,42698 com P = 0,5786,
confirmando nossa hipdtese.
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Coefficient  Std. Error _ z-Statistic Prob.
AR(1) 0.154920  0.022932  6.755691 0.0000
AR(3) -0.028592  0.020116 -1.421326  0.1552
AR(9) 0.007927 0.013087  0.605719  0.5447
Variance Equation
C 0.000392 2.07E-05  18.96690  0.0000
ARCH(1) 0.201698  0.032639 6.179722  0.0000
ARCH(2) 0.223097 0.022123  10.08456  0.0000
ARCH(3) 0.268019  0.036074 7.429652  0.0000
R-squared 0.010413 Mean dependent var 0.001140
Adjusted R-squared 0.006407 S.D. dependent var 0.034144
S.E. of regression 0.034034 Akaike info criterion -4.216008
Sum squared resid 1.716628 Schwarz criterion -4.191065
Log likelihood 3145.818 Durhin-Watson stat 2.093366
Inverted AR Roots .59 47 -.38i 47+.38i 13+.57i
13-57i  -.27+.50i -.27 -.50i -.54+.19i
-.54 -19i
Quadro 14.5: Ajustamento do modelo (14.33)
Coefficient  Std. Error  z-Statistic Praob.
AR(1) 0.160398 0.022428 7.151633  0.0000
Variance Equation !
C 0.000391 2.05E-05 19.05547  0.0000
ARCH(1) 0.193785 0.031517  6.148615  0.0000
ARCH(2) 0.237373 0.021546  11.01706  0.0000
ARCH(3) 0.270795  0.033201 8.156154  0.0000
R-squared 0.009026 Mean dependent var 0.001134
Adjusted R-squared 0.006369 S.D. dependent var 0.034517
S.E. of regression 0.034407 Akaike info criterion -4.205107
Sum squared resid 1.766285 Schwarz criterion -4.187367
Log likelihood 3152.522 Durbin-Watson stat 2.088239
Inverted AR Roots 16

Quadro 14.6: Ajustamento de um modelo AR(1) - ARCH(3) aos retornos

didrios da série Ag - Petrobras.

A Figura 14.3 apresenta a estimativa do desvio padr@o condicional (v/A.). Ana-

1°) t = 50 - margo de 1995, durante a crise do México;

Y = 0,1444Y, 1 + Xi, Xi=Vheer,
he

2°) t =~ 708 - outubro de 1997, perfodo final da crise da Asm,

4°) ¢ = 1010 - janeiro de 1999, desvalorizacdo do Real e

3°) ¢ = 920 - inicio de setembro de 1996, logo apds a moratdria na Riissia;

5°) t ~ 1320 - abril de 2000, durante a queda da Bolsa Nasdaq.

0,0004 + 0,2449X2 | +0,2275X7 5 + 0,2434X7 5 .

Autocorrelation  Partial Correlation AC PAC

Q-Stat

Prob

| [ 0.005 0.005
| 0.007 Q.007
| -0.021 -0.021
| -0.0156 -0.015
| -0.042 -0.042
| -0.026 -0.026
| 0.014 0.014
| 0.027 0.025
| 0.027 0.024
| 10 0.042 0.040
| 11 0.008 0.007
| 12 0.001 0.003
|
|
|
|
|
[
|
|
|
|
|
|

WooNOOLAWN -

17 0.013 0.013
18 0.007 0.007
19 0.017 0.017
20 0.026 0.021
21 0.042 0.038
22 -0.017 0.018
23 -0.019 -0.018

|
|
|
|
|
|
!
|
|
|
|
|
!
|
|
|
|
|
|
|
|
!
|
| 24 0.008 0.012

I |
! |
| |
I |
l |
| |
| I
! l
| |
| I
| |
I |
| |
| |
| |
| !
| |
| |
| |
| I
| |
| |
| |

0.0358
01200
0.7751
1.1094
3.7956
47919
5.0696
6.1754
7.2430
9.8782
9.9866
9.9885
13.213
13.227
14.299
14.462
14.712
14.778
15.241
16.263
19.003
19.423
19.955
20.049

0.728
0.679
0.775
0.434
0.442
0.535
0.519

-0.511

0.360
0.442
0.531
0.354
0.430
0.428
0.491
0546
0611
0.645
0.640
0522
0558
0.586
0.639

lisando essa figura observamos que os cinco maiores picos (em ordem cronolégica)
na volatilidade estimada, correspondem a:

(b) Supondo &; ~ t,, temos no Quadro 14.10 (S+FinMetrics) os resultados do ajus-
~tamento do modelo AR(1) - ARCH(3),

(14.35)

Quadro 14.7: Fac e facp dos residuos padronizados do modelo (14.34).
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Quadro 14.8: Fac e facp dos quadrados dos residuos padronizados do modelo

Quadro 14.9: Aplicagdo do teste ML & seqiiéncia dos quadrados dos residuos

14.3. MODELOS ARCH

Autocorrelation Partial Correlation AC PAC Q-Stat Prob

| I | 1 -0.005 -0.005 0.0318

| 2 -0.008 -0.008 0.1293 0.719
| 3 -0.028 -0.028 1.2954 0.523
I 4 -0.018 -0.018 1.7829 0.619
I 5 0.002 0.002 1.7922 0.774
| 6 -0.002 -0.003 1.7985 0.876
| 7 0.021 0.020 2.4826 0.870
| 8 0.012 0.012 2.7086 0.911
| 9 0.056 0.056 7.3632 0.498
| 10 0.036 0.038 8.3408 0.406
| 11 0.002 0.005 9.3458 0.500
l 12 0.023 0.028 10.166 0.515
| 13 0.038 0.043 12.396 0.414
| 14 0.020 0.022 12.975 0.450
| 18 0.049 0.052 16.681 0.275
| 16--0.022 -0.020 17.404 0.295
I 17 0.008 0.008 17.521 0.353
I 18 0.034 0.033 19.245 0.315
| 19 0.021 0.017 19.894 0.339
| 20- 0.017 0.014 20.356 0.373
| 21 0.049 0.048 24.018 0.242
| 22 0.007 0.002 24.094 0.289
| 23 0.016 0.014 24500 0.322
!

I
|
!
|
|
|
!
I
I
|
I
|
|
|
|
|
|
|
I
|
|
!
!
| 24 -0.009 -0.013 24.635 0.368

| |
| |
| |
| |
| !
| |
| |
| I
! |
| 1
| I
t |
| |
| |
I |
1 !
| |
| |
I |
| i
I |
| I
| |

(14.34).

F-statistic 0.867399  Probability 0.580272
Obs*R-squared 10.42698  Probability 0.578556

Test Equation: '
Dependent Variable: STD_RESIDAZ ’
Method: Least Squares

Date: 10/22/03 Time: 16:05

Sample(adjusted): 14 1498

Included observations: 1485 after adjusting endpaints

Variable Coeifficient Std. Error t-Statistic Prob.

C 0.897352 0.111425 8.053401 0.0000
STD_RESIDA2(-1) -0.007296 0.026041  -0.280177 0.7794
STD_RESIDA2(-2) -0.013730 0.026042 -0.527198 0.5981
STD_RESIDA2(-3) -0.028923 0.026026 -1.111309 0.2666
STD_RESIDA2(-4) -0.018693 0.025994  -0.719133 0.4722
STD_RESIDA2(-5) 0.002020 0.025996 0.077720 0.9381
STD_RESIDA2(-6) -6.14E-05 0.025978  -0.002364 0.9981
STD_RESIDA2(-7) 0.020743 0.025980 0.798431 0.4247
STD_RESIDA2(-8) 0.013896 0.025962 0.535227 0.5926
STD_RESIDA2(-9) 0.055915 0.025961 2.153836 0.0314

STD_RESIDMN2(-10) 0.038930 0.026007 1.496914 0.1346
STD_RESID"2(-11) 0.005317 0.026025 0.204317 0.8381
STD_RESIDM2(-12) 0.027795 0.026026 1.067992 0.2857

R-squared 0.007022 Mean dependent var 0.993894
Adjusted R-squared -0.001073 -S.D. dependent var 2.470509
S.E. of regression 2.471834  Akaike info criterion 4.656514
Sum squared resid 8093.868 Schwarz criterion 4.702939
Log likelihood -3444.461  F-statistic 0.867399
Durbin-Watson stat 2.002103  Prob(F-statistic) 0.580272

padronizados do modelo (14.34).

moraxradaRussia

quedada
Nasdaq

wialilidade
i

250 s00 750 1000 1250

t

série Ag - Petrobrés, utilizando o modelo (14.34).

Mean Equation: petrobras ~ -1 + ar(1)
Conditional Variance Equation: ~ garch(3, 0)
Conditional Distribution: t with estimared parameter and standard error 0.755907

Estimated Coefficients:

Value Std.Error tvalue  Pr(>itl)
AR(1)- 0.14438 - 0.0262263 551  2.17e-008 -
A 0.00037  0.0000371 9.97 0.00e+000

ARCH(1) 0.24493  0.0557259 4.40  5.92e-006
ARCH(2) 0.22753  0.0490070 . 4.64  1.87e-006
ARCH(G) 024338  0.0512865 4.75 1.14e-006

AIC(6) = -6414.71 e BIC(6) = -6382.84

Ljung-Box test for standardized residuals:

Statistic  P-value Chi"2-d.f.
10.3 0.591 12

Ljung-Box test for squared standardized residuals:

Statistic P-value Chi’2-d.f.
8.85 0.715 12

Lagrange multiplier test:

Lagl Lag2 Lag3 Lagd Lag5 Lag6 Lag7 Lag8
-0.533 -1.05 -0.736 0.0581 0.0143 0.734 0.329 205

Lag9 Lagl0 Lagll Lagi2 C
132 0205 1.02 -0.0887 -0.791

TR"2 P-value F-stat P-value
955 0655 0.874 0.678

Quadro 14.10: Ajustamerto do modelo (14.35) supondo € ~ 1.

Figura 14.3: Estimativa do desvio padrdo condicional (v/h:) dos retornos didrios da
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Podemos notar a adequacio do modelo (14.35) analisando as estatisticas de
Ljung-Bax (para. os residuos e os quadrados dos residuos) e o teste de multiplicadores
de Lagrange: todos tém um P-valor bastante alto, o que nos leva & conclusdo de que
o modelo {14.35) est4 bem ajustado.

Para comparar os valores dos critérios AIC e BIC, Quadros 14.6 e 14.10, devemos
dividir os valores fornecidos pelo software S+FinMetrics pelo nimero efetivo de ob-
servacbes da série. Assim, os valores fornecidos pelo Quadro 14.10 sdo “corrigidos”
da segminte forma:

AIC(6) = :%%7_1 = —4,2822,
BIC(6) = :%%éé = —4,2609

e s30 menores do que os fornecidos quando consideramos &; ~ N (0,1).
Quanto 3 estimativa de v/h;, Figura 14.4, vemos que ela é bastante semelhante
3 da Figura 14.3, que considera inovagOes gaussianas.

014
L

010 0.12
1

Cendifional SD

0.08
1

0.02
Il

Figura 14.4: Estimativa do desvio padrao condicional dos retornos didrios da série
Ag - Petrobrés, utilizando o modelo (14.35) com inovagdes t de Student.

Exemplo 14.7. Vamos modelar os retornos didrios Y; da série Ag - Banespa. O
Quadro 14.11 (EViews) apresenta a fac e a facp amostrais dos retornos. A anilise
da fac indica um modelo MA(1) para eliminar a correlagdo serial entre os retornos.
Por ouwe lado, a facp dos quadrados dos residuos dos retornos, apds o ajustamento
de um modelo MA(1), apresentada no Quadro 14.12, sugere um modelo ARCH(2).

14.3. MODELOS ARCH ‘ 379

Dessa forma, o modelo proposto é um MA(1) — ARCH(2), isto é,

Y; = X;—0Xi 1, Xi=+/ hiet
he = ap+ o1 XP | +aeXP .

(a) Supondo &; ~ N(0,1), obtemos, Quadro 14.13 (EViews), o modelo ajustado

Y, = X;—0,1063X,—1, X:=/hie,
h: = 0,0013 +0,2517X2 ; +0,1582X7 ,, (14.36)

com todos os coeficientes significativamente diferentes de zero (P = 0,0000).

Os valores das estatisticas de Ljung-Box para os residuos padronizados, X,, sdo
dadas por Q(10) = 8,238 (0,510) e Q(20) = 22,391 (0,265) enquanto que, para
os quadrados dos residuos padronizados temos Q(10) = 7,583 (0,577) e Q(20) =
14,514 (0,753). Analisando os P-valores (valores entre paréntesis) podemos concluir
que o modelo MA(1) — ARCH(2) é adequado para modelar os retornos didrios da
série Ag - Banespa.

Autocorrelation  Partial Correlation AC PAC Q-Stat Prob

(W [ 1 0.126 0.126 23.860 0.000
! | 2 -0.011 -0.028 24.047 0.000
3 -0.017 -0.012 24.460 0.000
4 -0.006 -0.002 24.508 0.000
5 -0.010 -0.010 24.668 0.000
6 0.001 0.003 24.668 0.000
7
8
9
10

|

|

|

|

! )

| 0.015 0.014 25.007 0.001
| 0.022 0.018 25719 0.001
| 0.039 0.036 28.069 0.001
{ -0.001 -0.010 28.072 0.002
| 11 -0.003 0.001 28.083 0.003
| 12 -0.029 -0.028 29.351 0.003
| 13 -0.023 -0.016 30.169 0.004
| . 14 -0.052 -0.048 34.219  0.002
| 15 -0.014 -0.004 34.525 0.003
| 16 -0.026 -0.028 35.572 0.003
| 17 0.050 0.054 39.286 0.002
I 18 0.061 0.046 44.895 0.000
i 19 0.047 0.086 48.305 0.000
| 20 0.030 0.025 49.668 0.000
| 21 0.045 0.046 52.763 0.000
| 22 0.012 0.007 52.992 0.000
| 23 0.029 0.036 54.298 0.000
|

|
|
|
|
|
i
|
|
|
|
|
|
|
|
|
|
|
!
|
|
|
| 24 0.019 0.011 54.824 0.000

|

| |
I |
| |
| |
| |
i |
| |
| |
| |
|- |
I |
1 |
i |
| |
i |
| |
| |
| 1
| |
! |
1 |
| |

Quadro 14.11: Fac e facp dos retornos didrios da série Ag - Banespa.
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Autocorrelation Partial Correlation AC PAC Q-Stat Prob

[ [ 0.260 0.250 94.164
| 0.135 0.077 121.52 0.000
| 0.105 0.058 138.01 0.000
! 0.071 0.026 145.66 0.000
| 0.076 0.043 154.46 0.000
! 0.079 0.042 163.80 0.000 °
! 0.050 0.008 167.63 0.000
| 0.008 -0.026 167.73 0.000
| 0.012 0.000 167.93 0.000
| 10 0.011 0.000 168.10 0.C00
| 11 0.083 0.048 172.27 0.000
! 12 0.058 0.034 177.39 0.000
! 13 0.009 -0.023 177.51 0.000
]
|
|
|
|
|
|
!
|
|
|

©CONOO A WON =

14 0.044 0.037 180.51 0.000
15 0.039 0.017 182.856 0.000
16 0.001 -0.025 182.86 0.000
17 0.014 0.002 183.16 0.000
18 0.011 -0.002 183.35 0.000
19 0.056 0.055 188.17 0.000
20 0.075 0.052 196.83 0.000
21 0.047 0.008 200.22 0.000
.22 -0.008 -0.036 200.24 0.000
23 -0.024 -0.037 201.15 0.000

|
|
|
1
|
|
|
|
|
|
!
|
|
|
|
|
|
i
1
|
|
|
| 24 -0.012 -0.009 201.38 0.000

Quadro 14.12: Fac e facp dos quadrados dos residuos do ajustamento de um
modelo MA(1) aos retornos disrios da série Ag - Banespa.

Coefficient  Std. Error  z-Statistic Prob.

MA(1) 0.106274 . 0.027112  3.919801  0.0001
Variance Equation

C 0.0012¢91 2.54E-05  50.74630  0.0000

ARCH(1) 0251752  0.028545 8.819405  0.0000

ARCH(2) 0.158183  0.022256  7.107296  0.0000

R-squared 0.015319 Mean dependent var 0.001403

Adjusted R-squared 0.013341  S.D. dependent var 0.047593

S.E. of regression 0.047274  Akaike info criterion -3.442776

Sum squared resid 3.338837  Schwarz criterion -3.428592

Log likelihood 2582.639  Durbin-Watson stat 1.946502
Inverted MA Roots =11

Quadro 14.13: Ajustamento de um modelo MA(1) - ARCH(2) aos valores dos
retornos didrios da série Ag - Banespa.

Para confirmar a nfo existéncia de heterocedasticidade condicional nos residuos
do modelo (14.36), foi realizado um teste ML, com p = 12, que forneceu os valores
T = 9,346 (0,673), o que comprova a adequagio do modelo (14.36).

Finalmente, na Figura 14.5 apresentamos a estimativa do desvio padrio condi-
cional (v/h;) dos retornos da série Ag - Banespa.
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L

Analisando a Figura 14.5 observamos que os trés maiores picos, em ordem cro-
noldgica, correspondem a:

1°) t ~ 472 - quarta semana de novembro de 1996, periodo em 'que ocorreu uma
mudanga de patamar no valor das agdes (dobraram de valor); este fato deve-
se provavelmente a mudanca de controle do Banespa para o Governo Federal
ocorrida em 29/11/96;

2°) t = 753 - primeira semana de janeiro de 1998. em que também ocorreu um
aumento expressivo (40%) no valor das agdes, provavelmente devido a espe-
culacao de provéaveis compradores, uma vez que o leilao do Banco foi marcado
para o final do ano;

3°) t ~ 1010 - janeiro de 1999, perfodo em que ocorreu uma desvaloﬁzagéo no
Real, isto é, houve uma queda expressiva no valor das agdes do Banco.

Verificamos também, em menor escala, as influéncias da crise da Asia, da mo-
ratéria da Rissia e da queda da Bolsa Nasdaq.

.20

altaragiods

wolatilidade

250 500 7%0 1000 1250

Figura 14.5: Estimativa do desvio padrdo condicional (v/h;) dos retornos didrios da
série-Ap - Banespa, utilizando o modelo (14.36).

(b) Supondo & ~ t,, temos no Quadro 14.14 (S+FinMetrics) os resultados do ajus-
tamento do modelo MA(1) + ARCH(2).

Analisando os valores das estatisticas de Ljung-Box (P-valores), tanto para os
residuos padronizados como para os quadrados dos residuos padronizados, podemos
concluir que o modelo é adequado para descrever o comportamento da série.

Comparando os valores dos critérios AIC e BIC, Quadros 14.13 e 14.14, con-
clufmos que o modelo com inovacdes t,, dado por

lft = Xt - 0, O7198Xt__1, Xt =/ hgét N
hy = 0,00129 +0,4298X2 | +0,1617X7 5 (14.37)
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é mais adequado do que aquele, expressao {14.36), com inovacdes gaussianas.
A estimativa de v/h; é fornecida pela Figura 14.6.

or
:

018

GCongitunsl 80

010
s

b5

Figura 14.6: Estimativa do desvio padréo condicional dos retornos didrios da série
Ag - Banespa, utilizando o modelo (14.37).

Mean Equation: banespa ~ -1 + ma(1)
Conditional Variance Equation: ~ ._archl?. 0
Conditional Diseribution: 1 with esti

rd error 001326544

Estimated Coefficients:

Value Std.Error t value Pr(>it)
MA(1) 0.07198  0.027508 262 4.48e-003
A 0.00129 0.000171 753  4.35e-014
ARCH(1) 042979  0.096455 446 4.49¢-006
ARCH(2) 0.16167  0.051072 3.17  7.90e-004

AIC(5) = -5450.79 and BIC(5) = -5424.23

Ljung-Box test for d
Statistic  P-value Chi’2-d.f.
954  0.656 12

Ljung-Box test for squared standardized residuals:
Statistic  P-value Chi*2-d.f.
747 - 0825 12

Lagrange muitiplier test:
lagl- Lag? Lag3 lagd4 Lag5 JLag6é Lag7 Lag8
0604 0712 031 023 1.83 00209 0.172 -0.0747

Lag9 lagl0 Lagll Lagl2 C
0.163 0.0817 1.3 -0.201 -0.779

TR"2 P-value F-stat P-value
7.1 0351 0.648 0.89

Quadro 14.14: Ajustamento do modelo (14.37) supondo & ~ t,.
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14.4 Modelos GARCH

Uma generalizaciio dos modelos ARCH foi sugerida por Bollerslev (1986), o cha-
mado modelo GARCH (“generalized ARCH”). Vimos que um modelo ARMA pode
ser mais parcimonioso, no sentido de apresentar menos pardmetros do que um mo-
delo AR ou MA puro. Do mesmo modo, um modelo GARCH pode ser usado para
descrever a volatilidade com menos pardmetros do que um modelo ARCH.

Definicao 14.2. Um modelo GARCH(r, s) é definido por

X = Ve, (14.38)
b= o0+ Y ouXP,+Y Bihj, (14.39)
=1 j=1

em que & iid. (0,1), a0 >0, >0, 8; >0, >%_, (e + 6;) < 1, ¢ = max(r, s).

Como no caso de modelo ARCH, usualmente supomos que os &; s30 normais ou
seguem uma distribuicdo ¢ de Student.
‘Chamemos

=X} — b, ‘ (14.40)

de modo que, substituindo em (14.39) obtemos

X2 =ap+ Z(a, +B)XE v — Z Bivi—j » (14.41)
=1

ou seja, temos um modelo ARMA(qg, s) para Xf, mas v ndo é, em geral, um processo
i.i.d. Na realidade, 14 é uma diferenca martingal pois

E(v) = E(X? —he) .
E(hee} — )

E(he)E(e) - E(h) = 0, ¥,

I

I

E(u|Fim1) = E [(X? — he)|Fe1]

~ B(X}|Fit) = B (/i)
= h{; - ht = 0, Vt.
Segue-se, em particular, que
. o

B(X}) =

1- Z 1(0‘1 +‘ﬁz
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Um modelo bastante usado na pratica é o GARCH(1, 1), para o qual a volatili-

dade é expressa como

hy = g + ar X7 4 + Bihe-1 (14.42)

com0< e, 1 <l,a1+F <L

Para os modelos GARCH temos as mesmas vantagens e desvantagens dos mode- -

los ARCH. Volatilidades altas sdo precedidas de retornos ou volatilidades grandes,
observando-se os grupos de volatilidades presentes em séries financeiras.
Parz o modelo (14.42) obtemos facilmente

3[1 = (e + 51)?]
1— (o1 + B1)? — 203

B(XY) _

K= ExE ~

>3, (14.43)

dado que o denominador seja positivo, o que novamente mostra que se X; segue um

modelo GARCH, as caudas de X; serfo mais longas do que as da normal.

A identificagdo da ordem de um modelo GARCH, a ser ajustado a uma série
real, usualmente é dificil. Recomenda-se que se use modelos de ordem baixa, como
(1,1), (1,2) ou (2,1) e depois se escolha 0 modelo com base em vérios critérios, como
AIC ou BIC, valores da assimetria e curtose, da log-verossimilhanca e de alguma
fungdo perda, como

N
R Z(th - ht),z B,
t=1

Veja Mills (1999), Pagan e Schwert (1990) e Bollerslev et al. (1994).

Os estimadores dos parametros do modelo (14.38) — (14.39) sdo obtidos pelo
método de méxima verossimilhanga condicional. Supondo normalidade dos &;, temos
que a log-verossimilhanga, condicionada &s r primeiras observacoes, é dada por

N N

Yo, Blar,a x)o<~l21n(h)—.1~2§
3 1yL2,-«.,&r 5 t 5 X

t=r+1 t=r+1 ht

(14.44)

Bollerslev (1986) utiliza em (14.44) hj = 62, = 1,...,s, onde 6% = S | X}?/N.

As estimativas dos pardmetros sdo obtidas através de métodos de maximizacao
de ¥, Blz1, - .-, Br).

Previsdes da volatilidade, utilizando um modelo GARCH, podem ser calcula-
das de forma similar aquelas de modelos ARMA. As previsdes, com origem em £,
considerando um modelo GARCH(1, 1), equacéo (14.42), sdo dadas por

hi(1) = co + an X7 + B (14.45)

he(8) = g+ X2 — 1) + Bilg(£ — 1), £2> 1,
ao + arhe(€ = DEEE - 1) + (e - 1),
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pois X¢ = /Aes.

Substituindo &7 (£ — 1) por E(e2,, ;) = 1, temos que

he(8) = ag + (01 + B)he(€ — 1), £> 1. (14.46)
Em muitas situagdes préticas podemos obter, por exemplo no GARCH(1,1),

o1 + f1 préximo de um. Se a soma desses pardmetros for um, teremos o modelo
IGARCH (“Integrated GARCH”). Neste caso teremos

Xt = \/h_tgty

he = ag+ Biher + (1 - B)XE (14.47)

com 0 < B; < 1. Nesse modelo a varidncia incondicional de X; nio estars definida.

Exemplo 14.8. Vamos ajustar um modelo GARCH aos retornos didrios da série
Ag - IBV. A Figura 14.7 apresenta as fac e facp dos retornos. A andlise dessas
fungdes indica a existéncia de uma dependéncia linear entre as observacdes e que
um modelo apropriado é um AR, uma vez que algumas autocorrelacfes parciais sio
significantes.

Analisando as fac e facp dos quadrados dos retornos, Figura 14.8, temos uma for-
te dependéncia sem um padrio bem definido. Vamos ajustar um modelo
GARCH(1,1). Assim, o modelo proposto é um AR(10) — GARCH(1,1).

Series : IBV

ACF
00 02 04 06 08 10

o 5 10 185 20 25 £
tag

Series : IBV

Figura 14.7: Fac e facp dos retornos didrios da série Ag - IBV
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Series : IBV2
2
3
L8
3 -
3
o
3
a 5 10 15 20 25 30
Lag
Series : IBV2
w
s
% l
F3
..“'I!I.,J' - ‘II
o 5 10 15 20 25 30

Figura 14.8: Fac e facp dos quadrados dos retornos didrios da série Ag - IBV.,

(2) Supondo & ~ N (o, l) verificamos que o modelo a;usta,do _apresenta alguns -
"coeficientes néo 31gn1ﬁcat1vos Elimmando esses coeﬁCIentes © modelo tesiiltante &

dado por
Y; = 0,0020 + 0,0530Y;_; — 0,0518Y;_5 + 0,0438Y;_10 + Xi,
X = \/hugs e hy = 0,00002 + 0,1938X7_; + 0, 7806h¢—1 - (14.48)

Utilizando a equacio da volatilidade temos que a varincia incondicional de X

[N

0, 00002
10,1938 — 0, 7306

Var(X,) = = 0,0008.

O ajustamento do modelo é apresentado no Quadro 14.15; verificamos que com
um nivel de significincia de 6%, todos os pardmetros sdo significantes.

Os valores das estatisticas de Ljung-Box para os residuos padronizados, X}, 30
dados por Q(10) = 11,197 (0,13) e Q(20) = 26,606 (0,064) enquanto que, para
_os quadrados dos residuos padronizados temos Q(10) = 9,527 (0,217) e Q(20) =
22,735 (0,158). Analisando os nfveis descritivos podemos concluir que o modelo
(14.48) é adequado para modelar os retornos didrios da série Ag - IBV.

h
!
i
1

i
|
1
!
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Coefficient  Std. Error  z-Statistic Prob.
o] 0.002026  0.000832  3.806988  0.0001
AR(1) 0.052980 0.026796  1.977185  0.0480
AR(5) -0.051767  0.025326 -2.044036  0.0409
AR(10) 0.043848  0.023284  1.883224  0.0597
Variance Equation )

c 2.33E-05 4.79E-06 4.855218 0.0000
ARCH(1) 0.193760 0.016770 11.88393 0.0000
GARCH(1) 0.780635  0.019751  39.52430  0.0000
R-squared 0.009958 Mean dependent var 0.000887
" Adjusted R-squared 0.005947 S.D. dependent var 0.028288
S.E. of regression 0.028204  Akaike info criterion -4.758010
Sum squared resid 1.178060 Schwarz criterion -4.733053
Log likefihood 3546.960 F-statistic 2.482635
Durbin-Watson stat 2.033701  Prob(F-statistic) 0.021527
Inverted AR Roots 72 61+.44i 61 -.44i .23 -.68i
23+.681  -23+.71i -23 - 71i -.57+.42i

-.57 -.42i -74

Quadro 14.15: Ajustamento do modelo AR(10) - GARCH(1,1) aos retornos diarios
da série Ag - IBV.

A aplicagao do teste ML, com p = 12, para confirmar a auséncia de heteros-
cedasticidade condicional nos residuos do modelo (14.48) forneceu os valores T =
11, 845 (0,450).

Apresentamos, na Figura 14.9, a estimativa do desvio padrdo condicional (v/A;)
dos retornos didrios da série Ag - IBV. |

desvalorizagio
do Real

mormtriada

crise do Méxica Russia

crise da Asia

olatiidade
e -
3]

250 500 7170 1000 1250
Figura 14.9: Estimativa do desvio padrao condicional (v/A;) dos retornos didrios da
série Ag - IBV, utilizando o modelo (14.48).

A utilizagdo de um modelo AR(10) — GARCH(1, 1) fornece uma estimativa da
volatilidade que n3o mostra a influéncia da queda da Bolsa Nasdaq nos retornos
didrios da série IBV.

" (b) Supondo =: ~ t,, temos no Quadro 14.16 (S+FinMetrics) os resultados que

.
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fornecem o modelo

0, 0019 +0,0625Y;_1 — 0,0531Y;_5 + 0,0485Y;10 + Xt ,

X, = +/Tuet e by = 0,00002 + 0,1687X7 ; + 0,8099h;1 . (14.49)

Mean Equation: ibv ~ ARMA(10, 0)
Conditional Variance Equation: ~ garch(l, 1)
Conditionat Distribution: t with estimated parameter and standard error 1.53819

Estimated Coefficients:

Value Std.Error  tvalue Pr(>lth)

C 0.0019444 0.0004924 3.95 4.11e-005
AR(1) 0.0625537 0.0272386 2.30 1.09e-002
AR(2) 0.0000000 NA NA . NA
AR(3) 0.0000000 NA NA NA
AR(4) 0.0000000 NA NA - NA
AR(5) -0.0530871 0.0257115 -2.06 1.96e-002
AR(6) 0.0000000 NA NA NA
AR(T) 0.0000000 NA NA NA
AR(8) 0.0000000 NA NA NA
AR(9) 0.0000000 NA NA NA
AR(10 ) 0.0485335 0.0244152 1.99 2.35e-002
A 0.0000187 0.0000056 3.34 4.26e-004

ARCH(1) 0.1686792 0.0243302 6.93 3.06e-012
GARCH(1 ) 0.8098845 0.0255631 31.68 0.00e+000

AIC(15) =-7134.33 e BIC(15) = -7054.65
T L jung-Box test for standardized residualss 7
Statistic P-value Chi*2-d.f.
12.1 0.435 12

Ljung-Box test for squared standardized residuals:
Statistic  P-value Chi’2-d.f.
16 0.19 12

Lagrange multiplier test:
Lagl lLag2 Lag3 Lag4 Lag5 Lag6 Lag7 Lag8
267 103 -0.16 0585 -0328 -0.84 -1.77 -0.0923 -

Lag9 Lagl0 Lagll Lagl2z C
-0.148 -0.46 1.15  -0.128 0292

TRA2 P-value F-stat P-value
14.6 0261 134 0.303

Quadro 14.16: Ajustamento do modelo (14.49) supondo &; ~ 1.

Os valores das estatisticas de Ljung-Box (e P-valores), tanto para os residuos pa-
dronizados como para os quadrados dos residuos, indicam que o modelo é adequado
para descrever o comportamento da série.

Comparando os valores dos critérios AIC e BIC, dividindo por 1498 no caso
do software S--FinMetrics, concluimos que o modelo com inovagdes ¢, dado pela
expressdo (14.49) estd melhor ajustado do que o modelo com inovagoes gaussianas,
dado pela expressdo (14.43).

A estimativa de v/h; é dada pela Figura 14.10.
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~ Figura 14.10: Estimativa do desvio padrao condicional dos retornos didrios da série

Ag - IBV, utilizando o modelo (14.49).

Exemplo 14.9. Vamos agora_reanalizar os retornos didrios da série Ag - Petro- ..

‘brés para os quais foram ajustados anteriormente (Exemplo 14.6) modelos AR(1) —

ARCH(3). A idéia aqui é verificar a adequa¢io de um modelo mais parcimonioso,
isto é, um AR(1) — GARCH(1,1) dado por

Y = ¢Yio1 + Xiy, Xi = Ve,
he = oo+ o Xi g+ Bihiy . (14.50)

(a) Supondo &; ~ N(0,1).

O Quadro 14.17 apresenta o ajustamento do modelo (14.50). Analisando os
P-valores, vemos que todos os pardmetros sdo significantes.

Para verificar a adequago do modelo, aplicamos o teste de Ljung-Box aos
residuos padronizados e aos quadrados dos residuos padronizados. Os resulta-
dos obtidos foram: Q(10) = 10,488 (0,286) e Q(20) = 18,873 (0, 465) para os
residuos e Q(10) = 6,771 (0,661) e Q(20) = 10, 384 (0, 943) para os quadrados dos
residuos. Além disso, a aplicacdo do teste ML, com p = 12, forneceu os valores
T = 17,10 (0,8509). Analisando esses resultados podemos concluir que o modelo

Y = 0,1317Y 1 + Xy, Xi = vhues

ki = 0,00003 4+ 0,1384X7 , +0,8335h:_1, (14.51)
com & ~ N(0,1) e Var(X;) = -——_Aﬂ—ﬁ—j = 0,0011, também é adequado para
1—(&1+5;

ajustar os retornos didrios da série Ag - Petrobras.
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A estimativa do desvio padrdo condicional, v/h¢, encontra-se na Figura 14.11.

Coefficient _ Std. Error _z-Statistic Prab.
AR(1) 0.131693  0.027204  4.840941  0.0000
Variance Equation

C 345E-05 6.87E-06 5.016697  0.0000

ARCH(1) 0.138408 0.010165 13.61648  0.0000

GARCH(1) ~ 0.833490 0.012465  66.86869  0.0000

R-squared 0.011009 Mean dependent var 0.001134

Adjusted R-squared 0.009021 S.D. dependent var 0.034517

S.E. of regression 0.034361  Akaike info criterion -4.245557

Sum squared resid 1.762751  Schwarz criterion -4.231366

Log fikelihood 3181.800 Durbin-Watson stat 2.033252
inverted AR Roots 13 '

Quadro 14.17: Ajustamento do modelo AR(1) - GARCH(L,1) aos retornos didrios
da série Ag - Petrobris.

QI e ST R o=

mortiada dasvalorizagdo
Russia do Real

crisa do México

crise da Asia

quedada
Nasdaq

.06+

volatiidade

©
b

024

.00

T T
950 | 500 750 1000 1250
t

Figura 14.11: Estimativa do desvio padrdo condicional, dos retornos didrios da
série Ag - Petrobras, utilizando o modelo (14.51).

A anélise da Figura 14.11 mostra que:

1) Houve influéncia, na série de retornos didrios da Petrobris, de todas as crises
citadas no Exemplo 14.5;

2) A estimativa da volatilidade fornecida pelo modelo AR(1) — GARCH(L,1) ¢
mais suave do que a fornecida pelo modelo AR(1) —ARCH(3), ver Figura 14.3.
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() Supondo &; ~ t,, temos o modelo ajustado

Y = 0,1387Y;1 + Xi, Xe = /huer,
hy = 0,00003 +0,1213X2 ; 4 0, 8554A;_; ,

(14.52)

com resultados apresentados no Quadro 14.18.

Os resultados da aplicagdo da estatistica de Box-Ljung aos residuos e aos qua-
drados dos residuos padronizados, bem como o resultado do teste de multiplicadores
de Lagrange, revelam que o modelo (14.52) estd bem ajustado aos retornos didrios
da série Ag - Petrobras.

Comparando os valores dos critérios AIC e BIC dos modelos (14.51) e (14.52),
verifica-se que o modelo com inovagdes ¢ de Student esta melhor ajustado.

A Figura 14.12 apresenta a estimativa do desvio padrio condicional, v/h;. Com-
parando-a com a Figura 14.11, percebemos que os modelos com inovacGes gaussianas

. e t de Student fornecem estimativas semelhantes para o desvio padrao condicional.

Mean Equation: petrobras ~ -1 + ar(1)
_Cpqditional 3[ ariance Equation: ~ garch(l, 1)..

~=Conditional-Distribution: t with estimated pararfigter and stindard erfor-0.820174

Estimated Coefficients:

Value Std.Error t value Pr(>itl)
AR(1 0.1387409  2.57e-002 5.40 3.96e-008
A 0.0000262  8.54e-006 3.07 1.08e-003
ARCH(1) 0.1213322  2.07e-002 5.85 3.06e-009

GARCH(1) 0.8554095  2.31e-002 37.10 0.00e+000

AIC(5) = -6461.02 e BIC(S) = -6434.46

Ljung-Box test for standardized residuals:
Statistic P-value Chir2-d.f.
104 0579 12

Ljung-Box test for squared standardized residuals:
Statistic P-value Chi*2-d.f.
9.15  0.69 12

Lagrange multiplier test:
Lagl Lag2 Lag3 Lag4 Lag5 Lag6 Lag7 Lag$8
173 0546 -122 -0.22 -0.885 -0.164 -1.14 -0.0336

Lag9 Lagl0 Lagll Lagl2z C
0257 -0.876 -0.289 -0.12 0.538

TRA2 P-value F-stat P-value
8.37 0.756 0.765 0.786

Quadro 14.18: Ajustamento do modelo (14.52) supondo &; ~ t,.

i i It .
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Figura 14.12: Estimativa do desvio padrfo condicional dos retornos didrios da série
Ag - Petrobrés, utilizando o modelo (14.52).

145~ Extensdes-do-modelc GARCH- ————— = -~

H4 uma literatura muito grande sobre extensdes dos modelos ARCH-GARCH.
Nesta se¢io vamos nos concentrar apenas em alguns. No que segue faremos a expo-
sicdo para extensdes do modelo GARCH(1,1).

14.5.1 Modelos EGARCH

Vimos que os modelos ARCH e GARCH tratam simetricamente os retornos, pois
- 3 volatilidade é uma fungio quadritica dos mesmos. Mas também ¢ sabido que a
volatilidade reage de forma assimétrica aos retornos, tendendo a ser maior para os
retornos negativos.
Tendo em vista o exposto, Nelson (1991) introduziu os modelos EGARCH (“Ex-
ponential GARCH”).

Definicdo 14.3. Um modelo EGARCH(1,1) é dado por

X = Ve, (14.53)
In(hy) = oo + e1g(es-1) + Filn(he-1), (14.54)

em que & ¢é iid. (0,1) e g(-) é a curva de impacto de informagéo, dada por

g(ee) = Ot + v{lee] — E(le:l)} - (14.55)
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Aqui, ¢ e 7y s8o pardmetros reais, |et| — F(|e;|) é uma seqiiéncia de v.a. iid. com
média zero.

Note que podemos escrever

o(e) = { (0 +7)ee — YE(les]), se ex >0, (1436)

(0 —vet —vE(|ee]), se e: < 0.
Esta assimetria permite que a volatilidade responda mais rapidamente a retoracs
negativos do que a positivos, fato este conhecido como “efeito alavanca™.

Como usaremos o EViews e o S+FinMetrics para estimar modelos, estes softwares
consideram o modelo EGARCH nas formas:

EViews: In(hy) = w+ Bln(hiq) + al——)\(}%v+’y§§1, (14.57)
S+FinMetrics :  In(hy) = w + a L=t E 1Ko

v +BIn(h_1).  (14.58)

Assim, a relagdo entre os parametros que envolvem as inovacdes é dada por
a=a € vy=ay - (14.59)

Quando v (EViews) ¢ diferente de zero e, conseqiientemente, y; (S-+FinMetrics)
diferente de zero, o efeito assimétrico deve ser incorporado ao modelo GARCH.

~ Exemplo 14.10. A série A7 Petrobias ja foi analisada 105 Exemplos 1476 & 14.9;

ambas as anilises tratam simetricamente os retornos. A idéia aqui é reanalisar a
série utilizando modelos EGARCH(1, 1), verificando se um efeito assimétrico deve ser

incorporado aos modelos AR(1) —~GARCH(1, 1) ajustados-anteriormente (expressdes
(14.51) e (14.52).

(a) Supondo &; ~ N (0, 1) temos, no Quadro 14.19, o ajustamento do modelo

Y = 0,1576Y;1 + Xy, Xt =/ Iues, _
Inhy = —0,5230 + 0,9496 In 7s_; + 0, 2195|e,_,|
—0,1420e;_1. (14.60)

A anélise dos resultados revela que todos os pardmetros do modelo s3o signi-
ficantes (P = 0,0000); isto significa que v # 0 e que o efeito assimétrico deve ser
incorporado ao modelo.

Para verificacdo da adequagdo do modelo (14.60) foram aplicados os testes de
Ljung-Box aos residuos padronizados, Q(10) = 9,788 (0,368) e Q(20) = 15,977
(0,659), e aos quadrados dos residuos padronizados, Q(10) = 7,928 (0,541) e
Q(20) = 12,347 (0, 870). Esses resultados indicam que os residuos sio nio autocor-
relacionados e que ndo possuem heterocedasticidade condicional. Essa dltima afir-
magdo pode ser comprovada pela aplicagdo do teste ML aos quadrados dos residuos,
que fornece os valores T' = 8,296 (0, 762).

A estimativa do desvio padrao condicional, 1/h¢, encontra-se na Figura 14.13.
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Coefficient Std. Error z-Statistic Prob.

AR(1) . 0.157626 0.025427 6.199105 0.0000
Variance Equation

C -0.523085 0.051894  -10.07983 0.0000

IRES/SQR[GARCH]( 0219585  0.019876  11.04753  0.0000
1
RES/SQR[GARCH](1 -0.142020  0.012840 -11.06066  0.0000

)

EGARCH(1) 0.849623 0.006794 139.7649 0.0000
R-squared 0.009289 Mean cependent var - 0.001134
Adjusted R-squared 0.006633 S.D. dependent var 0.034517
S.E. of regression 0.034402 Akaike info criterion -4.293177

- Sum squared resid 1.765815 Schwarz criterion -4.275438
Log likelihood 3218.443 Durbin-Watson stat 2.082962
Inverted AR Roots .16

Quadro 14.19: Ajustamento do modelo AR(l) EGARCH(1,1) aos retornos didrios
da série Ag - Petrobras
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Figura 14.13: Estimativa do desvio padro condicional dos retornos didrios da série
Ay - Petrobris, utilizando o modelo (14.60).

A anlise dessa figura mostra que a utilizagdo de um modelo AR(1) — EGARCH '

(1,1), diferentemente dos modelos AR(1) — ARCH(3) e AR(1) - GARCH(1,1), ndo
revelou a influéncia da queda da Nasdaq, em abril de 2000, na série de retornos
disrios da Petrobras.

(b) Supondo &; ~ 1, temos o modelo ajustado (Quadro 14.20),

Y = 0,154Y 1 +Xe, Xe= Vhees "(14.61)

1 X:-11—0,512%;

—0,521+0, 236"
Ve

+0,9521n(h;_1).

In Ay

i

{ e e i T i B BRI S T L a2
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O valor de 41 = —0,512, com P-valor 0,0000, confirma a existéncia de um efeito
assimétrico dos retornos. A adequagdo do modelo (14.61) pode ser confirmada,
analisando os P-valores dos testes de Ljung-Box (para os residuos padronizados e
para os quadrados dos residuos padronizados), além daquele obtido para o teste de
multiplicadores de Lagrange.

Mean Equation: petrobras ~ -1 + ar(1)
Conditional Variance Equation: ~ egarch(l, 1)
- Conditional Distribution: t with estimated parameter and standard error 1.19443

Estimated Coefficients:

Value Std.Error tvalue  Pr(>itl)
AR(1) 0.154 0.0252 6.13 5.46e-010
A -0.521 0.0889 -5.86 2.88e-009
ARCH(1) 0236 00355 6.64 2.20e-011
GARCH(1) 0.952 0.0104 9121 0.00e+000
LEV(1) -0.512  0.1179 -4.34 7.62e-006

AIC(6) =-6492.32 and BIC(6) = -6460.45

Ljung-Box test for standardized residuals:
Statistic  P-value Chi*2-d.f.
9.51 0.659 12

Ljung-Box test for squared standardized residuals:
Statistic P~ value Chir2-d.f.

Lagrange multiplier test:

Lagl Lag2 lLag3 Lag4 Lag5 Lag6 Lag7 Lag8
1.69 0611 -1.5 0345 -0.621 -0.177 -0957 -0.196
Lag9 Ilagl0 Lagll TLagl2 C

0.499 -0.753 -0.00721 -0.0966 0.0329

TR"2 P-value F-stat P-value
7.8 0.801 0.713 0.835

Quadro 14.20: Ajustamento do modelo (14.61) supondo &; ~ t,.

A Figura 14.14 apresenta a estimativa do desvio padrdo condicional.

Com o objetivo de comparar os modelos AR(1) — ARCH(3), (equagdes (14.34)
- (14.35)), AR(1) — GARCH(1,1) (equagdes (14.51) — (14.52)), e AR(1) — EGAR-
CH(1,1) (equacdes (14.60) — (14.61)), ajustados aos retornos didrios da série Ag -
Petrobras, apresentamos os valores de alguns critérios de ajustamento de cada um
dos modelos, na Tabela 14.2.

Analisando os resultades da Tabela 14.2, podemos dizer que os modelos AR(1) —
EGARCH(1, 1) ajustam melhor a série, pois tém os melhores valores: max In (veros-
similhanca), min(AIC) e min(BIC). Além disso, o modelo AR(1) — EGARCH(1,1)
com inovagdes t-Student é o melhor deles.
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Figura 14.14: Estimativa do desvio padrio condicional dos retornos didrios da série
Ag - Petrobris, utilizando o modelo (14.61).

Tabela 14.2:  Valores de alguns critérios de ajustamento dos modelos AR(1)
- ARCH(3), AR(1) - GARCH(1,1) e AR(1) - EGARCH(1,1),
ajustados aos retornos didrios da série Ag - Petrobras.

Modelo| AR(1)+ AR(1)+ AR(1)+
Critério ARCH(3) | GARCH(1,1) | EGARCH(L,1)
Ln (verossimilhanca)
Normal 3152,52 3181,79 ‘ 3218,44
t-Student 3213 3236 3252
Critério de Akaike (AIC)

Normal -4,205 -4,245 -4,293
t-Student -4,282 -4,313 -4,334

Critério de Schwartz (BIC) .
Normal -4,187 -4,231 -4,275
t-Student -4,261 -4,295 -4,313

14.5.2 Modelos TARCH

O modelo TARCH (“Threshold ARCH”) é um caso particular do modelo ARCH
ndo-linear, e a volatilidade agora segue a forma funcional

7 =g + 019" (ee-1) + Brh]_, (14.62)
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em que

9N (er) = 0Lz, >0ylee|” + (1 — ) c,<oplee” . (14.63)

Para 7 =1 temos o modelo de Zakoian (1994) e para v = 2 6 modelo GJR, (de
Glosten, Jagannathan and Runkle, 1993).

O EViews e o S+FinMetrics usam a formulagso

he =w+aX? | +vX2 dsy + Bhy_1, (14.64)

com
1, se Xy < 0 (“bad newss”),
dy = { ¢ < 0 (“bad newss”) (14.65)

0, se X; > 0 (“good news”).

Se v # 0, hd um impacto de informacio assimétrica.

Exemplo 14.11. Vamos reanalisar, agora, a série Ag - Banespa abordada no
Exemplo 14.7, com o ajustamento de modelos MA(1) — TARCH(1,1). O objetivo é
verificar se existe impacto de informag&o assimétrica, nos retornos didrios da série.

(a) Supondo &; ~ N(0, 1) temos os resultados do ajustamento de um modelo MA(1)
—TARCH(1,1) apresentados no Quadro 14.21, com equagdes dadas por

i = X — 070689Xt—ly X =/ higy,
hs = 0,00042 + 0, 1660X7_; +0,0993X2 ,d;_;
+0, 5870h;_;, (14.66)

com

dy = 1, see; <0,
0, se e > 0.

Analisando os resultados do Quadro 14.21, podemos notar que todos os pardme-
tros sao significantes, incluindo o parametro -y, ao nivel de 2%, indicando a existéncia
de um impacto de informagao assimétrica, nos retornos didrios da série do Banespa.

A aplicagdo dos testes de Ljung-Box forneceu os resultados Q(10) = 8,9101
(0,446) e Q(20) = 24,776 (0, 168) para os residuos padronizados e Q(10) = 1,8288
(0,994) e Q(20) = 5,1714 (0, 999) para os quadrados dos residuos padronizados,
indicando que os residuos s3o nio-correlacionados e que nao possuem heterocedas-
ticidade condicional. A tltima afirmacio é confirmada pelo teste ML que forneceu
os resultados T' = 2,151 (0, 999).

A estimativa do desvio padrio condicional, /s, encontra-se na Figura 14.15.

A andlise da Figura 14.15 mostra as mesmas influéncias que ocorreram quando
se utilizou um modelo MA(1) — ARCH(2), ver Figura 14.5.
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Coefficient  Std. Emor  z-Statistic Prob.

MA(1) 0.068916  0.029476  2.338048  0.0194
Variance Equation
C 0.000425 3.16E-05 13.47387  0.0000
ARCH(1) 0.166031 0.017633 9415653  0.0000
(RESID<0y"ARCH(1)  0.099313  0.032832  3.015696  0.0026
GARCH(1) 0.586986  0.027408 21.41671 0.0000
R-squared 0.012086 Mean dependent var 0001403
Adjusted R-squared 0.009439 S.D. dependent var 0047533
S.E. of regression 0.047367 Akaike info criterion -3.480284
Sum squared resid 3.349798 Schwarz criterion -3.462554
Log likelihcod 2611.732  Durbin-Watson stat 1.873088
Inverted MA Roots -.07

Quadro 14.21: Ajustamento do modelo MA(1) - TARCH(1,1) aos retornos didrios
da série Ag - Banespa.
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Figura 14.15: Estimativa do desvio padr&o condicional dos retornos didrios da série
Ag - Banespa, utilizando o modelo (14.66). :

(b) Supondo &; ~ t;,, temos o modelo ajustado (Quadro 14.22), utilizando o progra-
ma S+FinMetrics,

Y; = X; —0,0707X:—1, Xi = hees, (14.67)
he = 0,00037+0,1847X72 | +0,2565X2 1d;_1+0, 5836h;_1,

com todos os coeficientes significativos (P-valores < 0,004).
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A adequagado do modelo é comprovada pelos resultados dos testes de Ljung-Box
(residuos e quadrados dos residuos) e pelo teste de multiplicadores de Lagrange que
tém P-valores > 0,653, ver Quadro 14.22.

Mean Equation: banespa ~ -1 + ma(1)
Conditional Variance Equation: ~ tgarch(1, 1)
Conditional Distribution: t with estimated parameter and standard error 0.366361

Estimated Coefficients:

Value  Std.Emror tvalue Pr(>lt)
MA) 0.070727 0.0263670 2.66 3.92e-003
A 0.000372 0.0000806 4.62 2.08e-006
ARCH(1) 0.184690 0.0475200 3.89 5.31e-005
GARCH(1) 0.583600 0.0557410 10.47 0.00e+000
GAMMA(1) 0.256459 0.0927646 2.76 2.88¢-003

AIC(6) = -5478.38 and BIC(6) = -5446.51

Ljung-Box test for standardized residuals:
Statistic P-value Chi*2-df.

9.57 0.653 12
Ljung-Box test for squared standardized residuals:
Statistic P-value Chir2-d.f.

1.92 1 12

Lagrange multiplier test:
Lagl Lag2 Lag3 Lag4 Lag5S Lag6 Lag7
-0.457 -0.167 -0.705 -0.641 0205 -0.687 -0.104

Lag8 Lag9 Lagl0 Lagll Lagl2 C
-0.615 -0.145 0221 0.0629 -0.094 -0.111

TR”A2  P-value  F-stat P-value
2.08 0.999 0.189 1

Quadro 14.22: Ajustamento do modelo (14.67) supondo &; ~ t,.

Comparando os valores de AIC e BIC, divididos por N = 1498 quando utilizamos
inovagdes t-Student, vemos que o modelo (14.67) se ajusta melhor aos retornos
didrios do Banespa.

A Figura 14.16 apresenta a estimativa do desvio padrao condicional.

Finalmente, a Tabela 14.3 apresenta os valores de alguns critérios de ajustamento
para os modelos ajustados aos retornos didrios do Banespa: (14.36) — (14.37) e
(14.66) — (14.67).
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Os resultados indicam que o modelo MA(1) — TARCH(1,1) com inovagdes -
Student, se ajusta melhor aos retornos da série Ag - Banespa.
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Figura 14.16: Estimativa do desvio padréo condicional dos retornos didrios da série
Ag - Banespa, utilizando o modelo (14.67).

Tabela 14.3: Valores de alguns critérios de ajustamento dos modelos
MA(1) - ARCH(2) e MA(1) - TARCH(1,1) ajustados aos
retornos didrios da série Ag - Banespa.

Modelo | MA(L)+ | MA(L)+
Critério ARCH(2) | TARCH(1,1)
Ln (verossimilhanca)
Normal 2582,64 2611,70
t-Student 2730,31 2744,99
Critério de Akaike (AIC)
Normal -3,443 -3,480
t-Student -3,639 -3,657
Critério de Schwartz (BIC)
Normal -3,428 -3,463
t-Student -3,621 -3,636
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14.6 Modelos de volatilidade estocdstica

Os modelos da familia ARCH supdem que a variancia condicional depende de
retornos passados. O modelo de volatilidade estocistica (MVE), primeiro Proposto
por Taylor (1980, 1986) nao faz essa suposi¢io. Este modelo tem como Premissa,

o fato que a volatilidade presente depende de valores passados da mesma, mas é
independente dos retornos passados.

Mudando um pouco a notagio, denotemos agora a varidncia condicional

. por %,
ou seja, E(X2|Fim1) = of.

Definicao 14.4. Dizemos que a série X; segue um modelo de volatilidade estocdstica
se
Xi = o0&, (14.68)
hi /2
or = eM/? (14.69)
em que &; é uma seqiiéncia estacionsria, com média zero e varidncia um e h: é uma,

segiléncia que pode ser estacioniria ou ndo, com uma densidade de probabilidade

f(h).
A formulagio mais simples do modelo supde que o logaritmo da volatilidade, h;,
hy =00+ arhet +1 (14.70)

na qual n; é uma seqiiéncia estaciondria gaussiana, de média zero e variancia cr?),
Segue-se que devemos ter |ag] < 1.

Outras formulagdes do MVE foram apresentadas na literatura, dentre as quais
destacamos as seguintes.

(1) Forma canénica de Kim et al. (1998).
Agqui o MVE é escrito na forma

X; = Pehlle, (14.71)
hit1—p = alhs — p) + opm (14.72)

o2
hy ~ N (/-47 1—_‘_255 )

sendo ¢, 7z ~ N(0,1) e se 8 = 1, entdo u = 0.

It

com

(2) Formulagdo de Jaquier et al. (1994), na qual

X = hees .
In(he) = o+ a1 In(Ae—1) + oynz .
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Sabemos que se & ~ N(0,1), entdo In(e7) tem uma distribuicdo chamada log-
quiquadrado, de tal sorte que

E(n(e?)) ~ —1,27,
Var(ln(e2)) = 7%/2 .

Voltemos agora ao modelo (14.68) — (14.69): obtemos

Q

I

In(X?)

i

Chamando & = In(e?) — E(In(e?)) = In(e?) + 1,27, temos que

In(X?) = 1,27+ hs + &, &~ 1id.(0,7%/2), (14.77)

he = ap+crhe—1 -+, M~ i.i.d.N(O, O‘%) (14:.78)
Aqui, supomos &; e 1 independentes.
Propriedades

~ Vamos calcular agora alguns para.metros assoc1ados a0 MVE, considerando-se a
" forfa (14.70).

(i) BE(X:) = E(oier) = E(0v)E(e:) = 0, dado que oy e & sdo independentes;

(i) Var(X;) = E(X}) = E(oie}) = E(07)E(e}) = E(0%).
' Dado que supusemos 7 ~ N (0, o3 ) h: estacionério, com pp = E(ht) =ap/(1-
o) e ah = Var(hs) = 07/(1 — o), enta.o obtemos

l—a;' 1—of

2
m~N<~“—°,—‘1"—-> . (1479)

Como h; é normal, o7 é log-normal, logo temos
E(X2) = E(o2) = etrtoi/?,
N3o ¢é dificil mostrar que
B(XH) = 3¢t
da qual obtemos a curtose

2p +202 N a
K= §%_f+__2_”_ =3¢%% > 3, (14.80)
e Hh Ty

In(o?) + In(e?) , (1475)
hy = In(o?) . (14.76) =
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como deverfamos esperar, ou seja, caudas longas sob o MVE.

(iii) A funcdo de autocovariancia da série X; é dada por
"/X(’LL) E(XtXH.u) E(Uto't+u€t5t+u) = O (1481)
pois & e 7 s@o independentes. Logo, X; é serialmente nio-correlacionada, mas nio
independente, pois existe correlacio em In X2. Denotando-se ¥; = In X7, entdo a
autocovarianda de Y; € dada por
Yy (u) = E(Y: - E(Y)Yitu — E(Yia)) -

Como o primeiro termo entre parénteses é igual a h; — E (ht)'—r—é} e hy é indepen-
dente de &, obtemos que

Il

E(hy — B(hs) + &) (hesu — Elher) + fora)
E(hy — E(ht))(htsu — E(htgn)) + E(E€irn),

e chamando as autocovariancias do segundo membro de v(-) e v¢(+), respectivamen-
te, teremos

Y (u)

Yy (u) = Yh(u) +7¢(w), (14.82)
para todo u. ’
Como estamos supondo (14 70) ou seja, um AR(l) temos que

0_2
Thiu) = of —1= T >0, (14.83)

enquanto que yg(u) = 0, para u > 0. Logo, vy (u) = yx(u), para todo u # 0, e
podemos escrever a funcdo de autocorrelacio de Y; como.

y(u) ofor/(1—af)

Py \u) = = , u>0,
=300 = w0 70
do que obtemos
of
= —— 0 14.84
py(u) 1 + 7{2/20_% 1 U > b ( )

que tende a zero exponencialmente a partir do lag 2, o que indica que ¥; = In(X?)
pode ser modelada por um modelo ARMA(1,1).
Na, prética, obtemos valores de o) préximos de um, o que implica o aparecimento
de altas correlagdes para volatilidades e conseqiientes grupos de volatilidades na série.
Um MVE geral serd obtido admitindo-se um modelo AR(p) para h;:

Xt = O, (1485)
l-ayB—---—apBP)hy = g+, (14.86)




- em que u; =In(e}) — E(ln(e?)).e .=
As equagoes (14. 89) e (14.90) estao na formulagéo de espago de estados estudada
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com as suposi¢des anteriores sobre as inovagdes, e agora supondo-se que as raizes do
polinémio 1 — a1 B — - - — o, BP estejam fora do circulo unitério.

MYVE foram estendidos para incluir o fato que a volatilidade tem memoria longa,
no sentido que a funcdo de auto-correlacio de In X? decai lentamente, embora, como
vimos, os X; ndo tenham correlacio serial.

Estimacao

Os MVE sao dificeis de estimar. Podemos usar a abordagem de Durbin e
Koopman (1997a, 1997b, 2000), que consiste em usar o procedimento de quase-
verossimilhanga, por meio do Filtro de Kalman. Para utilizar esse procedimento, o
modelo (14.68) — (14.70) é reescrito na forma

X; = oee™/? (14.87)
he = arhi1 + e, (14.88)
em que o = e™/2 Uma forma equivalente é dada por
In(X7) = & +h +ue, (14.89)
hi = arher +m (14.90)

L‘E}(p:.i +:E(1n *LF{)"}—‘ TR
no Capitulo 13.

Observagoes:

1. Quando o for préximo de um, o ajustamento de um modelo ‘de volatilidade
estocdstica é similar ao de um GARCH(1,1) com aj + (1 préximo de um.

2. Quando aj = 1, h; é um passeio aleatdrio e o ajustamento de um modelo de
volatilidade estocéstica ¢ similar ao de um IGARCH(1,1).

3. Quando algumas observagdes sdo iguais a zero, o que ocorre com muita freqiién-
cia, ndo podemos fazer a transformacso logaritmica especificada em (14.89).
Uma solucdo, sugerida por Fuller e analisada por Breidt e Carriquiry (1996),
é fazer a segumte transformagao baseada ‘numa expansao de Taylor:

In(X?) = (X2 + c5%) — cS% /(X? +cSX), t=1,...,N, (14.91)
em que S% é a varidincia amostral da série X; e ¢ é um nimero pequeno.

O pacote estatistico STAMP 6.0 (Koopman et al., 1995) pode ser utilizado na
obten¢do dos estimadores de quase-mdxima verossimilhanga (QMV) dos parime-
tros. Este pacote incorpora a transformagao (14.91) que tem como “default” o valor
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v ¢ = 0,02. Uma das vantagens da utilizacio do procedimento de QMV ¢ que ele pode

ser aplicado sem a especificagdo de uma particular distribuicio para e;.

Shephard e Pitt (1997) propuseram o uso de amostragem ponderada (“impor-
tance sampling”) para estimar a fungio de verossimilhanca.

Como o MVE ¢é um modelo hierdrquico, Jaquier et al. (1994) propuseram uma
andlise Bayesiana para o mesmo. Veja também Shephard e Pitt (1997) e Kim et al.
(1998). Uma resenha do problema de estimagéo do MVE ¢ feita por Motta (2001).

Exemplo 14.12. Vamos reanafisar as séries de retornos do Exemplo 14.5 usando
MVE e o pacote computacional STAMP 6.0.

(a) Retornos didrios da série Ag - IBV.

Os resultados do ajustamento sdo apresentados no Quadro 14.23 que fornece o
modelo

Il

In(X?)
ha

—8,62+ hy +ut
0,9858h;_1 + 1 , (14.92)

com Var(uz) = 2,7418 e Var(n;) = 0, 0236.

A fac residual, juntamente com o teste de Ljung-Box, sfo apresentados no Qua-
dro 14.14, sugerindo que os residuos do modelo sio ndo-correlacionados. Uma anslise
residual mais completa é fornecida pela Figura 14.17.

As estimativas da volatilidade (&) e do desvio padrao condicional (e™/2) sio
apresenta,da,s na Figura 14.18, revelando as influéncias da crise do México, da crise
da Asia, da moratéria da Rissia e da desvalorizacdo do Real, que ja tinham sido
detectadas quando utilizamos um modelo AR(10) — GARCH(1, 1), ver Figura 14.9.
Vale a pena observar que &; = 0, 9858 (préximo de um) 1nd1ca, uma equivaléncia de
ajustamento entre os dois modelos.

(b) Retornos disrics da série Ag - Banespa.
O Quadro 14.25 indica o ajustamento do modelo

In(X?) = —7,86 + ht +uy
ht = 0,6942h; 1 + 11 , (14.93)

com Var(ug) = 2,9086 e Var(q;) = 0, 5559.

No Quadro 14.26 temos a fac residual e o teste de Ljung-Box, sugerindo que os
residuos sdo ndo-correlacionados. Uma anélise residual mais completa é fornecida
pela Figura 14.19.

A Figura 14.20 apresenta as estimativas da volatilidade (™) e do desvio padrao
condicional (e?/?).
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Podemos notar que a utilizagio do modelo de VE, expressdo (14.93), revelou as
influéncias da crise da Asia, da moratéria da Russia, da desva-
lorizacdo do Real e da queda da Bolsa Nasdaq, ao contrario dos ajustamentos dos
modelo MA(1) — ARCH(2), expressdo (14.36), e MA(1) — TARCH(1, 1), expressio
(14.66), que também revelaram a influéncia de dois aumentos substanciais no prego
das agoes.

(c) Rezornos didrios da série Ag - Petrobrés
O modelo de VE ajustado aos dados é

In(XP) = -8,28+hy +ug,
hy = 0,9872hs_1 + 1 ,

(14.94)

com Vm) = 2,9169 e Vmﬂ = 0,0204. Os resultados sdo apresentados no
Quadro 14.27.

Method of estimation is Maximum likelihood
. The present sample i to 1498

T T g | o ST

SVretornos = Level + AR(L) + Irregular
Log-Likelihood is -817.302 (-2 LogL = 1634.6).
Prediction error variance is 2.96951

Estimated variances of disturbances.

Component SVretornos (g-ratio)
Irr 2.7418 ( 1.0000)
Arl 0.023645 ( 0.0088) -

Estimated autoregressive coefficient.
The AR(l) rho ccefficient is 0.985828.

Estimated coefficients of final state vector.

Variable Coefficient R.m.s.e. t-value
Lvl -8.6220 0.27296 -31.587 [ 0.0000]
Arl 0.12543 0.51580
Goodness-of-fit results for Residual SVretornos
Prediction error variance (p.e.v) 2.969511
Prediction error mean deviation (m.d) 2.427108
Ratio p.e.v. / m.d in squares 0.952954
Coefficient of determination R2 0.140840
. based on differences RD2 0.447572
Information criterion of Akaike AIC 1.092403
. of Schwartz (Bayes) BIC 1.103041

Quadro 14.23: Ajustamento de um modelo de volatilidade estocdstica acs retornos
didrios da série Ag - IBV.
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. Corelogram
[~ Residuai SVrmomos.

1 s s
150 200 250 300

Figura 14.17: Anilise residual do ajustamento do modelo (14.92) & série de
retornos didrios do IBV.

e B BTS00 P SRR et “For Résidual “EVEBLS:
Durbin-Watson test is 1.95137.
Asymptotic deviation for correlation is 0.0258457.

THog T 7T et

Lag dF SerCorr BoxLjung ProbChi2 (dF)

1 0 0.0229

2 0 0.0068

3 ] 0.0278

4 1 0.0207 2.6609 { 0.1028]

5 2 -0.0126 2.8982 [ 0.2348]

6 3 -0.0463 6.1222 [ 0.1058]

7 4 0.0184 6.6310 [ 0.1567]
8 5 -0.0510 10.5570 { 0.0609]

9 6 -0.0401 12.9848 [ 0.0433]
10 7 -0.0108 13.1616 [ 0.0683]
11 8 -0.0204 13.7889 [ 0.0874]
12 9 0.0123 14.0161 { 0.1218]
13 10 0.0051 14.0553 [ 0.1705]
14 11 0.0393 16.3964 [ 0.1270]
15 12 0.0112 16.5867 [ 0.1658]
16 13 -0.0211 17.2635 [ 0.1875}
17 14 ~0.0168 17.6919 [ 0.2212]
18 1s 0.0185 18.2104 { 0.2518]
19 16 -0.0345 20.0160 [ 0.2195]
20 17 0.0121 20.2385 [ 0.2622]
21 18 -0.0101 20.3945 [ 0.3111]
22 19 0.0027 20.4053 { 0.3706]
23 20 -0.0152 20.7587 [ 0.4115]
24 21 -0.0084 20.8656 [ 0.4672]
25 22 0.0066 20.9318 [ 0.5250]
26 23 -0.0258 21.9462- [ 0.5235]
27 24 -0.0212 22.6352 [ 0.5414]
28 25 0.0097 22.7780 [ 0.5905]
29 26 0.0400 25.2185 { 0.5066]
30 27 -0.0443 28.2142 [ 0.4000]

Quadro 14.24: Fungio de autocorrelagio dos residuos do modelo (14.92) e teste de
Ljung-Box.
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Figura 14.18: (a) Estimativa da volatilidade dos retornos didrios da série Ag - IBV.

(b) Estimativa do desvio padrio condicional.
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Figura 14.19: Anilise residual do ajustamento do modelo (14.93) & série de

retornos didrios do Banespa.
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Figura 14.20: (a) Estimativa da volatilidade dos retornos disrios da série Ag -

Banespa e (b) estimativa do desvio padrao condicional.

Method of estimation is Maximum likelihood
The present sample is: 1 to 1498
SVretornos = Level + AR(1) + Irregular

Log-Likelihood is -1000.67 (-2 LogL = 2001.34).
Prediction error variance is 3,78863

EBstimated yariances of disturbances.

Component SVretornos (g-ratio)
Irr 2.9086 ( 1.0000)
Arl 0.55590 ( 0.1511)

Estimated autoregressive coefficient.
The AR(1) rho coefficient is 0.694234.

Estimated coefficients of final state vector.

Variable Coefficient R.m.s.e. t-value
Lvl -7.8673 0.076824 -102.41 [ 0.0000]}
Arl ~-0.33412 0.82358

Goodness-of-fit results for Residual SVretornos

Prediction error variance (p.e.v) 3.788631
Prediction error mean deviation (m.d) 3.151611
Ratio p.e.v. / m.d in squares 0.919982
Coefficient of determination R2 0.046687

. based on differences RD2 0.403710
Information criterion of Akaike AIC 1.336010

. of Schwartz (Bayes) BIC 1.346648

Quadro 14.25: Ajustamento de um modelo de volatilidade estocéstica aos retornos

didrios da série Ag - Banespa.




410 CAPITULO 14. MODELOS NAO-LINEARES 14.7. PROBLEMAS 411

No Quadro 14.28 temos a fac residual e o teste de Ljung-Bax, indicando que

os residuos sdo nio-correlacionados. A Figura 14.21 apresenta uma anilise residual
com mais detalhes.

As estimativas da volatilidade e do desvio padrdo condicional estdo na Figu-

Serial correlation statistics for Residual SVretormos.
Durbin-Watson test is 1.95883.
Asymptotic deviation for correlation is 0.0258457.

L. Lag dF SerCorr BoxLjung ProbChi2 (dF)
ra 14.22. Podemos notar que, ao contrario do que quando utilizamos os modelos e o.0541
AR(1) — ARCH(3) e AR(1) —~ GARCH(1,1) (Figuras 14.3 e 14.11), o modelo de i 1 0l034s  s.0015 [ 0.0143]
VE néo detectou a influéncia da queda da Bolsa Nasdaq no prego das acdes da Pe- s 2 0.0065 6.0649 [ 0.0482]
2 . ~ . . - . . 13 3 -0.0207 6.7115 [ 0.0817]
trobrds. Essa influéncia também nio foi detectada quando ajustamos um modelo 7 0.0134 &.9837 [ 0.1368]
AR 1 EGA.RCH . 8 5 0.0114 7.1794 { 0.20786]
( )‘“ (1; 1) (Flgura 14.13)' 9 6 0.0160 7.5640 [ 0.2718]
10 7 ~-0.0067 7.6324 [ 0.3661]
11 8 -0.0052 7.6734 [ 0.46860]
12 g ¢.0108 7.8502 { 0.5493]
14.7 Probl t !
. ro emas 13 10 0.0170 8.2875 0.6008
14 11 0.0340 10.0357 [ 0.5272]
15 12 0.Q0067 10.1044 [ 0.6068]
y 16 13 0.0087 10.1537 [ 0.6813]
1. Ajuste um modelo ARCH . 17 14 0.0184 10.6685 [ 6.7119]
J gaussiano a série de log-retornos didrios do fndice - o 18 ooaas 1issss P 0 7282]
Ibovespa. £ 19 16 0.0191 11.8885 . [ 0.7516]
2 20 17 0.0006 11.8891 { 0.8068]
. B 21 18 0.0718 19.7332 [ 0.3480]
2. Ajuste modelos GARCH gaussianos para as séries: 22 19 0.0291 310134 [ 0.3357]
) ’ 23 20 -0.0258 22.0349 0.3386
24 21 -0.0007 22.0356 [ 0.39751]
L = 25 22 0.0038 22.0571 [ 0.4565]
(a) log-retornos disrios das agdes da TAM, de 10/01/1995 a 27/12,/2000. ] 26 23 0lo1s0  22.6098 [ 0.4837]
s o ! . 27 24 -0.0211 23.2907 [ 0.5027]
(b) log-retornos disrios da Globo Cabo, de 06/11/1996 a 27/1 28 25 0.0073  23.3721 [ 0.5558)
7 .
29 26 0.0559 28.1541 [ 0.3509]
30 27 0.0289 29.4344 [ 0.3402]

3. Ajuste um modelo assmetnco (EGARCH ou TARCH) a série de log—retornos .
mensais-das a¢oes-da TAM. ‘ B P =R o =

. ' Quadro 14.26: thgao de autocorrelaga.o dos res1duos do modelo (14 93)
4. Ajuste um modelo de volatilidade estocdstica as séries:

Method of estimation is Maximum likelihood

(a) log-retornos disrios da TAM.
. The present sample is: 1 to 1438
(b) log.retomos dj.éIiOS da CEMIG_ SVretornos = Level + AR(1) + Irregular

N Log-Likelihood is -857.599 (-2 LogL = 1715.2).
Prediction error variance is 3.13376
5. Obtenha as previsdes de origem T e horizonte A, h > 1, para um modelo

GARCH(l 2) ) Estimated varianceg of disturbances.
Component SVretornos (g-ratio)
. ~ Irx 2.9163 ( 1.0000)
6. Suponha que r1,...,7y sejam observagdes de uma série de log-retornos, se- et 0.020396 { 0.0070)
i dO um - 3 Estimated £ ssive coefficient.
guin modelo AR(1)-GARCH(1.1), B Enm T e
re = /,L + ¢17‘t~1 + a’t’ Estimated coefficients of final state vector.
Variable Coefficient R.m.s.e. t-value
a; = Oi€¢, vl -8.2795 0.28041 -29.526 [ 0.0000]
5 2 Ari -0.75479 0.51065
gt = Qg + ala’t—l + 1310-;2—17 Er ~ 'L'ld‘ N(O) l)- Goodness-of -fit results for Residual SVretornos
) Prediction error variance (p.e.v) 3.133759
Ob Prediction error mean deviation (m.d) 2.585859
a, s e Rati ewv. / m.d i 0.935123
tenha a funcio de log-verossimilhanca condicional dos dados. Costrinient of determinctiom 2 0.127461
* . based on differences RD2 0.451794
-~ . - - . Information criteri of Akaike AIC 1.146239
7. Mostre que se X; ~ ARCH(p) entdo X? ~ AR(p) com inovagdes nio-gaussia- TO5E Sohwarts (Bayes) nrc 11ses7e
nas. Mostre também que {X;} é uma seqiiéncia de ruidos brancos.
8. Encontre a fun¢io de verossimilhanca de uma amostra de tamanho N de um ~Quadro 14.27: Ajustamento de um modelo de volatilidade estocéstica aos

processo ARCH(2) com inovagfes gaussianas. - . retornos didrios da série Ag - Petrobras.
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Figura 14.21: Anjlise residual do ajustamento do modelo (14.94) & série de '

retomos dlarlos da Petrobras
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Figura 14.22: (a) Estimativa da volatilidade dos retornos dirios da série Ag -
Petrobrés e (b) estimativa do desvio padrao condicional.
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9. Utilize os modelos AR(1) — ARCH(3) ajustados & série de retornos da Petro-
brés, expressdes (14.34) e (14.35) e faca previsdes para a volatilidade, com
origemem t =1498 e h = 1,2,3,4 e 5.

10. Refaca o exercicio anterior utilizando os modelos MA(1) - ARCH(2) ajustados
a série de retornos do Banespa, expressdes (14.36) e (14.37).

11. Mostre que a curtose de um modelo GARCH(1, 1) assume um valor maior do
que 3 (expressdo (14.43)).

12. Derive a equagéo de previsdo da volatilidade para um modelo GARCH(1,2).

13. Derive a equagdo de previsio da volatilidade de um modelo GARCH(2,1).

14. Suponha Y¥3,Ys,...,Yy retornos de uma série que segue um modelo AR(1) -
GARCH(1,1) com inovagdes gaussianas. Derive a funcio de verossimilhanga
dos dados.

15. Refaga o Problema 8 supondo que as inovagdes tenham distribuicdo ¢t-Student.

16. Suponha que {X;} seja um processo GARCH(r,s) estaciondrio com &; ~
5.4.d.(0,1).
(a) Mostre que BIXZX2 1, X2g. ] = by & oo e

(b) Mostre que X? ~ ARMA(q,s), ¢ = max(r,s) e que satisfaz a equagio
(14.41).

(c) Para r > 1, mostre que a varidncia condicional h; é um processo ARMA
(g,7 — 1) que satisfaz a equacio

h = ap+ (a1 + B)he—1 + -+ (C\!q + ,Bq)ht—q +uy
+ofusy 4+ o+ afur e,

em que u; = al_lvt_l e a; = al’la]u,_l, j=1,...,7 —1 (veja a férmula
(14.41)).

17. Considere a série Ag - CEMIG.

(a) Calcule a série de retornos.

(b) Existe correlagio entre os retornos? Em caso aﬁrmatlvo, ajuste a essa
série um modelo ARMA(p, q).

(c) Hé evidéncias de volatilidade estocéstica na série de retornos? Utilize o
residuo do modelo ajustado no item (b), se for o caso. Em caso afirmativo,
ajuste um modelo ARCH (ou GARCH) para modelar a série.

(d) Faga um grifico da volatilidade estimada, analisando com detalhe os
instantes em que aparecem picos.




414

CAPITULO 14. MODELOS NAO-LINEARE,

18

19.

20.

21.

Considere a série Ag - Globo. Ajuste um modelo GARCH, aos retornos, com
inovagdes t-Student.

Ajuste um modelo TARCH aos retornos da série Ag - Petrobrds. Compare

esse modelo com aqueles ajustados nos Exemplos 14.6, 14.9 e 14.10.

Mostre que o modelo de volatilidade estocistica, expressdes (14.68) — (14.70),
pode ser escrito na forma de espago de estados, expressdes (14.89) — (14.90).

Ajuste um modelo de volatilidade estocastica aos retornos da série utilizada no.

Problema 17. Compare as volatilidades estimadas utilizando os dois modelos,

Idem, utilizando os retornos da série utilizada no Problema 18. Compare as

volatilidades estimadas utilizando cada um dos modelos ajustados

Serial correlation statistics for Residual SVretornos.
Durbin-Watson test is 1.9523S.
Asymptotic deviation for correlation is 0.0258457.

Lag dF SerCorr BoxLjung ProbChi2 (dF)

0 0.0218

] 0.0297

0 0.0071

1 -0.0260 3.1391 [ 0.0764]
2 -0.0155 3.5004 [ 0.1737)}
3. _-0.0348 . 5.3279 [ 0.1493) i e i i

0T 47777 "Frooo2 < -5:3280° 7 [ 0.2553] e s

5 -0.0338 7.0489 [ 0.2170]
6 0.0036 7.0684 [ 0.31461]
7 0.0291 8.3428 [ 0.3033]
8 -0.0054 8.3876 [ 0.3966]
El -0.0149 8.7209 [ 0.4634]
10 0.0343 10.4996 [ 0.3978]
11 -0.0075 10.5836 [ 0.4788]
12 0.0122 10.8101 { 0.5453]
13 -0.0293 12.1108 { 0.51881]
14 -0.0137 12.3945 [ 0.5747]
1s 0.0032 12.4095 [ 0.58478]
16 -0.0192 12.9672 [ 0.6752]
17 -0.0232  13.7866 { 0.6821]
18 -0.0193 14.3535 [ 0.7058]
19 -0.0009 14.3548 [ 0.7626]
20 -0.0011 14.3565 [ 0.81201]
21 -0.0222 15.1094 [ 0.8174]
22 0.0203 15.7381 [ 0.8287]
23 -0.0021 15.7448 [ 0.8660]
24 -0.0194 16.3199 [ 0.8762]
25 -0.0228 17.1165 [ 0.8775]
26 0.0083 17.2206 [ 0.9023]
27 -0.0041 17.2467 [ 0.9249]

Quadro 14.28: Fungio de autocorrelacio dos residuos do modelo (14.94) e
teste de Ljung-Box.

’ formadas de Fourier discretas da série.

CapPiTULO 15

Analise de Fourier

15.1 Introdugao

A Anélise de Fourier ou Anélise Harménica tem sido utilizada tradicionalmente,
para resolver algumas equagdes diferenciais parciais que aparecem na Fisica Matem4-
tica, como a equagdo do calor e a equacao das ondas.

Na anélise de séries temporais, resultantes da observagio de processos estocasti-
cos, 0 objetivo bésico é o de aproximar uma fungdo do tempo por uma combinagio
linear de harménicos (componentes senoidais), os coeficientes dos quais s&o as trans-

Em muitas "aphcagoes como-em Meteorclogla e Oceanograﬂg, o8

de periodicidades nos dados observados. Hi duas situaces que freqlientemente
ocorrem:

(a) conhecemos freqiiéncias e queremos estimar amplitudes e fases;
(b) queremos estimar amplitudes, freqiiéncias e fases.
No primeiro caso temos, por exemplo, o fenémeno das marés, onde as fregiiéncias

sao determinadas astronomicamente. O segundo caso é a situagio mais geral encon-
trada na prética.

Vale a pena ressaltar que, mesmo que os dados nio apresentem periodicidades,
a Anglise Harménica, é ttil para analisé-los em componentes harmonicas periddicas.

15.2 Modelos com uma periodicidade

Consideraremos aqui o modelo

Zt = p+ Rcos(wt + @) + (15.1)

ou, equivalentemente,

Zt = p+ Acos(wt) + Bsen(wt) + st , . (15.2)

55 em busca



416 CAPITULO 15. ANALISE DE FOURIER

em que A = Rcos ¢, B = —Rsen¢; R é denominado amplitude, ¢ € o dngulo de fase,
w é a freqiiéncia e €; a componente aleatéria.
De (15.1) e (15.2) temos que

R* = A+ B*,
B
arctg ok A>0,
B
arctg ) -7, A<0, B>0,
B
¢ = { arctg 3 +m, A<O0, B<O, (15.3)
-g, A=0, B>0,
_2"7 A——:O, B <O,
| arbitririo, A=0eB=0.

Iremos resolver o problema elementar de estimar p, A e B para um w fixado,
conhecido ou ndo. O método a usar serd o de minimos quadrados (MQ).

15.2.1 Estimadores de MQ: freqiiéncia conhecida

-~ Suponha Z3,.:.,Zy uma série temporal gerada pelo modelo (15.2). Os-estimar-

dores de minimos quadrados (f, Ae B) serdo obtidos quando minimizarmos a soma,
de quadrados dos erros, '

N
SQR(p, 4, B) =Y (% — p— Acos(wt) — Bsen(wt))?. (15.4)
t=1 -

Assim, derivando (15.4) com relagdo a u, 4 e B e igualando a zero, temos que
os estimadores de minimos quadrados podem ser obtidos resolvendo o conjunto de
equagoes

M=

(Zt — i — Acos(wt) — Bsen(wt)) =0,

ok
i
kA

M=

cos(wt) (Zt — i — Acos(wt) — Bsen(wt)) =0, (15.5)

o
1
-

M=

sen(wt) (Zt — b — Acos(wt) — Bsen(wt)) =0.

i
L

Uma maneira alternativa de obter os estimadores de MQ é reescrever {152)
utilizando notacdo matricial,
Z=W6+e {15.6)
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em que

Z = (ZleZ)'-wZN)lv

6 = (u,4,B),
1 cos(w) sen(w)
1 cos(2 2
W - ( w) sen(2w) ’
1 cos(Nw) sen(Nw)
fornecendo o estimador
0= (WWwW)"'wW'z, (15.7)
com
N N
N >~ cos(wt) > sen(wt)
e g . k7
W'W = tzl cos(wt) > cos?(wt) > cos(wt)sen(wt) | . (15.8)
E' N t=1 t=1 N
> sen(wt) 3 cos(wt)sen(wt) > sen?(wt)
t=1 =1 =1
No caso em que w = wy, = ZI’\T,—’“, kE=1,2,..., [%], podemos utilizar as relagdes de
ortogonalidade,
N N
Zcos(wkt) = Zsen(wkt) =0,
t=1 t=1
N 0) .7 7’4 k1
Zcos(wkt) cos(wjt) = ¢ N, j=k=N/2, (15.9)
= N/2, j=k# N/2,
N 01 ‘ .7# k)
Zsen(ukt)sen(wjt) =40, j=k=N/2
=1 N/2, j =k # N/2,
N
Zcos(wkt)sen(wjt) =0, todojek,
t=1
obtendo
N 0 0
WW=1|0 N/2 0 , WHET (15.10)
0 0 N/2

~ - ‘::_-g
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Substituindo (15.10) em (15.7), temos a solugdo

N
/:b’-'—‘yt— Zt 'Z

:b-)
u
Mz 2

tcos(wt) w#mT,

B= 0, sew =, (15.11)

o
i

Ztsen(wt w #
A=

R 2 A2 2 B
R? = A’ 4 B? e ¢ = arctg <—Z> .

Quando w # 2—]7\',5 e ndo muito préxima de zero, uma solugéo aproximada é dada

por
B=p=2Z
g
A= z -7) cos(wt) (15.12)
o = SRS A t= i e L e e TR I ol e
N
B = Z Z)sen(wt),

- < =2 7 B
R? = A’ + B? e ¢ = arctg (—wji) .

Veja Bloomfield (2000) para detalhes.
A adequacdo do modelo (15.2) pode ser verificada examinando a soma de qua-
drados residuais

N
SQR. (,u = SQR = Z Z(Zt —7 — Acoswt — Bsenwt)?
N e A n
= Z(Zt -7) -2 Z(Zt — 7Z)(Acos(wt) + Bsen(wt))
t=1 t=1

N
+ Z(A cos(wt) + Bsen(wt))?
t=1
Quando w = zj\’,k, temos

N
SQrR=3(2-2) - (A‘+B2)+

t=1

[A2 + B?
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g, portanto,
N -
SQR = SQT — ER2 (15.13)
onde SQT=YN (Z; — Z)? denota a soma de quadrados total.
Quando w # %’;‘}ﬁ, temos
Y N
~ B VAN -7
SQR_;(Zt 77~ (& + BY),
isto &,
N =5
SQR = 8QT - —R?. (15.14)

A quantidade %f# (ou —R2 quando w # 2~r"’) pode ser interpretada como a
quantidade de variabilidade nos dados, devido & presenca da freqliéncia w.

Exemplo 15.1. Vamos ajustar um modelo harménico, com uma tnica periodicidade
conhecida e igual a 12 meses, & série A; - Cananéia, constituida de 120 observacdes
mensais no perfodo de janeiro de 1976 a dezembro de 1985. A Figura 15.1 apresenta
o grafico da série.

Cananéia

16 |

20 40 60 80 100 120

Figura 15.1: Série A; - Cananéia.
O modelo ajustado (veja o Quadro 15.1) é dado por

N t 2mt
Zy = 21,53 + 2,74 cos <21—2-> + 2,56sen (-—~> s

il (15.15)

com RB? = (2,74)% + (2,56) = 14,06 e ¢ = arctg (_g_;.g) =0, 24,
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The regression equation is
Cananeia = 21,5 + 2,74 cosl2 + 2,56 senl2

Predictor Coef SE Coef T P
Constant 21,5317 0,0878 245,27 0,000
cosl2 2,7376 0,1242 22,05 0,000
senl2 2,5628 0,1242 20,64 0,000
S = 0,9617 R-8q = 88,6% R-Sqladj) = 88,4%

Quadro 15.1: Ajustamento de um modelo harménico, com freqiiéncia 27/12, &
série A; - Cananéia (saida editada do MINITAB).

A Figura 15.2 apresenta a série original ¢ 0 modelo ajustado (expressdo (15.15)).

26 —

'
N
=,

i
i
Cananéia

20 40 60 80 100 120

Figura 15.2: Série A; - Cananéia () e série ajustada (- - -) utilizando um
harménico de perfodo 12, modelo (15.15).

15.2.2 Estimadores de MQ: freqiiéncia desconhecida

Iremos estender o método utilizado na segdo anterior de forma a incluir a esti-
magdo da freqiiéncia w. Nesta segio os estimadores de 4, A e B dependerfo de w e,
portanto, serdo denotados por (w), A(w) e B(w), respectivamente.

O melhor valor para w, utilizando o critério de minimos quadrados, é o valor de
w que minimiza a soma de quadrados residual, SQR, dada pela expressio (15.14)
ou, equivalentemente, maximiza a quantidade

R (w) = A*(w) + B*(w), (15.16)

com A(w) e B(w) dados pela expressdo (15.12).
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[

Maximizar R?(w) é equivalente a maximizar a quantidade

I(w) = g;fz?(w) (15.17)

1 N 2 N 2
N (Z(Zf -Z) coswt) + (Z(Zt - 7)senwt> ,

t=1 t=1

i

denominada. periodograma.

Assim, estimamos w maximizando R?(w) (expressdo (15.16)) ou, equivalente-
mente, maximizando o periodograma (expressdo (15.17)), e obtemos os demais esti-
madores do modelo utilizando (15.11).

Uma outra maneira de estimar os pardmetros é observar que (15.2), para w
desconhecido, é um modelo de regressdo nao-linear e, assim, a utilizacdo de técnicas
apropriadas para minimiza¢io de functes nio-lineares podem ser empregadas.

Exemplo 15.2. Vamos ajustar um modelo harmdnico com freqiiéncia desconhecida
3 série As - Manchas, com 176 observagdes anuais de 1949 a 1924.

A Figura 15.3 apresenta a série original e o periodograma calculado nas freqiién-
cias de Fourier. Analisando os valores do periodograma, Tabela 15.1, verificamos que
o valor maximo, igual a 20.383,7, ocorre quando j = 15, indicando uma periodicidade

de__,lY[lSA;\:Al"iQ/lS = 11,73 anos. Apresentaremos no Capitulo 16 um teste de
" hipétese, para verificar a significAncia dessa periodicidade.

Manchias
50 100 150
20000

periogruna
0 5000 10000

\

R —

0 10 20 30 4 S0 6 70 30 %
t trequencia

Series : manchas

: I‘ Ll
.

o 5 10 15 20 [} 5 £l 15 20

Series : manchas

08
0.6

ACF
Pastial ACF
¥ 02 X

-0.2

L

Lt

0.0

08

Figura 15.3: Série A; - Manchas. Periodograma e fac e facp amostrais.
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The regression equation is
. manchas = 44,8 - 19,7 C3 - 8,53 C4

Predictor Coef SE Coef T P
Constant 44,760 2,369 18,89 0,000
Cc3 -19,714 3,351 -5,88 0,000
Cc4 -8,525 3,351 -2,54 0,012
S = 31,43 R-Sq = 19,2% R-8q(adj) = 18,3%

Quadro 15.2: Ajustamento de um modelo harmdnico.com freqiéncia 27 /15,
A série A; - Manchas.

Tabela 15.1:  Valores do periodograma da série A - Manchas nas
freqiiéncias 27j/n, 1 <n < 88.
i Iw)| § I | J T(wi) | 5 I(ws)| J T(ws)| 5 I(wy)
1 685,516 15532,8|31 971,8|46 27,3|61 101,576 25,5
2 9069,9117 4459,7|32--890,8 |47 179,2.62...30,0 77 2,3
3 6197,5|18 10013,1{33 354,548 277,3163 195,7|78 3,8
4 3067,9119 4963,0(34 12,3|49 13,6 6{1 41,3179 357.6
5 21,5120 3917,2|35 62,8|/50 62,9|/65 14,880 7,2
6 806,821 3201,9|36 364,551 94,7/66 26,6|81 883
7 17176 22 1383,6 | 37 424,552 74|67 16,4182 60,5
‘ 8 1184,1123 1534,1{38 360,953 10,7|68 16183 471
9 489,8 | 24 821,339 177,8|54 35,869 4,884 8,1
10 323,225 4547140 84,8155 84,8{70 T75,7|8 254
11 1089,1|26 466,941 846(56 10,3|71 24,8|86 84,7
12 3279,4127 26,0142 206,9|57 135,272 1,687 69,4
13 945,9 | 28 56,5143 457,558 0,7/73 10,588 0,8
14 3966(29 220,8|44 2241(59 1,274 150
15 20383,7 |30 824645 76,4|60 51,2175 43,1

Utilizando @ = (27)(15)/176 = 0, 5355 radianos, podemos estimar os demais
parametros do modelo harménico, utilizando uma regressao linear com w conhecido.
De acordo com os resultados apresentados no Quadro 15.2, o modelo ajustado é

bt e e
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Zt 44,76 — 19,71 cos(0, 5355t) — 8, 53sen(0, 5355¢t),
= (31,43)%
A Figura 15.4 apresenta a série original e o modelo ajustado (15.18).

(15.18)
com. 0‘

180 —

100 —

Manchas

T T T T T T T T
20 » 40 &0 80 100 120 140 160
t

Figura 15.4: Série A; - Manchas (—) e modelo harménico ajustado (- --), dado
pela expressao (15. 18)

De (15.18) e (15.12), temos que

R? = (19,71)% + (8,53)? = 461,25

é = arctg 8,33 +m = —0,4328 + 3,1415 = 2, 71 rad
19,71 ) : ) FED = 4 Lrad.

Um outro procedimento que pode ser adotado é estimar os. pardmetros de um
modelo de regressdo nao-linear. O resultado do ajuste do modelo, utilizando o pacote
estatistico S-PLUS, é apresentado no Quadro 15.3, isto &,

Zy = 45,5 + 20,62 cos(0, 5531t) — 18, 91sen(0, 5531¢),
com 62 = (28, 80)2.

De (15.19) temos que R% = 782,77 e ¢ = arctg (,ﬁg gé) =0, T4 rad.
A Figura 15.5 apresenta a série original e 0 modelo harménico ajustado utilizando
(15.19).

Comparando os dois procedimentos por meio da varidncia residual, temos que o
procedimento de minimizacio nio-linear fornece um modelo que se ajusta melhor &
série A, - Manchas.

De acordo com os resultados apresentados no Quadro 15.3, temos que a periodi-
didade do modelo harménico ndo-linear ajustado é de 05531 _531 =11, 359 anos.

(15.19)

=
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*** Nonlinear Regression Model **+*

Formula: manchas ~ u + a * cos (

W ¥ t) +b* gin(w % t)

et
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15.2.3 Propriedades dos estimadores

Vamos supor que &; seja uma seqiiéncia de ruido branco com média zero e va-
riancia 2.

Para w conhecido, pode-se demonstrar que

Parametersz : A z
Value Std. Brror t value E(A) = A, E(B) - B’ E(Z) R g
u  45.2492 2.17183  20.835 L : i
. i . ~ 207 = )
a 20.6217 4.73042 4.359 ; Var(d) = Var(5) = 75, Var(2) = 5 1520
b -18.9144 4.95408  -3.818 : : "
W 0.5531 0.00216 256.068 |

Corr (4, B) = Corr (B, Z) = Corr (Z, A) 2 0.

Se a seqiiéncia &; for um ruido branco gaussiano, entdo os estimadores 4, B e Z
serdo assintoticamente normais.

Residual standard error: 28.8001 on 172 degrees of freedom

Correlation of Parameter Estimates:

u a b y
2 0 .00517 R Quando w é desconhecido e tem que ser estimado, Whittle (1952) e Walker (1971)
b -0.017300 0.597000 |

W 0.000379 0.761000 0.785000 mostraram que

E(@)=w+O(N™h (15.21)

2402
N3(A2 + B?)’

Além disso, as varidncias que aparecem na expressdo (15.20) também se alteram

Quadro 15.3: Ajuste do modelo de regressdo nao-linear 3 série As - Manchas. Var(@) =

150 —

manchas
-
o
o
2 ——

1&’ '1:'"'5"

]

ik

T T T T T T T
20 40 80 80 100 120 140
t

1
160

quando substituintos w por@. As novas expressdes sa0 -

Var(A)

Var(B)

o

IR

[N}

oo

g,

1\72

o o

g,

N

A? 4 4B?
TRE
4A% + B2

Rz

602 AB
N R2’
1202 B
R
—1202 A
N2 "R’
Walker (1971), também, mostra que, sob a hipdtese de ruido branco gaussia-
no, todos os estimadores sdo assintoticamente normais. Para mais detalhes, ver

Bloomfield (2000).

Cov(4,B) =
Cov(4,o) =

Cov(B,o) =

15.3 Modelos com periodicidades multiplas

Figura 15.5: Sér‘ie Aj; - Manchas (linha ch eia) e modelo n3o-linear ajustado 'éd:\i/'amos considerar, para ilustrar, apenas o modelo com duas componentes pe-
(linha tracejada), dado pela expressio (15.19). nodicas,

Zi = pu+ Ay cos(w1t) + Bysen(wit) + Ag cos(wat) + Basen(wnt) +6¢ . (15.23)
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Quando w; e w3 sdo freqiiéncias conhecidas, o modelo (15.23) é uma regressio

" Quadro 15.4; observamos que By ndo § significativamente diferente de zero (P =
linear, seguindo a equacdo (15.6) onde, agora,

0,10). Eliminando Bj e reestimando o modelo temos (Quadro 15.5)

6 = (i, A1, As, By, By)' Z; = 1430 + 158 cos(0, 2555¢) — 152sen(0, 2555t) + 165 cos(0, 0968t), (15.25)
e S| com 82 = (469,49)2.

1 cos(w) sen(wr) cos(ws) sen(ws) As freqiiéncias estimadas @; = 0,2555 e @y = 0,0968 correspondem periodici-

1 cos(2w;) sen(2wi) cos(2ws) sen(2ws) o dades de 27/0,2555 = 24,59 anos e 27/0,0968 = 64,90 anos, respectivamente. A
: : : : : ’ Pigura 15.7 apresenta a série original e o modelo ajustado, dado por (15.25).
1 cos(Nwi) sen(Nwi) cos(Nws) sen(Nuws) Voltaremos a analisar essa mesma série, utilizando a metodologia apresentada

__ 2mk o2j - P a . : - na proxima, se¢ao.
Quando wy = = e wy = —]f,i, isto é, sdo freqiiéncias de Fourier, a solucdo exata =~

é dada por
ﬂ = 77
2 N ‘ » k% N l' R 1 M d l *kk
i . onlin
Ai — N Z Zt COS(UJit), i = 17 2’ ear rRegression Mode
=1 ' Formula: fortaleza$Fort ~ a0 + al * cos(wl * fortaleza$t) + bl *
. 92 N o sin(wl * fortaleza$t) + a2 * cos(w2 * fortaleza$
B; = NZZtsen(wit), 1=1,2, (15.24) t) + b2 * sin(w2 * fortaleza$t)
) 1 Y A ~ 7 Parameters: T B )
A = i Z Zt(_1)t, B; =0, para w = 7. . Value Std. Error t value
i=1 a0 1427.5900000 39.41210000 36.222300
l al 162.4920000 84.65740000 1.919410
Quando wi e wy sdo freqiiéncias desconhecidas, o modelo (15.23) torna-se um bl -149.3440000 88.22790000 -1.692710
modelo nao-linear. A extensdo natural do método utilizado anteriormente (segio vl 0.2558190  0.00575038 44.180000

a2 158.9480000 64.02920000 2.482430

15.2.2) é notar qu & 1i : A
) que para wi e wy fixos, o modelo é linear nos outros parimetros. b2 48.8105000 108.62600000 0.449344

Assim, estimativas condicionais de wy e wo podem ser encontradas utilizando

w2 0.0994142 0.00760288 13.075900.
N-1 . '
. A . Residual standard error: 470.86 on 142 degrees of freedom
SQR =U(wi,wa) = Y (% — fs — Ay cos(wit) — Bysen(wyt)
t=0 Correlation of Parameter Estimates:
—Ag cos(wat) — Bgsen(wzt))z, ao al bl wl a2 b2
. al -0.0642
onde fi, A1, Bi, Ay e By sdo funcdes de w; e wy. Pode-se entdo utilizar métodos ?& 'g‘g;:é 8'3228 07790
éricos para minimi 3 -0. . .
i para zar a fungdo U. , ) a2 -0.0168 -0.1020 -0.1640 -0.1470
Bloomfield (2000) sugere um procedimento denominado método de decrescimen- b2 -0.1580 0.1300 0.0848 0.1160 -0.4130

to ciclico. w2 -0.0909 0.1510 0.0810 0.1380 -0.4640 0.8670

Exemplo 15.3. Vamos ajustar um modelo harménico & série Az - Fortaleza; de
acordo com Morettin et al. (1985), essa série apresenta duas componentes periédicas,
que consideraremos desconhecidas. ‘A Figura 15.6 apresenta o grifico da série. Os ’ Quadro 15.4:Regressao nao-linear — Série Aj; - Fortaleza.
resultados do ajustamento do modelo (15.23) usando regressio nio linear estdo no

11
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Series : Fortaleza Series : Forialeza 1000 —
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Kk 53 50 100
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S PR LS s e 1 RS O O O Figura 15.7: Série Aj - Fortaleza (—) e série ajustada (- - -) utilizando o modelo
° o 5 10 15 20 0 5 10 15 20 (15-25).
Lag Lag
) . 15.4 Andlise de Fourier ou harménica
Figura 15.6: Série As - Fortaleza, periodograma, fac e facp amostrais.
c S TP Lo e e o zee oo he  --Um procedimento alternativo para-descobrir-periodicidades desconhecidas em =~

uma dada série temporal consiste em ajustar o modelo para todas as freqiiéncias de
Fourier, isto é, ajustar o modelo

N
*** Nonlinear Regression Model #** 71 . .
Z, = ag+ Z 2myt b 2rjt
Formula: Fort ~ a0 + al * cos(wl * t) + bl * sin(wl * t) + a2 * t = 40 a;j cos N + ]Sen*N +a_.%/_ cosmt, t=1,..., N, (15.26)
cos (w2 * t) . j=1_
Parameters: cujos coeficientes, denominados coeficientes de Fourier, sio dados por
Value Std. Error t value
a0 1430.640000 38.75300000 36.91120 —_ .
al 158.048000 84.394520000 1.86058 ag = Z,
wl 0.255537 0.00576155 44.35220 I
bl -152.530000 86.38840000 -1.76563 _ — ¢
a2  165.680000 56.29540000  2.94305 anjg = N ) (=12,
w2 0.096834 0.00370495 26.13630 —1
Residual standard error: 469.493 on 143 degrees of freedom 9 N 271’jt
a4 = = Zyoos [ =), (15.27)

Correlation of Parameter Estimates: N pat N

a0 al wl bl a2 =
al -0.0456 = N .
wl -0.0396 0.7700 b = 2 7 sen 2rjt g E—-l
bl -0.0210 0.5870 0.7690 7 NE t N » I =4 3
a2 -0.08%4 -0.0479 -0.1030 -0.13%90 t=1

w2 0.0585 0.0619 0.0458 -0.0280 0.0433

e que sdo exatamente iguais as estimativas de minimos quadrados dos parimetros
do modelo (15.6).

A expressdo (15.26) fornece a decomposi¢io da série Z; em componentes pe- -
riddicas; tal decomposigio é denominada anilise de Fourier ou anilise harménica.

Quadro 15.5: Ajustamento do modelo (15.25). : -
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variabilidade da série em’
Assim, a anahse de Fourier corr&sponde 3 particado da T = e
ompo’nentes de freqgiiéncias N , N ,...,T. A componente de Ireq i =
c

a; coswjt + bjsenw;t = Bj cos(wjt + &)

[ 2 — ba)
tem amplitude dada por Rj=,/a;+ b‘ e fase ¢; = arctg ( z
Pode-se demonstrar que

N N -
Sz-27=75 R+ Najy
t=1 j=1
e, conseqgiientemente
()1

Y = 1 2, 2
LSz -ZR=g Y B+,
N - =1

R? .
v éri =+ tando a contri-
ou seja, temos uma parti¢do da aridncia da série com representan
¢l

buigdo do j-ésimo harménico. O grafico - B x'jé denommado espectro de linhas.
i

Exemplo 15.4. Suponha uma série deterministica e periédica de periodo S, isto é,

o - s e wZﬁ.}_S =- Zt, Vf TR mE T et 4

inacdo linear de senos e
Assim, podemos escrever Z1,Za,- ., 4g como uma combinagas

(3]
Zy = }:(ak coswit + bgsenwyt), t=1,...
k=0
S
e W — S k Ol-d’.-- [7]
Como Zt = 7.5, & eXpressdo
por Z; e somando de 1 até N, temos

5 Z (a? +b%),

-

Saj +g Z (af +b}?;)+Sa?§/2, S par.
7 k=1

COSSenos
s, (15.29)

(15.29) vale para todo t. Multiplicando (15.29)

U.)

S {mpar,

no

(15.30)

N
72 =

>z

t=1

i inistica com
Assim, pode-se afirmar que 0 espectro de linhas de uma série determinist

periodicidade S a.nula—se exceto nas freqiéncias wg =

freqiiéncia w1 = 7§ € denominada fregiéncia ﬁ_m.damenml e correspo

seno (cosseno) de periodo igu
periodo igual a S /2, e assim sucessivamente.

(15.28) i

=z k=015 A
nde a uma onda ;
al a §. Para kK = 2. temos O primeiro harménico de
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Exemplo 15.5. Andlise de Fourier da série A; - Cananéia.
apresenta as amplitudes dos 60 harmdnicos, isto é, R;, 7 = 1,...

A Tabela 15.2
2] (V=120

2
observagGes). A Figura 15.8 apresenta o espectro de linhas (%’- x 7 1. Notamos

que o valor 7,02 corresponde ao espectro para j = 10, responsivel por 88,62% da
variabilidade da série; este harménico corresponde & periodicidade de 12 meses.

Tabela 15.2:  Anélise de Fourier da série A; - Cananéia: amplitudes

dos 60 harmodnicos.

Bi| j Bi| J Bi| J By
0,1692 7116 0,0016 | 31 0,033 | 46 0,0473
0,1333 | 17 0,1200 | 32 10,0138 | 47 0,0725
0,2811 | 18 10,1967 | 33 0,0540 | 48 10,1625
0,3051 | 19 10,1949 | 34 10,0548 | 49 0,1316
0,0608 | 20 0,3088 | 35 0,2151 | 50 0,2362
0,2271 | 21 10,1284 | 36 0,2287 | 51 0,0989
04458 | 22 0,2484 | 37 10,1266 | 52 0,0962
0,2856 | 23 0,1665 | 38 0,1142 | 53 0,2386
0,2230 | 24 0,1253 | 39 0,0993 | 54 0,0993

,
=
O © 00 =1 D U WD RS,

0,2859 | 26 10,2369 | 41 0,1822 | 56 0,0822
0,1559 | 27 0,1752 | 42 10,1184 | 57 0,1026
0,1359 | 28 10,1467 | 43 0,0578 | 58 0,1396
0,3104 | 29 0,1510 | 44 0,0368 | 59 0,0858
0,0630 | 30 0,1623 | 45 0,1500 | 60 0,0685

o e e el
U W N

espectro de linhas
o N K~ O ©®

R e L N R ]
1 65 9 13 17 21 25 29 33 37 41 45 49 53 57

harménico

Figura 15.8: Espectro de linhas da série 4; - Cananéia.

3,7472.1 25 01292 | 40 0,1668 | 55 0,1140 o o
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Exemplo 15.6. Anglise harménica da série Ajs - Fortaleza. A Tabela 15.3 apresents,
as amplitudes dos harménicos (Ry, j = 1,. [149]) e a Figura 15.9, o espectro de
linhas que corresponde & partigao da varifncia da série, dada pela expressdo (15.28).

Notamos que vérias componentes de freqiiéncias contribuem para a varidncia das
12 276

séries. Os dois harménicos principais sdo wia = 2 o g = g que contribuem,,

149
conjuntamente, com 18,08% da varidncia da série. As periodicidades corresponden-

tes a esses harménicos sdo 12,42 e 24,83 anos, respectivamente.

Tabela 15.3 - Anélise de Fourier da série A; - Fortaleza: amplitudes
dos 75 harmonicos.

J Ri| J Ri| J R | J R | g R;

1 110,06 | 16 125,82 | 31 64,54 | 46 13,74 | 61 77,17

9 9594 |17 47,78 |32 12,60 | 47 45388 |62 58,71

3 64,99 | 18 82,39 | 33 117,75 | 48 31,60 | 63 81,41

4 7692 |19 6572 |34 423249 8744 |64 60,18

5 32,16 |20 112,80 |35 137,74 | 50 86,41 | 65 76,09

6 188,99 | 21 29,07 |36 20,02 | 51 19,04 | 66 51,52

7 7681122 3580|37 5517 |52 29,92 |67 68,04

8 975223 60,85 |38 39,05|53 48,39 |68 6245

9 1957]24 2126 |39 31,50 |54 67,91 |69 57,39
10 48,14 | 25 47,13\ 40 67,07 | 55 59,79 |70 40,67 -
11 123,50 | 26 68,37 | 41 93,94 | 56 56,68 | 71 82,04
12 229,74 | 27 110,81 | 42 131,10 | 57 46,46 | 72 57,20
13 104,82 | 28 30,90 | 43 104,17 | 58 18,76 | 73 72,92
14 40,16 | 29 113,12 |44 123,79 | 59 2583 | 74 82,46
15 138,63 | 30 105,39 | 45 19,78 | 60 92,34 | 75 16,96

1 6 11 16 21 26 31 36 41 46 51 56 61 66 71

harménico

Figura 15.9: Espectro de linhas da série Aj - Fortaleza.
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15.5 Problemas

1. Utilizando (15.1) e (15.2) mostre que R? = A2+ B? e que ¢ satisfaz a expressio
(15.3).

[3]

. Supondo wy = %, k=1,..., [%], demonstre as relagbes de ortogonalidade
dadas pela expresséo (15.9).

3. Suponha uma série temporal, Z1, Za,..., Zx, geréda pelo modelo (15.2). Mos-
tre que para w = —2—17\’7/9, k=12,.. ['\i{] os estimadores de MQ dos pardmetros
sao dados pela expresséo (15.11).

4. Considerando os resultados do Problema 3, mostre que a soma de quadrados
residuais (SQR) é dada pela expressdo (15.13).

5. Counsidere Z; = 3, Gpelmht  f = 7, uma série periddica e deterministica
de periodo T'. Mostre que

Z—C°+i ELLC
t= en cos | — . )

n=1

Expresse ¢, e ¢, em funcdo de G, e vice-versa.

6. AJuste um modelo ha,rmomco com uma. Unica per1od1c1dade de 12 meses, 3
série As - Ubatuba.

7. Ajuste um modelo harménico, com freqiiéncia desconhecida, & série Az - La-
vras. Compare graficamente a série original e 0 modelo harménico ajustado.

8. Mostre que os estimadores de minimos qua.drados, dos pardmetros do modelo
(15.23), sdo dados por (15.24).

9. Ajuste um modelo harménico, com freqiiéncia(s) desconhecida(s), & série A4 -
Ozduio.
10. Faca uma anslise de Fourier, calculando as amplitudes de cada harménico,
para cada uma das seguites séries:
(a) Série A; - Ubatuba,
(b) Série Az - Lavras;
(c) Série Ay - Ozdnio;
(d) Série Ag-IPT;
(e) Série Ag- Bebida;
(

f) Série Ai;- Consumo.




CAPITULO 16

Analise Espectral

16.1 Introducao

A Andlise espectral é fundamental em 4reas onde o interesse basico é a procura
de periodicidade nos dados, como em Meteorologia e Oceanografia, por exemplo.
Campos de aplicagdo da anslise espectral incluem a Engenharia Elétrica, Comuni-
cagGes, Fisica, Economia, Medicina, entre outros. Para exemplos e referéncias, ver
Brillinger (1975, Capitulo 1).

Na anélise espectral de processos estocésticos, duas linhas de pensamento sio
possiveis. Um é devido aos trabalhos de Wiener (1930) e tiveram infcio com Schuster

e (1898,71906); neéste-caso a teoria é desenvolvida para uma classe bastante ampla de

processos estocisticos e ndo estocdsticos. A outra linha, que serd abordada neste
texto, tem seus primérdios nos trabalhos de Khintchine (1932, 1934) e continua com
Cramér (1942) e Kolmogorov (1941); neste caso a andlise é restrita & classe dos
processos estocasticos estacionérios.

De uma forma geral, a anilise espectral de séries temporais estaciondrias {Z:}
decompde a série em componentes senoidais com coeficientes aleatérios ndo correlaci-
onados. Juntamente com essa decomposi¢do, existe a correspondente decomposicéo,
em sendides, da fungdo de autocovaridncia v(t). Assim, a decomposicio espectral
de um processo estaciondrio é um andlogo & representacdo de Fourier de funcdes
deterministicas.

16.2 Funcao densidade espectral

Suponha {Z:,t € Z} um processo estocistico estaciondrio com média zero e
funcdo de autocovariincia satisfazendo uma condicio de independéncia assintética,
no sentido que valores do processo bastante separados no tempo sejam pouco de-
pendentes, que pode ser expressa na forma

i [7(7)] < 0. (16.1)

T=—00
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Nessas condicdes a funcdo densidade espectral ou, simplesmente, espectro de Z; é
definida como a transformada de Fourier de v(¢), ou seja,
1 [ee]
— ~ —tAT
fO) =5 D0 )™, o0 <A< oo, (16.2)

T=—0c0

com e = cos A + isen\ e i = /—1.

Teorema 16.1 O espectro f()), definido por (16.2) , é limitado, ndo negativo e
uniformemente continuo. Além disso, f(A) é par e periddico de periodo 27.

Demonstracio: O fato que f(A) é limitado segue de (16.1) e de (16.2), pois | F(N)] <

£ T2 h(r)l. Como

o]

FOFu) = F] € g D 170 = ()
= 5 X hlle -1l

vemos que o 1ltimo tende a zero para w — 0, independentemente de A; logo, f(A) é
uniformemente continuo. 7 .
"7 Como a faEY (1) 6 par, séguese facilmente que O espéctr
portanto, real. Que é periédico, de periodo 27, segue do fato que e = 1, 1
inteiro.

Para mostrar que f()) > 0, considere a quantidade

2

1 N-1 “
(V) (\) — —iXt
10 = — > Ze
t=0
Entao,
1 N-1N-1
EIMN] = — E[Z, Z;|e~ )
N t=0 s=0
1 N-1N-1 '
- = ST At = s)e
T =0 s=0

Fazendo a transformacdo 7 =t — s, temos que

1 N-1 )
BIMO =gz 2 (W =Irhy(ne™.
T r=—N+1

Passando ao limite temos, E(IM(\)] — f(A), N — co. Como I™)()\) > 0, entdo
E[I™(N)] > 0 e, conseqiientemente, f(\) > 0.

Stambérd & par e,
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Observagdes: Como f(\) é periddico de perido 2w, basta considerar o intervalo

[, m]. Como f(A) é par, basta representé-lo no intervalo [0, 7).
Notemos que, de (16.2) segue

() = /_ T AN, reZ, (16.3)

ou seja, a seqliéncia v(7) pode ser “recuperada” de f(A) utilizando a transformada
inversa de Fourier. Assim, sob o ponto de vista da quantidade de informagio pro-
babilistica que fornecem, o espectro e a fungido de autocovaridncia sdo ferramentas
equivalentes. Além disso, a equagdo (16.3) expressa a facv ¥(7), de uma série es-
taciondria satisfazendo (16.1), como os coeficientes de Fourier da funcdo densidade
espectral f()\).

Se colocarmos T = 0 em (16.3), temos que

1(0) = Ver(z)) = [ 7(ax

e o espectro f(\) pode ser interpretado como uma decomposi¢io da varidncia do
processo. Assim, o termo f(A)dA é a contribui¢dio & varidncia, atribuida & compo-
nente do processo com freqiiéncia no intervalo (A, A +dA). Dessa forma, um pico no
espectro indica uma contribuicdo importante, & varidncia do processo, das compo-
nentes de freqliéncia do intervalo relacionado ‘a0 pico e o grifico F(}) x X-pode ser-
pensado como uma anslise de varidncia em que a coluna “efeito” é constituida pelas
freqiiéncias.
Para um processo com pardmetro continuo {Z(t),¢ € R}, as relagdes (16.1),

(16.2) e (16.3) ficam

/00 [v(7)|d7T < o0, » (16.4)

) = o /_ ey ‘ (16.5)
€ (o.0]

() = / 7 F()AN, (16.6)
respectivamente.

Exemplo 16.1. Considere um processo Z; ~ RB(0,?); neste caso,

7(0) = o,
() =0, |ri>1,

1 o2 ~
) = 510 =5 —m<AST, (16.7)

representado na Figura 16.1.
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{(lmbda)

T T T T T

fraquancia

Figura 16.1: Espectro de um rufdo branco.

2
Exemplo 16.2. Considere o processo Zi = %(at_l + az + asy1), az ~ RB(0,07).
Pode-se~demonstrar facﬂmente que..

o R T

302/9 , T =0,

202/9 , T =41,
o2/9 | T =42,
0 , Tl > 2.

Y2(T) =

Assim,

£2(00) = % > va(h)e ™7

T=—00

‘73 —2iA 21./\)+ ( —1.)\_‘_61/\)_*_ 30 2
3 5

v, ¥l -

2 4 3
(§ cos2A + §cos/\+ 5)

ou ainda,

£(0) = 5 < (16.8)

(20052/\+4cos/\+3>, r<A<m
or

representado na Figura 16.2.

,
i
i
|
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)

0.0

Irequencia

Figura 16.2: Espectro do processo do Exemplo 16.2.

) Veremos , a Seqdo- 16 7, -que Zt ¢ obtido_através. de uma. | ﬁl’cmrrem linear.de-um oo
processo ruido branco. Neste caso, o espectro da série filtrada, ‘expressio (16 8),

poder4 ser obtido como fun¢do do espectro do ruido branco, expressdo (16.7) e dos
coeficientes do filtro linear.

Exemplo 16.3. Counsidere o processo AR(1) dado pela expressdo Z; = ¢Z;_1 + ag,
a; ~ RB(0,02). De (5.32) e (5.33) temos que

0.2

1——¢2’
qS ~ol™l || > 1,

T=0,
V(1) =

1-
e, portanto,

fz(,\) = ¢2) <1_‘_Z¢‘r —iAT +Z$r 1,/\7‘>
=1

_ O.Z (]58%7’.’\ ¢ u\

L) (1 i e ¢eiA>

o2 1

o [1—ge— 2

Assim
el 02
2 —rT <AL,

£ = 27(1 + ¢% — 2¢cos \)’
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que coincide com a expressdo (5.34). A Figura 5.4 apresenta f,(\) para ¢ = 0,8 ¢
¢ =—0,8, com 0% =

Observacio: E fécil verificar que a condigio > o l7(T)] < oo estd satisfeita
para 0s processos citados nos trés exemplos anteriores.

De uma forma geral, as condigSes (16.1) e (16.4), para processos discretos ¢ -

continuos, respectivamente, podem néo estar satisfeitas. Nestes casos é necessirio
introduzir o espectro de uma outra maneira.
16.3 Representacoes espectrais

Consideremos um processo estocéstico estaciondrio {Z(t),¢ € R}, real, de média
zero e facv y(7), suposta continua para todo T.

Teorema 16.2. [Bochner-Wiener-Khintchine] Uma condigdo necesséria e suficiente

. para que v(7) seja a facv de um processo estacionério é que

A= [ are), rem (16.9)

em que F'(A) é uma funcio real, nio decrescente e limitada.
" F()\)¢ denomitiada fungio distribuicao Especiral do processo Z ().

Observagoes:

1. Wiener (1930) e Khintchine (1934) provaram o teorema para classes de funcdes

distintas. Bochner (1936) demonstrou um teorema geral para fungdes positivas
definidas.

2. Dividindo (16.9) por v(0) temos

p(t) = /_ ” erAG(N), (16.10)

em que G(A) tem propriedades andlogas as de F'()).

3. F()) é definida a menos de uma constante. Supdem-se F'(—co) = 0e F(+o00) =
~(0), de modo gque G(\) pode ser considerada uma funcgio distribuicdo. Usu-
almente tomamos F'{\) continua & direita.

10 = [~ ar)

que nos diz que a varidncia total do processo é determinada por F()) e, por-
tanto, ela fornece a distribuigio espectral de Z(¢) sobre o eixo das freqgiiéncias.

4. De (16.9) temos
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Como F(A) tem o cardter de uma funcdo distribui¢do, ela pode ser escrita na
forma

(/\) = ale(/\) + aoF, (/\) + asF (/\)

em que ai, a9 € a3z s30 constantes ndo negativas com aj + a9 + az = 1, Fd(/\) é

uma fung¢do escada (componente discreta da funcdo distribui¢iio espectral), Fy()) é

uma fun¢io absolutamente continua (componente continua da funco distribuicao

espectral) e F5()\) é a compozente singular, com F.(\) = 0 em quase toda parte.
Na prética a componenze F () é ignorada e, portanto,

F(A) = a1Fy(A) + a2Fe(N), a1 +ag =1. (16.11)
Utilizando (16.11) e (16.9), temos
(1) = arya(r) + a27e(7),

com : . .

'Yd(T) :/ eiATd_Fd(A) - Z Bi/\ij()\j)

oo Pt

e - -

Ye(T) = / eNAF(N) = / e fo(A)dA
pois Fa(A). = ZA oP(j).e F(d) = f_,\, fo( a)da“ N

"Assim, a fungao distribuicdo espectral é uma mistura de uma f\mga.o escada
com saltos iguais a p(};) nas freqiiéncias A;, e de uma funcéo continua, ambas néo
decrescentes como representado na Figura 16.3.

F(R)

A, X, Xa A

Figura 16.3: Funcdo distribuigio espectral de um processo estacionario.

Além disso, podemos escrever

(o)}
-
(3]
N

3= 3 i+ [ R (1.1

F=—




BEY

]
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ese [%|v(r)| < oo, entdo

fe(A) = %r- / B ey (r)dr. (16.13)

—00

No caso em que temos um processo estaciondrio discreto, isto é, {Z;,t € Z}, vale
a seguinte representacao:

Teorema 16.3. [Herglotz] Uma condigio necessdria e suficiente para que (k),
k € Z, seja a funcdo de autocovaridncia de Z; é que

(k) = /_ " ek dF(N), ke Z, (16.14)

em que F'(\) é uma funcdo real, ndo decrescente e limitada.

Se > oo |7(k)] < 00, entdo F(A) é derivével com

com relagao inversa dada por

(o)

que é a definicdo jd apresentada na segfo 16.2 (expressdo (16.2)).
Para mais detalhes ver Priestley (1988), Morettin (1979) e Brockwell & Davis
(2002).

Exemplo 16.4. Considere o processo harménico

Z(t) = Rcos(wt + @), (16.15)

em que R e w s3o constantes e ¢ é uma varidvel aleatéria com distribui¢io uniforme
em (—m, ™).
Entdo

ElZ(t)] = / R cos(wt + ¢)dg = _L [ Rcos ¢pd¢p = 0.

2m J
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Também,

1) = ElZ(t+71)Z(t)]
= % / Rcosfw(t + 1) + ¢]Rcos(wt + ¢)d¢’

- Rcos(wt + ¢)Rcos ¢pdep

2m
R? [™ cos(wT — ) + coswT
T oor / 2 a-

Logo
R2
7(T) = = coswr.

Como v(7) ndo é absolutamente somavel, temos que

1) = [ erar),

-7
em que

0, —-m<u <-w,

e e B = RS S < w, ST R el

2R2/4, w<W <.
Usando a funcdo ¢ de Dirac podemos escrever

2 2
fO) = -C%F(A) =E50+ ) + 50— w).

A Figura 16.4 apresenta a func¢io densidade espectrai e a fungdo distribuigdo do
processo harménico. '

A
() F)
p—rs 0 0 T 1 mgry 0 ° n

Figura 16.4: Funcio densidade espectral e fungio distribuig8o espectral do
processo (16.15).
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Enunciaremos a seguir um resultado que mostra que qualquer processo esta-
cionério pode ser representado como um limite de somas de senos e cossenos com
coeficientes aleatérios (amplitudes aleatérias) e fases aleatérias.

Teorema 16.4. [Teorema espectral de Cramér| Seja {Z(¢),t € R} um processo es-
tacionsrio de média zero e continuo em média quadrética. Entao existe um processo
estocsstico {U(N\), A € R} de incrementos ortogonais tais que

Z(t) = /~ - AU (N), t € R. (16.16)

O processo estocastico U()), denominado processo espectral associado a Z(t),
tem as seguintes propriedades:

(a) E[AU(N)] =0, para todo A;
(b) E[dU(N)|> = dF(}), para todo A;
(¢) Cov[dU(N),dUX)] = E[AU(N)AU(X)] =0, A # N.

Dizemos que U(A) tem incrementos ortogonais.
Se tivermos um processo estaciondrio dlscreto, {Zt, t e Z} entao

sendo U()\) um processo com as mesmas propriedades anteriores, somente que AE
[—m, ).

16.4 Estimadores do espectro

16.4.1 Transformada de Fourier discreta

A idéia é correlacionar uma série com periodicidade conhecida & série estacionéria
de interesse.

Suponha {Z;,t =0,1,...
média zero. Entdo

dM()) = Zee ™ —00 < A < o0, (16.18)

é denominada transformada de Fourier finita (TFF) de (Z1, Za, ..., ZN)-

Observagdes: (a) dM(\) = d) (A4 2r), isto é, tem perfodo 27 e, portanto, basta
considerar as freqiiéncias no intervalo [—m, 7.

(b) d¥(=A) = dV(¥).

Z, = / ‘“dU(/\) te'z (16.17)

, N} uma realizagdo de um processo estacionério com -
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Embora (16.18) seja definida para todas as freqiiéncias, ela, na pratica, é cal-
culasl:cm para, trequex'lcias da forma w; = 2_"77, - [%2] €4 < [§¥], denominadas
freqliéncias de Fourier. Assim, obtemos a transformada de Fourier discreta

d(~N> — Zs -—z?ﬂrjt/N i=0.1.... j_\f
’ v27rN Z ¢ I=00 5
N

= \/—_WZ tcos(.)ﬂ- t> » <2Tﬁ) . (16.19)

Se a série temporal, em anélise, nao tiver média zero, entio

dM =

_ —szgt/N =0.1 E
2 \/—_W_; ¢ =0, 1'~~)1: ]

2

Vamos supor, no que segue, que {Z;} tem média zero, facv v(r) e espectro
dado por (16.2). Temos entdo que E[dgN)] = 0. Para calcular a variancia de dg-N)
utilizamos a representagio espectral (16.17) obtendo,

N
dM = 2 Zg:i?m:? [W AT EN)
. 5 et )
27I'N =1 ./——1r
x LN o
= / (2rN)72 Y AT (Y), A=
—r et N
Chamando
( 1 ¥
AWM (W) = et
(27 N)3 ;
temos que

[ _2mj
dM = [ AWM 2m)
; /.w =) U

. . 2

E fécil ver que [AM )P = 1% [°e§£§’>f)} é o niicleo de Féjer e este comporta-
se como uma funcdo § de Dirac, quando N — co.

Assim,

Var(d") = Eld{™M)?
— Erd(l\f)ﬁ]

- / / Aow( _~§J)WE[dU<A>W1
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e como E[dU(N)dU(w)] =

El&MP? = /_

F(A)dA se A = w, segue-se que

A ( A %’%) r F)A. (16.20)

Pela propriedade anteriormente referida de A ()2, segue-se que se f(A) &

continua, para N grande,

26]

M2 o
Bl = F(), A= 5

(16.21)

e esta aproximagio é tanto melhor-quanto mais suave for f()\) na vizinhanga de

2nj
A_N

Vamos supor agora que Z; seja Gaussiano (veja a definigao 2.4). Segue-se de
(16.19) que d( ), sendo uma combinac¢go linear de varidveis normais, terd uma dis-
tribuigdo con]unta multivariada normal complexa. Entdo, temos o seguinte Teorema,
Limite Central:

, - e N
Teorema 16.5. Se o espectro f()\) for continuo, entdo as varidveis aleatérias dg- ),
-[¥HR] <5< [252], sdo assintoticamente mdependentes, quando N — oo, com

distribui¢ao as—smtotlca/\f €0, f(Ny), se 5 # 0, ¥ 5, e NM1(0, f(j)), se j =0, %’-

A notagao N¥(-,-) indica uma chstrlbmga.o normal complexa. Para mais detalhes,
veja o Apéndice E. A demonstragdo pode ser encontrada em Morettin (1979).

O Teorema 16.5 supde que Z(t) seja Gaussiano. Se esta suposi¢do néo estiver
satisfeita, temos o resultado seguinte.

Teorema 16.6. Se Z; é um processo estaciondrio qualquer satisfazendo a condi¢ao

7(0) <00, Y Irlv(7)l < o0,
T=—00
entao
A; 1), 1 =k,
Cov(dgN),dch)) = F(g) + 1) Sej.
A o(1), se J # k.
Além disso,

oy o) N, F(A5)), se j # 0,5,
d;y’ — N
! N0, f(X5), sej=0,75.
O Teorema (16.6) também é valido para A qualquer desde que A; = 2—17\% — A,
N — 0. ‘
Vamos agora discutir a estimagio do espectro do processo estaciondrio {Z,te

7}.

16.4. ESTIMADORES DO ESPECTRO 447

16.4.2 O Periodograma

A expressio (16.21) sugere que, dada uma realizaggo {Z;,t =1,..., N} do pro-
cesso estaciondrio, um estimador para f();) é
L& L
(N) _ N2 _ —iAt
LY =14 = 5 Z Zye~ i (16.22)

denominado periodograma.
O periodograma pode também ser definido para qualquer freqiiéncia A € [—m, 7],
ou seja,

M) =1dM ()P, (16.23)

mas na pratica sé poderd ser calculado para wm ntmero finito de fregiiéncias.
Pode-se demonstrar que (16.23) é completamente determinado por seus valores nas
freqiiéncias A\; = 2mwj/N.

De (16.21) temos que I](.N) ¢ assintoticamente nio viesado, isto §,

; (N)y ,
Nhfloo E(I77) = f(N)- (16.24)
O resultado seguinte apresenta a distribuicdo assintética do periodograma, su-
pondo Zt Gaussna.no o

Teorema 16.7. As ordena,das do penodograma I; ( M) s50 varidveis aleatérias assin-
toticamente independentes e tém distribuicdo assmtotlca miltipla de uma varidvel
aleatéria qui-quadrado, isto §,

1 2
[ 2, {if(kj)x%
I FO,
A demonstragio pode ser encontrada em Priestley (1988), Brillinger (1975) e
Morettin (1979). :

Temos, entao, que assintoticamente

j#0,N/2,

iLoNe (16.25)

EIM) = 70, (16.26)
fQ(AjL J#Oy%{a
Var(I™) = { 22(0), j =0, (16.27)
2f%(n), 7= 4.

Vé-se, entdo, que embora o periodograma seja assintoticamente nio viesado ele
é nao-consistente, isto quer dizer que, mesmo aumentando o niimero de observagoes,
a varidncia de I;(N) ndo decresce e permanece ao nivel de f2(};). Pode-se de-
monstrar que as relages (16.27) valem para freqiiéncias quaisquer e que o Teore-
ma 16.7 continua valido, removendo-se a suposi¢do de que Z; é Gaussiano. Para
detalhes, ver Brillinger (1975).
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Observagodes:

(a) Temos que
7]

Z arl ,(cN) s

=[5

N
S(Z-2)7= (16.28)
t=1

ou seja, I ,(CN) é a contribuicio da freqiiéncia A\, = 27k /N & soma de quadrados
da série temporal ajustada pela média.

(b) Também,
;W=
IJ(‘N)'“'E% > 4z(h)exp(~ihXy), (16.29)
h=—[N-1]

ou seja, o periodograma é o andlogo amostral de Iz(A5).

A expressdo (16.29) segue do fato que

N N
v _ oy L —int iAjs
5" =" = ZWN;Zte it Z,et

s=1
1 N N
. TR ‘—':«;é;a\—;: ;“;ZtZQ eXp(——ZAj (t‘—j S)) . -
=] §=

Fazendo a transformada h =t — s, temos

N-1 1 N—|h|
Z -1-\7 Z ZtZt+h exp(—i)\jh)
h=—(N-1) t=1 “
N-1
S Aa(h)exp(—idsh),
h=—[N—1]

()
I

9]~

¥

em que Yz(h) = % Zf_f__'llh‘ ZtZyyp) (supondo pz = 0).

Exemplo 16.5. As Tabelas 16.1 ¢ 16.2 contém os valores dos periodogramas das
séries A1 - Cananéia e A3 - Fortaleza. Tais valores estao representados nas Figuras
16.5 e 16.6, respectivamente.

De (15.17) temos Qué a relacio entre o perfodograma e o espectro de linhas <§2i>
é dada por )
(N) _ i\/; }_25_
J 4’ 2
Lembremos que os espectros de linhas, para as séries A; - Cananéia e Ag -
Fortaleza, s3o apresentados nas Figuras 15.8 e 15.9, respectivamente. :
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Tabela 16.1: Ordenadas do periodograma, Ij(~120), da série A; - Cananéia.

{120) (126} {120) {130}
I; I; I; I;

J

0,13667568 | 16 0,040034 | 31
0|17 0,06870146

0,00560722 | 46 0,01067816
0,00090925 | 47 0,02509832
0,37729525 | 18 0,18475946 : 0,01394776 | 48 0,12607798
0,4443844 | 19 0,18127692 | 0,01435663 | 43 0,08271761
0,01765445 | 20 0,45529573 | 35 0,22100755 | 50 0,26626876
0,24634056 | 31 0,07874526 | 36 0,24970452 | 51  0,04673396
0,94905469 | 32 0,29463036 | 37 0,07654535 | 52 0,04417737
0,38951211 | 23 0,13239664 | 38 0,06224509 | 53  0,2718604
0,23746182 | 24 0,07490943 | 39  0,0470564 | 54 0,04708572
67,04292 | 25  0,0797324 | 40 0,13276383 | 55 0,06200695
0,39026704 | 26 0,26798099 | 41 0,15847224 | 56 0,03227634
0,11612016 0,1465865 | 42 0,06690099 | 57 0,05022613
0,08815388 | 28 0,10279556 | 43  0,0159557 | 58 0,09308288
10,46013097 | 29 0,108909147 44 0;0064507 | 59 -0,03516205
0,01897867 | 30 0,12572323 | 45 0,10737339 | 60 0,02233609

[N A

© 0o =3 O Ut = W

N T =
Gl W = O
SRS
-3

periadograma
B [} =]
o o o
—

1 5 9 13 17 21 25 29 33 37 41 45 49 53 57 61

harmdnica

Figura 16.5: Periodograma da série A; - Cananéia.




ETEE

450 CAPITULO 16. ANALISE ESPECTRAL 1_6"4. ESTIMADORES DO ESPECTRO 451
Tabéla 16.2: Ordenadas do periodograma, I §149), da série As - Fortaleza. 16.4.3 Estimadores suavizados do espectro
i 5 ) ) : ‘ Constatamos que o periodograma no é um bom estimador do espectro, dada a
i I](' ) j IJ(- g I ; j I i sua grande instabilidade. H4 dois métodos para se obter estimadores mais estaveis
1 718252778 | 20 75446,1267 | 30 5882,89354 | 58 2088,33069 que o periodograma, ambos conduzindo aos denominados estimadores suavizados
’ ’ do espectro. Podemos fazer o processo de suavizagio no tempo e depois transfor-
= 9 .. ea .
2 545775753 | 21 5010,34324 | 40 26671,1439 | 59  3958,33957 i mar para o dominio de freqiiéncias, obtendo estimadores suavizados de covaridncias.
3 25042,4905 | 22 7699,12301 | 41  52317,622 | 60 50554,7869 Uma alternativa é fazer o processo de suavizagio no préprio dominio de fregiiéncias,
4 35083,4391 | 23 21954,2128 | 42 101904,875 | 61 35311,9109 obtendo os estimadores suavizados de periodogramas. Em ambos os casos obtemos
5 613420402 | 24 2679.03863 | 43 64338,0275 | 62 20435 1454 estimadores que sdo assintoticamente nio-viesados e com varidncias que decrescem
) ) ’ ! com o niémero de observagbes da série temporal. ’
6 211756,893 | 25 13169,2096 | 44 90852,7367 | 63 39293,0689
7 34983,4602 | 26 27716,5361 | 45 2320,59059 | 64 21472,3538 v (a) Estimador suavizado de covaridncias
8  56387,493 | 27 72802,2969 | 46 1119,59624 | 65 34332,9211 Da expressio (16.29) temos que
9 2270,71428 | 28 5662,20033 | 47 12480,9849 | 66  15737,201

V—-1]

10 13740,1166 | 29 75872,9111 | 48 5922,79608 | 67 27449,8348 E[I§N)} _ 51; S (k) expl—iby)
11 90433,7081 | 30 65851,7202 | 49  45336,603 | 68 23127,1768 ; =1
12 312911,171 | 31 24695,2296 | 50 44273,7432 | 69 19528,1665 1 (N-1] | .
13 65138,2003 | 32 041,392541 | 51 2149,52817 | 70 9809,83456 = ghzgg_l]( _7\/“> vz (h) exp(—ihA;).
“14 '9561,99929 | 33 82205,4893 | 52- 5307,47647 | 71 39907,0876 T T T T eIt T T -
15 113937,929 | 34  10620,548 | 53  13883,16 | 72 19403,1295 Assim, _
16 03864,3853 | 35 112482346 | 54 27344,5755 | 73 31527,3867 EUJ@’)]:% S w(h)ra(R) exp(—ikAy) (16.30)
17 13538,6463 | 36 2378,17506 | 55 21200,4976 | 74 40318,1897 h=—[N-1]
18  40247,671 | 37 18050,3804 | 56 19050,0286 | 75 1705,75352 em que
19 25608,3669 | 38 9041,59166 | 57 12801,4516 " {1_%7 <N -1,
0, |h| > N — 1.

O resultado (16.30) e o fato de que o periodograma é um estimador assintotica-
mente nio-viesado do espectro sugerem comnsiderar estimadores espectrais da forma

2500000 X T -
A) = — wpr(h)Fz(h)e™ .
gzoooooo ) o Z m(h)yz(R) (16.31)
§ 1500000 ——.
" B 1000000 L ) o
B 500000 em que, para um inteiro M < N, wyr(h), h = 0,£1,... é uma seqiiéncia de pesos
Q. . .
; satisfazendo
1 6 11 16 21 26 31 36 41 46 51 56 61 66 71 ) :
harménico (1) 0< u{M(h) < wM(O) =1;

(1) wpm(—h) =wy(h), para todo h;
Figura 16.6: Periodograma da série Ag - Fortaleza. (i) war(h) =0, A > M.
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O estimador f(A), dado pela expressio (16.31), é denominado estimador suavi.
zado de covaridncias.

A janela espectral correspondente & funcgdo peso ou micleo wyr(h) é definida por
1 »
Wy (A) = 7 Z wr (R)e™™*. (16.32)

Segue-se que Wy () satisfaz
(1) War(—A) = Wir(N), para todo A;
(i) ffﬂ_ War(A)dA = war(0) = 1.

De (16.31) verificamos que f(\) é a convolugéo das transformadas de Fourier de B

wur(h) e 4z(h), isto &,
Fo) = " WA — ) I (a)de. (16.33)

O seguinte resultado pode ser demonstrado. Veja Koopmans (1974) para mais
informacao.

Teorema 16.8. Supondo a janela Wy(A) concentrada ao.redor de A = 0.e f())

aproximadamente constante sobre todo o intervalo de freqiiéncia de comprimento
comparavel com a largura do pico da janela, temos

(i) EIf (] = f(),

(i) Cov[F(N), f(u)] = W'M(/\ a)[Wa(pu— a)WN[(u+a)]f2(a)da

N
(16.34)
Fazendo A = p em (ii), temos
Var[f(\)] = fz(/\) WM(a)doz (16.35)

A relagdo (16.34) mostra que a covaridncia entre os estimadores espectrais sua-
vizados depende da interseccdo entre as janelas espectrais centradas em \ e pu.

(b) Estimador suavizado de periodogramas

Substituindo a integral (16.33) por sua soma de Riemann, temos

i MY, (16.36)

16.4. ESTIMADORES DO ESPECTRO 453

em que Aj "”

Como Z WM(/\ f_ Wiar(A)dA = 1, temos que o estimador suavizado de
cova.rlan(:las dado por (16.31), é assmtoticamente equivalente ao estimador

(3

F= > wa-amnY, (16.37)

j=—[854)

em que W(A) é uma funcio peso real, par, periddica e tal que

O estimador (16.37) é denominado estimador suavizado de periodogramas.

O fato dos estimadores suavizado de covaridncias, f (A), e suavizado de periodo-
gramas, f (), serem assintoticamente equivalentes implica que a média e a variancia
de f()\) sejam dadas pelas expressdes (i) e (i) do Teorema 16.8.

Sob as condi¢bes do Teorema. 16.9, a seguir, os estimadores espectrais suavizados
serdo consistentes em média quadratica se

o e _ I . - R
1\}].._]:}[00 [F 4/—7r WN(G)dG:\ = 0,

isto €, se
I &
li — v(h)| =
N—oo {N 2 )} 0,
=-—00
que estao satisfeitas se M — oo, % — 0, quando N — co.’
Teorema 16.9. Se f(\) é aproximadamente constante sobre a lar‘gura do pico prin-

cipal de Wi, (\), entdo o estimador suavizado, dado por (16.37), pode ser expresso
na forma

Fowy = 100 3 el =305 (16.38)
em que
N
o _ L7
A PWYP

tem uma distribuicdo assintética x3 e f (M%) tem uma distribuigdo que, para M e V
grandes, é uma combinacdo linear de varidveis x% independentes.

Como ¢é dificil obter a distribuicfo desta varidvel aleatéria utiliza-se uma apro-
ximagcdo, que consiste em supor que f()\) tenha uma distribuicio cx2, onde 7 e c
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sdo determinados de modo que os dois primeiros momentos do estimador coincidam _';

com os dois primeiros momentos da distribuicdo proposta. Temos, entao

E[f(\)] = Elexi] = cr

Var[f(Ag)] = Var[ex?] = 2¢%r.

Segue-se que

N 2 .
= - (16.39)
f—7r WZ%/I (a)da [%] 2 . .
2y W)
e
c= f()\k).
T

Concluimos, portanto, que f(/\k) (ou Ff(A&)) tem uma distribuicdo aproximada

Fk) 2

L£2k1y2, com r dado por (16.39). Esse resultado pode ser utilizado para construgio
de intervalos de conflanca. Assim, um intervalo de confianca para f()\z), com coefi-
ciente de confianga «, é dado por

{Tf"_(ﬁ .Tm)}
b 1 ?

. (16.40)

* em'que @ €530 0s quantis £5 /2 e-E(1-ay/2 da distribuicdo X2, isto 6,

ey=1-a.
16.4.4. Alguns nicleos e janelas espectrais
Vamos citar aqui somente algumas das janelas mais utilizadas na prética.

(a) Janeia de Bartlett

O nicleo de Bartlett é dado por

16.4. ESTIMADORES DO ESPECTRO

455

que é o nicleo de Féjer. A Figura 16.7 apresenta o nicleo e a janela espectral de

Bartlett.

10

08

wilambda)
06

04

0.2

0.0

h (M=10)

w(|amhda)‘i .

T T
-20 -10 L] 10 20

h (M=20)

Flteta)

Fiteta) B

15

10

05

0.0

Figura 16.7: Niicleo e janela espectral de Bartlett (M = 10‘>e M = 20).

(b) Janela de Tukey

[R]
18 |hl < M,
wir(h) = M 16.41)
) { 0, lh| > M. (
A correspondente janela espectral é
M
1 1Al —son
Wi(0) = =— > (1—-—>e
2m W M
1 [sen(M6/2)7?
= = Fp(9), (16.42
sz{ sen(6/2) 2 (6), (16.42)

1—2a+ 2acos(mh/M), |h| < M,
wne(h) = (whi4), \A (16.43)
0, |h| > M.
A correspondente janela espectral é
) 1 M )
Wi () = py [(1 - 2a) + alexp(irh/M)
Ry
+exp(—irh/M)]] exp(—ih8)
T T
= aDy (6—M—) +(1-2a)Dys(8)+aDy (9+—M—) . (16.44)
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em que
1
Dy(0) = — {

2T

sen[(M + -}2)'9]
sen(8/2)

é o nicleo de Dirichlet.

Tomando a = 0,23 em (16.43) e (16.44) temos o nicleo e a janela especiral de
Tukey-Hamming.

Se colocarmos a = 0,25 em (16.43) e (16.44) temos o nicleo ¢ a janela espectral
de Tukey-Hanning.

(c) Janela de Parzen

1 — 6(h/M)? + 6(|hl/M)°, |P| < M/2,

wpr(h) =< 2(1— [hl/M)3, Y < jn < M, (16.45)
0, Ih| > M,
e a correspondente janela espectral é A
3 sen(]\/ff)/é‘c)r ( 2, )
= 1-= 8/2) ). 16.46
W) = g3 [ sen(6/2) goen (6/2) (16.46)
“(d) Janela de Daniell (ou retangular) - - .
M < &
Wu(8) =1 ™ ¥ <0=a (16.47)
0, caso contrario.
© sen(mh/M)
wﬂ/_[(h) = W, todo A. N (1648)

Assim, a utilizacio da janela de Daniell faz com que o estimador do espectro
f()) seja constituido de uma média de periodogramas no intervalo A=A+ 7%)
Neste caso, o nicleo wys(h) nao tem ponto de truncamento e a estimativa espec-
tral (16.31) envolve somente as autocovaridncias estimadas até ordem (N — 1), isto

z

é,
Nz_:l sen(mh/M) ,

o) = = s (h) exp(—ih). (16.49)

& h=-—(N-1)

Para mais detalhes, ver Priestley (1981).

Exemplo 16.6. As Figuras 16.8 e 16.9 mostram os estimadores espectrais suavi-
zados das séries A; - Cananéia e Az - Fortaleza, utilizando a janela espectral de
Daniell, isto é,

R - L)

fow =2 I

om 4+ 1787
j=—m
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(o
~

ou seja, o estimador é constituido de média de periodogramas no intervalo

(/\k - gw(lfv“ LNV %Uf\f m)>. O estimador foi calculado para m = 1 e 2, em ambas
as séries.

H

]
B
4
5
2
[}

1 4 7 10131619 2225 28 31 3¢ 37 40 43 46 49 52 55 3B &1

4 7 101316 192225 28 34 34 37 40 43 46 49 5255 38 61
harmanica

nermanica

Figura 16.8: Periodogramas suavizados da série A; - Cananéia.
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140000

120000

o 80000
7

£ 50000

harménico

Figura 16.9: Periodogramas suavizados da série Az - Fortaleza.

16.5 Testes para periodicidades

Vamos considerar aqui dois testes de periodicidades que utilizam as ordenadas
do periodograma. '

Suponha que um modelo adequado para a série temporal observada seja
K
Zt == ZRiCOS(wit‘{”(lsi) + €¢, t= 1,. . .,N,

i=1

(16.50)
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em que K, R; e w;, ¢ = 1,..., K, sdo constantes, ¢; ~U(—T,T) indepen(‘ient.es, {es}
seqiiéncia de ruidos brancos independentes de Z;, com média zero e variancia a2,

Utilizando uma amostra Zi,Za,...,2n de (16.50) podemos calcular o pe-
riodograma I§N), j=1..., [%l], dado pela expressao (16.2.2). Mesmo que R; =,
todo 4, é possivel que ocorrram picos nas ordenadas do periodograma devido a flu-
tuacbes aleatérias. Em resumo, mesmo que o periodograma apresente varios picos,
nio poderemos concluir, a priori, que cada um dos picos corresponda a uma com-
ponente periédica na série Z;.

Supondo que o processo Z; seja Gaussiano, Fisher (1929) apresenta um proce-
dimento para testar a hipétese

Hp: R; =0, todo ¢ (nfo existe periodicidade)

baseado na estatistica

_ maxIJ(-N) N O, (16.51)
9= el oy ’
j=14] j=11j

Fisher mostrou que, para N fmpar, a distribuiciio exata de g, sob Hy, é dada
por :

 pgsa)=EI= a)n-l_® (1 =2a) 4 - (1) C) (1 ma)™, - (16:5) -

em que

N . 1 1
n = |—| ez é o major inteiro menor que — | T = | —| |.
2 a a
Assim, para um dado nfvel de significAncia o, podemos utilizar a equagao (16.52)
para encontrar o valor crftico a(c) tal que P(g > a(@)) = a. Se o valor observado
da estatistica (gops) for maior que a(a), rejeitaremos Ho, o que significa afirmar que
a série apresenta uma periodicidade igual a 1/w*, sendo w™ a freqiiéncia em ciclos,
correspondente a I(1). .
Uma boa aproximacio para a expressdo (16.52) é obtida utilizando somente o
primeiro termo da expans3o, isto é,

P(g>a)=n(l—a)™ ", (16.53)

que pode ser utilizada para encontrar o p-valor aproximado do teste, fazendo a =

Gobs- o
Fisher (1929) obteve a expressao (16.52) utilizando argumentos geométricos; Gre-

nander e Rosenblatt (1957) e Hannan (1970) apresentaram demonstragoes anali-
ticas.

Whittle (1952a) sugeriu uma extensdo para o teste de Fisher, que fornece UZ‘EII;

teste para a segunda maior ordenada do periodograma (I?), omitindo o termo [
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do denominador da estatistica g, isto é, considerando a estatistica

, 7
Iy M eenm—— 16.54
TS E Y _p 1654
e utilizando a distribuicio g de Fisher com n substituido por (n — 1).

Se a segunda maior ordenada for significante, pode-se aplicar o procedimento de
Whittle para testar a terceira maior ordenada (I®) e assim por diante, até que se
obtenha um resultado nao significante. Dessa maneira, obtemos uma estimativa do
numero de componentes periddicas, K, do modelo (16.50).

O teste de Whittle é bom se todas as componentes periédicas tiverem freqiiéncias
iguais ou muito préximas a multiplos de 27/N; se isto ndo ocorrer o poder do teste
sera bastante afetado. O pior caso ocorre quando uma ou mais freqiiéncias estiverem
no ponto médio entre duas freqiiéncias de Fourier adjacentes, isto é, entre 2wj/N e
2m(j +1)/N.

Priestley (1981) apresenta outros testes de periodicidade que sdo adequados para
processos mais gerais do que aquele representado pela expressio (16.50), ou seja,
processos em que o termo de ruido &; é substituido por um modelo linear da forma
ZZO;-_O Gu€t—u-

Exemplo 16.7. Vamos aplicar o teste de Fisher & série A; - Cananéia.
A Tabela 16.1 apresenta as ordenadas do periodograma. Podemos notar que

iaax'fj(.lgo') ="67,05, para j = 10. Utilizando (16.51) podemos calcular & valor da’ e

estatistica de Fisher ‘
67,05 67,05

120)
Z?_ﬂ IJ(' ) 175,65

Gobs = =0, 8863

e o p-valor, utilizando (16.53), é

of = P(g > gobs) = n(l - gobs)nﬁly
ou seja, i
o = P(g > 0,8863) = 60(1 — 0,8863)%° = 1,1695 x 1074,

que é menor do que qualquer valor usual de nivel de significincia. Esse p-valor nos
leva a rejeitar a hipétese de ndo existéncia de periodicidade e a concluir que a série de
temperatura em Cananéia possul uma periodicidade de N/j = 120/10 = 12 meses.

Exemplo 16.8. Vamos utilizar, agora, a série Az - Fortaleza.

As ordenadas do periodograma estdo na Tabela 16.2. Dessa ta,bela podemos ver
que

max (%) = 312.911,17, j =12,

75
STI9 = 2,902,343, 46.
=1
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Assim,

312.911,17
Jobs = 5555303 45 ~ 11010

o = P(g > 0,1078) ~ 74 x (1 — 0,1078)" =0, 0179.

Fixando um nivel de significAncia de 0,02, podemos concluir que existe uma
periodicidade de 149 = 12,41 anos na série de chuvas em Fortaleza.

Para verificar a emsténcia de uma segunda periodicidade, utilizamos a estatistica
¢, expressdo (16.35), com

I® =211.756,89, j =6,

(4
19 — 1) = 2.902.343, 46 — 312.911, 17 = 2.589.432, 29.
=
Assim, 0
9211.756, 8
oo 2109999 4 0817
Gobs = 5 =35 439 39 ~ 0 0178
e

o = P(g > 0,0818) ~ 73(1 - 0, 0818)72 =0, 1566,

md1cando a nio existéncia de uma segunda periodicidade na série.

Siegel (1980) dé uma extensdo do teste de Fisher para virias periodicidades.
Veja Morettin et al. (1985) para uma aplicacio & série As.

16.6 Filtros lineares

Uma das principais razdes da ampla utilizaggo da andlise espectral, como ferra-
menta analitica, é devido ao fato de que o espectro fornece uma descricao bastante
simples do efeito de uma transformagdo linear de um processo estaciondrio.

A denominagio “filtro” vem da engenharia de comunicagBes-significando um
mecanismo que deixa passar componentes com freqiiéncias em uma dada faixa de
freqiiéncia. Suponha um sistema com um tnico terminal de entrada e um tnico
terminal de saida, como abaixo.

x(t) | Sistema | v()
— —_—
j.'

X (t) é denominada série de entrada, Y (t) série de safda (ou série filtrada) e F
filtro do sistema; podemos utilizar a notagdo

Y(t) = F(X (). (16.55)

16.6. FILTROS LINEARES 461

Dizemos que F € invariante no tempo se o atraso (ou adiantamento) de X (£) em
7 unidades implicar no atraso (ou adiantamento) de Y (¢) em T unidades, ou seja,
FIXEEn)]=Y(tx7).

Exemplo 16.9. Alguns filtros invariantes no tempo:
(@) Y(t) = [2, A(w) X (¢ ~ u)du;
(b) Y(t) = [Z h(w)h(v)X (t — u) X (t — v)dudy;
(c) Y(t) = r?ch(s).

Dizemos que F € linear se para um conjunto de séries de entrada X(t) e cons-
tantes o, 7 =1,...,k,

k
F 1> i X5(t)
J=1

Chamaremos filtro linear ou sisterna linear a um filtro F que seja linear e inva-
riante no tempo.

=> oy FIX;(2)]. (16.56)
j

16 6. 1 Flltro convolugao

Um caso pa.rtlcula.r importante € o filtro convolugao
V() = / R(u) X (¢ — u)du (16.57)

em que h(u), denominada funcdo resposta de impulso do filtro, é uma funcdo de-
terministica que depende da estrutura do sistema mas é independente da forma da
entrada. Assumiremos que

o .
/ I (w)|du < co. (16.58)
-

Dizemos que o sistema é fisicamente realizdvel se h{u) = 0, v < 0; isto imph'ca
que Y'(t) ndo depende de valores futuros de X (t).

A fung¢do de transferéncia do filtro, H()), é dada pela transformada de Fourier
da fungio resposta de impulso, isto é,

H(\) = /_ - h(u)e-“"dg. _ (16.59)

A condicdo (16.58) garante a existéncia de H()\), para todo A.

Teorema 16.10. Se X(t) é um processo. estaciondrio com fungdo distribuigdo es-
pectral Fix(}), entdo

dFy(A) = |H (A)E;dEx:(A). (16.60)
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Prova: De (16.16), temos que

X(t) = / Mg (),

-

e substituindo em (16.57) podemos escrever a série filtrada na forma

" hw [ I ez‘*<f~u>dUX(A)} du
- /_ Z gy [ /_ Z h(u)e—““du] dUx ()

_ / " ()UK (V).

-

Y(2)

Utilizando a decomposicio espectral de Y (t),

Y(t) = / oo‘ei’\thy(/\),

temos que '
dUy (A) = H(/\)dUX(/\). (16.61)
- ASSiIIl, - o Lo - - e o
- o EldUy (NP =1HR)PEIAUX (NP,
ou seja,

dFy(\) = [H(N)[?dFx(N).

Se Fy () for absolutamente continua, temos

FrN) = HNPfx (). - (16.62) S

Para que o lado direito de (16.57) represente um processo bem definido, isto é,a
integral convirja em média quadrética, é necessdrio que Y (t) tenha varidncia finita,

ou,

Assim, se fx(\) < M (uma constante), todo A, entdo uma condicdo suficiente para * }

que a expressdo (16.63) esteja satisfeita é que

—CQ

No caso de um processo estacionério discreto, temos

) )
Y= Z thtwtu

U=—C0

/ “ (A < o0 = / T IHM R (V)X < oo. (1663) |

/oo [HWPdA < 0 & /oo h?(u)du < co. (16.64) :
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com
=
Z |hu] < oo (filtro soméavel ou estével) (16.66)
U==——=CQ

e funcdo de transferéncia dada por

o
HA)= > hye™®, —r <A< (16.67)

U=—CO

Além disso, se a expressao (16.1) estiver satisfeita, entdo
fr) =HNPfx(), -m <A< (16.68)

A expressdo (16.65) estard bem definida se
[ IR i) < co.
-

Exemplo 16.10. O processo linear geral pode ser visto como a saida de um filtro
linear aplicado a uma seqiiéncia {e;} de ruido branco com média zero e varidncia
o2, isto &,

L N=S e S E——
7=0

j=—c0

emque; =0,7 <0ep=1
A funcdo de transferéncia é dada por

H(\) = e
3=0 :
Utilizando a expressao (16.68) temos a fungdo densidade espectral da série filtrada,

2

A ~U§ - —iXj
fY( )— 57; Z;’lﬁje
7=

16.6.2 Ganho e fase

Em geral, a fungdo de transferéncia de um filtro, H(A), é uma func¢do complexa.
Reescrevendo-a na forma polar, temos

H(A) = G(A)e™, (16.69)

em que [H()\)| = G(A) é denominado ganho do filtro e 8(A\) = arg [H())| é denomi-

- nada mudanca de fase (“phase-shift”).




464 CAPITULO 16. ANALISE ESPECTRAL

Exemplo 16.11. Considere o filtro convolugao, dado por (16.57).
o0
Y(t) = / h(w) X (¢ — u)du.
—00

Utilizando as representacdes espectrais (expressdo (16.16)) das séries de entrada
e saida temos

X(t) = / 7 eBdU (V)

—OQ

Y(t) = [ 0; e AUy (N),

com dUy (\) = H(A\)dUx()\) (expressdo (16.61)). Essas representagoes indicam que

o termo e da série de entrada, X (t), tem amplitude |dUx(N)| e fase igual a0

arg {dUx (\)}, enquanto que o termo e** da série filtrada, Y (t), tem amplitude

[dUy (M| = [HN)]1dUx (V)]
= G(N).JdUx (V)] (16.70)

I

e fase

arg {dUy (\)} = arg {H(N).dUx(\)}

= 6()) +arg {dUx (N} @67)

Analisando as expressdes (16.70) e (16.71) podemos concluir que a utilizagéio do

filtro convolugio faz com que a série filtrada tenha uma amplitude igual & amplitude-

da série de entrada multiplicada pelo ganho do filtro {G{\)) e tenha fase acrescida
da quantidade #()\), que por esse motivo é denominada mudanca de fase.

Para que 8()\) = 0, V), isto é, ndo haja mudanca de fase, H(A) deve ser real,
isto significa h(u) ser uma fungio par. Isto implicaria em um filtro ndo fisicamente
realizével (h(u) # 0, u < 0).

Na prética, a maior parte dos filiros que sdo utilizados tem fungdo de frans-
feréncia complexa e, portanto, produz mudanca de fase em algumas (ou todas) as
freqiiéncias.

16.6.3 Alguns tipos de filtros
(a) Filtro passa-alto (“high-pass”)
Deixa passar componentes com freqiiéncias altas e elimina (ou atenua) com-

ponentes com fregiiéncias baixas. A fungfo de transferéncia quadratica do filtro

passa-alto é
P =4 b=
0, iM < Ag-

e estd representada na Figura 16.10.
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i
<
O

A jHoy 2

1
i
1 v
1

A A A
Figura 16.10: Funcdo de transferéncia quadrética de um filtro passa-alto.

VersOes aproximadas desse tipo de filtro sdo utilizadas em amplificadores para
suprimir distor¢Bes de baixa freqiiéncia.

(b) Filtro passa-baixo (“low-pass”)

Afenua componentes com freqiiéncias altas e deixa passar componentes com
freqiiéncias baixas. Assim,

1, |A| <A
[HMP =
0, |A| > /\1,
repréévé—i{;’é,dé'ﬁéj‘ﬁigura 16.11. —
| e
1
,;,1 }‘1 A

Figura 16.11: Fungdo de transferéncia quadrética de um filtro passa-baixo.

Esse tipo de filtro também é utilizado em amplificadores de audio para reduzir
o efeito de distor¢do de alta-freqiiéncia.

(c) Fitro passa-banda (“band-pass”)

Neste caso,
I, Ao <A < Ay,

IHNP = {

com representa¢do na Figura 16.12.

0, caso contrario,
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HO 2

w——

1
1
i
1
'
1
1

U

| Ao Ay A

Figura 16.12: Funcdo de transferéncia quadréatica de um filtro passa-banda.

Exemplo 16.12. Filtro diferenca
Y: = (l - B)Xt = X; — Xe1-

Aqui temos ho = 1, hi=—-leh;= 0,7#0,1. A fungio de transferéncia do filtro

V.2
é dada por -
® . . .
HN = Y heM=1-¢, —r<XsT (16.72)
j=—00
e, consequentemente,
HOR = - -

= 21 —cos(N)], —TSAST,

representada na Figura 16.13.
Analisando a Figura 16.13 vemos que 0O filtro diferenca elimina componentes de
baixa freqiiéncia (tendéncia) e pode ser classificado aproximadamente como um filtro

passa-alto. Além disso,

G0 = [HO)| = 2sens]

A>0,

=
o) = { (-E52), A<0.
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IH{tambdajin2
2
L

T T T T T T

Figura 16.13: Funcdo de transferéncia quadrética de um filtro diferenca.
Exemplo 16.13. Filtro diferenca sazonal (S = 12)

Y; = (1 ~ 312)){1; = Xt "—Xt—‘lQ»

Neste caso, hg = 1, hig = —1 = 0. 5 =
por 12 e hj =0, j#0,12. A funcio de transferéncia é dada

[e]
H(A) = Z hre ™ =1 —exp(—12i)), -t <A <7

k=—o00

(16.73)

]

, ‘
[H?(N)] = |1 — exp(—12i\)[> = 2 — 2cos(12))

= 2(1 — cos(12})), -
representada na Figura 16.14.

A anélis indi i
" e des‘.?a figura indica que o filtro diferenca sazonal elimina as freqiiéncias
rrespondentes & componente sazonal e seus harménicos

Exemplo 16.14. Filtro de médias méveis simétrico

m—1
1 2 :
Y = — . {-
t=— Xi—j, m {mpar.
j:=__ nﬁ:l)
Am
. sen=i*
Aqui, H(\) = —2 :
, = e , conseqii
meen® quentemente,

2
GO\ = H(N)
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tHlambda)ir2
2
i

frequancia

Figura 16.14: Funcdo de transferéncia quadrétic;i de um filtro diferenca sazonal de
ordem 12.

0.8

0.8

IH(ambdaji2

02

_
= \/ \/ /\/
Ed
T T T T T T T
3 2 - 0 1 2 3
frequencia

Figura 16.15: Funcdo de transferéncia qua(iiré,tica de um filtro de médias méveis
simétrico com m = 5.

|
|
|
1
%
|

De (16.75) temos
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0, sesen?® > 0,
() = { e
se sen<3* < 0.

i}
=+,

A funcdo de transferéncia quadrética, com m = 5, estd representada na Figura
16.15 indicando que o filtro de médias méveis simétrico é um filtro passa-baixo, ou
seja, diminui a variabilidade (ruido) da série.

16.6.4 Filtros recursivos

A forma geral de um filtro recursivo é dada por

P . a
= hYis+ X+ Y g:Xis,

(16.74)
s=1 s=1
onde h1,...,hp, g1,...,7q sBo constantes denominadas coeficientes do filtro.
Um caso particular importante é o filtro
Yi=aY; 1+ X, t=1,...,N, la] <1, Yo =0. (16.75)

7 = X:h

Yy = aY1 + X3,
Y: = Vi1 + Xq,

e substituindo-se recursivamente em (16.75), vem
Y:=X; +aXi1 + ath_g + o+ a""le, 4

ou seja, Y; é uma combinacio linear dos valores passados da série de entrada, X;.
Reescrevendo (16.74) temos que

P q
Yo= D hYes=Xe =) g:Xims. (16.76)
s=1

g==1

Calculando e igualando as fungGes espectrais de ambos os lados da expresséo
(16.76) temos que

HWP fr (V) = 1GNP fx (),
ou seja,
GP

Fx(A);




'
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com

GA)=1- }i gs exp(—iAs)

s=1

H\) =1- i hs exp(—iAs).

s=1

Exemplo 16.15. Considere o filtro (modelo AR(2))
Y, =Yi1-0,80%2 +a, a~RB(0,07).
De (16.77) temos que

1
|1 — exp(—i)) + 0,89 exp(—2iA)
= 0—2 L —r<ALZT®
212,79 — 3,78 cos(A) + 1,78 cos(2))’ -0 =

fr(A) = l2~fa(/\)

16.6.5 Aplicacao seqiiencial de filtros
Considere a aplicagio seqiiencial de dois filtros Fi e Fo a uma série de entrada
X(t), isto &,
Y(t) = FIX(t)] = F[A[XO].

Demonstra-se que a fungéo de transferéncia do filtro F ¢ dada por

H(\) = Hy(\).Hy(N), ~ (16.78)

em que H;()\) é a fung3o de transferéncia do filtro Fj, j = 1,2. Além disso, utilizando
(16.68) e (16.78) temos que a fungdo densidade espectral da série filtrada é dada por

Fr(N) = [Hy (N PIHL (NP fx (V). (16.79)

Esses resultados podem ser generalizados para uma aplicacio seqiencial de K
filtros, F1,F2,-- -, Fx, com resultados dados por

K
HO) =] H®
J=1

K
Fr) = fx ) [T IHMP

j=1
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Exemplo 16.16. Considere a aplicagio seqiiencial dos filtros diferenca e diferenca
sazonal:

Y= (1-B)i - B)X,.
Neste caso, F1 = (1—B) e F» = (1—B!?). Utilizando as expressdes (16.72) e (16.73)
temos que .
HO\) = (1-e?).(1—exp(—12i)), —m1 <A< 7

e, conseqlientemente,
fr(A) =4(1 — cos(A))(1 — cos(12X)) fx (A).

A fungdo de transferéncia quadratica, |[H2(\)|, est4 representada na Figura 16.16,
indicando que a aplicagdo seqiiencial dos filtros diferenca e diferenca sazonal eli-
mina componentes de baixas freqiiéncias (tendéncia) e componentes com freqiiéncias
correspondentes ao perfodo de sazonalidade (S = 12) e suas fracSes.

iH{iambda)in2

Irequencia

Figura 16.16: Funcao de transferéncia quadratica do filtro (1 — B)(1 — B*?).

Para mais detalhes, ver Priestley (1981).

16.7 Problemas

1. Seja 7 = &; + ags—1, t = 0,%£1,42, ..., onde & é ruido branco de média zero
e |a] < 1. Obtenha a fungdo de autocovaridncia e o espectro de Z:.

2. Determine o espectro do processo auto-regressivo Z; +bZ;—2 = a4, t € Z, onde
et~ RB(0,1) e || < 1.
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(V)

. Sejam {X;,t =0,+1,...} e {¥;,t =0, £1,...} processos estaciondrios indepen-

dentes, com espectros fx(\) e fy(A), respectivamente, Prove que o espectro
de {XY;,t =0,%1,...} é dado por |7 fx(A—a)fy(a)de

. Suponha que X (t) = Rcos(At + ¢), onde R é uma constante, A é uma v.a.
com fun¢do densidade continua g(\) e ¢ é uma varidvel aleatéria uniforme em -

(=7, ). Mostre que o espectro de X (t) é dado por

R &
T 2 loh+2mh) +g(=A+2mh)].

j=—oc0

. Seja Z(t) = Sof_, cpcos(Akt + ¢x), t € IR, onde ¢y, e Ay s3o constantes, k =

1,...,L e ¢ é uniforme em (—m, 7). Prove que o espectro de Z(t) é dado por

L

) = 30 (8w + 24) + 8w~ A0,
k=1

onde 5(-) é a funcdo delta de Dirac, —m <w < 7.

. Determine o espectro do processo de médias méveis

e L 2 Gt AQpe 1 00 O] Qg TR TR 2

em que a; ~ RB(0,1). Faca um grafico do espectro e verifique quais as
freqiiéncias que o domina. '

Prove que v
1, h=0,
p, h==%l1,

0, caso contrario

v(h) =

é uma funcdo de autocovaridncia se e somente se |p| < 1.
Sugestao: Utilize o fato de que f(A) >0, VA.

Obter o espectro do processo cuja funcio de autocovaridncia é dada por v{t) =
Me Wl cosBt, M>0,a>0,8>0e —co < 7 < 0.

Considere o processo Z; = aj cos %’3— + agsen’% +Y:, onde a; e ag sdo varidveis
aleatérias independentes com média zero e varidncia m; além disso, Y; = W; +
2,5W;_1, Wi ~ N(0, 0?) independentes entre si e independentes de a; e ag.

(a) Encontre a fungdo de autocovaridncia de Z;.

(b) A funcdo de autocovaridncia encontrada é absolutamente somédvel? Se a
resposta for afirmativa, encontre a funcdo densidade espectral de Z;.
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10.

11.

13.

14.

Prove que
N-1
—ixt _ —iA(N-1)/288R(AN/2)

(b) N1 it gipt N, se A = p(mod 27) . . 4
=0 0, caso contrario, se A = =L = L& 7 e s inteiros.
k) N N
1
N Z Zyt, prove que

t=1
Ny 27V oy [ 2wy

parav;’O,v#%’—eXt:Zt—Z

Se 7 =

. Sob a condigao

> Il < o0,

prove que T
Cov[d™(N),d™) ()] = f(N) +0(Q1).

Observagdo: Dizemos que an-= O(gn,) se-existe um niimero veal M_tal que:
gnlan] < M, Vn.

Para a > 0, considere
1, |t L a,
2= b=
0, caso contrério.

Prove que

a5 = [ z(enitar = 2o@ra).

™G

Obter dgN) para Z; = e t=0,%1,....

. Sejam g; e h; duas seqiiéncias reais de quadrado somdvel e, portanto, com

transformadas de Fourier

G(f) = g™ H(f) =D he ™7, |f] <
t 14 .

N o

Seja também

(9 * h)t = Zguht——u

a convolugo de g; e hy. Mostre que a transformada de Fourier de (g* h) é a
funcdo G(f)H ().
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16.

17.

18.

19.

20.

21.

22.

Encontre a funcdo de transferéncia do filtro

m-i—lZZt

Se
1, I/\j: A0[ < A7

H(\) = .
0, caso contrario,
onde —m < A < T, prove que

2A

u =0,

, u# 0.

h(u) = —2—7—5:—0,5(/\011)8611(43“)

(52

Suponha Y (t) = [ a(u)X(t — u)du + &(t), onde X (t) e £(¢) sdo processos
estaciondrios, —co < t < co, de média zero e néo correlacionados entre si.
Encontre a facv e o espectro de Y'(2).

Seja Xy = pXy1+as, [pl < leap ~ N (0,02) independentes. Encontre a
funcio de autocorrelagéo e a fun¢do densidade espectral de

D D CE
2X; 1 + Xia.

(b) Wt = Xt -

Uma adigdo leva X; em Y; = e uma subtracio leva Xt em W; =

KXo
. 2
)—ft—“?—,f—“. Seja &; um ruido branco, com média zero e variincia 1. Suponha

que €; seja sujeito a n adi¢Ses seguidas de n subtragSes. Obtenha a densidade
espectral do processo resultante.

Seja I o filtro identidade, isto é, I(Z;) = Z;. Considere L um filtro passa baixo
simétrico e a operagdo F' = I — L. Obtenha a fungdo de transferéncia de F.
Que tipo de filtro é F?

1, A < A

Sugestao: Utilize |[L(\)|? =
. 0, [A] > Ao-

(a) Determine a funcgdo de transferéncia do filtro linear com coeficientes hg =
1, h1=;2a, h2=lehj =0,j#0,1,2.

(b) Se o objetivo é utilizar esse filiro para eliminar oscilagdes com perfodo
igual a 6, que valor de a deveria ser utilizado?

(c) Seo filtro do item (b) for aplicado ao processo Z; = a; cos -’;—t-{—aQsen—?——i—Yt,
com a; € as varidveis aleatérias independentes com média zero e variancia
m, Y =W +2,5W;_; ¢ W; ~ RB(0, O'%V) independente de a; e a3, qual
serd a func¢do densidade espectral do processo filtrado?

P |
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23. Suponha X; = m; + Z;, onde {Z¢,t = 0,:1,...} é uma seqiiéncia de varidveis
aleatérias normais independentes com média zero e variicia o2. Além disso,
m: = cg + c1t + cot?, o, €1 e ¢o constantes. Sejam

2
-3 12 17
U= ;g&Xt+i, Gy=03= 35, G1=0-1=3, 00= 3¢
e
3 —2 3
Vi = z‘;3@-.7{}.}.1;; by =b_g= 510 bp=b_g= BTN
6 7
by=b1=, b=

(a) Encontre a média e a varidncia de U; e V;.
(b) Calcule p(Us, Uzt1) e p(Vi, Vig)-

(¢) Qual das duas séries filtradas tem uma aparéncia mais suave? Justifique.

24. Suponha que o estimador de f(A) para A = X resultou f (X') =10 e que vinte
minutos de registro continuo foram utilizados para obter f(A). Se o “lag”
~méximo M. utilizado na funcéo de autocovaridncia foi 2 minutos, determine o . _:
intervalo de conﬁa,nga, com coeficiente de confianca 0,95, para f \ ) Use a
janela de Tukey-Hanning e At = 30 segundos. Obtenha o nimero de graus de

liberdade do estimador.

25. Considere a série A, - Ubatuba.

(a) Faga o gréfico da série e calcule a fungdo de autocorrelagdo amostral.

(b) Aplique um teste de raiz unitiria para verificar se a série apresenta
tendéncia. Caso isso acontega, utilize um filtro para eliminar essa com-
ponente.

{c) Calcule o periodograma da série obtida no item (b) e encontre as fre-
qiiéncias que contribuem com aproximadamente 80% da variabilidade da
série.

(d) A série é periddica? Qual(is) o(s) periodo(s)?

(e) Calcule estimadores suavizados do espectro utilizando dois pontos de
truncamento diferentes. Escolha, justificando, o melhor deles.

(f) Caso a série seja periédica, aplique um filtro para eliminar a periodicidade
e verifique se o resultado foi satisfatério.

26. Refaga o problema anterior utilizando as séries:

(a) As-

Lavras;
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(b) A4 - Ozbnio;
(c) As - Bebida;
(d) Ay - Consumo;
(e) Aso - ICV.

27. Suponha que experiéncias passadas sugerem que o espectro de um processo Z;

é da forma

c——s)\’-~cos/\, 0< A< Tr,

fN) = c+%+cosA, —Tr < A <0,
0, [A] > Tx,

¢ = constante. Qual o maior intervalo de amostragem adequado para estimar
f(N)? Explique.

Sugestdo: Veja Priestley (1981, se¢io 7.1.1).

——

_Associada a (A.1) temos a equacdo homogénea (EH)

APENDICE A

Equacoes de Diferencas

A.1 Preliminares

Vamos introduzir alguns conceitos bésicos relativos a equages de diferengas
lineares. Para relacioné-las com modelos estudados no texto, vamos nos fixar no
modelo AR(p)

Zy — $1Zs 1 — o9 — - — Ppli_p = ag, (A1)

que € uma equagao de diferencas linear, com coeficientes constantes —¢1, ..., —¢p.

Zi— 1001~ — dpZep = 0. (A.2)

Um teorema fundamental afirma que:

(i) se Zt(l) e Zt(Z) s80 solugdes de (A.2), entdo AlZgl) + Ath(z) também é uma
solugfo de (A.2), para constantes Ay e Ag; :

(i) se Zt(g) é uma solugéo de (A.2) e Zt(Jj ) ¢ uma solugdo particular de (A.1), entdo
Zt(g) + Z.t(p ) 6 uma solucdo da equagio completa (E.C.) (A.1). -

Exemplo A.1l. Counsidere o modelo AR(1)
Zy — $Zy1 = ay, (A3)

com —1 < ¢ < 1. A equagdo homogénea é Z; — ¢Z;—1 = 0 e é facil verificar, por
substituicio, que Z; = A¢ é uma solugio da EH, logo Z; = Agt + Zt(p ) & solugdio de
(A.3), se Zt(;'J ) 6 uma solucdo particular de (A.3).

Em (A.3), consideramos que t = 1,2,3,... e Zy é um valor inicial especificado.

~ Observe que ¢ é raiz de m — ¢ = 0 e que a constante A é determinada pelo valor
1 Iicial Zp : Zg = Agp¥ = A.
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Exemplo A.2. Consideremos, agora, o modelo AR(2)
~ $124-1 — $2Z1-2 = 3, (Ag)

cuja BH é Z; — 01241 — 2249 = 0, 1 = 2,3, 4 . Suponha que Zy e Z1 séo valores
iniciais especificados. Considere a equagio m? — ¢1m 9 = 0 e my, mg suas raizes
(dlstmtas, por simplicidade). Substituindo Z; = Aym! + Agmb na EH, vemos que
esta é uma solucdo, com A; e A, constantes determinadas pelos valores iniciais Zg
e 7y (isto é, A; e A satisfazem Zy = Ay + Aq, 21y = Ay + Aoma).

A.2 Solucao da equagao homogénea
Inicialmente, consideremos o caso p = 2, dado em (A.4) e a EH respectiva
— 1241 — p2Zs—2 = 0. (A.5)

Entao, temos os resultados seguintes:

(i) Se Z; 1) ¢ Zy ) g50 solucbes da equacio homogénea (A.5) e Z; = A1Z; {a )+A22 )
Ay e Ay constantes, entdo Z; é a solugdo geral de (A.5) se

Zg” Z®
70|

7‘4 Qe e 50 T ST

Se Zﬁl) e Zt(g) satisfizerem (A.6), dizemos que elas formam um sistema funda- ‘

mental de solugées (SFS);

(i) se Zt(p ) ¢ uma solucao particular da EH e Zt(l) e Zt(Q) formam um SFS, entdo
= Ath(l) + Ath(g) + Zt(p ) éa solugao geral de EC, A; e Ay constantes.

Seja m?2 — ¢1m — ¢y = 0 a equacdo caracteristica (EC) associada a (A.5). Entéo, .

a solucio geral da EH depende de como sdo as raizes desta equacdo. Temos trés
casos a counsiderar:

- 1 2
(a) Raizes reais e distintas: my # ma. Neste caso, Zé } = mt e Z,g ) = m},

solucdes de (A.5) e formam um SFS, pois

m1 ™Mo
soluggio geral da EH ¢

com Ai, As constantes.

(b) Raizes reais e iguais: ma = m1 = m. Neste caso, (A.6) fornece

11=O
m m

(1) =mt = (2) , logo estas ndo formam um SFS. Neste caso, con51derem

vl AB)

530

= mg—my # 0, logoa

Zy = Aymi + Aom} (A7)
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1 0
Zt(l) =mle Zt(2> = tm!, de modo que (A.6) fica l l =m # 0, portanto a
m

solugdo geral da EH é
Ly = (Al + Agt)mt . (AS)

(¢) Raizes complezas: my = r(cos@ + isenf), mg = r(cosd — isenf), onde r =
Va?+b2, cosf =2, senf = & se my =a + ib. my = a — ib.

Neste caso, néo ¢ dificil mostrar que a solucao geral da EH é
Zy = Ar®cos(t9 + B), (A.9)
A e B constantes, ou entao,
Zy = r*(Ay costh + Agsentf), (A.10)
com Ay = Acos B, Ay = —AsenB.
Exemplo A.3. Consideremos o modelo AR(2)
Zy=0,5Z;-1 4+ 0,275 + ay,

de modo que 451 0,5, ¢ =
AECéEMP—0,5m—0,2 = O cujas raizes sdo mi =0, 76,775 -0, 26. Ségiie-se
que a solucao geral da EH é

Zy = A;(0,78)" + A5(—0, 26)".
Para determinar A; e As devemos ter os valores de Zg e Z7.
Exemplo A.4. Considere agora _
Zy=Zy 1 — 0,897 2+ az , : (A.11)

de modo que ¢1 = 1, ¢y = —0,89. As rafzes de m?>—m-+0,89 = 0sdo m; = 0, 5--0, 8
e my =71 = 0,5 — 0, 84, ou seja, complexas conjugadas; r = [(0,5)% + (0, 8)?]'/2 =
0,943, cosd = 2 = 00923 = (0,53, portanto § ~ 1,012 radianos. Segue-se que a
solucao geral da EH é

Z; = (0,943)*(A; cos(1,012¢) + Assen(1,012¢)),

que é uma sendide amortecida, de periodo —203 = 6,2 unidades de tempo.
Observe que, usando a notagio de operadores, temos que (A.11) resulta a EH

(1-¢1B - $2B8%)Z: =0,

ou seja,
¢(B)=1-061B—B*=1-B+0,89B%
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As rafzes de m? —d1m—@o = 0 sdo reciprocas das rafzes de ¢(B) = 0, isto €, se my
o te m? — 3 — m~t e By = my ! 530 as raizes
e mo s30 as raizes de m? —gym — o2 = 0, entdo By =my e Da e .
de ¢(B) = 0. Logo, para (A.11) ser estaciondrio, as ralzes de m? —p1m — ¢ =
bsoluto.
devem Ser MenoTes que um em valor a ) o
No exemplo, 7 = [m| = [ma| = 0,943 < 1, logo o processo (A.11) é estacionario.

Consideremos, agora, a EH geral dada em (A.2). A equagho caracteristica é
mP — $ymP ™ — gmP 2 — - — dpam — $p = 0, (A.12)
e chamemos suas raizes de my, ma, ..., Mp-
Como 1o ¢aso p = 2, Zt(l), ce Zt(p) formam um SFS se
7 2
2l - 2l £0. (A.13)

H o e
Z;L(7—)l e 2P,
Novamente, a solugio geral de (A.2) depende das raizes de (A.12).

t 4 . ~
5 i o na solugio
- (i) A cada raiz real m, nao repetida, um termo da forma Am’ é incluid; G

“geral da EH. Em particular, se as p raizes sa0 reais e distintas, a solugdo geral -

e (A.14)

A, determinadas por condiges iniciais sobre 20,21, -y Lp—1-
R

Z, = Aym} + Asmb + -+ Apm;1
com Aj, ...

Se a raiz m tem multiplicidade s > 1, entdo um te@o da forma (Ay + Ast +
-4 Agts™1)mt é incluido na solugao geral. Em particular, se m = 1, o termo
acima é um polindmio em ¢ de grau s — 1.

A todo par de rafzes complexas conjugadas, com a.mwplitlide r e argumento 9é é
inclufdo um termo da forma Ar® cos(tf + B), ou entdo, r*(Aisentf + Ag costl).

A todo par de rafzes complexas conjugadas, de multiplicidade ssil, incluir?os
wm termo da forma rt[a; cos(t8+by) +ast cos(t0+ bo)+ -« -+ast Sic;s(te +9 s)|
ou r[A; cos(tf) + Bisen(t6) + Azt cos(t8) + Batsen(t) + - - -+ Ast cos(td) +
B,t5tsen(th)].

Se a EC (A.12) possui rafzes dos tipos mencionados em (i) — (iv), a solugao ger_al
de (A.2) é a soma das solugdes explicitadas anteriormente. Segue-se que 2 so%u.gao
geral da EH € uma mistura de exponenciais (amortecidas), termos polinomiais &
sendides (amortecidas). ) .

Usando o operador. AR, ¢(B), a EC de (A.2) também pode ser escrita

(1— ¢1B— ¢oB% —--- — 9pB7)m? =0

(A15)
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ou, entao,

$(B)ym? = 0. (A.16)

Assim como no caso p = 2, as rafzes de (A.12) s3o reciprocas das raizes de
$(B) = 0. Logo, se (A.1) é estaciondrio, as raizes de $(B) = 0 estdo fora do circulo
unitério, portanto as raizes de (A.12) estdo dentro do circulo unitdrio. Este fato
implica o amortecimento das exponenciais e sendides, mencionado anteriormente.
pois |[my| < 1e|r| < 1. Uma anslise detalhada é dada a seguir.

A.3 Comportamento assintdtico das solugoes

Retomemos o Exemplo A.3, onde a solucio geral da EH era

Zy = A1(0,76)" + Ax(—0, 26)".

-0,26\°¢
A b
1+A2< 0,76 )}

e quando t — 0o, Z; tem o mesmo comportamento de A; (0, 76)¢ e este tende a zero,

Temos:

Zy = 0,76

~ para t — oo.

" De uri mado geral, temos os casos seguintes (analisaremos o caso p = 2; 0 caso
geral é equivalente).

(i) Ratzes reais, my # ma.

Suponha |my| > |m2|. Entfo o comportamento da solugdo geral (A.7) é o
mesmo que de Aymf, se 41 # 0. Como |m;y| < 1, se o processo é estacionario,
este termo converge para zero, quando t — 0, independentemente dos valores
iniciais Zg e Z7.

Raizes rais, mi = me.

Devido ao fato que t*mf — 0, quando ¢ — oo para todo inteiro positivo 7,

se |m1| < 1, entdo a seqiiéncia tm} — 0, quando t — co. Logo, no caso de
processos estaciondrios, Z;y = (A1 + Axt)mt — 0, quando ¢t — co.

(ili) Ratzes complezas.
~ Como a seqiiéncia cos(tf + B) oscila entre —1 e +1 e |r| < 1, se (A.1) deve ser

estaciondrio, a solugdo geral (A.9) representa uma oscilagiao que decresce para
zero de forma oscilatdria, devido & presenca do termo cosseno.

De modo geral, seja p = max(|mi}, |mal, ..., |myp|). Entio p < 1 é uma condicio
necessdria e suficiente para a solucdo geral Z; convergir para zero, independente-
mente dos valores iniciais. Ver Goldberg (1967) para detalhes.

Se (Zy) é estaciondrio, p < 1 e a solugdo geral tem a forma mencionada em (A.2).
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A.4 Solucao particular da equacao completa

Para se determinar a solugo geral da EC é necessdrio obter, além da solugéo
geral da EH, uma solugfio particular da EC.
Considere, por exemplo, a equagio de diferenca de segunda ordem (néo es-
tocéstica)
Tj— 3:61‘_1 +2rj.0= —1. (A17)

E facil ver que T} =j é uma solugao particular desta equagdo, de modo que a
solucdo geral é .
z;j= A1+ A7 4+ 7,

dado que a EC de (A.17), m? — 3m +2 = 0, tem raizes my =1, mg = 2.

Existem procedimentos para se determinar uma solucéo particular de uma equa-~
¢do de diferengas. O método dos coeficientes indeterminados é um deles.

Como nao faremos uso deste material no texto, ndo o trataremos aqui. O leitor
pode consultar Goldberg (1967), para detalhes.

No caso de modelos AR e modelos ARIMA, ver Box, Jenkins e Reinsel (1994,
p.124) para detalhes sobre como se determinar solugoes particulares.

O problema que pode ocorrer é que o segundo membro em (A.1) pode dar origem
a uma solucdo divergente, mesmo a solucdo da EH sendo convergente.

Por outro lado, a solucio da EH (A.2) nos da idéia do comportamento da solugdo
" geral apenas, como vimos na secao anterior. Para se ter idéia do comportamento do
“processo todo”, terfamos que obter uma solugéo particular.

Por exemplo, considere o processo AR(2) dado por (A.11). Como vimos, a so-
lugao geral da EH é uma sendide amortecida. Mas como o processo é estaciondrio,
a solucdo particular deve ser tal que Z; se mova ao redor da sua média, com um
comportamento “pseudoperiédico”, dada a natureza da solucdo geral, mas sem efe-
tivamente tender a zero, para ¢ muito grande.

A.5 Funcao de autocorrelagao de um processo AR(p)

Vimos que a fac p; de um processo AR(p) dado por (A.1) satisfaz & equagdo de

diferencas
pj — d1pj-1 — b2pj—2 — -~ $pPi—p =0, >0, (A.18)

que é homogénea e da mesma forma que (A.2). A EC associada é (A.12), portanto

a solugdo geral de (A.18) pode ser encontrada como antes.
Exemplo A.5. Retomemos o Exemplo A.4. A fac de Z; satisfaz
Pj— Pi—-1 + 0,8907'——2 =0, 7> Ov

de onde, .
ps = (0,943) (A, cos(1,0127) + Assen(1,012)),

A.5. FUNGAO DE AUTOCORRELACAO DE UM PROCESSO AR(P)
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que mostra que a fac é uma sendide amortecida.
Para determinar A; e A5, usamos

17 ¢1

p=1 p= = 0,529,
2

1-¢

de modo que

po = 1= A,
p1 = 0,529 = 0, 943(A; cos(1,012) + Agsen(1,012)),
do que obtemos A; =1, As = 0,036. Logo,
p;i = (0,943)7[cos(1,0125) + 0, 036sen(1,0125)]

é a fac do processo (A.11).




APENDICE B

Raizes Unitarias

B.1 Introducao

O problema de raiz unitdria em modelos ARMA aparece quando o polindmio
auto-regressivo apresenta uma raiz sobre o circulo unitério. Isto implica que devemos
tomar uma diferenca da série original antes de ajustar o modelo. Podemos ter raizes
unitdrias também no polinémio de médias méveis; isto pode indicar que os dados
foram super-diferencados.

Neste apéndice vamos considerar testes para raizes unitirias em modelos AR e
ARMA. Para efeito de ilustragao, consideremos o modelo AR(1) estaciondrio

1= 90 + qut—i + Cl-t, at ~ RB (0, 0’2>, (Bl)

no qual Oy = (1 — @)y, p = E(Z), |#| < 1. Se ¢ury indica o EMV de ¢, entdo
sabemos que, para N observagdes do processo,

$uv & N (9, (1 - %)/N). (B.2)
Se quisermos testar a hipétese Hy : ¢ = ¢g contra a alternativa H; : ¢ # ¢o,
usamos & estatistica )
Py — o
&p.(Pmv)
em que o denominador indica o erro padréo estimado de $urv. Sob a hipdtese nula,

a estatistica (B.3) tem uma distribui¢do ¢ de Student. Observe que (B.2) pode ser
escrita

(B.3)

VN(durv — ) 2 N (0, (1 — %), (B.4)

de modo que podemos dizer que QBA/[V = OP(N‘l/ 2), ou seja, a taxa de convergéncia
do estimador é 1/v/N. :

No caso de rafzes unitdrias, a aproximagao normal (B.2) nioc se aplica, logo
podemos usar a distribuicdo ¢ para testar
Hy: ¢=1,
Hy : o< 1. (B.5)




486 APENDICE B. RAIZES UNITARIAS

B.2. O TESTE DE DICKEY-FULLER 487

Suponha §p = 0 em (B.1). Sabemos que os EMV sio assintoticamente equiva-
lentes a EMQ, de modo que supondo a; ~ N (0, 5?), teremos

7 Zi\i2 212t
bug = L2 2LZE (B.6)
Yita ZE
E fcil ver que N
7 Dtz Zt-1G
oMo — ¢ = TH—s A (B.7)
Zfs\iz zZ,
que entra no numerador de (B.3) com ¢ = ¢q.
Para testar (B.5) temos que estudar o comportamento de
) Yoo Ze1as
ug -1 =25 71% (B3)
Zi\;z Z7
B.2 O teste de Dickey-Fuller
Consideremos o modelo (B.1) com média zéro, isto €,
Zy=¢Ziy +a;, a;~RBN(0,0%). (B.9)
Segué—se que o o
AZt = ¢*Z~b_1 + Qag, (BIO)

na qual ¢* = ¢ — 1. Podemos obter 0 EMQ de ¢* por meio da regressdao de MQ de
. AZ; sobre Z;_. Logo, (B.5) é equivalente a

H : ¢" =0,
Hr : ¢ <. (B.11)

Teorema B.1. Supondo-se a; ~ i.i.d.(0,?),

AP I (14 CY)
Mlbwo=1) 5 2t (8.12)

onde W(r) € o movimento Browniano (MB) padrdo, ou seja, para cada t, W(t) ~

N0, ). L

Em particular, W(1)2 ~ x%(1) e como P(x*(1) < 1) = 0,68, de (B.12) temos
que a probabilidade de que o lado esquerdo de (B.12) seja negativo converge para
0,68, para N — oco. Ou seja, mesmo que tenhamos um passeio aleatério (¢ = 1),
simulando-se muitas amostras de tal processo, em aproximadamente 2/3 delas o
estimador C,;SMQ serd menor que 1. De (B.12) vemos que a taxa de convergéncia do
estimador ¢ diferente do caso estaciondrio: darg = Op(N™1).

Para testar (B.5) ou (B.11) podemos usar a estatistica

. Suo
T=———=") B.13
B (Birg) (B13)
em que
e S
ep.(o} =—— B.14
( MQ) (Zﬁ;z Zt2_1>1/2 ( )
e
N
1 T
§*= N_3 Z(AZt - ¢MQZt~1)2 (B.15)

=2

é o estimador de o na regressio (B.10). Segue-se que a estatistica (B.13) é equiva-
lente a

A 431\/1@ -1
YR (B.16)
(82/ 2 22.,)
que pode ainda ser escrita na forma
. N1y Z qa
F= Eppeea v ’ (B.17)
C o SN ZE )T Al
Teorema B.2. Sob a mesma suposicio do teorema anterior,
W) -
2, a(WOF-1) (B18)

(fwepar)”

Os testes usando (B.12) ou (B.18) sdo chamados teste de Dickey-Fuller, abre-
viadamente DF. As distribui¢cdes das estatisticas correspondentes sio tabuladas.
Valores criticos de 7 para niveis de significancia 0,01, 0,05 e 0,10 sdo dados, respec-
tivamente, por —2,60, —1,95 e —1, 61, para amostras de tamanho n = 100. Para
amostras grandes, maiores que 500, esses valores s3o, respectivamente, —2, 58, —1, 95
e —1,62. Observe que rejeitamos Hy se 7 for menor que o valor critico apropriado.
As densidades simuladas de V (ngQ —1) e 7, sob Hy, estdo representadas na Figura
B.1.

Suponha, agora, que a média nao seja zero e temos o modelo (B.1). Neste caso,
AZ; =6y + 6" Zor + a, ' (B.19)

onde ¢* = ¢—1. Novamente, teremos (B.5) e (B.11) como hipéteses equivalentes. O
EMQ de ¢* é obtido por meio da regressao de AZ; sobre 1 ¢ Z;—;. O denominador

de (B.14) ficard, agora, (§_(Zi—1 — Z)?) 2 Embora # ainda seja dada por (B.13),

L

ou pelas expressdes equivalentes (B.16) e (B.17), com os denominadores corrigidos, a
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presenca de 0 altera a distribuigdo assintética da estatistica. Neste caso, a notagso
padrdo utilizada para 7 é 7,, entendendo-se que o processo Z; tem média u =
/(1 — ¢). No lugar de (B.12) e (B.18) teremos, respectivamente,

s(wQ )]2 —1) = W(D) Jy W(r)dr
W - (W)
. D 3 (W '(1>‘-—1)—W(1) Jo W(r)dr

[Rowerrer - (i woer)|

N(¢mg —1) 2, , (B.20)

0.175,
015
0.4+
0.125]
0.1 0.31
0.075 0.k
0.05
0.1F
0.025F
. : e ! L . TN . 44 L
= B0 AT =15 <125 =10 575 B~ RS GRo w — n STe 4
(2) (b)

Figura B.1: Distribuicdes, sob H 1, de (a) N(dpg—1) e (b) 7

A distribuigio de 7, afasta-se mais da normal do que no caso p = 0. Veja a
Figura B.2. Valores criticos de 7, para niveis de significancia 5%, 2,5% e 1% so
dados por —2,86, —3,12 e —3, 43, respectivamente.

0.5}

0.4

0.2} .

0.1r

Figura B.2 Distribui¢io de 7, scb Hp : ¢ = 1.
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Na realidade, as estatisticas 7 e 7, sio usadas para testar Ho : ¢ = 1 | fp =
0. Poderfamos testar separadamente 6y = 0, mas a estatistica ¢ novamente nio é
apropriada.

Para testar a hipdtese

Hg:6,=0, o=1, (B.22)
podemos usar um teste do tipo Wald. Sob Hp, o processo é um passeio aleatério

sem “drift”, de modo que podemos usar um teste da forma

[SQR(restrita) — SQR(irrestrita)]/r

= SQR(irrestrita)/ (N — k) *

(B.23)

onde T é o nimero de restricdes sob Hy e k é o nimero de pardmetros do modelo
irrestrito (de modo que N —k & o nimero de graus de liberdade do modelo irrestrito).
A estatistica ®, néo tem distribuigio F(r, N — k) e foi tabulada em Dickey e
Fuller (1981).
Em nosso caso, r=k=2e

(T azi-yag) /2
SN -2

Note que S a2 = > (Zs — fo — qﬁMoZt 1)2. Valores criticos de ¢1 para niveis de
significAncia 5% e 1% sdo, respectivamente; 4,59 e 6,43. :

P = (B.Q&)

B.3 Extensces do teste DF
Suponha, agora, que a série possa ser representada por um processo AR(p):
Zy—p=01(Zs1 — p) + -+ Gp(Zip — 1) + at, (B.25)

, s 2 qs a . 9
onde a; como sempre é ruido branco de média zero e varidncia 0. O modelo pode,
ainda, ser escrito na forma

P
Zy =6+ Z GiZy—i + ag, (BQS)
i=1
ou, ainda,
AZy =00+ 91241 + $30Zs1 + -+ $pAZpr T 0t (B.27)
onde d)l Zt- 27,_7+1 ¢’Ly j = )" P
Se o polmonno auto»recresswo #(B) tiver uma rafz unitdria, entdo ¢(1) =0, ou
seja, 1 —¢1 — g — -~ — ¢p =0, ou ainda, y o p; =1e portanto (Dl = 0. Logo,

testar a hlpotese que o Dolmozmo auto-regressivo tem uma rafz unitéria é equivalente
a testar a hipGtese que ¢7 = 0.
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Vemos que ¢% pode ser estimado como o coeficiente de Z;—1 na regressdo de
minimos quadrados de AZ; sobre 1, Zy_1, AZt_1,..., Ady—pi1.

Para N grande, as estatisticas N (¢*—1) e 7, = ¢}/&.p.(4}) tém as mesmas distri-
buigdes assintéticas dadas em (B.20) e (B.21). O teste usando 7, é chamado teste de
Dickey-Fuller aumentado (“augmented Dickey-Fuller test”), abreviadamente, teste
ADF. '

No caso de X; ~ ARMA(p, g), Said e Dickey (1985) provaram que 7, obtida do
modelo

k q
AZy =6y + qfv;Zt._l -+ Z ¢;‘AZt_i +a; — Z ejat._j,

i=1 j=1

(B.28)

tem a mesma distribuicdo assintética que 7, obtida de (B.27). Aqui supomos p e ¢
conhecidos e o lag k usualmente & escolhido como k = [N/4].
Na se¢ao B.2 consideramos o modelo (B.9) e o teste (B.5) ou (B.11). E claro que
uma hipdtese equivalente a (B.5) é
HO . AZt = at, (B.29)
onde a; ~ RB(0,0?). Esta hipétese indica que a diferenga de Z; é estacionaria (Z;
é “difference sﬁationary”). A hipétese alternativa é ¢ < 1 ou Z; é estaciondrio.

Uma primeira exténsao foi ¢ensiderar adicionar ao modelo um termo constante, © ' |.. -

de modo que

Hy:AZy =00+ a; . (B.30)
Uma possivel alternativa a esta hipdtese é supor que
Hy: 7y = By + Bit + ay, (B.31)

ou seja, Z; apresenta umsa tendéncia deterministica (o processo é “trend stationary”).

Perron (1988) mostra que 7, nio é capaz de distinguir entre (B.31) e (B.30).
Para testar Hy contra H; acima, temos que estender o procedimento anterior, de
modo a incluir uma tendéncia linear em (B.27):

k
AZy= o+ it + ¢ 21 + Y $iAZei +ay, (B-32)
. i=1 ‘
com k = p — 1. A estatistica para testar Hp: 97 =0 ¢é
- m'i (B.33)
€p-(omq)

cuja distribuicdo limite é dada pelo resultado a seguir.
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Teorema B.3. Sob a condicdo de que os erros sejam i.i.d.,de média zero e varidncia

a2,
5 2, SWOPE =D -W@) Wi+ 4 (B34
[fol [W{r)]2dr — (fol W(r)dr)— + B:I
em que
A=12 { /0 LWt — % /0 ' W(t)dt} [ /D W %W(l)] ,
B =

12 [ /0 LW J/O L ow(t)dt— ( /O 1 tW(t)dt> 2} -3 [ /0 ' W(t)dt] g

Na Figura B.3, temos a densidade limite de 7~ sob Hp. Valores criticos da
estatistica para nifveis 1%, 2,5% e 5% sao dados por —3,96, —3,66 e —3,41, respec-
tivamente. ‘

0.5¢
0.4f -
l/ A
PR ¥ | =i o -
y z
N
0.2} ; N
ll \\\
0.1F / \\ \

-5 4 -3 -2 -1 0 1 2 3 4

Figura B.3 Distribuigio limite de 7. .

Um teste conjunto Hyp : ¢ = 0, By = 0 em (B.33) pode ser construido utilizando
(B.23). Ver tabelas em Hamilton (1994).

Phillips (1987) e Phillips e Perron (1988) generalizaram os resultados de Dic-
key e Fuller para o caso em que os erros a; séo correlacionados e possivelmente he-
teroscedéstico. Contudo, as distribuigoes limites s&o as mesmas que nos casos an-
teriores. As estatisticas por eles consideradas sio modificadas para levar em conta
a auto-correlagio, apés estimar os modelos por MQ ordindrios. Para detalhes, ver
Hamilton (1994).




ApENDICE C

Fungao de Autocorrelagaﬁ
Estendida

C.1 A fungao de autocorrelacgao estendida

As fac e facp néo sio bons instrumentos para determinar a ordem de um modelo
| ARMA(p,q). Tsay e Tiao (1984) introduziram um instrumento unificado, denomina-
| do funcdo de autocorrelagdo estendida (face), para identificacio de modelos ARM A,
estacionarios ou ndo. Tal funcdo possui a propriedade de se anular apds uma deter-
L . B - i minada defasagem dep ndente de P eg,0que torna posswel a 1dent1ﬁca(;ao desse~

" parimetros. . = LT e

Vamos introduzir o conceito da face através de um exemplo. Considere um
 modelo ARMA(3,1) estaciondrio; de (5.55) e (5.59) temos que

pj = d1pj—1+ -+ P3pj_3 + Yza(j) = O172a(f — 1), =0,1,

pj = d1pj—1+ -+ d3pj-3, 7= 2.

Assim, em notagdo matricial, podemos escrever

pi pi-1 pia | | ¢ Pit+1
‘ ‘ pi+1 P Pj-1 91 =1 by
Pj+2 Pj+1  Pj ff’gj) Pi+3

em que (qS 2 ,@é")) (@1, P2, d3)' se j > 2, e a série transformada

W = (1-¢0'B - ¢8> — 982, § 22,
é um processo MA(1) com uma fac igual a zero apds a primeira defasagem.

Generalizando, considere o vetor
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k=1,23,...e7=0,1,..., que satisfaz o sistema matricial
i (9) (3)
Glaybin = Fr (C.1)
com
Pi Pi—-1  Pi—k+l Pj+1
Gy _ | Pi+r Pi o Pk Gy _ | Pit+2
G = : : : eP =1
Pj+k-1 " Pj+1 Pj Pi+k
e seja pg,; a j-ésima autocorrelagdo do processo transformado
(.7) (1 B — éb(J)Bk)Zt (CQ)

Demonstra-se que

( ¢k .7)) G(J *(J
* 0) ?

(¢ k(J))/GEk+1) ZQ)

Pea = (C.3)
em que gb*(j) =(1, ¢(j))/

A quantidade pk.y, e‘i’pressao (C 3) da—se o nome de fungao de autocorrelaga,o
estendida- (face)™ , R e .

Resultado 1: Para um processo ARMA(p, q) e k = p, temos que

{—%(l +03+ -+ 027 =g,
0,

i = j>q

(C4)

ou seja, W'(] ) ¢ um Processo \/IA( ).

Resultado 2: Pode-se demonstra.r que para um processo estaciondrio ARMA(p, q)
temos que, para k > p, .
¢ j=q+k-p,
’J’”:{o, i>a+k-p, @5
onde —1 <c< 1.

O Resultado 2 pode ser utilizado na identificacio de modelos ARMA (p, q).

C.2 FACE amostral

Para modelos ARMA estaciondrios, estimativas p;; da face podem ser obtidas
utilizando as expressées (C.3) e (C.1), substituindo as autocorrelacdes pelas cor-
respondentes autocorrelagbes estimadas, 7;. Neste caso, pp; serd um estimador
consistente de pi ; € podemos utilizar (C.5) para identificar os pardmetros p € g.
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Para modelos ARMA (p, g) ndo-estacionérios, isto é,
p(B)Z; = 0(B)ay,

onde as raizes de ¢(B) = 0 nao sdo todas, em médulo, maiores que um, ndo pode-
remos utilizar o procedimento anteriormente mencionado pois o estimador fy ; ndo
tem mais a propriedade da consisténcia.

Tsay e Tiao (1984) propdem um procedimento unificado, para a utilizagao da face
amostral na identificacdio dos pardmetros p e ¢ de um modelo ARMA, estacionério
ou ngo. Tal procedimento consiste de dois passos:

(i) encontrar estimadores consistentes dos pardmetros ¢’s, com o objetivo de
transformar Z; em um processo de médias méveis, Wi = o(B)Zy;

(ii) utilizar a propriedade de corte na fac da série transformada, para identificar o
modelo.

A obtengao de estimadores consistentes é feita por méio do seguinte procedimento
iterativo:

1. Sejam cpgol)g, e ,cﬁ,(col)c as estimativas de MQO dos pardmetros do modelo AR(k)

7y = ( %Zt——l + Py ]z,Zt e i o gp(k])iZt_k + 627t. (06)

A primeira ngzessao 1t,erada é da_da por .

Ze = o}’ z)th 1+ +€021)th k+ﬁ§1116202 1+€§clg» (C.7)

onde ékt é o residuo do modelo (C.6). A regressdo (C.7) fornece um novo conjunto
de estimativas de MQQO, gbglk, ceey cﬁ(hli

Em geral obtemos as estimativas ‘ngl)c’ s <p§cj L, j=1,2,..., da j-ésima regressio
AR(k) iterada,

Zy = ( )Zt 1+ ‘P(J) Zy g+t ‘P(J) Z g+ 51261(3,; 11)

o Bt e, (C8)
em que
A1 1—h
& =290 70~ — 002 k—Zﬁhk i) (C9)

é o residuo da i-ésima regressdo iterada e e(j ) & o termo de erro.

Na prética, as estimativas iteradas ¢; podem ser obtidas por meio de estima-
tivas de MQO dos coeficientes auto-regressivos, ajustando a Z; modelos AR(k), .. .,
AR(k + j) e utilizando a recursdo

) (G—1) ‘f’zu 1;9)‘#’(3 112 1
~(7 ~(j—1 1 k+1,k+
Pik = Pksi — — G-n (C.10)

ke
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com pd) = ~1,1=1,..,kk>lej>1.

Resultado 3: Tiao e Tsay (1983) mostram que, para k = p,
2V (p) " o(p), J24a,

com 60(p) = (81, .., &5p).

Analogamente a (C.3), define-se a fungdo de autocorrelagdo estendida amostral
como

(C.11)

Prg = b (W), (C.12)
ou seja, a j-ésima autocorrelagio amostral da série transformada
WY = (1-¢{)B— -~ ¢J)B") 2z (C.13)

Note que fo,; = 7; (fac amostral de lag j).

Resultado 4: Tsay e Tiao (1984) mostram que, para um processo ARMA(p, q)
estacionério ou nao,
o P G, .7 =g+ k - D,
Pk — 3 k> D,
0, 7>q¢+k-p,

com |¢f < 1.
A apresentacio da face é feita em uma tabela de dupla entrada, Tabela C.1.
As linhas sdo numeradas 0,1,2,..., indicando a ordem p da parte AR, enquanto
que as colunas, também numeradas 0,1,2,..., indicam o valor do pardmetro de
médias méveis g. Dessa maneira, a primeira linha contém a fungio de autocorrelacio
amostral, a segunda linha contém a primeira face amostral e assim por diante.

Tabela C.1 Funcdo de autocorrelagdo estendida amostral.

q

T1 T2 T3 T4 T5
pir P2 Pz Pra Pis
P21 fr2 P23 Pra Prs
| P31 P32 P33 Paa B3

w N O

A Tabela C.1 pode ser simplificada substituindo as estimativas da face por “ze-
ros” e “x’s” quando elas caem dentro e fora do intervalo de confianga 42 erros
padrdes, respectivamente. O pacote estatistico SCA adota esse procedimento.
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As ordens p e ¢ podem ser determinadas encontrando a posigao (pg, go) de tal
forma que todos os valores na tabela sejam “zeros” para (4,7) na regido triangular
emquei=po+kej>q+k k=0,1,2,..., como demonstrado na Tabela C.2.

Tabela C.2 Funcdo de autocorrelacdo estendida simplificada.

q

P 0 1 2 @—1 g go+1 go+2
0 X X X X X X X
1 X X X X X X X
2 X X X X X X X
Do X X X X

po+1 | X x X X

po+2 | X x X X

po+3 | X x X X

C.3 Exemplos
(a)Considere N = 100 observagdes geradas do modelo ARMA(2,1)

Zy=0,8Z;_1 — 0,3Z;_3 — 0,5a;_1 + az, (C.14)

ag ~ iid N(O, 1)

O Quadro C.1 apresenta as fac e facp amostrais que sugerem como modelo pre-
liminar um AR(1) ou um MA(1). Entretanto, a face amostral, Quadro C.2, sugere
um modelo ARMA(2,1), ou seja, identifica corretamente o modelo.

(b)Considere a série Ajg — ICV. A anélise feita no Exemplo 6.3 indica a necessidade
de uma transformagio logarftmica e um modelo preliminar ARIMA(1,1,0) com uma
constante. No Exemplo 8.2 verifica-se que esse modelo se ajusta bem aos dados.

O Quadro C.3 apresenta a face amostral da série (1 — B) InICV, sugerindo um
modelo ARMA(1,1) & série com uma diferenga. Assim, neste caso, a face faz uma
indicacdo super parametrizada do modelo correto, que é um AR(1).
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THE EXTENDED ACF TABLE '
(@-->) 0 1 2 3 4 5 6 7 8 s 10 11 12
AUTOCORRELATIONS . T e
1- 12 .29 -.02 -.03 -.12 -.03 -.07 -.07 .00 -.09 -.22 -.06 -.0 (P= 0) .29 -.02 -.03 -.12 -.03 -.07 -.07 .00 -.09 -.22 -.06 -.08 -.07
ST.E. .10 .11 .11 .11 .11 .11 .11 .11 .11 L1100 .12 .12
Q 8.6 8.6 8.7 10.2 10.3 10.8 11.4 11.4 12.2 17.9 18.4 19.2 (P= 1) .34 -.20 -.00 -.12 .05 -.03 -.08 -.01 -.0l -.22 11 -.03 -.06
1.0 -0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4 0.6 0.8 1.0 (P= 2) .14 -.07 -.05 -.07 .06 ~-.05 -.04 .02 -.02 -.21 .09 -.03 -.06
s ettt e Rl il bl (P= 3) .12 -.48 .08 -.16 -.02 -.01 .01 .01 ~.00 -.19 -.06 -.13 -.12
I
1 0.29 + IXXXX+XX (P= 4) .36 -.42 -.21 ~-.07 .03 -.01 .01 .01 -.02 -.15 .05 -.09 -.01
2 -0.02 + XI + (P= 5) .41 -.37 -.34 -.13 .01 -.06 .01 .02 -.02 -.13 -.06 -.09 -.01
3 -0.03 + XTI +

: 2 -0.12 + XXXT + (p= 6) -.20 .15 -.38 -.04 .10 -.11 -.11 -.00 -.02 -.12 .06 -.01 -.06

‘ 5 =-0.03 + XI + SIMPLIFIED EXTENDED ACF TABLE (S% LEVEL)

! 6 -0.07 + XXI + (Q-->) o 1 2 3 4 6 7 8 $ 10 11 12

: 7 -0.07 + XXI 2 Uttt el el el

, 8 0.00 + I + (P=0) X 0 0O O O 0 0 O 0 0 0 O O

| . XTI (P=1) X 0 0 0 0 0 0 O 0 0 O O O

9 =-0.03 + + (P=2) © 0 0 0 0 0 0 O O O O O O

10 -0.22 X+ XXXXT + (P=3) 0 X 0 0O 0 0 00O 0O 0 0 0 O

11 -0.06 + XXI + (P=4) X X O 0 0 0 0 0O 0 0 O O ©

(P=5) X X X 0 0 0 0 0 0 0 0 0 ©C

12 -0.08 *+ X1 * (P=6) 0 O X 0 0 0 0 0 0 0 O O O
PARTIAL AUTOCORRELATIONS i

sl 1- 12 .29 -.11 .02 -.13 .05.-.10 -.02 .01 -.10 -.21 .05 -.13 !

i ST.E. .10 .10 .10 .10 .10 .10 .10 .10 .10 .10 .10 .10 ! Quadro C.2: Face amostral do processo ARMA(2,1) gerado utili-
-1.0 -0.8 -0.6 -0.4 -0.2..0.0 . 0.2 0.4 0.6..0.8 1.0 o : zando o modelo (C.14). (SCA)

et it T EE L L Lt it bt - oo
I

1 0.29 + IXXXX+XX

2 -0.11 + XXXT + y

3 0.02 + I +

4 -0.13 + XXXTI + THE EXTENDED.ACF TABLE :

5 0.05 + IX + (@-->) 0 1 2 3 4 s & 7 8 9 10 11 12
| 6 -0.10 + XXXT e ST

i 7 -0.02 + XTI + {(P= 0) .49 .33 .26 .16 .21 .27 .29 .29 .25 .22 .21 .28 .30
¢ 8 0.01 + I + :

i s -0.10 & XXXT - (P= 1) -.20 -.10 .04 -.09 -.03 .08 .00 .05 -.02 -.02 -.08 .03 .09
i 10 -0.21 mix + (p= 2) -.48 -.20 -.10 -.07 -.06 .08 .04 .06 -.02 .03 -.09 .01 .10
; 11 0.05 + +
12 -0.13 + XXXI + (P= 3) -.04 -.17 .02 -.05 -.11 .08 .05 .11 .00 .01 -.06 .03 -.01

(P= 4) -.01 -.32 -.49 -.02 -.12 .08 .02 -.06 .01 .07 -.05 -.00 .0L
(P= 5) -.48 .30 -.34 .21 -.27 -.0L -.02 -.06 -.00 .06 -.05 -.01 .01
Ny Quadro C.1: Fac e facp amostrais do processo ARMA(2,1) gerado (P= 6) -.41 -.40 .09 .01 -.20 -.06 -.13 -.06 -.04 .03 .02 -.01 -.06
; utilizando o modelo (C.14). (SCA) SIMPLIFIED EXTENDED ACF TABLE (5% LEVEL)
: . (@-->) 0 1 2 3 4 s 7 8 9 10 11 12
(P=0) X X X 0 0 0 X 0 0 0 0 O O
: (P=1) X 0 0 0 O 0 0 0 O 0 0 Q O
(P=2) X X 0 0 0 0 0 Q0 0 0 0 0 O
(P=3) 0 0 0 O 0 0O 0 Q ©C O O O O
(P=4) 0 X X 0 0 0 0 0 0 0 0 O Q
(P=5) X X ¥ 0 X 0 0 0 0 0 O O O
(P=6) X X 0 0 0 0 0 0 O O 0 O O
Quadro C.3: Face amostral da série (1 — B) InICV.

S




APENDICE D

Testes de Normalidade e
Linearidade

Para realizar os testes vamos considerar uma amostra Xy, Xs,..., Xy de uma
série temporal.

D.1 Tesfe de normalidade

Se uma série for considerada normal (gaussiana), seu comportamento poders
normal é que todos os momentos impares maiores do que dois sdo nulos. Segue-se
que o coeficiente de assimetria A de (2.54) deve ser igual a zero. Podemos usar,
entdo o resultado (2.58) para testar a hipStese Hp : A = 0, ou seja, considerar a
estatistica /N/6A, que terd distribuicdo limite A/(0,1).

Por outro lado, a medida de curtose K, dada por (2.55) serd igual a 3 para
distribuigbes normais e a hipdtese Hyp : K = 3 pode ser testada usando-se a estatistica
N/ 24(K — 3), que ters também distribuigio aproximada normal padrao, sob Hy.

Um teste largamente utilizado em econometria é o teste de Béra e Jarque (1981),
que combina esses dois testes, usando a estatistica

S = (%) A%+ (%) (K —3)?, (D)

_que, sob Hy: a série é normal, tem distribui¢fo qui-quadrado com dois graus de

liberdade.

Portanto, para testar a normalidade de uma série basta calcular as estimativas de
A e K, dadas por (2.56) e (2.57), respectivamente, calcular S por (D.1) e cornparar
o valor obtido com o valor tabelado de uma distribuigio x?(2), com o nivel de
significAncia apropriado. Uma forma alternativa é calcular o p-valor do teste, dade o
valor obtido usando S. O programa Eviews, ao calcular varias estatisticas descritivas
da série, calcula também (D.1) e fornece o respectivo p-valor.
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D.2 Teste de linearidade

Apresentamos aqui o teste de McLeod e Li (1983) para verificar a linearidade de
uma série temporal.
O teste € baseado no resultado de que se X; é uma série temporal estaciondria e
gaussiana, entdo
px2(j7) = [ox (4)]%, todo j. (D-2)

Granger e Andersen (1978) afirmam que a ndo-validade de (D.2) indica possibi-
lidade de n&o-linearidade. Maravall (1983) considerou a utilizagio de pz2(j), sendo
é; os residuos do ajuste de um modelo linear. McLeod e Li (1983) propdem um
teste do tipo “Portmanteau”, baseado na. autocorrelacdo amostral dos quadrados
dos residuos de uma série temporal estaciondria e gaussiana.

A hipdtese a ser testada é

Hjy : a série é linear.

Sejam (é1,...,én) os residuos ajustados de um modelo ARMA e g2 a autocor-
relagdo amostral do quadrado dos residuos dada por

PG SICNET N
p€2 (k) = ’
NCEEOL
j=1 . :

52
&5

o,
m

em que 62 = I=g—.

Para detectar um modelo ARMA mal especificado McLeod e L1 propuseram a
seguinte estatistica

Q=N+ 2)2 pez(k)] (D.3)

que é equivalente & aplicacio do teste de Ljung-Box aos quadrados dos resfduos do
modelo ARMA ajustado.

A estatistica (D.3) pode expressar a possibilidade de detectar nao linearidade de
um modelo na dire¢io de bilinearidade e, sob Hy, possui distribuicio x2,.

Rejeitamos Hy quando Q > g, em que q é o (1 —a)-ésimo percentil da distribuicao
X

Segundo Tong (1990), ndo é claro se este teste distingue entre um modelo nio-
linear e um modelo ARMA mal ajustado, quando obtemos um resultado significante.
Segundo Davies e Petruccelli (1985) e Luukkonen et al. (1988) este teste é adequado
para testar a hipétese de que o modelo é linear contra a hipétese de que o modelo é
nao-linear do tipo ARCH.
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O teste (D.3) foi amplamente aplicado em todos os exemplos do Capitulo 14, com
o objetivo de detectar heteroscedasticidade condicional e, posteriormente, ajustar
modelos do tipo GARCH.

Outros testes de linearidade, no dominio do tempo, podem ser encontrados em
Tsay (1986b, 2002), Poggi e Portier (1997), Cromwell et al. (1994). No domnio
de freqiiéncias, temos como referéncias Subba Rao e Gabr (1984), Hinich (1982),
Ashley et al. (1986), Priestley (1988) e Brillinger e Irizarry (1998), dentre outros.

Ventura (2000) apresenta uma coletinea de vérios testes de linearidade, em ambos
os dominios: tempo e freqiiéncia.




Distribuicoes Normais
Multivariadas

Introduzimos neste apéndice as distribui¢Bes normais multivariadas real e complexa.

E.1 Distribuicac normal multivariada

As varidveis aleatérias X, ..., X, reals, tém uma distribuigio conjunta normal
multivariada de dimensdo p (ou, simplesmente, p-variada), se sua fun¢o densidade
for dada por ™ ’

fon o) = 0 Plalon { - - wAG-w |, (B

onde A é uma matriz p X p positiva definida, |A| é o determinante de A, x =
(mly e 'vxp)/ e p= (/u'la' . ')/J‘p),‘

Se X = (X3,...,Xp), segue-se que E(X) = p e a matriz de covaridncias de X
¢33 =A"1 :

Se X tem distribuicdo normal p-variada com média g e matriz de covaridncias
3, escrevemos X ~ Np(p, ). Pode-se verificar que a funcio caracteristica de X é

eit’/_L—t’Et/E’ o “(E,Q)

para todo vetor real t, de ordem p x 1.
A densidade (E.1) nio existe se ¥ for singular. E possivel dar uma defini¢ic
mais geral e, para detalhes, o leitor deve consultar Rao (1973).

Propriedades

(i) Se X ~ Np(p,X) entdo qualquer combinagdo linear aX=a X +asXo+...+

apXp tem distribuicio N (a'p1,2'Ta). Também, se a' X ~ N (a'p,a Za), para todo
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a, entdo X ~ ~ Np(p, %)

(if) Todo subconjunto de componentes de X tem distribuicao normal multivariada.

. L 1 Hy
(iii) Se \:il } for normal multivariada (de dimensao q + g2), com média { } e
2

Ha
pPHEED L)
St oo |

entdo X, e Xj sio independentes se e somente se 39 = 0.

matriz de covariancias

(iv) Se X; e X sdo independentes e com distribuigdes N (1, 211) e Ny, (19, Za2),
respectivamente, entdo

MR )

(v) Se tivermos ’ ’ A i

X
X:[ 1} ~ Nptg (1, 2),

S 2
= M . 5= 11 212 [l >0,
15 3o Xoo
entdo a dlstnbmgao condicional de X; dado X3 = Xz é Ny, (p*,X*), onde p*
g + T2 (x2 — pg) € B = Xy1 — S10%5 Z21

com

(vi) Sejam Xi,...,Xn mutuamente independentes, com X; ~ Np(p;, %), j =
1,...,n. Entio V1 = Y71 6X; tem distribuigdo Np(Ooh CJMJ,(Z %)
Além disso, Vi e Vg = ZJ_I b;X; tém distribuigio conjunta normal multivaria-
da, com matriz de covaridncias

T, AT (Po)x } '
/ 2
(b o)X (Z?:l bj)%
Consegilentemente, V1 e Vy sdo independentes se bec= Z?=1 bje; =0.

Pars mais informacio sobre distribui¢Ses normais multivariadas, veja Johnson e :
Wichern (1992).
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E.2 Distribuicao normal multivariada complexa

Se Z = X +1Y for um vetor aleatério p x 1, entdo Z terd uma distribuicdo
normal complexa multivariada, se o vetor (X, YY), de ordem 2p x 1, tiver uma dis-
tribuicdo normal multivariada, de dimenséo 2p. H4 alguma ambigiiidade na escolha,
da distribui¢ao conjunta desse vetor e, portanto, nos fixaremos na defini¢io a seguir.
Se Z =X +1Y for um vetor px 1, com componentes complezas, dizemos que Z tem
distribuicao normal compleza multivariada com média 1 e matriz de covaridncias
3, se e somente se o vetor (X,Y), de ordem 2p x 1, com componentes reais, tiver

dwtmbuzgao normal 2p-variada,. com média (Ru,Iu)’ e matriz de covariancias ) =
V sendo

V= RE —-IX
¥ RX

para algum vetor p de ordem p X 1 e alguma matriz 33, de ordem p x p, hermitiana
nao-negativa definida.
Escrevemos Z ~ Ny (p, X0).

Um caso de interesse é p = 1. Se Z = X +1Y tem distribuigio normal complexa
Nf(p,0), entdo X e Y serdo varidveis aleatérias independentes, com distribuicdes
normais Ny (p1,0/2) e Ni(u2,0/2), respectivamente, onde p1 = Ry e pg = Tp.

Um fato importante é o resultado a seguir:

Teorema E.1 (Isserlis). Se Z = (21, Z2, Z3, Z4)' for uma varidvel aleatéria com
distribuicio normal compleza, com média zero e matriz de covaridncias 3, entdo

E{Z,22737,} = E{Z1Z2}E{ZsZs} + E{Z125}E{Z2 24}

+E{Z1 24} E{Z2 73}, (E.3)

No caso de varidveis aleatérias normais reais com média zero, o teorema reduz-se

Cov{Z1 7, ZsZs} = E{71 25} E{ZaZ4} + B{Z, 24} B{ Za Zs}. (E.4)

Algumas propriedades que podem ser de interesse sio:

(i) Se Z for uma varidvel aleatdria complexa p x 1, entéo
Yzz =Txx + Syy +i(Byx — Txy).
(il) Se Z = X + 1Y, entéo Var(Z) = Var(X) + Var(Y).

(iil) Se Z ~ N5(u, X) e se IX = 0, entdo as componentes de Z sdo independentes.




APENDICE F

Teste para Memdria Longa

F.1 Introducao

Apresentamos neste apéndice um procedimento para testar se uma série temporal
apresenta memdria longa e estimar o parimetro de longa dependéncia.
O modelo proposto para a série Z; é o processo integrado fraciondrio

1-B)HZ —p) = U, (F.1)

onde U; é um processo estacionério, com espectro fu(A) ,e para qualquer ntmero
real d > —1, define-se o operador de diferenga fracionsria -

a-r=3 ()5

k=0
1 2 . 1 3 .
=1—dB+,—)Td(d-—1)B“-§d(d-l)(d—2)B + (F.2)
ou seja,
d _ d! _ Td+1)
k)~ kl(d — k)! _I‘(k-{—l)F(d—lﬁ-l)' '

Se 0 < d < 1/2, entdo X; é estaciondrio com meméria longa. Se -1/2<d <0,
dizemos que X; é estaciondrio com meméria curta, ou anti-persistente.

F.2 Estatistica R/S

A estatistica R/S foi introduzida por Hurst (1951) com o nome “rescaled range”
(ou “range over standard deviation”), com o propésito de testar. a existéncia de
meméria longa numa série temporal.

Dadas as observagdes Z1, ..., Z,, a estatistica R/S é dada por
1 k k
Q=7 maXlSkSn;(Zj -2Z)- minlSks'an:I(Zj =2),  (F3
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onde Z é a média amostral e S2 é a varidncia amostral.

Pode-se demonstrar que se Z; sdo i.i.d. normais, entdo Q,/\/n converge fraca-
mente para uma v.a. que estd no dominio de atragio de uma ponte browniana. Lo
(1991) fornece os quantis desta varidvel limite. Ele nota que a estatistica definida
por (F.3) ndo é robusta & dependéncia de curta memdria e propde substituir Q,, por

k k
Qn= *1(“) maxick<n ¥ (% — Z) —minicecn Y (Z; = 2)|,  (FA)

a.
n\q =1 =1

onde 8,(g) é a raiz quadrada do estimador da varidncia de longo prazo de Newey-

‘West, com largura de faixa g, dado por
2 2 ¢
Ga@) = SHL+ =D wgry),
=1

sendo wg; = 1—3/(g+1), ¢ <n e r; sdo as autocorrelagbes amostrais usuais de Z;.
Newey and West (1987) sugerem escolher g = [4(n/100)%/9].

Se o processo Z; ndo tiver ML, a estatistica S /L converge para sua dlstrlbmgao
limite & taxa n!/2, mas se h4 ML presente, a taxa de convergéncia é n, com
H=d+1/2.

Estes fatos sugerem construir graficos (na escala log-log) de R/S contra o tama-
nho amostral. Para uma série com MC os pontos devem estar ao longo de uma reta

- com inclina¢dio 1/2, ao passo que para uma série com ML, a reta deve ter inclinacio

H > 1/2, para grandes amostras.

Para a construgdo deste grifico, considerar os valores de R/S contra ki, para
= fki_1, © = 2,...,s, k1 grande inicialmente ¢ f um fator conveniente. Por
exemplo, divida a amostra em [n/k;] blocos.
A fungdo rosTest do S+FinMetrics calcula (F.4) com g = [4(n/100)'/4]. Esta
fungdo pode ser usada para testar se hd ML na série temporal. A fungdo d.ros
estima o valor de d segundo o procedimento grafico descrito acima.

Exemplo F.1. Considere a série de retornos didrios do Ibovespa de 1995 a 2000
e a série de volatilidades, dada pelos valores absolutos dos retornos, mostrada na
Figura F.1. O Quadro F.1 mostra o resultado da aplicacao da funcio rosTest. O
valor da estatistica Q,, é 2,4619, significativa com o nivel 0,01, o que confirma que
a série apresenta memdria longa. A Figura F.2 apresenta o loglog plot de R/S, com
a reta ajustada. O valor estimado de d ¢ igual a 0,21. O gréfico foi feito com k; = 5
e f = 2. A reta pontilhada, que indica a existéncia de meméria curta, estd bem
distante da reta ajustada, que indica meméria longa.
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Test for Long Memory: Modified R/S Test

Null Hypothesis: no long-term dependence

Test Statistics:
2.4619**

*. significant at 5% level

**: significant at 1% level

Total Observ.: 1498
Bandwidth: 7

Quadro F.1: Teste para ML para volatilidade do Ibovespa.

Valor absoluto retarnos Ibovespa

Figura F.1: Volatilidade do Ibovespa.

Log—Log R/S Plot

Figura F.2: Plot R/S para a volatilidade do Ibovespa
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